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Introducción

El interés del investigador, en algunas experimentaciones, se centra en analizar datos a través
del tiempo para conocer la tendencia de un individuo o grupos de individuos. En este contexto
se enmarca el análisis de curvas de crecimiento. El Modelo de Curvas de Crecimiento (MCC),
introducido formalmente por Pottho¤ y Roy (1964), es un modelo multivariante generalizado,
extensión del análisis de varianza multivariante, aplicable a un gran conjunto de problemas
reales en muy diversas áreas cientí�cas, especialmente útil para los estudios de experimentos con
datos longitudinales y medidas repetidas. Desde la formulación del MCC, diferentes aspectos del
modelo han sido sucesivamente considerados por muchos autores en diferentes trabajos (véase,
por ejemplo, Kollo y von Rosen, 2005).

Por otra parte, cualquier análisis estadístico tiene como objetivo básico la obtención de con-
clusiones �ables a partir de los datos de las variables analizadas. Así, el papel que desempeñan las
observaciones es de gran importancia para el desarrollo del estudio. No obstante, la importancia
de cada observación en la construcción de un modelo es generalmente muy distinta. Un gran
número de autores han presentado situaciones prácticas en las que existen observaciones experi-
mentales que inciden considerablemente en los resultados del análisis, motivando la necesidad
de identi�car tales observaciones, denominadas en la literatura como observaciones in�uyentes
u observaciones in�uencia, y evaluar sus efectos en el análisis estadístico que se pretende reali-
zar. De acuerdo con la de�nición de Cook (Cook, 1977), una observación es considerada como
in�uyente si su omisión de los datos da lugar a cambios sustanciales en rasgos importantes del
análisis. Por otro lado, siguiendo a Cook y Weisberg (1982), puede decirse que el análisis de los
datos experimentales, con objeto de encontrar estos casos relevantes, es de gran interés para las
conclusiones que se obtengan de la experiencia por dos motivos:

i) Proporciona información referida a la �abilidad de las conclusiones y resultados obtenidos.

ii) Puede indicar áreas del espacio muestral con efecto informativo inadecuado para una infe-
rencia �able y estable.

En este sentido, la identi�cación de estas observaciones es esencial para juzgar la robustez
del modelo construido y para evitar errores de especi�cación en los modelos. El objetivo de
esta memoria se centra en estos tópicos arriba citados: El Análisis de In�uencia en Modelos de
Curvas de Crecimiento. En el marco de la inferencia estadística clásica, el estudio de la in�uen-
cia sobre un modelo se aborda como la evaluación del cambio resultante de la perturbación del
modelo. Las distintas técnicas estadísticas propuestas para abordar el problema de la in�uencia
se enmarcan en la aproximación genérica recogida por Cook (1977) y Cook y Weisberg (1982):
para medir el efecto que tiene una observación o un conjunto de ellas sobre un aspecto de interés
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IV Introducción

del análisis estadístico, se introducen pequeñas perturbaciones (perturbación del modelo) y se
cuanti�ca el cambio producido (comparación de resultados). En este enfoque se han propuesto un
conjunto de métodos englobados en lo que genéricamente se conoce como el análisis de in�uencia,
incluida en las técnicas de diagnóstico. Usualmente, este estudio puede ser hecho dentro de las
siguientes estructuras. Estructura de verosimilitud, donde están incluidas la distancia de Cook,
la distancia de Cook-Weisberg o el desplazamiento de verosimilitud. Estructura bayesiana, donde
están incluidas la divergencia de Kullback-Leibler o la entropía bayesiana. Dentro de estas dos
estructuras las técnicas de diagnóstico multivariantes pueden ser clasi�cadas, a su vez, en dos
categorías: la in�uencia global y la in�uencia local.

A partir de estas dos categorías de técnicas de diagnóstico, se han propuesto medidas de in-
�uencia en prácticamente todos los modelos estadísticos. Una revisión general sobre las medidas
de diagnóstico aplicadas al MCC se recoge en Pan y Fang (2002). Sin embargo, la mayoría de
las técnicas de detección de observaciones in�uyentes están orientadas hacia la cuanti�cación de
la in�uencia sobre el valor del estimador obtenido en una muestra concreta, es decir, al estudio
de la in�uencia sobre las estimaciones de los parámetros de interés del modelo, comparando
directamente los valores obtenidos en dichas estimaciones a partir del modelo postulado y del
modelo perturbado. Así, tales diagnósticos de in�uencia tienden a evaluar algunas características
aisladas de los cambios provocados por la perturbación.

Un enfoque alternativo es diseñar técnicas que permitan analizar la in�uencia sobre la dis-
tribución muestral de dichos estimadores. Esto es, no sólo sobre el valor del estimador obtenido
en una muestra concreta, sino en toda la distribución de valores que puede tomar el estimador
bajo estudio. El argumento que induce este enfoque es que, en múltiples ocasiones, la in�uen-
cia afecta al comportamiento del estimador, en particular a su estructura de covarianzas y,
en consecuencia, a los errores de estimación. Ello puede proporcionar medidas de in�uencia
más globales, más completas y, por tanto, menos sensibles a posibles �uctuaciones muestrales.
En este sentido, Jiménez-Gamero et al. (2002) proponen una aproximación general al problema
basada en medir la distancia entre la distribución del estadístico de interés bajo ambos modelos,
el modelo postulado y el modelo perturbado. Este enfoque genérico permite obtener medidas
de in�uencia más globales en tanto que no se centra en el efecto sobre el valor de un estadístico
o estimador obtenido para una muestra concreta, sino sobre la distribución de valores posi-
bles que el estadístico o estimador puede tomar, bajo la ley de probabilidad estimada a partir
de la muestra. Para una aplicación de dicha metodología a otros modelos estadísticos véase
Muñoz-Pichardo (2006). Es en esta aproximación al análisis de in�uencia en la que se centra
esta memoria.

Así, el objetivo principal de esta memoria es obtener medidas de in�uencia basadas en
la distancia entre distribuciones, para el análisis de in�uencia sobre el estimador de máxima
verosimilitud (EMV) de la matriz de coe�cientes de regresión del MCC. Para ello se plantean
los siguientes aspectos:

Se considera como hipótesis distribucional la normalidad multivariante.

Se utiliza el esquema de perturbación de la omisión de las observaciones bajo estudio
sobre el EMV del parámetro estructural del modelo, cuanti�cando la diferencia entre
los resultados obtenidos para las distribuciones del modelo postulado inicialmente y del
modelo perturbado.
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Se proponen como distancias entre distribuciones: la distancia de Fréchet (Fréchet, 1957)
y la distancia de Rao (Rao, 1945 y 1949).

De esta forma se obtienen diagnósticos de in�uencia que permiten analizar la �abilidad
de las conclusiones y resultados obtenidos del análisis estadístico y pueden indicar áreas del
espacio muestral con efecto informativo inadecuado para una inferencia �able. Tales diagnósticos
complementan los propuestos en la literatura y pueden proporcionar información no incluida en
la aportada por aquellos. En este sentido, los capítulos de esta memoria están estructurados de
la siguiente manera.

Con la �nalidad de establecer la notación básica a utilizar en este trabajo y presentar una
serie de resultados utilizados en los siguientes capítulos, en el Capítulo 1, se lleva a cabo una
revisión del MCC, donde se introducen algunos conceptos y resultados básicos. Se recoge, de
una forma resumida, el MCC, se presentan los estimadores de mínimos cuadrados generalizados,
los EMV y sus propiedades más generales. Además, se recoge el MCC con estructura simple de
Rao (MCC(SCS)), uno de los modelos más utilizados en el marco de las curvas de crecimiento.

Con objeto de introducir adecuadamente los conceptos necesarios para el desarrollo de las
técnicas de análisis de in�uencia recogidas en esta memoria y realizar una síntesis del estado
actual del problema considerado, en el Capítulo 2, se comienza con una introducción a los resi-
duos del MCC. Posteriormente, se presenta, también de forma reducida, el MCC perturbado
bajo la omisión, para culminar con una revisión de algunas de las medidas de in�uencia glo-
bal, basadas en la omisión de casos, propuestas en la literatura para identi�car observaciones
in�uyentes en el EMV de la matriz de coe�cientes de regresión del MCC y del MCC(SCS).

En el Capítulo 3, se desarrolla una medida de in�uencia, basada en la distancia de Fréchet
entre distribuciones de probabilidad, para el EMV de la matriz de coe�cientes de regresión del
MCC y del MCC(SCS), así como para algunas combinaciones lineales del mismo. Las medidas
basadas en la distancia de Fréchet pueden ser descompuestas en dos componentes de interés: el
efecto sobre la localización y el efecto sobre la dispersión.

En el Capítulo 4, se propone una medida de in�uencia, basada en la distancia de Rao entre
distribuciones de probabilidad, para el EMV de la matriz de coe�cientes de regresión del MCC
y del MCC(SCS), siguiendo una estructura paralela al capítulo anterior.

Finalmente, en el Capítulo 5, para ilustrar la utilidad de los diagnósticos propuestos, se apli-
can las medidas de in�uencia presentadas en el Capítulo 2 y los planteamientos metodológicos
de detección de observaciones in�uyentes, bajo la utilización de distancias entre distribuciones
de probabilidad, desarrolladas en los Capítulos 3 y 4, a dos conjuntos de datos reales, a través
de los cuales se comprueba empíricamente la adecuación de las medidas de Rao y Fréchet, com-
parándolas con los diagnósticos de in�uencia ya existentes. El análisis de in�uencia llevado a
cabo en los dos ejemplos, se realiza desde el punto de vista individual, mediante un programa
realizado en MATLAB.

Por último, se presentan algunas conclusiones, comentarios y futuras líneas de investigación.

Se completa esta memoria con tres anexos (A, B y C) en los cuales se recogen, respecti-
vamente, alguna notación usada, una selección de de�niciones y resultados correspondientes,
fundamentalmente, al álgebra matricial y algunos resultados básicos de distribuciones matri-
ciales útiles en el desarrollo de esta memoria.
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Capítulo 1

Modelo de curvas de crecimiento

1.1. Introducción

El modelo de curvas de crecimiento (MCC) es un modelo multivariante generalizado, es-
pecialmente útil para el estudio de datos longitudinales, de medidas repetidas y el análisis de
tendencias. Básicamente, se puede decir que las experiencias sobre las que se aplica esta mode-
lización consisten en registrar una serie de medidas en sucesivos instantes de tiempo, en una o
más subpoblaciones, a partir de las cuales se pretende analizar la evolución o tendencia de los
individuos y las posibles diferencias en esta tendencia entre las subpoblaciones consideradas.

Tal y como viene recogido en Rao (1972), se puede considerar que el primer trabajo sobre
curvas de crecimiento fue publicado por Wishart (1938). Posteriormente, Box (1950) realiza
un estudio pormenorizado sobre diversos problemas en este tipo de análisis, modi�cando los
procedimentos de Wishart y proponiendo contrastes para su estudio. En Rao (1958) se estudian
algunos problemas de curvas de crecimiento, así como algunas generalizaciones de las aproxi-
maciones dadas por Wishart, y en Rao (1959) se hace una exposición teórica general cuando se
trabaja con variables normales correlacionadas aplicadas a problemas de curvas de crecimiento.
Otras extensiones del artículo de Wishart fueron dadas por Leech y Healy (1959), Rao (1961)
y Elston y Grizzle (1962), entre otros.

El MCC fue introducido formalmente por Pottho¤ y Roy (1964) y, desde su formulación,
diferentes aspectos del modelo han sido sucesivamente considerados por muchos autores en
diferentes trabajos. A modo de ilustración se citan algunos:

Trabajos que abordan el estudio de diferentes contrastes de hipótesis para este modelo:
Khatri (1966), Gleser y Olkin (1970), Fujikoshi (1974), Kariya (1978), Kanda (1994) y
Hamid y von Rosen (2005a, 2005b).

Trabajos que abordan diversos problemas de predicción: Lee y Geisser (1972, 1975), Rein-
sel (1984a, 1984b), Rao (1987), Lee (1988), Liski y Nummi (1990), Naik (1990) y Kanda
(1992).

Trabajos sobre regiones de con�anza: Pottho¤ y Roy (1964), Rao (1965), Khatri (1966),
Rao (1967), Grizzle y Allen (1969), Gleser y Olkin (1972), Fujikoshi y Nishii (1983),
Srivastava y Carter (1983) y Kanda (1990a, 1994).

Trabajos que estudian el MCC con valores perdidos: Kleinbaum (1973), Liski (1985),
Srivastava (1985), von Rosen (1989) y Kanda (1994).
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2 Modelo de curvas de crecimiento

Trabajos sobre estimación y momentos distribucionales: Pottho¤y Roy (1964), Rao (1965,
1966), Khatri (1966), Grizzle y Allen (1969), von Rosen (1988, 1990, 1991a) y Kollo y von
Rosen (2005).

Trabajos sobre las distribuciones de los estimadores de máxima verosimilitud de los
parámetros del modelo: Gleser y Olkin (1970), Kabe (1975), Fujikoshi (1985), Kenward
(1986), Fujikoshi (1987), Fujikoshi y Shimizu (1989), Kollo y von Rosen (2005) y Kollo
et al. (2007).

Trabajos que abordan el análisis de residuos: von Rosen (1994), von Rosen (1995b), Hamid
(2005) y Hamid y von Rosen (2006).

Trabajos sobre técnicas de diagnosis y validación del modelo: Liski (1991), Pan y Fang
(1995, 1996), Pan et al. (1997), Liu (1998), Pan et al. (1999) y Pan y Fang (2002).

Revisiones generales de este modelo se recogen, entre otros, en los siguientes trabajos:
Woolson y Leeper (1980), von Rosen (1991b) (que recopila una extensa bibliografía sobre
el mismo), Nummi (1995) y Srivastava y von Rosen (1999). Un libro completo y básico
sobre el MCC es Kshirsagar y Smith (1995) que recoge los resultados más relevantes sobre
estimación de parámetros, contrastes de hipótesis y predicciones para valores futuros.
Contribuciones más recientes sobre el modelo se recogen en Kollo y von Rosen (2005),
Ohlson (2009), Srivastava et al. (2009), Ye y Wang (2009), Ohlson y von Rosen (2010),
Ohlson y Srivastava (2010) y Hamid et al. (2011).

El MCC se aplica extensamente en muchas áreas de la investigación: medicina, epidemiología,
biología, psicología, economía, agronomía e ingeniería, entre otras. Por ejemplo, muchos ensayos
clínicos para testar nuevos medicamentos y algunos estudios de mercado se caracterizan por la
repetición de la variable objetivo en diferentes unidades experimentales a lo largo del tiempo.
Algunos autores (Kabe, 1987 y Tan, 1991) consideran el MCC como una generalización natural
del análisis de la varianza multivariante (MANOVA). En particular, Chinchilli y Elswick (1985)
llaman al MCC MANOVA generalizado o GMANOVA.

En esta memoria no se pretende realizar un estudio exhaustivo sobre las técnicas de inferencia
en el MCC. El objetivo de este capítulo es presentar las herramientas necesarias para, poste-
riormente, poder analizar la calidad de los datos en el MCC a través del Análisis de In�uencia.
Para ello, se lleva a cabo una revisión del modelo, con la �nalidad de establecer la notación
básica y presentar una serie de resultados necesarios en los siguientes capítulos.

En la sección 1.2, se comienza con la derivación de estos modelos y se especi�ca la impor-
tancia de las distintas formas de la matriz de covarianzas, prestando especial atención a las dos
más utilizadas: matriz de covarianzas no estructurada y matriz de covarianzas con estructura
simple de Rao.

En la sección 1.3, se aborda el problema de la estimación de los modelos de curvas de
crecimiento. En concreto, los procedimientos de mínimos cuadrados generalizados y de máxi-
ma verosimilitud, así como sus propiedades más generales necesarias para el desarrollo de las
medidas de in�uencia.

La sección 1.4 se dedica a la estimación de los modelos de curvas de crecimiento con es-
tructura simple de Rao.
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1.2. De�nición del modelo

Como se ha comentado anteriormente, el MCC es una técnica estadística usada frecuente-
mente para analizar datos longitudinales o medidas repetidas. Tales datos aparecen, por ejemplo,
cuando se mide una determinada característica para cada unidad experimental en un conjunto
de instantes de tiempo �jos. Así, se puede considerar la siguiente situación experimental:

El estudio se realiza sobre una población de individuos o unidades experimentales clasi�-
cadas en un conjunto de grupos o subpoblaciones.

Se obtiene una medida o variable en diferentes instantes de tiempo de cada unidad expe-
rimental.

Formalizando esta situación experimental, se dispone de r grupos G1; :::; Gj ; :::; Gr; se selec-
ciona una muestra de cada uno de ellos y a cada uno de los individuos o unidades experimentales
seleccionadas se les mide una variable de crecimiento Y en p instantes de tiempo t1; :::; tm; :::; tp.

Sea Y =
�
Y1 ::: Ym ::: Yp

�T
, donde la variable aleatoria Ym representa el crecimiento en

el instante tm (m = 1; :::; p):

En la modelización, se considera una regresión polinomial de grado (q� 1) para el vector Y
como función del tiempo t. Por lo que

E [Y j Gj ] = �j =

266664
�j1
� � �
�jm
� � �
�jp

377775 =

2666666666666664

q�1X
h=0

�hjt
h
1

� � �
q�1X
h=0

�hjt
h
m

� � �
q�1X
h=0

�hjt
h
p

3777777777777775
=

266664
Pj(t1)
:::

Pj(tm)
� � �
Pj(tp)

377775 ;

siendo

Pj(tm) =

q�1X
h=0

�hjt
h
m; m = 1; 2; :::; p; p > q � 1; j = 1; 2; :::; r;

es decir, el valor medio de la variable crecimiento en el instante m-ésimo para el grupo
j-ésimo viene dado por

�jm = Pj(tm):

Así, la variación en el tiempo del vector aleatorio Y se modeliza a través de un polinomio de
grado (q � 1) del tiempo. El polinomio es el mismo en cada instante, pero distinto en cada
grupo, aunque se supone que se veri�ca la hipótesis de homocedasticidad

Var [Y j Gj ] = �, 8j = 1; :::; r;

es decir, las observaciones Y1; :::; Yp para un mismo individuo están relacionadas a través de la
matriz de varianzas-covarianzas �; común en todos los r grupos.
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Para el estudio del modelo, se selecciona, en cada grupo, una muestra aleatoria de tamaño
n1; :::; nj ; :::; nr, respectivamente. El modelo muestral vendrá dado por

y
(j)
m;i =

q�1X
h=0

�hjt
h
m + "i = Pj(tm) + "i;

siendo y(j)m;i el valor de la variable crecimiento del individuo i-ésimo, i = 1; :::; nj , de la muestra
del grupo Gj ; j = 1; :::; r, en el instante tm, m = 1; :::; p, y "i su correspondiente perturbación
o error.

Representando por

y
(j)
i =

h
y
(j)
1;i � � � y

(j)
p;i

iT
el vector de observaciones del individuo i-ésimo de la muestra de Gj , la matriz de datos corres-
pondiente a esta muestra es

Y j
(p�nj)

=
h
y
(j)
1 � � � y

(j)
nj

i
;

donde cada columna recoge la información correspondiente a cada individuo del j-ésimo grupo.

Denotando por n =
rX
j=1

nj el número total de observaciones, la matriz de datos conjunta es

Y
(p�n)

=
�
Y 1 � � � Y j � � � Y r

�
:

Sea
�Tj
(1�q)

=
�
�0j �1j ::: �(q�1)j

�
el vector de los coe�cientes de regresión o de la curva de crecimiento para los individuos mues-
trales del j-ésimo grupo y

X
(p�q)

=

2664
t01 t11 ::: tq�11

t02 t12 ::: tq�12

::: ::: ::: :::

t0p t1p ::: tq�1p

3775 (1.2.1)

la matriz del diseño, de forma que en cada �la se recogen las potencias correspondientes al
mismo instante. Entonces

y
(j)
i =X�j + "

(j)
i ;

donde "(j)i representa el vector error o perturbación aleatoria.
Para cada muestra, se obtiene

Y j
(p�nj)

=
h
y
(j)
1 � � � y

(j)
nj

i
=
h
X�j + "

(j)
1 � � � X�j + "

(j)
nj

i
=

=X�jZ1nj + Ej ;

donde por Zab se representa una matriz (a� b) constituida por unos y

Ej =
h
"
(j)
1 "

(j)
2 ::: "

(j)
nj

i
:
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Conjuntamente, para la matriz de datos se tiene

Y
(p�n)

=
�
Y 1 � � � Y j � � � Y r

�
=

=
�
X�1Z1n1 � � � X�jZ1nj � � � X�rZ1nr

�
+ E =

=X
�
�1 � � � �j � � � �r

�
Z + E ;

es decir,
Y

(p�n)
= X
(p�q)

B
(q�r)

Z
(r�n)

+ E
(p�n)

;

siendo la matriz de coe�cientes de regresión

B
(q�r)

= ((�hj)), h = 0; :::; q � 1; j = 1; :::; r; (1.2.2)

y

Z = diag
h
Z1n1

... � � �
...Z1nr

i
(1.2.3)

una matriz (r � n) diagonal por bloques, con Z1nj (j = 1; 2; :::; r) en los bloques diagonales y
matrices nulas en los restantes bloques, y

E
(p�n)

=
�
E1 � � � Ej � � � Er

�
(1.2.4)

la matriz de errores o perturbaciones aleatorias.

Para el estudio del modelo, se supone que se veri�can las hipótesis clásicas sobre los vectores
de errores:

H1) Insesgadez, E
h
"
(j)
i

i
= 0; 8i = 1; :::; nj ; j = 1; :::; r:

H2) Homocedasticidad, Var
h
"
(j)
i

i
= �; 8i = 1; :::; nj ; j = 1; :::; r:

H3) Incorrelación, Cov
h
"
(j)
i ; "

(l)
s

i
= 0; 8 (i; j) 6= (s; l) :

Suponiendo que se cumplen las hipótesis anteriores H1), H2) y H3), un modelo de curvas
de crecimiento viene de�nido por

Y
(p�n)

= X
(p�q)

B
(q�r)

Z
(r�n)

+ E
(p�n)

(1.2.5)

donde:

Y
(p�n)

es la matriz de observaciones.

B
(q�r)

es una matriz de parámetros desconocida o coe�cientes de regresión.

X
(p�q)

con q � p y Z
(r�n)

con rg (Z) = r � n son las matrices del diseño �inter�y �entre�

individuos, respectivamente.
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Supuesto cierto el modelo, se veri�ca que

E[Y ] =XBZ

y
Var[vec (Y )] = In 
�;

que se denotará, por simplicidad, por Var[Y ], siendo vec (�) y 
 los operadores matriciales dados
en las de�niciones B.0.1 y B.0.5, respectivamente.

Para estudios posteriores (estimación, análisis de in�uencia, etc.) al modelo (1.2.5) hay que
imponerle algunas hipótesis distribucionales, en particular, en esta memoria se supondrá que las
columnas de la matriz de errores o perturbaciones, E , están constituidas por p variables normales
multivariantes independientes con vector de media 0 y matriz de varianzas y covarianzas común
desconocida �(p�p) > 0, por lo que, siguiendo la notación recogida en la sección C.2,

Y � Np;n(XBZ;�; In):

Otro de los aspectos que debe de ser analizado previamente en el MCC es el estudio de
la estructura de la matriz de covarianzas, �, ya que un conocimiento adecuado de la misma,
además de ser útil para la interpretación de la variación aleatoria de los datos, juega un papel
fundamental en el ámbito de la diagnosis del modelo, de la detección de observaciones outliers
y de la identi�cación de observaciones in�uyentes.

Aunque en la literatura se han propuesto diferentes estructuras de covarianza (Kanda, 1994
y Pan y Fang, 2002), en esta memoria se trabaja con las dos estructuras más utilizadas en el
MCC:

(1) Matriz de covarianzas no estructurada, � es una matriz arbitraria, con la única restricción
de que sea de�nida positiva, � > 0 . Este caso se utiliza en aquellas ocasiones en las cuales
tanto las bases teóricas como empíricas no proporcionan información adicional sobre la
estructura de la matriz de covarianzas.

(2) Matriz de covarianzas con estructura simple de Rao (SCS), (Rao, 1967), la cual tiene como
base los modelos de regresión de coe�cientes aleatorios (Swamy, 1971 y Pan y Fang, 2002),
una forma especí�ca de los modelos lineales mixtos.

Para más detalles sobre estructuras de la matriz de covarianzas y su elección, puede consul-
tarse Chinchilli y Carter (1984), Keramidas y Lee (1990), Lee (1991), Keramidas y Lee (1995)
y Pan y Fang (2002).

En resumen, el Modelo de Curvas de Crecimiento (MCC) que se aborda en esta memoria
viene dado por

Y
(p�n)

= X
(p�q)

B
(q�r)

Z
(r�n)

+ E
(p�n)

veri�cando las hipótesis H1), H2) y H3), siendo las matrices X, B, Z y E dadas en (1.2.1),
(1.2.2), (1.2.3) y (1.2.4), respectivamente.
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Nota 1.2.1 Algunos autores denominan a Z matriz indicadora de grupo, ya que sus elementos
correspondientes, 1 y 0, indican el grupo de pertenencia de cada observación, por lo que Z
modela la estructura entre individuos. En este modelo, Z representa la misma matriz que se
utiliza en el análisis de la varianza multivariante clásico.

Nota 1.2.2 En esta memoria, se supone que las matrices del diseño X y Z son de rango total,
es decir, rg(X) = q < p y rg(Z) = r < n. En Kollo y von Rosen (2005) se aborda un estudio
más general del modelo.

1.3. Análisis del modelo

Cuando no se dispone de información adicional, la forma más natural para el estudio del
MCC es considerar que la matriz de covarianzas, � , no presenta ninguna estructura, se dice en
este caso que la matriz de covarianzas es no estructurada. Como se ha comentado anteriormente,
la única restricción sobre la misma es que sea de�nida positiva, � > 0. Al no imponerse
hipótesis previas, proporciona �exibilidad al modelo, aunque aumente el número de parámetros
desconocidos. Por ello, es especialmente útil cuando el número de instantes de tiempo (número
de parámetros de la estructura de covarianza) es relativamente pequeño en relación al tamaño
muestral y todos los individuos son medidos en los mismos instantes de tiempo.

A continuación, se recogen de forma resumida los métodos más usuales de estimación de los
parámetros B y �: el método de los mínimos cuadrados generalizados (GLSE) (Pan y Fang,
2002 y Kariya y Kurata, 2004) y el método de estimación de máxima verosimilitud (EMV) (Pan
y Fang, 2002 y Kollo y von Rosen, 2005).

Se comienza recogiendo el estimador de la matriz de coe�cientes de regresión obtenido por
el método GLSE y, a partir del mismo, el estimador de la matriz de covarianzas. Para tal �n, en
el MCC se de�ne la función matricial suma de cuadrados y productos cruzados debida al error

Q(B) = (Y �XBZ)(Y �XBZ)T ;

matriz (p� p) no negativa. Así, para el MCC, un estimador GLS eB de la matriz de coe�cientes
de regresión, debe satisfacer eB = argm��n

B
ftr[Q(B)]g;

donde B recorre el espacio real de matrices de orden (q � r).

En el siguiente teorema se recoge la solución a este problema de optimización, su demostración
viene dada en Pan y Fang (2002).

Teorema 1.3.1 Para el MCC, un GLSE de la matriz de coe�cientes de regresión B viene dado
por eB = (XTX)�1XTY ZT (ZZT )�1: (1.3.1)

Nota 1.3.1 Bajo las condiciones de rango total de las matrices X y Z, el GLSE eB es único
(von Rosen, 1984 y Pan, 1988), además es una función lineal de la matriz de respuestas Y .
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A partir de (1.3.1), se obtiene el siguiente estimador para �;

e� = 1

n
Q( eB) = 1

n
(Y �X eBZ)(Y �X eBZ)T = 1

n
EET ;

donde E es la matriz residual E = Y �X eBZ. Por abuso del lenguaje, se denomina a e� el
GLSE de �.

La matriz de suma de cuadrados y productos cruzados residual admite la siguiente descom-
posición

Q( eB) = (E+X(B � eB)Z)(E+X(B � eB)Z)T = Q1 +Q2; (1.3.2)

con
Q1 = E(In � PZT )E

T

y
Q2 = (Ip � PX)EPZT E

T (Ip � PX),

siendo
PX =X(XTX)�1XT

y
PZT = Z

T (ZZT )�1Z, (1.3.3)

las matrices proyecciones generadas por X y ZT , respectivamente.

Usando la descomposición (1.3.2), el GLSE de � se puede expresar por

e� = 1

n
(S + PXoY PZTY

TPXo); (1.3.4)

donde
S = Y (In � PZT )Y

T (1.3.5)

y
PXo =Xo(XoTXo)�1XoT = Ip � PX ,

siendo Xo una matriz cuyas columnas generan el espacio matricial ortogonal de X, es decir,
C(Xo) = C(X)? (véase nota B.0.1).

Además, bajo la hipótesis distribucional Y � Np;n(XBZ;�; In), como el GLSE eB es una
transformación lineal de la variable respuesta, teniendo en cuenta el teorema C.1.2, se obtiene
el siguiente resultado.

Teorema 1.3.2 En el MCC, bajo la hipótesis de normalidad, la distribución del GLSE eB de
la matriz de coe�cientes de regresión B viene dada por

eB � Nq;r(B; (XTX)�1(XT�X)(XTX)�1; (ZZT )�1):
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De este resultado se puede concluir que eB es un estimador insesgado de B. Además, susti-
tuyendo � por e� se obtiene el siguiente estimador de Var[ eB],

dVar[ eB] = 1

n
(ZZT )�1 
 (XTX)�1(XTSX)(XTX)�1;

ya que, de (1.3.4) y dado que PXoX = 0, se tiene que

XT e�X =
1

n
XTSX.

En el MCC, considerando que E = Y �XBZ � Np;n(0;�; In), la descomposición (1.3.2)
y el teorema C.4.2, se obtienen los siguientes resultados:

Q1 = E(In � PZT )E
T �Wp(n� r;�))

)

8<:
E[Q1] = (n� r)�

Var[Q1] = (n� r) (Ip2 +Kp2)�

2

y

Q2 = (Ip � PX)EPZT E
T (Ip � PX) �Wp(r; (Ip � PX)�(Ip � PX)))

)

8<:
E[Q2] = r(Ip � PX)�(Ip � PX)

Var[Q2] = r(Ip2 +Kp2) ((Ip � PX)�(Ip � PX))

2

;

donde Kp2 es la matriz conmutación de orden (p
2 � p2), dada en la de�nición B.0.2, y

A
2 = A
A: Dado que Q1 y EPZT ET son independientes, al ser (In � PZT )PZT = 0, las
matrices Q1 y Q2 son mutuamente independientes. Por tanto, la distribución de Q( eB) = ne�
puede ser expresada como una suma de distribuciones de Wishart independientes, aunque de
parámetros distintos. En consecuencia,

E[e�] = E � 1
n
Q( eB)� = 1

n
E [Q1 +Q2] =

n� r
n

�+
r

n
(Ip � PX)�(Ip � PX);

es decir, dicho estimador no es insesgado. No obstante, dado que r es �jo, el estimador e� es
asintóticamente insesgado de la componente de dispersión �. Además

Var[e�] = Var � 1
n
Q( eB)� = 1

n2
Var [Q1 +Q2] =

= (Ip2 +Kp2)

�
n� r
n2

�
2 +
r

n2
((Ip � PX)�(Ip � PX))


2
�
:
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A continuación, se aborda la estimación de los parámetros por el método EMV. Este método
es de los más utilizados en la inferencia estadística por las propiedades asintóticas que presentan
los estimadores. Existen varias aproximaciones al método, algunas de las cuales vienen recogidas
en Kollo y von Rosen (2005).

En el MCC, bajo la hipótesis distribucional Y � Np;n(XBZ;�; In) y, teniendo en cuenta
la función de densidad (C.2.1), la función de verosimilitud conjunta de la muestra es

V (B;�) = (2�)�np=2 j�j�n=2 exp
�
�1
2
tr
�
��1(Y �XBZ)(Y �XBZ)T

��
;

y, por tanto, el logaritmo neperiano de la función de verosimilitud vendrá dado por

L(B;�) = lnV (B;�) =

= �np
2
ln 2� � n

2
ln det[�]� 1

2
tr
�
��1(Y �XBZ)(Y �XBZ)T

�
;

por lo que se obtendrán las siguientes ecuaciones de verosimilitud8><>:
@L

@vecT (B)
= 0

@L
@svecT (��1)

= 0
,

8<:
XT��1(Y �XBZ)ZT = 0

n�� (Y �XBZ)(Y �XBZ)T = 0
: (1.3.6)

Este sistema ha sido resuelto por Elswick (1985) y por von Rosen (1989), obteniéndose el
siguiente teorema cuya demostración puede ser vista en Srivastava y von Rosen (1999), Pan y
Fang (2002) y Kollo y von Rosen (2005).

Teorema 1.3.3 Para el MCC, bajo la hipótesis de normalidad, si n > p + r y las matrices
de diseño X y Z son de rango total entonces la solución ( bB; b�) del sistema de ecuaciones de
verosimilitud (1.3.6) es única y viene dada por

bB = SXX
TS�1Y ZT (ZZT )�1 (1.3.7)

y b� = 1

n
(Y �X bBZ)(Y �X bBZ)T = 1

n

�
S + bV bV T

�
; (1.3.8)

siendo bV = Y PZT �X bBZ (1.3.9)

y
SX = (XTS�1X)�1; (1.3.10)

donde S está de�nida en (1.3.5), PZT es la matriz de proyección generada por Z
T , siendo bB

y b� los estimadores de máxima verosimilitud de la matriz de coe�cientes de regresión B y de
la componente de dispersión �, respectivamente.



1.3. Análisis del modelo 11

El teorema 1.3.3 proporciona una forma algébrica para la solución única ( bB; b�) del sistema
de verosimilitud (1.3.6) cuando ambas matrices explicativas X y Z son de rango total.

Nota 1.3.2 Algunos comentarios respecto a los EMV.

(i) Los EMV del MCC son función de la matriz S. Por tanto, a diferencia del GLSE eB, el
EMV bB es una función no lineal de la matriz de respuestas Y . No obstante, eB se podría
considerar como un caso particular de bB cuando S = Ip.

(ii) Teniendo en cuenta el teorema 1.3.3, para n > p + r, como S � Wp(n � r;�), por la
propiedad (i) del teorema C.4.2, se tiene que la matriz aleatoria S es simétrica y de�nida
positiva con probabilidad la unidad, por tanto, tiene sentido considerar S�1.

(iii) Como S �Wp(n� r;�), por el lema C.4.1, E [S] = (n� r)�, es decir, el estadístico

b� = 1

n� rS (1.3.11)

es un estimador insesgado de �.

(iv) Considerando
Xo
S = SX

o(XoTSXo)�1XoT ; (1.3.12)

una matriz idempotente con C(Xo) = C(X)?, usando la nota B.0.2, el EMV b� dado en
(1.3.8) puede ser expresado por

b� = 1

n

�
S +Xo

SY PZTY
TXo

S
T
�
; (1.3.13)

que no depende de la elección de la matriz Xo.

(v) Del lema B.0.6 resulta

S�1 � S�1XSXXTS�1 =Xo(XoTSXo)�1XoT =

= S�1Xo
S =X

o
S
TS�1 =Xo

S
TS�1Xo

S ; (1.3.14)

aplicando este resultado y la igualdad (B.0.1) a (1.3.13), se obtiene

1

n
b��1 = S�1 � S�1Xo

S

�
(Y PZTY

T )�1 + S�1Xo
S

��1
S�1Xo

S

y dado que XoTX = 0, se tiene

XT b��1X = nXTS�1X:

(vi) La expresión para la matriz de valores ajustados de la variable respuesta, Y , viene dada
en Pan y Fang (2002) y en Kollo y von Rosen (2005),

bY =X bBZ =XSXXTS�1Y PZT : (1.3.15)
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En el siguiente teorema se obtiene la esperanza matemática y la matriz de covarianzas del
EMV bB y de la matriz de valores ajustados (véase Kollo y von Rosen, 2005).

Teorema 1.3.4 En el MCC, bajo la hipótesis de normalidad, sea bB dado en (1.3.7) y X bBZ
en (1.3.15). Se veri�ca:

(i)
E[ bB] = B (1.3.16)

y
E[X bBZ] =XBZ,

o sea, el EMV bB es un estimador insesgado de la matriz de coe�cientes de regresión B.

(ii) Si n� r � (p� q)� 1 > 0, entonces

Var[ bB] = c1 �ZZT ��1 
 (XT��1X)�1 (1.3.17)

y
Var[X bBZ] = c1ZT �ZZT ��1Z 
X(XT��1X)�1XT ,

donde
c1 =

n� r � 1
n� r � (p� q)� 1 (1.3.18)

es una constante positiva.

Nota 1.3.3 Como Var[ bB] depende de la matriz de parámetros � desconocida, para obtener un
estimador asintóticamente insesgado y consistente de Var[ bB], basta sustituir � en (1.3.17) por
(1.3.11), es decir, dVar[ bB] = c1

n� r
�
ZZT

��1 
 SX ; (1.3.19)

con SX de�nida en (1.3.10).

Nota 1.3.4 Para el cálculo de los momentos del EMV bB puede consultarse von Rosen (1991a)
y Kollo y von Rosen (2005). En este último, se recogen fórmulas explícitas para los momentos de
orden superior, las mismas pueden ser utilizadas para obtener aproximaciones a la distribución
de bB.

A continuación, se estudian los momentos del EMV b�. El cálculo de E[b�] y el de Var[b�]
fueron dados inicialmente por von Rosen (1991a) y vienen recogidos en el siguiente teorema,
cuya demostración puede verse en Pan y Fang (2002) y Kollo y von Rosen (2005).

Teorema 1.3.5 Para el MCC, bajo la hipótesis de normalidad, sea b� el EMV de la componente
de dispersión � dado en (1.3.8). Se veri�ca:

(i) Si n� r � (p� q)� 1 > 0 entonces

E[b�] = �� c2X(XT��1X)�1XT ;

con

c2 =
r

n

n� r � 2(p� q)� 1
n� r � (p� q)� 1 :
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(ii) Si n� r � (p� q)� 3 > 0 resulta

Var[b�] = c3(Ip2 +Kp2)[(X(X
T��1X)�1XT )
 (X(XT��1X)�1XT )]+

+ c4(Ip2 +Kp2)[(X(X
T��1X)�1XT )
 (��X(XT��1X)�1XT )]+

+ c4(Ip2 +Kp2)[(��X(XT��1X)�1XT )
 (X(XT��1X)�1XT )]+

+
1

n
(Ip2 +Kp2)[(��X(XT��1X)�1XT )
 (��X(XT��1X)�1XT )]+

+ c5vec(X(X
T��1X)�1XT )vecT (X(XT��1X)�1XT );

donde Kp2 es la matriz conmutación de orden (p
2 � p2), siendo

c3 =
n� r
n2

+
2r(p� q)

n2(n� r � (p� q)� 1) +
r

n2
(2s1 + s2 + s3) +

r2

n2
s3;

c4 =
n� (p� q)� 1

n(n� r � (p� q)� 1) ;

c5 =
2r(n� r � 1)(n� (p� q)� 1)(p� q)

n2(n� r � (p� q))(n� r � (p� q)� 1)2(n� r � (p� q)� 3) ;

s1 =
p� q

n� r � (p� q)� 1 ;

s2 =
(p� q)2(n� r � (p� q)� 2) + 2(p� q)

(n� r � (p� q))(n� r � (p� q)� 1)(n� r � (p� q)� 3)
y

s3 =
p� q

(n� r � (p� q)) (n� r � (p� q)� 3)+

+
(p� q)2

(n� r � (p� q))(n� r � (p� q)� 1)(n� r � (p� q)� 3) :

Del teorema 1.3.5 se concluye que el EMV b�, dado en (1.3.8), es un estimador sesgado de
la matriz de covarianzas �.

A continuación, se recogen algunos resultados relacionados con la distribución de bB, los
cuales serán de gran utilidad para el desarrollo de las medidas de in�uencia propuestas en esta
memoria. A partir de (1.3.7) se concluye que el EMV bB es una función no lineal de la matriz de
respuestas, Y , constituido por dos partes aleatorias: SXXTS�1 (no lineal) e Y ZT (ZZT )�1.
Tal hecho hace más compleja la inferencia estadística en este modelo. En particular, es difícil
obtener formas analíticas para las distribuciones de bB y b�, así como para sus momentos de
orden superior. Diferentes autores han intentado obtener la forma exacta de la distribución de bB,
entre los que se pueden citar a Gleser y Olkin (1970), Kabe (1975), Kenward (1986) y Fujikoshi
(1987). Todos los resultados obtenidos dan formas complejas de difícil aplicación, por lo que se
han propuesto diferentes aproximaciones. A continuación, se recogen algunas formas explícitas
simples de aproximación de la función de densidad del EMV bB: Para una aproximación a la
distribución del EMV b� de la componente de dispersión puede verse Kollo y von Rosen (2005).
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Existen varias estrategias que pueden ser útiles para aproximarse a la distribución de bB.
La más utilizada es la aproximación asintótica a la distribución normal, la cual se basa en
la convergencia de la matriz S, en concreto en que 1

n�rS converge en probabilidad a � : la

distribución de bB puede aproximarse por una distribución Nq;r(B; (XT��1X)�1; (ZZT )�1)
(Kollo et al., 2007):

En el siguiente teorema, se recoge otra aproximación (véase Kollo y von Rosen, 2005). Una
ventaja de este resultado es que garantiza una aproximación a una función de densidad normal
matricial con la misma matriz de covarianzas que bB.
Teorema 1.3.6 Una aproximación para la función de densidad del estimador bB, de�nido en
(1.3.7), viene dada por f�N (B0) función de densidad de una matriz aleatoria con distribución
normal matricial

Nq;r(B; c1(X
T��1X)�1; (ZZT )�1);

con c1 dado en (1.3.18). El orden del error de esta aproximación es��f�N (B0)� f bB (B0)
�� = O �n�2� ; 8B0:

Kollo y von Rosen (2005) y Kollo et al. (2007) obtienen una aproximación de la función de
densidad del estimador bB más acurada que la anterior, la cual viene recogida en el siguiente
teorema.

Teorema 1.3.7 Dada la función matricial

fBE
(B0) = fN (B0)

�
1 +

1

2
s
�
tr
h
XT��1X (B0 �B)ZZT (B0 �B)T

i
� qr

��
; (1.3.20)

con
s =

p� q
n� r � (p� q)� 1 ; (1.3.21)

donde fN (�) es la función de densidad de una matriz aleatoria con distribución normal matricial
Nq;r(B; (X

T��1X)�1; (ZZT )�1); se veri�ca:

(i) La función fBE
es una función de densidad si

0 < 1� 1
2
sqr < 1: (1.3.22)

(ii) La función fBE
es una aproximación de la función de densidad del estimador bB; siendo el

orden de error ��fBE
(B0)� f bB (B0)

�� = O �n�2� ; 8B0:
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Nota 1.3.5 La condición (1.3.22) es equivalente a

n > (p� q)
�
1 +

1

2
qr

�
+ r + 1:

Del teorema anterior se obtiene que, en caso de que se veri�que (1.3.22), fBE
(B0) es una

función de densidad de una distribución matricial elíptica cuyos parámetros vienen recogidos
en el siguiente teorema (Kollo y von Rosen, 2005).

Teorema 1.3.8 Si se veri�ca (1.3.22), la función fBE
dada en (1.3.20) es la función de den-

sidad de una distribución matricial elíptica tal que:

(i) E[BE ] = E[ bB] = B.
(ii) Var[BE ] = Var[ bB] = c1(ZZT )�1
 (XT��1X)�1; con c1 = s+1 y s de�nido en (1.3.21).

Por último, como se recoge en Kollo et al. (2007), esta aproximación se basa en una mixtura
de distribuciones elípticas. En efecto, si se veri�ca la condición (1.3.22), la función de densidad
fBE

, dada en el teorema 1.3.7, se puede expresar como mixtura de una distribución normal
matricial, Nq;r(B; (XT��1X)�1; (ZZT )�1); con peso 1� sqr=2; y de una distribución de Kotz
matricial,Kq;r(B; (XT��1X)�1; (ZZT )�1), con peso sqr=2, donde las dimensiones q y r vienen
�jadas en el modelo (1.2.5).

1.4. Análisis del modelo con estructura simple de Rao

Como se ha comentado anteriormente, en la modelización no estructurada no se realiza
ningún supuesto sobre las varianzas y covarianzas entre diferentes medidas. Así, paralelamente
al hecho de que el número de parámetros de la covarianza crece rápidamente con el número
de instantes de tiempo, este modelo tiene la desventaja de que no aprovecha las tendencias de
varianzas y covarianzas en el tiempo.

Así, aunque la modelización no estructurada sea la más usada en el MCC, en determinadas
ocasiones es recomendable la modelación de determinadas estructuras de covarianza en este
modelo. Para una revisión de estructuras de covarianza véase Fitzmaurice et al. (2004).

Por ejemplo, cuando se pretenden explicar las variaciones provenientes de diferentes fuentes
de datos (o cuando las observaciones son medidas repetidas en instantes de tiempo irregulares),
se puede usar la estructura de covarianza con efectos aleatorios o coe�cientes aleatorios

� =X�XT + �2Ip; (1.4.1)

donde � > 0 y �2 > 0 (Rao, 1965). Esta estructura también es analizada en Grizzle y Allen
(1969), Reinsel (1982, 1985), Ware (1985), Kanda (1994), Yokoyama (1995), Nummi (1997),
Pan y Fang (2002) e Ip et al. (2007).

Este es un modelo muy �exible que permite modelizar diversos tipos de comportamientos
en las varianzas y covarianzas (correlaciones), entre los que se incluyen varianzas que crecen
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o decrecen (como función de los tiempos de medición), así como correlaciones que pueden ser
negativas o positivas. Sin embargo, no permite que la varianza sea constante si las correlaciones
entre observaciones igualmente espaciadas no lo son. Además, el número de parámetros en
estos modelos no está relacionado con el número de ocasiones (tiempos) en las que se realizan
mediciones.

Por otro lado, cuando las lecturas en todos los tiempos tienen la misma varianza y todos
los pares de medidas en la misma unidad experimental tienen la misma correlación, resulta
adecuada la estructura simétrica compuesta (estructura de covarianza uniforme), de�nida por

� = �2
�
(1� �)Ip + �1p1Tp

�
(1.4.2)

donde �2 > 0 y � 1
p�1 < � < 1 son parámetros desconocidos de dimensión apropiada (véase, por

ejemplo, Kanda, 1990b, 1992 y 1994, Wu, 1998, Pan y Fang, 2002, Zezula, 2006 y Ye y Wang,
2009). Ello implica que el único aspecto de la covarianza entre medidas repetidas es debido a
la contribución común de la unidad experimental, sin importar la distancia en el tiempo (entre
pares de mediciones repetidas). Este modelo tiene solamente dos parámetros independentemente
del número de instantes de tiempo. Así, es un modelo muy restringido que debe utilizarse sólo
en los casos que las varianzas y correlaciones sean constantes.

Las estructuras de covarianza (1.4.1) y (1.4.2) son dos casos particulares de la estructura de
covarianza simple de Rao, que, a continuación, se de�ne.

De�nición 1.4.1 En el modelo MCC, se dice que la componente de dispersión � tiene una
estructura de covarianza simple de Rao (SCS) si

� =X�XT +Xo�XoT ;

donde �(q�q) > 0 y �((p�q)�(p�q)) > 0 son matrices desconocidas, y X
o
(p�(p�q)) es una matriz

ortogonal a la matriz X, es decir, C(Xo) = C(X)? dado por (B.0.4).

Como alternativa en el MCC, en determinadas ocasiones es recomendable la estructura
simple de Rao. Esta estructura de covarianzas fue estudiada inicialmente por Rao (1967), aunque
su forma actual ha sido establecida por Geisser (1970). Resultados de interés sobre el modelo
con esta estructura se encuentran en los trabajos de Grizzle y Allen (1969), Yu (1995), Kurata
(1998), Pan y Fang (2002), Kariya y Kurata (2004) y Jammalamadaka et al. (2009).

Nota 1.4.1 En adelante, el MCC con SCS se denotará por MCC(SCS).

A continuación, supuesta la hipótesis distribucional Y � Np;n (XBZ;�; In) ; se recopilan
diferentes resultados sobre la estimación de los parámetros del MCC(SCS). En el siguiente
teorema se recogen la expresiones analíticas de los EMV de los parámetros B, � y �, la
demostración puede verse en Pan y Fang (2002).
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Teorema 1.4.1 Para el MCC(SCS), bajo la hipótesis de normalidad, si n > p + r, los EMV
de la matriz de coe�cientes de regresión, B, y de las componentes de dispersión, � y �, vienen
dados por eB = (XTX)�1XTY ZT (ZZT )�1; (1.4.3)

e� = 1

n
(XTX)�1XTSX(XTX)�1 (1.4.4)

y e� =
1

n
(XoTXo)�1XoTY Y TXo(XoTXo)�1;

respectivamente, donde S está de�nida en (1.3.5).
Además, el EMV de � es e� =Xe�XT +Xo e�XoT : (1.4.5)

Como se puede observar, contrariamente a lo que ocurre para el MCC sin estructura de
covarianza, cuando se utiliza la estructura simple de Rao el EMV eB, dado en (1.4.3), es una
transformación lineal de la variable respuesta Y . Además, comparando los dos estimadores, se
observa que la única diferencia reside en el hecho de que el EMV bB, de�nido en (1.3.7), depende
de S. Por otro lado, se veri�ca que el GLSE (1.3.1) de B para el MCC coincide con el EMV
de B obtenido para el MCC(SCS). Kariya (1985) demuestra que la estructura SCS además de
ser una condición su�ciente es también necesaria para que los EMV y los GLSE de B y � sean
idénticos, tal y como se recoge en el siguiente teorema.

Teorema 1.4.2 Para el MCC con rango total los EMV coinciden con los GLSE si y solo si la
matriz de covariancias � tiene una estrutura de covariancia simple de Rao.

En estos términos, en el MCC el EMV y el GLSE para B coinciden si y sólo si � pertenece
a la clase de matrices de�nidas por la estructura SCS. Por tanto, en tal caso, la obtención del
EMV de B no depende del estimador de �. Así, la estructura SCS tiene un papel especial en
el MCC en el sentido de que dentro de este espacio de covarianzas el EMV de la matriz de
coe�cientes de regresión del MCC no depende de la elección de la estructura de covarianza, lo
que facilita la inferencia estadística. En este sentido, puede ser de interés conocer las condiciones
para las cuales la estructura de covarianza pertenece al espacio de la estructura SCS (véase, por
ejemplo, Srivastava y von Rosen, 1999).

Bajo la hipótesis distribucional Y � Np;n (XBZ;�; In), dado que el EMV eB es una trans-
formación lineal del vector de variable respuesta, se obtiene queeB � Nq;r

�
B; (XTX)�1(XT�X)(XTX)�1; (ZZT )�1

�
(véase el teorema 1.3.2).

Además, teniendo en cuenta la estrutura SCS y dado que XoTX = 0,

� =X�XT +Xo�XoT ,XT�X =XTX�XTX ,
, � = (XTX)�1(XT�X)(XTX)�1;
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concluyéndose que

eB � Nq;r(B;�; (ZZT )�1): (1.4.6)

Y, por tanto, como Var[ eB] depende de �, considerando el EMV e� dado en (1.4.5), se obtiene
el siguiente estimador dVar[ eB] = (ZZT )�1 
 e�: (1.4.7)

Por otro lado, se demuestra que
ne� �Wq(n� r;�)

y
n b� �Wp�q(n;�):

Lo que indica que los EMV eB y e� son estimadores insesgados de B y �, respectivamente,
y que el EMV e� es un estimador asintóticamente insesgado de �. Para una demostración de
estos resultados véase Pan y Fang (2002).



Capítulo 2

Medidas de in�uencia propuestas en
la literatura

2.1. Introducción

Los modelos estadísticos son, de un modo general, descripciones aproximadas de fenómenos
naturales más complejos. El objetivo de todo análisis estadístico es obtener conclusiones �ables
a partir de los datos resultantes de una experimentación. Por tanto, la �abilidad de las observa-
ciones del proceso es de especial interés, ya que la e�cacia del modelo estadístico y las técnicas
estadísticas que se apliquen pueden verse fuertemente afectadas por una o algunas de las obser-
vaciones realizadas. Este problema ha motivado el desarrollo de métodos enfocados bien al
estudio de nuevas técnicas que no se vean in�uenciadas excesivamente por la modelización del
fenómeno natural (estadística robusta), bien al análisis de la calidad de los datos o bien al estudio
de aquellas observaciones que afectan considerablemente a los resultados del análisis. En este
último enfoque se han propuesto un conjunto de métodos englobados en lo que genéricamente
se conoce como el análisis de in�uencia, incluidos en las técnicas de diagnóstico.

Las técnicas de diagnóstico tienen como objetivo detectar outliers que se desvían del mo-
delo postulado, identi�car observaciones in�uyentes que tengan grandes efectos en la inferencia
estadística hecha a partir del modelo postulado y validar el modelo estadístico escogido. En
general, no hay una relación entre outilers y observaciones in�uyentes, aunque un outlier puede
o no considerarse una observación in�uyente y viceversa (véase, por ejemplo, Chatterjee y Hadi,
1988).

En general, el estudio de la in�uencia se ha desarrollado principalmente en al análisis de
regresión lineal y a partir del trabajo de Cook (1977). De forma general, se puede decir que
una observación debe considerarse como in�uyente si, bien de forma individual o bien conjunta-
mente con otras, tiene un mayor impacto que el resto de las observaciones sobre los valores de
varias estimaciones y/o estadísticos. Por otro lado, los outliers son observaciones que no siguen
el patrón de la mayoría de los datos (observaciones aberrantes) (Rousseeuw y van Zomeren,
1990). Se debe tener en cuenta que no siempre los outliers y/o las observaciones in�uyentes son
necesariamente malos datos, pueden contener información más interesante y, también, pueden
ser útiles para validar la elección del modelo estadístico.

La gran mayoría de las técnicas propuestas para el análisis de in�uencia están basadas en
la aproximación genérica recogida en Cook y Weisberg (1982). Para medir el efecto que, sobre
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un aspecto de interés del análisis, tiene una observación o un conjunto de ellas se introducen
perturbaciones, que las afectan de alguna manera, y se cuanti�ca el cambio producido. Es
decir, las técnicas surgen de conjugar adecuadamente perturbación del modelo y comparación
de resultados. Cook y Weisberg (1982) recogen textualmente: �La idea básica en el análisis de
in�uencia es muy simple. Introducimos pequeñas perturbaciones en la formulación del problema
y entonces calculamos cuánto cambian los resultados del análisis por la perturbación.�

Cook (1987) trata de uni�car el problema bajo la siguiente formulación general:

�Sea un conjunto de datos D, un modelo M postulado a priori, un resultado
R (D;M) seleccionado de una síntesis de los datos y el modelo, y sea ! un vector de
perturbaciones pertenecientes a un conjunto 
 de perturbaciones relevantes, siendo
M (!) el modelo perturbado, de forma que 9!0 2 
 :M �M (!0). Así, el análisis de
in�uencia consiste en la comparación de los resultados R (D;M) y R (D;M (!))."

Esta formulación general ha servido como punto de partida a una gran cantidad de técnicas
estadísticas dirigidas tanto al análisis de in�uencia, como a la estadística robusta. Cuestiones
importantes en los métodos del análisis de infuencia son: la elección del esquema de perturbación,
el aspecto especí�co del análisis a evaluar y el método de medición. Las diferentes respuestas a
estas cuestiones pueden originar diferentes diagnósticos.

Los métodos de identi�cación de observaciones in�uyentes se pueden clasi�car en dos ca-
tegorías: in�uencia global e in�uencia local. Los procedimientos usados en la in�uencia global
se basan en la llamada metodología de omisión de casos, cuya idea principal es eliminar un
conjunto de observaciones cuya in�uencia se pretende estudiar y elegir una métrica apropiada
para medir las variaciones producidas en el modelo, en un estimador, etc. Este método es el más
popular y suele ser usado en una gran variedad de áreas (Cook y Weisberg, 1982 y Chatterjee y
Hadi, 1988), aunque en la práctica pueden surgir algunas interrogantes para su aplicación (Pan
y Fang, 2002), por ejemplo:

¿Cómo decidir el número de posibles outliers y/o observaciones in�uencia?

¿Cómo se elige el subconjunto de observaciones a eliminar, una vez que el número de
observaciones ha sido �jado?

La primera cuestión está relacionada con el fenómeno de enmascaramiento, unas veces son
considerados outliers y/o observaciones in�uencia algunas observaciones que no lo son y, en otros
casos, se detectan de menos. Usualmente, el problema de enmascaramiento surge cuando en la
muestra existe un grupo de observaciones cuya in�uencia conjunta oculta el efecto individual
de cada una de ellas, provocando que este efecto no sea detectado mediante el uso de técnicas
que analizan una sola observación.

La segunda cuestión, tiene especial importancia para datos correlacionados, por ejemplo,
para datos longitudinales, ya que usualmente en su estudio se presentan di�cultades de cálculo
(véase Barnett y Lewis, 1984).

Por otro lado, la in�uencia local mide el efecto del esquema de perturbación en el modelo
ajustado usando una curvatura geométrica de alguna métrica apropiada tal como el desplaza-
miento de verosimilitud propuesto por Cook (1986) y la divergencia de Kullback-Leibler sugerida



2.1. Introducción 21

por Box y Tiao (1968). De una manera general, como la in�uencia global puede sufrir el efecto
de enmascaramiento, la in�uencia local puede complementar la información sobre observaciones
in�uyentes proporcionada por la in�uencia global.

El análisis de observaciones in�uencia ha sido ampliamente estudiado en las tres últimas
décadas para el modelo de regresión, sin embargo, para el modelo de curvas de crecimiento
(MCC) y para el MCC con estructura simple de Rao (MCC(SCS) las investigaciones sobre este
tópico son más recientes. Entre ellas, se pueden citar:

Pan (1994), von Rosen (1995a) y Pan y Fang (1996) que abordan la in�uencia global en
el MCC dentro del contexto de la verosimilitud. Pan (2002) estudia el caso particular del
MCC(SCS).

La in�uencia local es analizada por diferentes autores, entre ellos, Pan et al. (1997) en el
MCC, y Pan y Bai (2003) y Qingming y Huaixiong (2005) en el MCC(SCS).

En el contexto bayesiano, Pan y Fung (2000) estudian la in�uencia global en el MCC, y
Pan et al. (1999) y Peng y Yu (2000) la in�uencia local. Para el MCC(SCS), entre otros,
Pan et al. (1994).

Otros autores que abordan el estudio del análisis de in�uencia en el MCC son Kish y
Chinchilli (1990), Liski (1991), Walker (1992) y Pan (1995).

En el libro Pan y Fang (2002) se puede encontrar una revisión general del análisis de in�uen-
cia desde diferentes enfoques, tanto en el MCC como en el MCC(SCS).

Por último, se debe tener en cuenta que el énfasis del análisis de diagnóstico reside solamente
en la detección de outliers y/o observaciones in�uyentes y no en la manera de como deben
tratarse dichas observaciones una vez descubiertas, ya que las consideraciones �nales dependen
necesariamente de los contextos especí�cos, por lo que hacer una recomendación global es en
general imposible. Como indica Hadi (1992), los diagnósticos de in�uencia son designados para la
detección de observaciones cuya in�uencia sea (parezca) mayor que las restantes en un conjunto
de datos. No son designados como tests de hipótesis formales, así, los valores de la in�uencia de
una observación deberán ser comparados con los de las restantes.

El objetivo de este capítulo es hacer una revisión general de diferentes medidas de in�uencia
propuestas en la literatura para el estimador de máxima verosimilitud (EMV) de la matriz de
coe�cientes de regresión en el MCC.

Dado que algunas de las medidas de in�uencia que se proponen en esta memoria están
basadas en residuos desarrollados por von Rosen (1995b), en la sección 2.2, se realiza un breve
estudio de los mismos en el MCC.

A continuación, en la sección 2.3, se plantea el estudio del MCC bajo la omisión de un
conjunto de observaciones.

En la sección 2.4, se presentan algunas de las medidas de in�uencia propuestas en la literatura
para el EMV de la matriz de coe�cientes de regresión del MCC. Dichas medidas están basadas
en la distancia de Cook generalizada y en el volumen del elipsoide de con�anza. También, se
recogen medidas de Cook para combinaciones lineales del citado estimador. Para más detalles,
véase, por ejemplo, Pan y Fang (2002).

Se �naliza este capítulo con un estudio similar, al realizado anteriormente, en el MCC(SCS).
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2.2. Residuos en el modelo de curvas de crecimiento

En general, el análisis de los residuos es una de las estrategias básicas en la validación de
las hipótesis del modelo. A través del examen detallado de los mismos se extraen conclusiones
sobre la adecuación del modelo considerado. Para los modelos lineales univariantes este tópico
ha sido ampliamente analizado y la mayoría de las técnicas de diagnósticos están basadas en
los residuos.

Los trabajos dedicados al estudio de los residuos en los modelos multivariantes son más
limitados, en particular en el MCC. Uno de los primeros trabajos sobre ellos en el MCC fue
publicado por von Rosen (1995b), en el que se interpretan, se proporcionan algunas observaciones
sobre la información que se puede extraer de éstos y se establecen algunas propiedades básicas.

En el modelo lineal univariante y en el modelo lineal multivariante, Y = BZ+", los residuos
se obtienen proyectando los valores observados Y sobre el complemento ortogonal del espacio
generado por las columnas de la matriz de diseño ZT , es decir, sobre el espacio C(ZT )?. Así, la
matriz de residuos es R = Y

�
In �ZT (ZZT )�1Z

�
= Y

�
In � PZT

�
. Como el MCC posee una

estructura bilineal, existen dos espacios de interés: el espacio columna de ZT , es decir, C(ZT ), y
el espacio columna de la matriz X con el producto interno de�nido por < x; y >= xTS�1y; que
se denotará por CS(X), donde S = Y (In � PZT )Y

T . La matriz proyección sobre CS(X) viene
dada por X(XTS�1X)�1XTS�1 =XSXX

TS�1. En consecuencia, de (1.3.15) se deduce que
en el MCC la matriz de valores ajustados, bY = X bBZ, obtenida a través de la estimación de
máxima verosimilitud, es la proyección ortogonal de la matriz de valores observados Y sobre el
espacio C(ZT )
 CS(X) (de�nición B.0.6). Para ello basta comprobar que

vec( bY ) = vec(X bBZ) = vec �XSXXTS�1Y PZT
�
=

=
�
PZT 
XSXX

TS�1
�
vec(Y ):

Así, los residuos se pueden obtener a través de la proyección de los valores observados Y
sobre el complemento ortogonal del espacio C(ZT )
CS(X), es decir, sobre

�
C(ZT )
 CS(X)

�?
;

vec(Y �X bBZ) = �Inp � PZT 
XSXX
TS�1

�
vec(Y ):

Para el estudio de los residuos, von Rosen (1995b) utiliza la descomposición del espacio�
C(ZT )
 CS(X)

�?
en la suma ortogonal, dada en la de�nición B.0.7, de tres subespacios or-

togonales,�
C(ZT )
 CS(X)

�?
=
h
C
�
ZT
�? 
 CS(X)?i� hC �ZT �? 
 CS(X)i� hC �ZT �
 CS(X)?i :

A partir de ésta, propone la siguiente descomposición de los residuos,

R = Y �X bBZ = R1 +R2 +R3, (2.2.1)

donde

R1 = Y
�
In � PZT

�
�XSXXTS�1Y +X bBZ,

R2 =XSXX
TS�1Y �X bBZ y

R3 = Y PZT �X bBZ,
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de forma que R1 se obtiene a partir del subespacio C
�
ZT
�? 
 CS(X)?, R2 del subespacio

C
�
ZT
�? 
 CS(X) y R3 del subespacio C

�
ZT
�

 CS(X)?.

La descomposición (2.2.1) puede mostrar diversos aspectos útiles para validar el análisis
del modelo. Por tanto, es importante examinar cada una de las tres componentes residuales
para una mejor comprensión de la estructura del modelo. En particular, si se desean obtener
diagnósticos basados en los residuos del modelo, se deberían investigar las componentes para
determinar una información más completa de los mismos.

Como CS(X) es el espacio vectorial que representa la estructura �dentro de los individuos�y
C
�
ZT
�
representa la estructura �entre los individuos�, von Rosen (1995b) propone la siguiente

interpretación de los residuos:

R1 representa la proyección de la diferencia entre las observaciones y la media sobre
CS(X)?.

R2 representa la proyección de la diferencia entre las observaciones y la media sobre
CS(X).

R3 representa la proyección de la diferencia entre las observaciones y la media sobre
C
�
ZT
�
.

Esto signi�ca queR1 yR3 re�ejan las hipótesis del modelo dentro de los individuos, mientras
que R1 y R2 pueden ser utilizadas para investigar los supuestos del modelo entre los individuos.

Así, debido a la estructura bilineal del modelo, los residuos ordinarios constan de dos partes.
Una parte proporciona información sobre la estructura entre los individuos, mientras que la otra
proporciona información sobre la estructura dentro de los individuos. De hecho,

E = R1 +R2 = Y (In � PZT ) (2.2.2)

representa la diferencia entre las observaciones y los valores promedios en cada grupo, Y PZT ,
es decir, proporciona información sobre las deviaciones de los individuos respecto del compor-
tamiento medio del grupo (�dentro del grupo�).

Por otro lado,
R3 = Y PZT �X bBZ

re�eja la diferencia entre la estructura promedio observada y los valores ajustados por el modelo
(estructura promedio estimada), es decir, la proporción de residuos que puede ser utilizada para
comprobar si el modelo estimado se ajusta a los datos.

Además, se observa que R3 = bV dado en (1.3.9) y, por tanto, un EMV de � es

nb� = S+R3R
T
3 :

Por todo ello, von Rosen (1995b) recomienda examinar las componentes de los residuos ordi-
narios, obteniéndolos por separado, ya que puede ocurrir que las dos partes antes mencionadas
se estén cancelando una a la otra y, por tanto, los residuos ordinarios pueden tener valores
cercanos a cero, dando la impresión de que el modelo se ajusta bien a los datos.

Hamid y von Rosen (2006) aportan aspectos adicionales a la interpretación de los residuos
en el MCC, desarrollando un método para establecer los residuos en el MCC extendido. Cada
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uno de los residuos propuestos contiene información relevante sobre la estructura del modelo
bilineal y pueden ser utilizados para validar las hipótesis del modelo y detectar observaciones
in�uyentes y/o valores atípicos. Sin embargo, no quedan determinados los valores adecuados
de tales residuos para concluir que las hipótesis subyacentes son válidas, ni para clasi�car a las
observaciones como in�uyentes u outliers. Por otro lado, se necesitan herramientas de diagnóstico
basadas en estos residuos razonables para validar el modelo, así como para detectar este tipo
de observaciones.

2.3. Modelo de curvas de crecimiento perturbado bajo la omisión

Como se ha comentado anteriormente, los procedimientos usados en la in�uencia global están
basados en la llamada metodología de omisión de casos u observaciones (case-deletion), que es
el esquema de perturbación más utilizado en el diagnóstico estadístico. Uno de los tópicos
principales de la in�uencia global es escoger una métrica apropiada para medir la diferencia
entre la inferencia resultante del conjunto de datos completo y del conjunto de datos reducido
que resulta de la omisión de las observaciones cuya in�uencia se pretende estudiar (el modelo
perturbado bajo omisión). A continuación, se hace una breve referencia a dicha aproximación
y se presenta el MCC perturbado. Para más información sobre este modelo véase, por ejemplo,
Pan y Fang (2002).

En el contexto de la in�uencia global, para medir la in�uencia de un subconjunto de obser-
vaciones sobre alguna característica del MCC, de�nido en (1.2.5), es necesario considerar el
modelo anterior bajo la omisión de dichas observaciones. Para tal �n, sea I = fi1; i2; :::; ikg �
f1; 2; :::; ng ; n > p + k; un conjunto de subíndices que contiene los k individuos que van a ser
eliminados, donde k está previamente �jado. Sin pérdida de generalidad, el conjunto indexado
puede ser I = fn � k + 1; n � k + 2; :::; ng de tal forma que las columnas de las matrices
Y , Z y E (residuo de�nido en (2.2.2)) son reordenadas de modo que puedan obtenerse las

particiones Y = (Y (I)

... Y I), donde Y (I) = (y1;y2; :::;yn�k) (observaciones no eliminadas) e
Y I = (yn�k+1;yn�k+2; :::;yn) (observaciones eliminadas a las cuales se les pretende medir su

in�uencia), Z = (Z(I)
... ZI) y E = (E(I)

... EI), respectivamente. En estos términos, el MCC
bajo la omisión del conjunto de observaciones subindicadas por I, que se denotará por MCC(I),
vendrá dado por 8>><>>:

Y (I)
(p�(n�k))

= X
(p�q)

B
(q�r)

Z(I)
(r�(n�k))

+ E(I)
(p�(n�k))

E(I) � Np;(n�k) (0;�; In�k)
; (2.3.1)

donde Y (I); Z(I) y E(I) son las submatrices de Y , Z y E , respectivamente, obtenidas eliminando
las columnas subindicadas por I. En el MCC(I), se mantiene la misma estructura de la matriz
de covarianzas que en el MCC (Pan y Fang, 2002).

Con el objetivo de estudiar la in�uencia de un subconjunto de observaciones Y I , del total
de observaciones Y = (y1;y2; :::;yn), sobre el EMV bB de la matriz de coe�cientes de regresión
B; se denota por bB(I) el estimador de B; obtenido mediante el mismo procedimiento que bB
pero utilizando solamente las observaciones de Y (I).

Así, de acuerdo con el teorema 1.3.3, los EMV de los parámetrosB(I) y �(I) para el MCC(I)
son
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bB(I) = (X
TS�1(I)X)

�1XTS�1(I)Y (I)Z
T
(I)(Z(I)Z

T
(I))

�1

y b�(I) = 1

n� k

�
S(I) +X

o
S(I)

Y (I)PZT(I)
Y T
(I)X

oT
S(I)

�
;

respectivamente, con

S(I) = Y (I)

�
In�k � P ZT

(I)

�
Y T
(I); (2.3.2)

la correspondiente a S para el MCC(I), y

PZT(I)
= ZT(I)

�
Z(I)Z

T
(I)

��1
Z(I):

Además, de (1.3.16), se obtiene que
E[ bB(I)] = B

y, de (1.3.17),

Var[ bB(I)] = c6

�
Z(I)Z

T
(I)

��1


�
XT��1X

��1
;

con

c6 =
n� k � r � 1

n� k � r � (p� q)� 1 ; (2.3.3)

y, considerando b�(I) = 1
n�r�kS(I), un estimador consistente de Var[

bB(I)] vendrá dado por

dVar[ bB(I)] =
c6

n� k � r

�
Z(I)Z

T
(I)

��1


�
XTS�1(I)X

��1
: (2.3.4)

Las diferencias existentes entre bB y bB(I), usualmente, se miden a través de una función

f( bB; bB(I)), que deberá de ser capaz de cuanti�car la sensibilidad del subconjunto de observa-
ciones candidatas a ser consideradas in�uyentes. Estas funciones son conocidas, generalmente,
como medidas de diagnóstico o medidas de in�uencia, la elección de las mismas dependerá de
la forma de las observaciones bajo estudio y del método de estimación utilizado.

Para obtener diferentes medidas de in�uencia, basadas en la omisión, se necesita saber las
relaciones entre los EMV de los parámetros del MCC y del MCC(I), por lo que, previamente,
hay que cuanti�car las relaciones entre las matrices S y S(I) de�nidas en (1.3.5) y (2.3.2),
respectivamente. Teniendo en cuenta el teorema C.4.2, como S(I) �Wp (n� r � k;�) ; cuando
n > r + p + k, el siguiente resultado proporciona una relación entre ambas matrices, así como
para sus inversas.

Lema 2.3.1 Para el MCC

S(I) = S �EI (Ik �HI)
�1ETI

y
S�1(I) = S

�1 + S�1EI
�
Ik �HI �ETI S�1EI

��1
ETI S

�1; (2.3.5)

donde
EI = Y I � Y ZT

�
ZZT

��1
ZI (2.3.6)

y
HI = Z

T
I

�
ZZT

��1
ZI : (2.3.7)
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Nota 2.3.1 La existencia de (Ik �HI)
�1 está garantizada pues en el análisis de in�uencia

sobre el MCC no tiene sentido estudiar la in�uencia conjunta de todas las observaciones que
conforman uno de los grupos incluidos en la experimentación.

El siguiente teorema proporciona una relación entre los EMV bB y bB(I), del MCC y del
MCC(I), respectivamente, su demostración se puede ver en Pan y Fang (2002). Este resultado
jugará un papel fundamental en el análisis de observaciones in�uyentes.

Teorema 2.3.1 Sean bB y bB(I) los EMV del parámetro B, basados en MCC y MCC(I), res-
pectivamente, entonces se veri�ca

bB(I) = bB � SXXTS�1EIV
�1
I K

T
I

�
ZZT

��1
; (2.3.8)

donde
KI = ZI �ZY TS�1EI +ZY

TS�1XSXX
TS�1EI (2.3.9)

y
V I = Ik �HI �ETI S�1EI +ETI S�1XSXXTS�1EI : (2.3.10)

Nota 2.3.2 Considerando la relación (1.3.14), se obtienen las expresiones alternativas

KI = ZI �ZY TXoT
S S

�1Xo
SEI y V I = Ik �HI �ETIXoT

S S
�1Xo

SEI ;

donde Xo
S está de�nida en (1.3.12).

A continuación se presenta la relación (2.3.8) cuando se elimina una única observación.

Corolario 2.3.1 En el MCC, cuando k = 1 e I = fig, 1 � i � n, entonces

bB(i) = bB � 1

vii
SXX

TS�1eik
T
i

�
ZZT

��1
; (2.3.11)

donde

ki = zi �ZY TS�1ei +ZY
TS�1XSXX

TS�1ei; (2.3.12)

es la columna i-ésima de la matriz K = Z �ZY TXoT
S S

�1Xo
SE, y

vii = 1� pii � eTi S�1ei + eTi S�1XSXXTS�1ei (2.3.13)

el elemento (i; i) de la matriz V = In � PZT �ETXoT
S S

�1Xo
SE, con

ei = yi � Y ZT
�
ZZT

��1
zi (2.3.14)

la columna i-ésima del residuo E, de�nido por (2.2.2), y

pii = z
T
i

�
ZZT

�
zi (2.3.15)

es el elemento i-ésimo diagonal de la matriz de proyección PZT , de�nida por (1.3.3), donde zi
es la columna i-ésima de Z.
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2.4. Análisis de in�uencia en el modelo de curvas de crecimiento

En este apartado se recogen diferentes medidas para el estudio de la calidad de los datos
en el modelo de curvas de crecimiento. Basadas en el tópico de omisión de casos, se recoge un
resumen de algunas de las medidas propuestas en la literatura para analizar la in�uencia de un
subconjunto de observaciones Y I en el EMV bB de la matriz de coe�cientes de regresión del
MCC. En particular, basada en la relación entre los EMV bB y bB(I), se recoge la distancia de
Cook generalizada y, a partir de ella, la medida de Cook y la medida de Welsch-Kuh.

En primer lugar, se recogen dos estadísticos importantes en el desarrollo de dichas medidas,
los mismos permiten veri�car si el subconjunto Y I de las observaciones eliminadas está com-
puesto por observaciones outliers. Para el MCC, en Pan y Fang (2002), se considera el siguiente
estadístico

TI = det[Ik +E
T
I S

�1XSXX
TS�1EI(Ik �HI �ETI S�1EI)�1] =

=
det[V I ]

det[Ik �HI �ETI S�1EI ]
:

El subconjunto Y I de las observaciones omitidas es considerado como un conjunto outlier si TI
es signi�cativamente grande o, de forma equivalente, �I = T

�1
I es su�cientemente pequeño. El

punto crítico, para TI ; puede ser obtenido utilizando el siguiente resultado

�I � �(q; n� k � r � p+ q; k); (2.4.1)

es decir, �I sigue una distribución de Wilk con parámetros q, n� k � r � p+ q y k:

En particular, cuando k = 1 e I = fig, 1 � i � n; se obtiene el estadístico

Ti = �
�1
i = 1 +

eTi S
�1XSXX

TS�1ei
1� pii � eTi S�1ei

=
vii

1� pii � eTi S�1ei
; (2.4.2)

y el individuo i-ésimo, yi, será considerado una observación outlier si

Ti � 1 +
qC��

n� r � p (2.4.3)

donde C�� es el percentil de orden 100(1� �)% de la distribución Fq;n�r�p.

En general, las medidas de in�uencia más utilizadas en la regresión están basadas en la
distancia de Cook (Cook y Weisberg, 1982), la cuál está fuertemente relacionada con la fun-
ción de in�uencia muestral propuesta en Hampel et al. (1986). Basadas en dicha distancia, a
continuación, se recogen dos medidas de in�uencia para el EMV de la matriz de coe�cientes de
regresión del MCC.

Para un estimador b�, se de�ne la distancia de Cook generalizada
DI(M ;C) = (b�� b�(I))M(b�� b�(I))TC�1;

donde b�(I) es el estimador obtenido bajo la omisión de las observaciones subindicadas por
I, M y C son matrices constantes de�nidas positivas, denominadas matrices de los �pesos�.
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Las diferentes elecciones de dichas matrices conducen, generalmente, a diferentes medidas que
pueden ser utilizadas para evaluar la in�uencia del subconjunto Y I en el estimador b�.

En el MCC, se obtiene la siguiente distancia de Cook generalizada

DI (M ;C) = tr
h
( bB � bB(I))M( bB � bB(I))

TC�1
i
; (2.4.4)

donde bB y bB(I) son los EMV de B basados en MCC y MCC(I), respectivamente,M (r�r) > 0
y C(q�q) > 0 (Pan y Fang, 2002).

Además, teniendo en cuenta el teorema 2.3.1, la distancia anterior viene expresada por

DI (M ;C) = tr
h
KT
I

�
ZZT

��1
M
�
ZZT

��1
KIV

�1
I E

T
I S

�1 (2.4.5)

XSXC
�1SXX

TS�1EIV
�1
I

�
:

Un valor grande de DI (M ;C) indica que el subconjunto de observaciones Y I ejerce una gran
in�uencia sobre bB, respecto aM y C: Por otro lado, es obvio que la magnitud de DI (M ;C)
está determinada por el �peso�de las matrices M y C, que deben de ser elegidas en relación
al estudio que se desee realizar.

A continuación, se recoge la distancia DI (M ;C) para dos elecciones usuales de las matrices
de los pesos, que dan origen a las medidas de in�uencia conocidas como medida de Cook y
medida de Welsch-Kuh.

Medida Cook. Considerando M = ZZT y C = qrSX en (2.4.5), se obtiene la medida
de in�uencia de Cook, la cuál analiza la in�uencia de Y I en el centro del elipsoide de
con�anza de B,

DI =
1

qr
tr
h
KT
I

�
ZZT

��1
KIV

�1
I E

T
I S

�1XSXX
TS�1EIV

�1
I

i
=

=
1

qr
tr
h
KT
I

�
ZZT

��1
KI

�
V �1
I � V �1

I

�
Ik �HI �ETI S�1EI

�
V �1
I

�i
:

En particular, si se está interesado en medir la in�uencia de una única observación, la
i-ésima, es decir, k = 1 e I = fig, 1 � i � n, esta medida se puede expresar por

Di =
1

qrv2ii
kTi
�
ZZT

��1
kie

T
i S

�1XSXX
TS�1ei; (2.4.6)

donde vii, ei y ki vienen dados en (2.3.13), (2.3.14) y (2.3.12), respectivamente.

Además, considerando

�i =
kTi
�
ZZT

��1
ki

1� pii � eTi S�1ei
;

se obtiene
Di =

1

qr
�i(1� �i)�i;

donde �i = T�1i ; con Ti dado en (2.4.2). Como se puede observar, la medida de Cook
depende del estadístico Ti, que a su vez sirve para identi�car si la observación es outlier,
y de la cantidad �i, distancia generalizada en el espacio C(Z) (Pan y Fang, 2002).
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Medida de Welsch-Kuh. También conocida por DFFITS (Belsley et al., 1980). Toman-
doM = ZZT y C = qr(XTS�1(I)X)

�1 en (2.4.5), la medida de in�uencia de Welsch-Kuh,
viene dada por

WKI =
1

qr
tr
h
KT
I

�
ZZT

��1
KI

��
Ik �HI �ETI S�1EI

��1 � V �1
I

�i
;

y mide la desviación del valor ajustado bajo omisión bY (I) = X bB(I)Z respecto al valor

ajustado bY =X bBZ de todo el conjunto de datos.

En particular, cuando k = 1 e I = fig, 1 � i � n, la medida anterior tomará la siguiente
expresión

WKi =
1

qr
(1� �i)�i = DiTi:

A continuación, se recogen otras medidas de in�uencia, para el MCC, las cuales pueden ser
vistas, por ejemplo, en Pan y Fang (2002).

Medida de razón de covarianzas. Evalúa el efecto de las observaciónes Y I sobre el
determinante de la matriz de covarianzas del EMV bB, viene de�nida por

CRI =
det[dVar[ bB(I)]]

det[dVar[ bB]] = cqr7 (det[Ik �HI ])
�qT�rI ;

donde dVar[ bB] y dVar[ bB(I)] son los estimadores de las matrices de covarianza del MCC y

MCC(I) dadas en (1.3.19) y (2.3.4), respectivamente, y c7 =
c6(n�r)
c1(n�k�r) ; con c1 dado por

(1.3.18) y c6 por (2.3.3).

En particular, cuando k = 1 e I = fig, 1 � i � n; la medida CRI se puede expresar por

CRi = c
qr
8 (1� pii)�qT

�r
i ;

con

c8 =
(n� r)(n� r � 2)(n� r � (p� q)� 1)
(n� r � 1)2(n� r � (p� q)� 2) :

Generalmente, se trabaja con la medida jCRI � 1j como un criterio para analizar la in�u-
encia de Y I sobre la covarianza de bB. Cuanto mayor sea el valor del estadístico jCRI � 1j,
mayor será la in�uencia del subconjunto Y I en el ajuste de la curva de crecimiento.

Medida de Cook-Weisberg. Se centra en el efecto de las observaciones de Y I sobre el
volumen del elipsoide de con�anza de B. Designando ACE y ACE(I) los elipsoides asin-
tóticos de con�anza de B para MCC y MCC(I), respectivamente, la medida de in�uencia
de Cook-Weisberg viene dada por

CWI = log

�
volumen(ACE(I))

volumen(ACE)

�
=
1

2
logCRI + C� +

qr

2
log

c1(n� k � r)
c6(n� r)

;

donde C� = (qr=2) log(C��� =C
�
�), con C

�
� y C

��
� , respectivamente, los percentiles de orden

100(1� �)% de las distribuciones GT 2(q; r; n� r � p+ q) y GT 2(q; r; n� k � r � p+ q)
(distribución T 2 de Hotelling generalizada dada en la de�nición C.5.1).
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Cuando n es su�cientemente grande, CWI ' 1
2 logCRI + C�, es decir, en esta situación

la medida de Cook-Weisberg es equivalente a la razón de covarianzas para analizar la
in�uencia de Y I . La constante

C� +
qr

2
log

c1(n� k � r)
c6(n� r)

no afecta la detección de observaciones in�uyentes. Si CWI es negativo (positivo) entonces
el volumen del elipsoide de con�anza decrece (crece) con la omisión del subconjunto Y I .
Independentemente de los signos de CWI , el subconjunto de observaciones que tenga
mayor jCWI j tendrá la mayor in�uencia en el ajuste de la curva de crecimento.

Medida de razón de información. Viene dada por

IRI =
det[ bGI(B)]
det[ bG(B)] =

�
c6
c1

�qr
CR�1I ;

donde bG(B) = (n� r)(ZZT )
 (XTS�1X)

y bGI(B) = (n� k � r)(Z(I)ZT(I))
 (XTS�1(I)X),

son estimadores consistentes de la matriz de información del coe�ciente de regresión B,
para el MCC y MCC(I), respectivamente, (Pan y Fang, 2002).

Medida de Andrew-Pregibon. Mide el efecto de Y I en el EMV de la matriz de cova-
rianza � (Cook y Weisberg, 1982) y puede ser de�nida por

API = �
1

2

�
log det [Ik �HI ] + log det

�
S +XXT �EI(Ik �HI)

�1ETI
�
�

� log det
�
S +XXT

��
:

En particular, cuando k = 1 e I = fig, 1 � i � n, la medida API se reduce a

APi = �
�
1

2
log [1� pii] + log det

�
S +XXT � eie

T
i

1� pii

�
� log det

�
S +XXT

��
:

En muchas situaciones, el objetivo del investigador es analizar la in�uencia de las observa-
ciones Y I en un determinado subconjunto del estimador de la matriz de coe�cientes de regresión
B. Para dicho estudio, sea 	 = DBL, con D y L matrices de dimensiones (s � q) y (r � l),
respectivamente, donde rg(D) = s � q y rg(L) = l � r. Según Kollo y von Rosen (2005), el
EMV de las s� l combinaciones lineales de B es

b	 = D
(s�q)

bB
(q�r)

L
(r�l)

: (2.4.7)

Análogamente, para el MCC(I), el EMV de 	 viene dado por b	(I) = D bB(I)L: A partir de
estos resultados, las medidas de in�uencia recogidas anteriormente pueden ser aplicadas a las
combinaciones lineales, como ilustración se recoge la medida de Cook.
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Teniendo en cuenta (2.4.4) y la relación entre los EMV bB y bB(I); dada por el teorema 2.3.1,

la distancia de Cook generalizada para b	 viene dada por

DLI(M ;C) = tr
h
( b	� b	(I))M( b	� b	(I))

TC�1
i
=

= tr
�
KT
I (ZZ

T )�1LMLT (ZZT )�1KIV
�1
I E

T
I

S�1XSXD
TC�1DSXX

TS�1EIV
�1
I

�
;

con matrices de pesosM (l�l) yC(s�s) d.p.. TomandoM = (LT (ZZT )�1L)�1 yC = slDSXD
T

la expresión general de la medida Cook para las combinaciones lineales de bB vendrá dada por

DLI =
1

sl
tr
�
KT
I (ZZ

T )�1L(LT (ZZT )�1L)�1LT (ZZT )�1KIV
�1
I

ETI S
�1XSXD

T (DSXD
T )�1DSXX

TS�1EIV
�1
I

�
:

Cuando I = fig, k = 1 y , 1 � i � n, se obtiene

DLi =
1

slv2ii
kTi (ZZ

T )�1L(LT (ZZT )�1L)�1LT (ZZT )�1ki (2.4.8)

eTi S
�1XSXD

T (DSXD
T )�1DSXX

TS�1ei.

Como aplicaciones de la medida anterior, a continuación, se presentan tres medidas resul-
tantes de elecciones usuales de las matrices D y L:

Para estudiar la in�uencia de la i-ésima observación yi de Y en la j-ésima �la del EMVbB, se puede elegir L = Ir, rg(L) = r y D = dTj , rg(D) = 1 � q, donde dj 2 Rq es un
vector de dimensión q en el que la j-ésima componente es la unidad y las restantes son
nulas. En estos términos, (2.4.7) se reduce a b	 = dTj

bB y la medida de Cook (2.4.8) viene
dada por

DLi(j�) =
1

rv2ii

kTi (ZZ
T )�1ki

dTj SXdj

�
dTj SXX

TS�1ei
�2
: (2.4.9)

Para analizar la in�uencia de la i-ésima observación yi en la m-ésima columna de bB, se
puede escoger D = Iq, rg(D) = q y L = hm, rg(L) = 1 � r, con hm 2 Rr un vector
de dimensión r donde la m-ésima componente es la unidad y las restantes son nulas. Asi,
(2.4.7) se reduce a b	 = bBhm y, de (2.4.8), se obtiene

DLi(�m) =
1

qv2ii

eTi S
�1XSXX

TS�1ei

hTm(ZZ
T )�1hm

(kTi (ZZ
T )�1hm)

2: (2.4.10)

Si el objectivo es analizar la in�uencia de la i-ésima observación yi sobre el (j;m)-ésimo
elemento de bB; 1 � j � q y 1 � m � r, basta considerar D = dTj , rg(D) = 1 � q y

L = hm, rg(L) = 1 � r: En este caso, (2.4.7) se reduce a b	 = dTj
bBhm 2 R y, teniendo en

cuenta DLi(j�) y DLi(�m) dadas en (2.4.9) y (2.4.10), respectivamente, de (2.4.8), se tiene

DLi(jm) =
DLi(j�)DLi(�m)

Di
= Di

�
DLi(j�)
Di

� �
DLi(�m)
Di

�
;

donde Di es la medida de Cook (2.4.6) para bB. Los factores DLi(j�)Di
y
DLi(�m)
Di

representan

las contribuiciones de las �las y columnas de bB en la in�uencia sobre bB. Esta última
igualdad también indica que DLi(jm) es proporcional a DLi(j�) y a DLi(�m).
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2.5. Análisis de in�uencia en el modelo de curvas de crecimiento
con estructura simple de Rao

Análogamente al estudio realizado para el MCC, a continuación, se presenta un resumen de
medidas diagnóstico para analizar la in�uencia de las observaciones en el EMV eB de la matriz
de coe�cientes de regresión del MCC con estructura simple de Rao.

Siguiendo el mismo esquema anterior, en primer lugar, se recogen algunos resultados sobre
el MCC(SCS) bajo la omisión del conjunto de observaciones subindicadas por I, el MCC(I)
de�nido en (2.3.1) con estructura SCS, que se denotará por MCC(SCS)(I).

Del teorema 1.4.1, para el MCC(SCS)(I), se obtiene que los EMV de los paramétros B, �
y �, son, respectivamente,eB(I) = (X

TX)�1XTY (I)Z
T
(I)(Z(I)Z

T
(I))

�1;

e�(I) = 1

n� k (X
TX)�1XTS(I)X(X

TX)�1 (2.5.1)

y e�(I) =
1

n� k (X
oTXo)�1XoTY (I)Y

T
(I)X

o(XoTXo)�1;

donde S(I) viene dada en (2.3.2) y C (Xo) = C (X)?.
Además, de (1.4.5), se obtiene quee�(I) =Xe�(I)XT +Xo e�(I)X

oT : (2.5.2)

Teniendo en cuenta la distribución de eB para el MCC(SCS), de�nida por (1.4.6), para el
MCC(SCS)(I) se veri�ca que

eB(I) � Nq;r
�
B;�;

�
Z(I)Z

T
(I)

��1�
:

Como Var[ eB(I)] contiene el paramétro de covarianza desconocido �, se puede considerar el

EMV e�(I), dado en (2.5.2), para obtener
dVar[ eB(I)] =

�
Z(I)Z

T
(I)

��1

 e�(I): (2.5.3)

Utilizando el lema 2.3.1, el siguiente teorema recoge una relación importante entre los EMV
de B, � y �, para el MCC(SCS) y MCC(SCS)(I), su demostración puede ser vista en Pan y
Fang (2002).

Teorema 2.5.1 Las relaciones entre los EMV de los parámetros B, � y � del MCC(SCS) y
del MCC(SCS)(I), respectivamente, son

eB(I) = eB �
�
XTX

��1
XTEI (Ik �HI)

�1ZTI
�
ZZT

��1
; (2.5.4)

e�(I) = n

n� k
e�� 1

n� k (X
TX)�1XTEI (Ik �HI)

�1ETIX(X
TX)�1 (2.5.5)

y e�(I) =
n

n� k
e�� 1

n� k (X
oTXo)�1XoTY IY

T
IX

o(XoTXo)�1:
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Además,

e�(I) = n

n� k
e�� 1

n� k

h
PXEI (Ik �HI)

�1ETI PX + (Ip � PX)Y IY
T
I (Ip � PX)

i
;

donde EI y HI están dadas en (2.3.6) y (2.3.7), respectivamente.

Corolario 2.5.1 Para el MCC(SCS), cuando k = 1 e I = fig, 1 � i � n, se veri�ca

eB(i) = eB � 1

1� pii
�
XTX

��1
XTeiz

T
i

�
ZZT

��1
;

e�(i) = n

n� 1
e�� 1

(n� 1) (1� pii)
(XTX)�1XTeie

T
i X(X

TX)�1;

e�(i) =
n

n� 1
e�� 1

n� 1(X
oTXo)�1XoTyiy

T
i X

o(XoTXo)�1

y e�(i) = n

n� 1
e�� 1

n� 1

�
1

1� pii
PXeie

T
i PX + (Ip � PX)yiy

T
i (Ip � PX)

�
;

con pii y ei dados por (2.3.15) y (2.3.14), respectivamente.

A continuación, se recogen dos estadísticos importantes para el estudio de la in�uencia en
el MCC(SCS) (Pan y Fang, 2002 y Pan, 2004).

Para este modelo, la distribución de

�I = det
h
Ik �ETIX

�
XTSX

��1
XTEI (Ik �HI)

�1
i

(2.5.6)

viene dada por
�I � �(q; n� k � r; k):

En el caso particular, cuando k = 1 e I = fig, 1 � i � n, vendrá expresado por

�i = 1�
eTi X

�
XTSX

��1
XTei

1� pii
: (2.5.7)

En el MCC(SCS), el siguiente estadístico, denominado �residuo internamente studentizado�
(Pan y Fang, 2002) se utiliza para determinar si la observación i-ésima de Y es outlier

Ti = 1� �i =
eTi X

�
XTSX

��1
XTei

1� pii
. (2.5.8)

Dicha observación será considerada outlier si

Ti �
qC��

(n� r � q) + qC��
(2.5.9)

donde C�� es el percentil de orden 100(1� �)% de la distribución Fq;n�r�q.
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Para el MCC(SCS), teniendo en cuenta el teorema 2.5.1, la distancia de Cook generalizada
se puede expresar como

DI (M ;C) = tr
h
EI (Ik �HI)

�1ZTI
�
ZZT

��1
M
�
ZZT

��1
(2.5.10)

ZI (Ik �HI)
�1ETIX

�
XTX

��1
C�1 �XTX

��1
XT

i
:

A partir de esta distancia, se obtiene:

Medida de Cook. ConsiderandoM = ZZT y C = e�, resulta
DI = ntr

�
ETIX(X

TSX)�1XTEI(Ik �HI)
�1HI(Ik �HI)

�1� :
En particular, cuando k = 1 e I = fig, 1 � i � n,

Di = n
pii

1� pii
Ti = n

pii
1� pii

(1� �i): (2.5.11)

Esta medida es proporcional al estadístico Ti usado para la identi�cación de outliers.

Medida de Welsch-Kuh. EligiendoM = ZZT y C = e�(I), se obtiene
WKI = (n� k)tr

h
ETIX

�
XTS(I)X

��1
XTEI (Ik �HI)

�1HI (Ik �HI)
�1
i
:

En particular, cuando k = 1 e I = fig, 1 � i � n,

WKi = (n� 1)
pii

1� pii
Ti

1� Ti
:

Además, teniendo en cuenta (2.5.11), se obtiene que

WKi = (n� 1)
piiDi

npii � (1� pii)Di
;

es una función creciente de Di. Así el patrón de in�uencia detectado por WKi deberá ser
el mismo que el detectado por Di: No obstante, cuando k > 1 esta conclusión puede no
ser válida (Pan y Fang, 2002).

Nota 2.5.1 En el modelo lineal multivariante, el factor pii
1�pii es conocido como el poten-

cial de la i-ésima observación yi, una medida usada para detectar los casos nominados
como �leverage� o �puntos de palanca� del espacio de Z (véase, por ejemplo, Chatterjee
y Hadi, 1988). Como se recoge en Cook y Weisberg (1982), el potencial puede ser usado
para detectar con�guraciones de las variables explicativas que son capaces de producir ca-
sos altamente in�uyentes. En el MCC, no tiene sentido esta designación dado que pii es
constante en cada grupo al depender sólo de Z.

Nota 2.5.2 La cantidad Ti
1�Ti =

eTi X(X
TS(i)X)

�1
XT ei

1�pii se denomina �suma de cuadrados
residual externamente studentizada�para el MCC(SCS) (Pan y Fang, 2002).



2.5. Análisis de in�uencia en el modelo de curvas de crecimiento con estructura
simple de Rao 35

A continuación, se recogen otras medidas de in�uencia para el MCC(SCS), las cuáles pueden
verse, por ejemplo, en Pan y Fang (2002).

Medida Razón de covarianzas. Sean dVar[ eB] y dVar[ eB(I)] los estimadores de las ma-

trices de covarianza de eB en el MCC(SCS) y MCC(SCS)(I), dados por (1.4.7) y (2.5.3),
respectivamente, entonces

CRI =
det[dVar[ eB(I)]]

det[dVar[ eB]] =

�
n

n� k

�qr
(det[Ik �HI ])

�q�rI :

En particular, cuando k = 1 e I = fig, 1 � i � n;

CRi =

�
n

n� 1

�qr �ri
(1� pii)q

:

Generalmente, se trabaja con jCRI � 1j como un criterio para analizar la in�uencia de
Y I sobre la covarianza de eB.
Medida de Cook-Weisberg. Considerando CE y CE(I) los elipsoides de con�anza de
B, para MCC(SCS) y MCC(SCS)(I), respectivamente, entonces

CWI = log

�
volumen(CE(I))

volumen(CE)

�
=
1

2
logCRI + C�; (2.5.12)

donde C� = (qr=2) log(C��� =C
�
�), con C

�
� y C

��
� los percentiles de orden 100(1 � �)% de

las distribuciones GT 2(q; r; n� r) y GT 2(q; r; n� k � r), respectivamente.
Si CWI es negativo (positivo) entonces el volumen del elipsoide de con�anza decrece (crece)
con la omisión del subconjunto Y I . El subconjunto de observaciones que tiene mayor
jCWI j tendrá la mayor in�uencia en el ajuste de la curva de crecimento. La constante C�
no afecta la elección de observaciones in�uyentes, por tanto, la relación (2.5.12) implica
que la medida CWI es equivalente a CRI para analizar la in�uencia de Y I .

Medida de Andrews-Pregibon. Viene dada por

API = �
1

2
log [det[Ik �HI ]�I ] :

En particular, cuando k = 1 e I = fig, 1 � i � n;

APi = �
1

2
log [(1� pii)�i] = �

1

2
log [(1� pii)(1� Ti)] ;

una función creciente de Ti.
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Análogamente al estudio realizado para el MCC, se presenta la medida de Cook para evaluar,
en el MCC(SCS), la in�uencia de las observaciones Y I en combinaciones lineales de eB. En este
caso, los EMV vendrán dados por e	 = D eBL para el MCC(SCS) y por e	(I) = D eB(I)L para
el MCC(SCS)(I), donde rg(D(s�q)) = s � q y rg(L(r�l)) = l � r.

Teniendo en cuenta la relación entre los EMV eB y eB(I), dada por el teorema 2.5.1, se obtiene
la distancia de Cook generalizada

DLI (M ;C) = tr
h
EI (Ik �HI)

�1ZTI
�
ZZT

��1
LMLT

�
ZZT

��1
ZI (Ik �HI)

�1

ETIX
�
XTX

��1
DTC�1D

�
XTX

��1
XT

i
:

La medida de Cook para e	 puede ser obtenida tomando M = (LT (ZZT )�1L)�1 y
C =De�DT , así

DLI = ntr

�
ETIX

�
XTX

��1
DT

�
D
�
XTX

��1 �
XTSX

� �
XTX

��1
DT
��1

(2.5.13)

D
�
XTX

��1
XTEI (Ik �HI)

�1ZTI
�
ZZT

��1
L�

LT
�
ZZT

��1
L
��1

LT
�
ZZT

��1
ZI (Ik �HI)

�1
�
:

Cuando I = fig y k = 1, 1 � i � n; se obtiene

DLi =
n

(1� pii)2
zTi
�
ZZT

��1
L(LT (ZZT )�1L)�1LT (ZZT )�1zie

T
i X

�
XTX

��1
(2.5.14)

DT (D
�
XTX

��1 �
XTSX

� �
XTX

��1
DT )�1D

�
XTX

��1
XTei:

Como casos particulares de esta medida se pueden analizar las siguientes:

Para analizar la in�uencia de la i-ésima observación yi de Y en la j-ésima �la de eB,
(2.5.14) se reduce a

DLi(j�) =
pii

(1� pii)2
(dTj

�
XTX

��1
XTei)

2

dTj
e�dj = (2.5.15)

=
1

n(1� pii)
Di
Ti

(dTj
�
XTX

��1
XTei)

2

dTj
e�dj ;

donde dj 2 Rq es un vector de dimensión q en el que la j-ésima componente es la unidad
y las restantes son nulas.

Cuando se pretende diagnosticar la in�uencia de la i-ésima observación yi en la m-ésima
columna de eB, (2.5.14) viene dada por

DLi(�m) =
nTi
1� pii

(zTi
�
ZZT

��1
hm)

2

hTm
�
ZZT

��1
hm

=
Di
pii

(zTi
�
ZZT

��1
hm)

2

hTm
�
ZZT

��1
hm

; (2.5.16)

con hm 2 Rr un vector de dimensión r donde la m-ésima componente es la unidad y las
restantes son nulas.
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Teniendo en cuenta que

hTm
�
ZZT

��1
zi =

(
zTi
�
ZZT

��1
zi = pii; hm = zi

0 ; hm 6= zi
;

donde hm = zi signi�ca que la columna de eB para la cual se pretende estudiar la in�uencia
corresponde al grupo de la observación eliminada, de (2.5.16) viene

DLi(�m) =

�
Di; hm = zi
0 ; hm 6= zi

: (2.5.17)

Por tanto, para el análisis de la in�uencia en las columnas de eB, la medida de Cook para
el MCC(SCS) asume que cada grupo tiene una curva de crecimiento diferente, de manera
que un grupo no tiene in�uencia en el otro, una vez que DLi(�m) = 0 cuando hm 6= zi.

Análogamente, para estudiar la in�uencia de la i-ésima observación yi sobre el (j;m)-ésimo
elemento de eB; teniendo en cuenta DLi(j�) y DLi(�m) de�nidas en (2.5.15) y (2.5.16),
respecivamente, de (2.5.14) se obtiene

DLi(jm) =
DLi(j�)DLi(�m)

Di
= Di

�
DLi(j�)
Di

� �
DLi(�m)
Di

�
(2.5.18)

donde Di es la medida de Cook (2.5.11) para eB. Además, por (2.5.17) se tiene
DLi(jm) =

�
DLi(j�); hm = zi
0 ; hm 6= zi

;

o sea, usando la medida de Cook en el MCC(SCS), la in�uencia de la i-ésima observación
es solamente en los elementos de eB que pertenecen a las columnas correspondientes a los
grupos de dicha observación.
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Capítulo 3

In�uencia a través de la distancia de
Fréchet

3.1. Introducción

En el capítulo anterior se ha presentado una amplia batería de medidas utilizadas en la
detección de observaciones in�uyentes en el estimador de máxima verosimilitud (EMV) de la
matriz de coe�cientes de regresión del modelo de curvas de crecimiento (MCC) y del MCC
con estructura simple de Rao (MCC(SCS)). En el Análisis de In�uencia, la gran mayoría de las
técnicas de detección de observaciones in�uyentes están orientadas hacia el estudio de la in�uen-
cia sobre las estimaciones de los parámetros de interés del modelo, comparando directamente los
valores obtenidos en dichas estimaciones a partir del modelo postulado y del modelo perturbado.
Un enfoque alternativo es diseñar técnicas que permitan analizar la in�uencia sobre la distribu-
ción muestral de dichos estimadores. Esto es, no sólo sobre el valor del estimador obtenido en
una muestra concreta, sino en toda la distribución de valores que puede tomar el estimador
bajo estudio. Ello puede proporcionar medidas de in�uencia más globales, más completas y, por
tanto, menos sensibles a posibles �uctuaciones muestrales. Así, Jiménez-Gamero et al. (2002)
proponen una modelización genérica del problema y, en particular, utilizan la distancia de Rao
para cuanti�car la discrepancia entre las distribuciones muestrales. A raíz de esta modelización
quedó abierta una línea de trabajo concreta que proporciona una nueva e interesante visión
sobre el problema de la in�uencia, con la aplicación de otras distancias distribucionales. Es-
ta aproximación al problema del diagnóstico es en la que se centra la presente memoria y, en
particular, este capítulo.

Con este propósito, en este capítulo y en el siguiente se derivan medidas de in�uencia a
través de distancias entre distribuciones de probabilidad, para la detección de observaciones
in�uyentes en el EMV de la matriz de coe�cientes de regresión del MCC y del MCC(SCS). Este
es el primer paso para, posteriormente, decidir el tratamiento más adecuado que debe darse a
las observaciones que se han determinado como in�uyentes.

Este capítulo está organizado de la siguiente manera. En la sección 3.2, se plantea la
metodología para el análisis de in�uencia a través de distancias entre distribuciones. Esto sirve
como fundamento de los principales resultados de la presente memoria.

En la sección 3.3, se expone la utilización de la distancia de Fréchet en el análisis de in�uencia.
Donde, en particular, se evidencia el interés de la aplicación de dicha distancia una vez que se
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puede interpretar como función de una componente de localización y de una componente de
dispersión.

En la sección 3.4, se obtienen medidas de in�uencia para el EMV de la matriz de coe�cientes
de regresión del MCC, así como para combinaciones lineales del mismo, basadas en la distancia
de Fréchet. Se analiza su aplicabilidad, así como algunas diferencias y relaciones respecto a las
medidas expuestas en la sección 2.4.

En la sección 3.5, se hace el mismo estudio que en la sección 3.4, pero para el MCC(SCS).

3.2. Análisis de in�uencia a través de la distancia entre distribu-
ciones

En general, como se ha comentado anteriormente, el estudio de la in�uencia sobre un modelo
se aborda como la evaluación del cambio resultante de la perturbación del modelo. Para dicha
evaluación se han propuesto una gran variedad de métodos especí�cos para el modelo bajo
estudio y para los estimadores de interés. Así, tales diagnósticos de in�uencia tienden a evaluar
algunas características aisladas de los cambios provocados por la perturbación. Jiménez-Gamero
et al. (2002) proponen una aproximación general al problema basada en medir la distancia entre
la distribución del estadístico de interés bajo ambos modelos, el modelo postulado y el modelo
perturbado. Dicha aproximación puede ser descrita como sigue:

�Sea D un conjunto de datos sobre los cuales se asume su adecuación a un
modelo M . Sea R = R (D;M) un estadístico de�nido sobre los datos y sea FR su
distribución. Sea M� una perturbación del modelo y sean R� y FR� el estadístico y
su distribución bajo el modelo perturbado. Los cambios debidos a la perturbación
pueden cuanti�carse a través de una distancia o divergencia � entre FR y FR� :
�(FR; FR�):"

Este enfoque genérico permite obtener medidas de in�uencia más globales en tanto que no
se centran en el efecto sobre el valor de un estadístico o estimador obtenido para una muestra
concreta, sino sobre la distribución de valores posibles que dicho estadístico o estimador puede
tomar, bajo la ley de probabilidad estimada a partir de la muestra.

En caso de que el esquema de perturbación sea la omisión de un conjunto de observaciones,
la aproximación propuesta quedaría como sigue:

�Sea D un conjunto de datos sobre los cuales se asume su adecuación a un
modelo M . Sea R = R (D;M) un estadístico de�nido sobre los datos y sea FR su
distribución. Sean D(I) y M(I) la perturbación del conjunto de datos y del modelo,
respectivamente, provocada por la omisión de un conjunto I de observaciones, y
sean R(I) y FR(I) el estadístico y su distribución bajo el modelo perturbado. Los
cambios debidos a la perturbación pueden cuanti�carse a través de una distancia o
divergencia � entre FR y FR(I) : �(FR; FR(I))."

Son muchas las métricas entre distribuciones propuestas en la literatura. No obstante, no
todas son adecuadas para el estudio de la in�uencia. Más aún, la adecuación de las mismas
puede depender del modelo bajo estudio. Dos medidas que se han mostrado útiles en el análisis
de in�uencia son la distancia de Rao (Rao, 1949) y la distancia de Fréchet (Fréchet, 1957). Otras
métricas tales como la métrica de Kolmogorov (Kolmogorov, 1933), o la métrica de Kantorovich
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o Wasserstein (Kantorovich y Rubinstein, 1958 y Vallender, 1974) pueden ser también útiles
para el objetivo marcado en algunos modelos.

La utilidad de esta aproximación ha sido demostrada en situaciones concretas recogidas en
los trabajos de Jiménez-Gamero et al. (2002), Muñoz-Pichardo et al. (2004) y García-Heras
et al. (2006), dedicados al modelo lineal general multivariante, aunque con distintas hipótesis
distribucionales y con distintas distancias entre distribuciones, en el trabajo de Muñoz-García
et al. (2006) dedicado al modelo de regresión logística y en Muñoz-Pichardo et al. (2008) para
el análisis de per�les con errores aleatorios elípticamente distribuidos. Para una aplicación de
dicha metodología a otros modelos estadísticos véase Muñoz-Pichardo (2006). Además, también
se han utilizado para fundamentar técnicas de detección de outliers. Por ejemplo, Hadi y Nyquist
(1999) utilizan la distancia de Fréchet para la detección de outliers multivariantes. Incluso la
distancia de Cook puede estar incluida en esta aproximación dado que se puede obtener, bajo
condiciones de normalidad, aplicando la métrica de Mahalanobis.

En este capítulo, se considera el MCC y el MCC(SCS) y se estudia el análisis de in�uencia
en el EMV de la matriz de coe�cientes de regresión y en combinaciones lineales del mismo,
usando la aproximación general anteriormente mencionada para la distancia de Fréchet.

3.3. Distancia de Fréchet y su utilización en el análisis de in-
�uencia

Fréchet (1957) introdujo una métrica en el espacio de las distribuciones de probabilidad
sobre R con momentos de segundo orden �nito, que más tarde fue extendida al espacio de las
distribuciones multivariantes.

Para dos elementos de la clase de distribuciones con momentos de segundo orden �nito, F1
y F2, se de�ne la métrica de Fréchet como

� (F1; F2) =
�
m��n

n
E
h
jX1 �X2j2

i
: L (X1) = F1;L (X2) = F2

o� 1
2
;

donde L (X) representa la distribución del vector aleatorio X.
La distribución bivariante H(x; y) para la cual se alcanza dicho mínimo es la distribución

H(x; y) = m��nfF1(x); F2(y)g:

En el caso particular de que F1 y F2 pertenezcan a una família de distribuciones cerrada
con respecto a cambios de localización y escala, la distancia de Fréchet toma la forma

�(F1; F2) =
p
(�1 � �2)2 + (�1 � �2)2;

donde �1, �2, �1 y �2 son, respectivamente, las medias y desviaciones típicas de F1 y F2.

La de�nición anterior se puede generalizar al caso multivariante de forma directa como sigue.
Sea P (Rq) el espacio de las distribuiciones de probabilidad sobre Rq con momentos de segundo
orden �nitos. Dadas dos distribuciones F1; F2 2 P (Rq), la distancia de Fréchet entre F1 y F2 se
de�ne como

� (F1; F2) =

�
m��n
X1;X2

n
E
h
jjX1 �X2jj2

i
: L (X1) = F1;L (X2) = F2

o� 1
2

:
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La solución obtenida para el caso univariante no es trasladable al caso multivariante, resultando
en este caso complejo su cálculo.

Sin embargo, Dowson y Landau (1982) demuestran que si F1 y F2 pertenecen a una familia
de distribuciones q-dimensionales cerrada con respecto a transformaciones lineales del vector
aleatorio entonces la distancia de Fréchet viene dada por,

� (F1; F2) = � [(�1;�1) ; (�2;�2)] =

=
�
jj�1 � �2jj2 + tr

h
�1 +�2 � 2 (�1�2)1=2

i�1=2
;

donde �1; �2;�1 y �2 son, respectivamente, los vectores medias y las matrices de covarianzas
de F1 y F2. Como caso particular de interés de familias cerradas respecto a transformaciones
lineales se encuentra la familia de distribuciones elípticas de�nida en la sección C.1.

La distancia de Fréchet es de gran interés ya que es invariante bajo transformaciones ortogo-
nales de las variables asociadas y, además, es una métrica que combina las desviaciones entre
los vectores media y las desviaciones entre las matrices de covarianza. Dicha métrica puede ser
interpretada de la siguiente manera (Hadi y Nyquist, 1999):

La raíz del primer término, jj�1 � �2jj2, de�ne una métrica en Rq.

La raíz del segundo término, tr
h
�1 +�2 � 2 (�1�2)1=2

i
, de�ne una métrica sobre el

espacio de todas las matrices de�nidas positivas de orden q:

Así, en este caso, se puede interpretar la métrica de Fréchet como una función de dos compo-
nentes: una métrica sobre la localización de las distribuciones y una métrica sobre la estructura
de covarianzas de las mismas. Muñoz-Pichardo et al. (2004) denominaron a estos dos términos,
la componente de localización (LC) y la componente de dispersión (DC), respectivamente, y
propusieron una versión muestral para dicha métrica como un diagnóstico de in�uencia cuando
se pretende estudiar la in�uencia de la observación i-ésima. Se puede generalizar la formulación
de Muñoz-Pichardo et al. (2004) al caso en que se pretende estudiar la in�uencia de un conjunto
de observaciones, es decir, al estudio de la in�uencia conjunta.

Sea Y1; :::; Yn una muestra aleatoria de un vector q-dimensional Y cuya distribu-
ción depende de un vector de parámetros �. Sea b� = b�(Y1; :::; Yn) un estimador de
� y b�(I) el estimador obtenido con la omisión de las observaciones subindicadas por
I = fi1; i2; :::; ikg. Sean F (�;�) y F(I)(�;�) las distribuciones de b� y b�(I), respectiva-
mente. Teniendo en cuenta Muñoz-Pichardo et al. (2004), la versión muestral de la
distancia de Fréchet para la distribución de b� asociada al conjunto I es

�I(b�) = � �F (�; b�); F(I)(�; b�(I))� : (3.3.1)

Esta expresión puede ser considerada como una medida de la in�uencia que el sub-
conjunto de observaciones subindicadas por I ejerce en el estimador b� = b� (Y1; :::; Yn) :
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En particular, si los estimadores b� y b�(I) siguen una distribución elíptica, por ejemplo,b� � Ep(�b�;�b�; g) y b�(I) � Ep(�b�(I) ;�b�(I) ; g), y los estimadores de los parámetros de las
distribuciones son b�b�; b�b�; b�b�(I) y b�b�(I) , respectivamente, entonces de (3.3.1), para rg(�b�) = p,
se obtiene

�I(b�) = hLC2I (b�) +DC2I (b�)i1=2 ; (3.3.2)

con componente de localización

LC2I (
b�) = ������b�b� � b�b�(I)������2 (3.3.3)

y componente de dispersión

DC2I (
b�) = E[R2]

p
tr

�b�b� + b�b�(I) � 2�b�b� b�b�(I)�1=2
�
; (3.3.4)

donde R2 es una variable aleatoria no negativa usada en la representación estocástica de la
variable aleatoria b� (véase el teorema C.1.4).

Cuando se está interesado en medir la in�uencia que la observación i-ésima ejerce sobre el
estimador b� = b� (Y1; :::; Yn), a partir de (3.3.1), la medida de Fréchet se puede expresar por

�i(b�) = � �F (�; b�); F(i)(�; b�(i))� = hLC2i (b�) +DC2i (b�)i1=2 ;
donde b�(i) = b�(Y1; :::; Yi�1; Yi+1; :::; Yn) es el estimador obtenido por omisión de la i-ésima obser-
vación, F (�; b�) y F(i)(�; b�(i)) son las distribuciones de b� y b�(i), respectivamente. La componente
de localización es

LC2i (
b�) = ������b�b� � b�b�(i)������2

y la componente de dispersión

DC2i (
b�) = E[R2]

p
tr

�b�b� + b�b�(i) � 2�b�b� b�b�(i)�1=2
�
:

En las dos secciones siguientes, se recoge la aplicación de la distancia de Fréchet al MCC y
al MCC(SCS) bajo la hipótesis de normalidad.

3.4. La medida de Fréchet en el modelo de curvas de crecimiento

Siguiendo las ideas presentadas en la sección anterior, en este apartado se recoge la aplicación
de la distancia de Fréchet como medida de in�uencia sobre el EMV de la matriz de coe�cientes
de regresión del MCC. En particular, se pretende estudiar la in�uencia de un subconjunto
de observaciones en el EMV bB y en combinaciones lineales de dicho estimador. El modelo
perturbado usado es el MCC(I), de�nido en la sección 2.3.

En el contexto del análisis de in�uencia, para aplicar la distancia de Fréchet en el MCC, es
necesario conocer las distribuciones de bB y bB(I) (o equivalentemente de vec( bB) y vec( bB(I))).
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Este último es el EMV de B bajo la omisión del conjunto de observaciones subindicadas por I,
es decir, en el MCC(I). Como se recoge en el teorema (1.3.3), el EMV de B en el MCC es

bB = SXX
TS�1Y ZT (ZZT )�1; (3.4.1)

con SX =
�
XTS�1X

��1
, por lo que el EMV de B en el modelo perturbado MCC(I) es

bB(I) =
�
XTS�1(I)X

��1
XTS�1(I)Y (I)Z

T
(I)

�
Z(I)Z

T
(I)

��1
: (3.4.2)

En este sentido, no hay una forma explícita para la distribución de bB. No obstante, dicha
distribución admite como aproximaciones (véase sección 1.3):

i) La distribución normal matricialNq;r(B; c1(XT��1X)�1; (ZZT )�1), con c1 dado en (1.3.18).

ii) La mixtura de una distribución normal matricial, Nq;r(B; (XT��1X)�1; (ZZT )�1); con
peso 1 � sqr=2; y de una Kotz matricial, Kq;r(B; (XT��1X)�1; (ZZT )�1); con peso
sqr=2, con s dada en (1.3.21).

Además, Kollo et al. (2007) consideran la distribución marginal de la mixtura y demuestran
que dichas distribuciones continúan siendo mixturas similares, con pesos más pequeños para
la distribución de Kotz. Así, cuando se reduce la dimensión de la matriz aleatoria Y crece la
similaridad a la distribución normal. A través de este resultado se puede concluir que en casos
de baja dimensión la aproximación a la distribución normal puede ser apropiada, mientras en
los casos de grandes dimensiones dicha aproximación no es tan buena.

A continuación, se comparan las dos aproximaciones i) y ii) para la aplicación de la distancia
de Fréchet como medida de in�uencia en el EMV bB del MCC.

Según lo recogido en i), la distribución de vec( bB) se puede aproximar a la distribución
Nqr(vec(B); c1(ZZ

T )�1 
 (XT��1X)�1): (3.4.3)

Substituyendo � por su estimador insesgado b� = 1
n�rS, se obtiene

dVar[ bB] = c1
n� r (ZZ

T )�1 
 SX : (3.4.4)

Por otro lado, se concluye que la distribución de vec( bB(I)) puede ser aproximada por la dis-
tribución

Nqr(vec(B); c6(Z(I)Z
T
(I))

�1 
 (XT��1X)�1); (3.4.5)

con c6 dada en (2.3.3). Análogamente para el MCC(I); considerando b�(I) = 1
n�k�rS(I); se

obtiene el estimador

dVar[ bB(I)] =
c6

n� k � r

�
Z(I)Z

T
(I)

��1


�
XTS�1(I)X

��1
: (3.4.6)
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Entonces, como la distribución normal matricial pertenece a la clase de distribuciones elípti-
cas, de (3.3.2), la versión muestral de la distancia de Fréchet �I( bB); como medida de in�uencia
del subconjunto de observaciones Y I sobre la distribución del EMV bB del MCC, puede ser
aproximada por

�I( bB) = hLC2I ( bB) +DC2I ( bB)i1=2 : (3.4.7)

De (3.3.3), la componente de localización, que representa la in�uencia del subconjunto de
observaciones Y I sobre la esperanza de la distribución de bB, viene dada por

LC2I (
bB) = ������vec( bB)� vec( bB(I))

������2 = ������vec( bB � bB(I))
������2 = ������ bB � bB(I)

������2 ; (3.4.8)

donde bB y bB(I) son los EMV de B para el MCC y MCC(I), dados en (3.4.1) y (3.4.2),
respectivamente.

A partir de (3.3.4), la componente de dispersión, que representa la in�uencia de las obser-
vaciones sobre la estructura de covarianzas de dicha distribución, se puede expresar por

DC2I (
bB) = E[R2]

qr
tr

�dVar[ bB] +dVar[ bB(I)]� 2
�dVar[ bB]dVar[ bB(I)]

�1=2�
= (3.4.9)

= tr

�dVar[ bB] +dVar[ bB(I)]� 2
�dVar[ bB]dVar[ bB(I)]

�1=2�
;

dado que, por la nota C.1.2, E[R
2]

qr = 1, donde dVar[ bB] y dVar[ bB(I)] son los estimadores de las

matrices de covarianza de bB en el MCC y MCC(I), dados en (3.4.4) y (3.4.6), respectivamente.

Dicha medida permite valorar tanto el cambio en la componente de localización como en
la componente de dispersión de la distribución de bB bajo la omisión de un subconjunto de
observaciones.

En resumen, se ha presentado la versión muestral de la medida de Fréchet cuando el esti-
mador bB es aproximado por la distribución normal (3.4.3).

Otra alternativa, según lo recogido en ii), es la aproximación a través de la distribución
mixtura. Como se recoge en la sección 1.3, si se veri�ca la condición 0 < 1 � 1

2sqr < 1, la
función densidad de vec( bB) se puede aproximar por la función densidad de una variable aleato-
ria vec(BE) de�nida por (1.3.20): Además, teniendo en cuenta Kollo y von Rosen (2005), la
distribución de vec(BE) es una distribución matricial elíptica y, según Kollo et al. (2007), es la
mixtura de una distribución normal,

Nqr(vec(B); (ZZ
T )�1 
 (XT��1X)�1); (3.4.10)

con peso 1� sqr=2; y de una distribución de Kotz,

Kqr(vec(B); (ZZ
T )�1 
 (XT��1X)�1); (3.4.11)

con peso sqr=2.
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Así, es posible enunciar el siguiente lema.

Lema 3.4.1 Si 0 < 1� 1
2sqr < 1, entonces

vec(BE) � Eqr(vec(B); (ZZT )�1 
 (XT��1X)�1; gBE
); (3.4.12)

con
gBE

(u) =
�
1� sqr

2
+
s

2
u
�
exp

�
�u
2

�
(3.4.13)

la función generadora de densidad de la distribución elíptica matricial y constante de normali-
zación CBE = (2�)

�qr=2 ; donde

s =
p� q

n� r � (p� q)� 1 : (3.4.14)

Demostración: Como se recoge en el teorema 1.3.7, si 0 < 1 � 1
2sqr < 1, entonces vec(BE)

posee función de densidad. Por otro lado, la distribución de vec(BE) es una mixtura de dos
componentes elípticas, una distribución normal y una distribución de Kotz dadas en (3.4.10) y
(3.4.11), respectivamente. En consecuencia, por los teoremas C.2.1 y C.3.1, la distribución de
vec(BE) es la mixtura de las componentes

Eqr

�
vec(B); (ZZT )�1 
 (XT��1X)�1; gN

�
y Eqr

�
vec(B); (ZZT )�1 
 (XT��1X)�1; gK

�
;

con pesos 1� sqr=2 y sqr=2, respectivamente, donde las funciones generadoras de densidad son

gN (u) = exp
�
�u
2

�
y gK(u) = u exp

�
�u
2

�
;

y constantes de normalización

CN = (2�)
�qr=2 y CK =

1

qr
(2�)�qr=2 ;

respectivamente.
Aplicando el teorema C.1.6, la función de densidad de vec(BE) es

fBE (t) = (2�)
�qr=2

���(ZZT )�1 
 (XT��1X)�1
����1=2 h�1� sqr

2

�
gN (u) +

�s
2

�
gK(u)

i
=

= (2�)�qr=2
���(ZZT )�1 
 (XT��1X)�1

����1=2 h�1� sqr
2
+
s

2
u
�
exp

�
�u
2

�i
con u = [t�vec(B)]T

h
(ZZT )�1 
 (XT��1X)�1

i�1
[t�vec(B)].

En consecuencia, si la función

gBE (u) =
�
1� sqr

2
+
s

2
u
�
exp

�
�u
2

�
es una función generadora de densidad de probabilidad, quedará demostrado el enunciado.

Por las propiedades de la función gamma, se tiene que

I =

Z 1

0
uqr=2�1gBE

(u) du =
�
1� sqr

2

�
I1 +

�s
2

�
I2 = 2

qr=2�
�qr
2

�
<1;
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dado que,

I1 = 2
qr=2

Z 1

0
tqr=2�1 exp (�t) dt = 2qr=2�

�qr
2

�
<1

e

I2 = 2
qr=2+1

Z 1

0
tqr=2 exp (�t) dt = 2qr=2qr�

�qr
2

�
<1;

así, por el lema C.1.1, se concluye que la función gBE
(u) de�ne la función generadora de

densidad de una distribución elíptica.
Por otro lado, de (C.1.1), la constante de normalización es

CBE =
�
� qr
2

�
2�qr=2

R1
0 uqr�1gBE (u

2)du
=

�
� qr
2

�
2�qr=2

��
1� sqr

2

�
I3 +

�
s
2

�
I4
�

donde

I3 = 2
qr=2�1

Z 1

0
tqr=2�1 exp (�t) dt = 2qr=2�1�

�qr
2

�
e

I4 = 2
qr=2

Z 1

0
tqr=2 exp (�t) dt = 2qr=2�1qr�

�qr
2

�
:

Simpli�cando, se obtiene CBE = (2�)
�qr=2 :

Por tanto, atendiendo al lema 3.4.1, la distribución de vec( bB) puede ser aproximada por la
distribución mixtura elíptica de vec(BE) dada por (3.4.12). Para aplicar la distancia de Fréchet,
la esperanza matemática de vec( bB) se obtiene directamente de (3.4.12).

Para el cálculo de la matriz de covarianzas de la distribución

vec(BE) � Eqr(vec(B); (ZZT )�1 
 (XT��1X)�1; gBE
);

teniendo en cuenta el teorema C.1.5 es necesario calcular E[R2]
qr , donde qr = rg((ZZT )�1 


(XT��1X)�1): Considerando la nota C.1.2 la función densidad de la variable aleatoria R es

fR(u) = CBE
2�qr=2

�
� qr
2

�uqr�1gR(u2); u > 0;
con gR(u2) obtenida de la función gBE

(u). Entonces

E[R2] =

Z 1

0
u2fR (u) du =

2�qr=2

�
� qr
2

� ��1� sqr
2

�
I4 +

�s
2

�
I5

�
;

donde
I4 = 2

qr=2�1qr�
�qr
2

�
e

I5 = 2
qr=2+1

Z 1

0
tqr=2+1 exp (�t) dt = 2qr=2qr

�qr
2
+ 1
�
�
�qr
2

�
:

En consecuencia,
E[R2]

qr
= s+ 1 = c1: (3.4.15)
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Así, considerando la aproximación a la distribución mixtura elíptica (3.4.12), se concluye
que la esperanza matemática y la matriz de covarianzas de BE son iguales a las de bB, o sea:

E[BE ] = E[ bB] = B.
Var[BE ] = Var[ bB] = E[R2]

qr (ZZ
T )�1
 (XT��1X)�1 = c1(ZZ

T )�1
 (XT��1X)�1; con
c1 = s+ 1 y s dado en (3.4.14).

Una vez establecida la aproximación a la distribución de vec( bB), para la aplicación de
la distancia de Fréchet, como medida de in�uencia, sobre el EMV bB del MCC, es necesario
establecer la aproximación de la distribución de vec( bB(I)). Además, como se recoge en la sección
3.3, las dos distribuciones han de tener las mismas funciones generadoras de densidad g:

Como consecuencia del lema 3.4.1, es posible aproximar la distribución de vec( bB(I)) por la
distribución de

vec(BE(I)) � Eqr(vec(B); (Z(I)Z
T
(I))

�1 
 (XT��1X)�1; gBE(I)
)

donde
gBE(I)

(u) = (2�)�qr=2
�
1�

s(I)qr

2
+
s(I)

2
u
�
exp

�
�u
2

�
; (3.4.16)

si
0 < 1� 1

2
s(I)qr < 1;

con
s(I) =

p� q
n� k � r � (p� q)� 1 : (3.4.17)

En este caso,
Var[BE(I) ] = c6(Z(I)Z

T
(I))

�1 

�
XT��1X

��1
;

una vez que
E[R2

(I)
]

qr = c6 = s(I) + 1, y

dVar[BE(I) ] =
dVar[ bB(I)] =

c6
n� k � r

�
Z(I)Z

T
(I)

��1


�
XTS�1(I)X

��1
:

Como se puede observar, las distribuciones de vec(BE) y vec(BE(I)) tienen diferentes fun-
ciones generadoras de densidad gBE

(u) y gBE(I)
(u); dadas en (3.4.13) y (3.4.16), respectiva-

mente. No obstante, de (3.4.17) se puede considerar

s(I) = s (1 + �) ;

con

� =
k

n� r � (p� q)� (1 + k) :

Como la razón entre gBE
(u) y gBE(I)

(u) es

gBE(I)
(u)

gBE
(u)

= 1� � s (qr � u)
2� s (qr � u)
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donde � = O
�
1
n

�
; entonces

gBE(I)
(u)

gBE
(u)

� 1:

En este sentido, se puede aproximar la distribución de vec(BE(I)) y, en consecuencia, la dis-

tribución de vec( bB(I)), por la distribución elíptica

Eqr(vec(B); (Z(I)Z
T
(I))

�1 
 (XT��1X)�1; gBE
);

con gBE
, dado por (3.4.13), y usar la versión muestral de la distancia de Fréchet como aproxi-

mación para medir la in�uencia del subconjunto de observaciones Y I sobre el EMV bB del
MCC.

Por tanto, en este caso, la citada versión muestral de la medida de Fréchet viene dada por
(3.4.7), con

LC2I (
bB) igual a la componente de localización de la aproximación normal dada por (3.4.8),

y

teniendo en cuenta (3.4.15), la componente de dispersión es

DC2I (
bB) = c1tr �dVar[ bB] +dVar[ bB(I)]� 2

�dVar[ bB]dVar[ bB(I)]
�1=2�

: (3.4.18)

En resumen, se han presentado dos aproximaciones para vec( bB) y las correspondientes
versiones muestrales para la medida de Fréchet asociadas a bB en el MCC. Se concluye que:

1) Las componentes de localización de las medidas de Fréchet son las mismas.

2) Como las matrices de covarianzas consideradas bajo el MCC y el MCC(I) son las mismas
para las dos aproximaciones, comparando las cantidades DC2I ( bB), dadas por (3.4.9) y
(3.4.18), para la aproximación a la distribución normal y para la distribución mixtura

elíptica, respectivamente, se observa que estas di�eren en la constante E[R2]
qr .

3) Por lo recogido en 1) y 2), las medidas de Fréchet asociadas a las dos aproximaciones di�eren
en una constante asociada a la componente de dispersión DC2I ( bB). Tal hecho no tiene
consecuencias relevantes en términos del diagnóstico de in�uencia, ya que las conclusiones
obtenidas desde el punto de vista práctico para las dos aproximaciones coinciden.

Así, en esta memoria, se presenta el desarrollo teórico de la aplicación de la distancia de
Fréchet como medida de in�uencia cuando la distribución de vec( bB) es aproximada por la
distribución normal matricial (3.4.3). En los dos teoremas siguientes se presentan expresiones
de las componentes LC2I ( bB) y DC2I ( bB) de la medida de Fréchet para el MCC.
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Teorema 3.4.1 En el MCC, la componente de localización de la medida de Fréchet �I( bB) es
LC2I (

bB) = tr �V �1
I E

T
I S

�1XS2XX
TS�1EIV

�1
I K

T
I (ZZ

T )�2KI

�
; (3.4.19)

con las matrices EI , KI y V I de�nidas en (2.3.6), (2.3.9) y (2.3.10), respectivamente.

Demostración: Teniendo en cuenta la relación entre bB y bB(I); presentada en el teorema 2.3.1,
de (3.4.8) se obtiene

LC2I (
bB) = ������ bB � bB(I)

������2 =
=
������ bB �

� bB � SXXTS�1EIV
�1
I K

T
I (ZZ

T )�1
�������2 =

=
����SXXTS�1EIV

�1
I K

T
I (ZZ

T )�1
����2 =

= tr
h�
SXX

TS�1EIV
�1
I K

T
I (ZZ

T )�1
�T
SXX

TS�1EIV
�1
I K

T
I (ZZ

T )�1
i
=

= tr
�
V �1
I E

T
I S

�1XS2XX
TS�1EIV

�1
I K

T
I (ZZ

T )�2KI

�
;

la última igualdad es obtenida de la relación entre la norma y la traza de una matriz dada en
(B.0.6).

A partir del teorema 3.4.1, se puede determinar la componente de localización de la medida
de Fréchet asociada a la i-ésima observación de Y .

Corolario 3.4.1 En el MCC, cuando k = 1 e I = fig, 1 � i � n, la componente de localización
de la medida de Fréchet �i( bB) es

LC2i (
bB) = 1

v2ii
kTi
�
ZZT

��2
kie

T
i S

�1XS2XX
TS�1ei; (3.4.20)

con vii y ki de�nidos por (2.3.13) y (2.3.12), respectivamente, y ei dado en (2.3.14) es la
i-ésima columna de la matriz de residuos E de�nida en (2.2.2).

Los resultados que se recogen a continuación son útiles para el cálculo de la componente de
dispersión de la medida de Fréchet para el MCC.

Lema 3.4.2 Sean Z y Z(I) las matrices del diseño entre individuos del MCC y del MCC(I),
respectivamente, entonces

(Z(I)Z
T
(I))

�1 =
�
ZZT

��1
+
�
ZZT

��1
ZI (Ik �HI)

�1ZTI
�
ZZT

��1
,

con HI dada en (2.3.7).

Demostración: La demostración es directa, teniendo en cuenta que ZZT = Z(I)ZT(I)+ZIZ
T
I ,

y aplicando la igualdad (B.0.2).
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Lema 3.4.3 Sean S y S(I) las matrices de�nidas por (1.3.5) y (2.3.2), respectivamente, para
el MCC y MCC(I). Entonces�

XTS�1(I)X
��1

= SX � SXXTS�1EIV
�1
I E

T
I S

�1XSX :

Demostración: Usando la relación entre S�1(I) y S
�1 de�nida en (2.3.5) y las igualdades (B.0.3)

y (2.3.10), se obtiene�
XTS�1(I)X

��1
=
�
XT

�
S�1 + S�1EI

�
Ik �HI �ETI S�1EI

��1
ETI S

�1
�
X
��1

=

=
�
XTS�1X +XTS�1EI

�
Ik �HI �ETI S�1EI

��1
ETI S

�1X
��1

=

= SX � SXXTS�1EI��
Ik �HI �ETI S�1EI

�
+ETI S

�1XSXX
TS�1EI

��1
ETI S

�1XSX =

= SX � SXXTS�1EIV
�1
I E

T
I S

�1XSX :

Dados los dos lemas anteriores, en el siguiente teorema se presenta la componente de dis-
persión de la medida de Fréchet asociada al EMV de la matriz de coe�cientes de regresión del
MCC.

Teorema 3.4.2 En el MCC, la componente de dispersión de la medida de Fréchet �I( bB) es
DC2I (

bB) = wc1
n� r tr [SX ] +

c6
n� k � r

�
w + tr

�
(Ik �HI)

�1ZTI (ZZ
T )�2ZI

��
�
tr [SX ]� tr

�
V �1
I E

T
I S

�1XS2XX
TS�1EI

��
� (3.4.21)

� 2
�

c1c6
(n� r)(n� k � r)

�1=2
tr
h�
S2X � S2XXTS�1EIV

�1
I E

T
I S

�1XSX
�1=2i

tr
h�
(ZZT )�2 + (ZZT )�2ZI(Ik �HI)

�1ZTI (ZZ
T )�1

�1=2i
;

con c1 y c6 dados en (1.3.18) y (2.3.3), respectivamente.

Demostración: Por las propiedades de la traza de matrices, se puede descomponer DC2I ( bB),
dada en (3.4.9), de la siguiente manera,

DC2I (
bB) = tr �dVar[ bB] +dVar[ bB(I)]� 2

�dVar[ bB]dVar[ bB(I)]
�1=2�

=

= tr
hdVar[ bB]i+ tr hdVar[ bB(I)]

i
� 2tr

��dVar[ bB]dVar[ bB(I)]
�1=2�

=

= DC1( bB) +DC2( bB) +DC3( bB):
Por tanto, usando los estimadoresdVar[ bB] ydVar[ bB(I)] dados en (3.4.4) y (3.4.6), respectivamente,
y la relación entre la traza y el producto de Kronecker recogida por el teorema B.0.5, se tiene

DC1( bB) = tr hdVar[ bB]i = c1
n� r tr

�
(ZZT )�1 
 SX

�
=

c1
n� r tr[(ZZ

T )�1]tr[SX ];
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DC2( bB) = tr hdVar[ bB(I)]
i
=

c6
n� k � r tr

��
Z(I)Z

T
(I)

��1


�
XTS�1(I)X

��1�
=

=
c6

n� k � r tr
��
Z(I)Z

T
(I)

��1�
tr

��
XTS�1(I)X

��1�
:

Por otro lado, aplicando la propiedad (vii) del mismo teorema, se obtiene

DC3( bB) = �2tr ��dVar[ bB]dVar[ bB(I)]
�1=2�

=

= �2
�

c1c6
(n� r)(n� k � r)

�1=2
tr

����
ZZT

��1 
 SX��(Z(I)ZT(I))�1 
 (XTS�1(I)X)
�1
��1=2�

=

= �2
�

c1c6
(n� r)(n� k � r)

�1=2
tr

��
(ZZT )�1(Z(I)Z

T
(I))

�1 
 SX(XTS
�1
(I)X)

�1
�1=2�

:

A continuación, se calcula separadamente cada una de estas cantidades. Para el cálculo de
DC1( bB), como

(ZZT )�1 = diag

�
1

n1
; :::;

1

nr

�
;

entonces

tr
�
(ZZT )�1

�
=

rX
j=1

1

nj
= w; (3.4.22)

por tanto,

DC1( bB) = wc1
n� r tr [SX ] : (3.4.23)

Se observa que DC1( bB) es una constante que no depende del subconjunto Y I de las observa-
ciones omitidas. Para el cálculo de DC2( bB), del lema 3.4.2, se obtiene

tr
h
(Z(I)Z

T
(I))

�1
i
= tr

�
(ZZT )�1 + (ZZT )�1ZI(Ik �HI)

�1ZTI (ZZ
T )�1

�
= (3.4.24)

= tr
�
(ZZT )�1

�
+ tr

�
(ZZT )�1ZI(Ik �HI)

�1ZTI (ZZ
T )�1

�
=

= w + tr
h
(Ik �HI)

�1ZTI
�
ZZT

��2
ZI

i
;

con w dado por (3.4.22). Por otro lado, del lema 3.4.3,

tr
h
(XTS�1(I)X)

�1
i
= tr [SX ]� tr

�
V �1
I E

T
I S

�1XS2XX
TS�1EI

�
:

Así

DC2( bB) = c6
n� k � r

�
w + tr

�
(Ik �HI)

�1ZTI (ZZ
T )�2ZI

��
(3.4.25)�

tr [SX ]� tr
�
V �1
I E

T
I S

�1XS2XX
TS�1EI

��
:
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Finalmente, para el cálculo de DC3( bB); como las matrices incluidas en la traza son de�nidas
positivas, usando la propiedad (ix) del teorema B.0.5, se obtiene

DC3( bB) = �2� c1c6
(n� r)(n� k � r)

�1=2
tr

��
(ZZT )�1(Z(I)Z

T
(I))

�1
�1=2�

tr
h
SX(X

TS�1(I)X)
�1
i1=2

=

= �2
�

c1c6
(n� r)(n� k � r)

�1=2
(3.4.26)

tr
h�
(ZZT )�2 + (ZZT )�2ZI(Ik �HI)

�1ZTI (ZZ
T )�1

�1=2i
tr
h�
S2X � S2XXTS�1EIV

�1
I E

T
I S

�1XSX
�1=2i

;

la última igualdad es obtenida teniendo en cuenta los lemas 3.4.2 y 3.4.3.

A través del teorema 3.4.2, se determina la componente de dispersión de la medida de Fréchet
para la i-ésima observación de Y .

Corolario 3.4.2 En el MCC, cuando k = 1 e I = fig, 1 � i � n, la componente de dispersión
de la medida de Fréchet �i( bB) es
DC2i (

bB) = wc1
n� r tr [SX ] +

+
c9

n� r � 1

�
w +

p2ii
1� pii

��
tr [SX ]�

eTi S
�1XS2XX

TS�1ei
vii

�
�

� 2
�

c1c9
(n� r)(n� r � 1)

�1=2
wi tr

"�
S2X �

1

vii
S2XX

TS�1eie
T
i S

�1XSX

�1=2#
;

donde

c9 =
n� r � 2

n� r � (p� q)� 2 ; (3.4.27)

wi =
pii

(1� pii)1=2
+
X
j 6=i

1

nj
(3.4.28)

y pii, dado en (2.3.15), el elemento i-ésimo diagonal de la matriz de proyección PZT .

Demostración: Se obtiene usando las expresiones DC1( bB), DC2( bB) y DC3( bB) dadas en
(3.4.23), (3.4.25) y (3.4.26), respectivamente, y considerando la descomposición

DC2i (
bB) = DC1i +DC2i +DC3i: (3.4.29)

Como se ha indicado en el teorema 3.4.2, DC1 no depende de las observaciones omitidas, luego
DC1i no depende de la i-ésima observación, siendo

DC1i = DC1 =
wc1
n� r tr [SX ] : (3.4.30)
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El segundo término de la descomposición (3.4.29) se obtiene teniendo en cuenta que para k = 1
e I = fig; HI = zTi

�
ZZT

��1
zi = pii, (Ik �HI)

�1 = (1� pii)�1 y zTi
�
ZZT

��2
zi = p2ii.

Usando estas cantidades en (3.4.25), se obtiene

DC2i =
c9

n� r � 1
�
w + tr

�
(1� pii)�1zTi (ZZT )�2zi

��
�
tr [SX ]� tr

�
v�1ii e

T
i S

�1XS2XX
TS�1ei

��
= (3.4.31)

=
c9

n� r � 1

�
w +

p2ii
1� pii

��
tr [SX ]�

eTi S
�1XS2XX

TS�1ei
vii

�
:

Por último, de la expresión (3.4.26), resulta que

DC3i = �2
�

c1c9
(n� r)(n� r � 1)

�1=2
wi (3.4.32)

tr

"�
S2X �

1

vii
S2XX

TS�1eie
T
i S

�1XSX

�1=2#
:

Para obtener wi se ha de tener en cuenta que

(ZZT )�1 = diag

�
1

n1
; :::;

1

nr

�
y (ZZT )�2 = diag

�
1

n21
; :::;

1

n2r

�
;

donde nj es el tamaño del grupo j-ésimo, j = 1; :::; r, por lo que

(ZZT )�2ziz
T
i (ZZ

T )�1 = diag

"
0; :::; 0;

1

n3j
; 0; :::; 0

#
;

es decir, una matriz compuesta por ceros con excepción de la posición de la diagonal principal
que corresponde al grupo j-ésimo del cual fue omitido la i-ésima observación, y toma el valor 1

n3j
;

pues zTi = (0; :::; 0; 1; 0; ::; 0) donde el valor 1 está en la posición correspondiente al grupo donde
se ha eliminado la i-ésima observación. Por otro lado, pii = 1

nj
, para cualquier observación i que

pertenezca al j-ésimo grupo, y así

1

1� pii
(ZZT )�2ziz

T
i (ZZ

T )�1 = diag

"
0; :::; 0;

1

(1� pii)n3j
; 0; :::; 0

#
=

= diag

�
0; :::; 0;

p3ii
1� pii

; 0; :::; 0

�
:

Como la matriz �
ZZT

��2
+

1

1� pii
(ZZT )�2ziz

T
i (ZZ

T )�1

es diagonal, ��
ZZT

��2
+

1

1� pii
(ZZT )�2ziz

T
i (ZZ

T )�1
�1=2
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es la matriz diagonal con elementos diagonales la raíz cuadrada de los elementos diagonales de
la matriz original. Entonces se puede hacer la simpli�cación

wi = tr

"��
ZZT

��2
+

1

1� pii
(ZZT )�2ziz

T
i (ZZ

T )�1
�1=2#

=

=
pii

(1� pii)1=2
+
X
j 6=i

1

nj
;

donde
P
j 6=i

1
nj
quiere decir que se suman los 1

nj
que no corresponden al grupo de la observación

i-ésima. Así, la cantidad wi es constante en cada grupo.

Usando los teoremas 3.4.1 y 3.4.2, se concluye que la medida Fréchet para evaluar la in�u-
encia del subconjunto de observaciones Y I en la distribución del EMV bB para el MCC es

�I( bB) = hLC2I ( bB) +DC2I ( bB)i1=2 ;
donde la componente de localización LC2I ( bB) viene dada por (3.4.19) y la componente de
dispersión DC2I ( bB) dada en (3.4.21).

Como consecuencia, de los corolarios 3.4.1 y 3.4.2, resulta que la medida de Fréchet para
analizar la in�uencia de la observación i-ésima de Y sobre la distribución del EMV bB del MCC
es

�i( bB) = hLC2i ( bB) +DC2i ( bB)i1=2 = (3.4.33)

=

�
1

v2ii
kTi (ZZ

T )�2kie
T
i S

�1XS2XX
TS�1ei +

+
wc1
n� r tr [SX ] +

c9
n� r � 1

�
w +

p2ii
1� pii

��
tr [SX ]�

eTi S
�1XS2XX

TS�1ei
vii

�
�

� 2
�

c1c9
(n� r)(n� r � 1)

�1=2
witr

"�
S2X �

1

vii
S2XX

TS�1eie
T
i S

�1XSX

�1=2##1=2
:

Un valor elevado de �i indica que la correspondiente observación es in�uyente en la estimación
de B, una vez que su omisión provoca una considerable variación en la distribución de bB. En el
caso del estudio de la in�uencia individual, la representación grá�ca de LC2i ( bB) versus DC2i ( bB),
para i = 1; :::; n, puede ser muy ilustrativa para determinar el sentido de la in�uencia que ejerce
cada observación.

3.4.1. In�uencia en combinaciones lineales de bB
La distancia de Fréchet puede ser extendida como medida de in�uencia de las observaciones

parciales Y I sobre las distribuciones de los estimadores de combinaciones lineales de la matriz
de coe�cientes de regresión B, o sea, en los estimadores de 	 = DBL, donde los rangos de
las matrices conocidas D(s�q) y L(r�l) vienen dados por rg(D) = s � q y rg(L) = l � r,
respectivamente. Teniendo en cuenta Kollo y von Rosen (2005), el EMV de 	 es

b	 =D(s�q) bB(q�r)L(r�l): (3.4.34)
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En la sección anterior, para la aplicación de la distancia de Fréchet como medida de in�u-
encia, la distribución del EMV vec( bB) fue aproximada por la distribución normal

Nqr(vec(B); c1(ZZ
T )�1 
 (XT��1X)�1);

teniendo en cuenta el teorema C.1.2 resulta que vec(D bBL) puede ser aproximada por la dis-
tribución normal

Nsl
�
vec(DBL); c1L

T (ZZT )�1L
D(XT��1X)�1DT
�
;

donde dVar[D bBL] = c1
n� rL

T (ZZT )�1L
DSXDT ; (3.4.35)

con c1 y SX dadas en (1.3.18) y (1.3.10), respectivamente.

Para el MCC(I); de la aproximación a la distribución de vec( bB(I)), dada por (3.4.5), con-

siderando el EMV b	(I) = D bB(I)L, la distribución de vec(D bB(I)L) puede ser aproximada
por

Nsl

�
vec(DBL); c6L

T (Z(I)Z
T
(I))

�1L
D(XT��1X)�1DT
�
;

donde

dVar[D bB(I)L] =
c6

n� k � rL
T (Z(I)Z

T
(I))

�1L
D(XTS�1(I)X)
�1DT ; (3.4.36)

con c6 dado por (2.3.3):

El cálculo de la medida de Fréchet para las combinaciones lineales de bB es análogo al de
la sección anterior. En los siguientes teoremas se presentan expresiones generales de las com-
ponentes de localización y de dispersión de la medida de Fréchet asociada a las combinaciones
lineales b	 para Y I , o sea, para �I( b	) = �I(D bBL).
Teorema 3.4.3 En el MCC, la componente de localización de la medida de Fréchet �I( b	) es

LC2I (
b	) = tr �V �1
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T
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I (ZZ
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�
;

donde EI , KI y V I están de�nidas en (2.3.6), (2.3.9) y (2.3.10), respectivamente.

Demostración: Teniendo en cuenta (3.4.8) y usando la relación (2.3.8) entre bB y bB(I); dada
por el teorema 2.3.1, se tiene
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;

la última igualdad es obtenida de la relación entre la norma y la traza de una matriz de�nida
por (B.0.6).
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A partir del teorema 3.4.3, se obtiene la componente de localización para la medida de
Fréchet asociada a la i-ésima observación de Y .

Corolario 3.4.3 En el MCC, cuando k = 1 e I = fig, 1 � i � n, la componente de localización
de �i( b	) es

LC2i (
b	) = 1

v2ii
eTi S

�1XSXD
TDSXX

TS�1eik
T
i (ZZ

T )�1LLT (ZZT )�1ki: (3.4.37)

En el siguiente teorema se presenta la componente de dispersión de la medida de Fréchet
asociada a b	.
Teorema 3.4.4 En el MCC, la componente de dispersión de la medida de Fréchet �I( b	) es
DC2I (
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:

Demostración: Se aplica la misma descomposición usada en la sección anterior, o sea,

DC2I (D
bBL) = tr �dVar[D bBL] +dVar[D bB(I)L]� 2

�dVar[D bBL]dVar[D bB(I)L]
�1=2�

=
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= DC1( b	) +DC2( b	) +DC3( b	):
Así, usando los estimadores dVar[D bBL] y dVar[D bB(I)L] dados por (3.4.35) y (3.4.36), respecti-
vamente, y las propiedades del producto de Kronecker, se tiene
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obsérvese que, también en este caso, esta cantidad no depende del subconjunto de observaciones
omitidas Y I , es decir, es una constante. Por otro lado,
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dado que, del lema 3.4.2,
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Finalmente, aplicando nuevamente los lemas anteriores,
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lo que completa la demostración.

A partir del teorema 3.4.4 se obtiene la componente de dispersión de la medida de Fréchet
asociada a la i-ésima observación de Y .

Corolario 3.4.4 En el MCC, cuando k = 1 e I = fig, 1 � i � n, la componente de dispersión
de �i( b	) es

DC2i (
b	) = DC1i +DC2i +DC3i; (3.4.42)

con
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c1
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�
; (3.4.43)
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y
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donde c9 dada en (3.4.27).

Demostración: Se utilizan las expresiones DC1( b	), DC2( b	) y DC3( b	) dadas por (3.4.38),
(3.4.39) y (3.4.41), respectivamente. Como se recoge en la demostración del teorema 3.4.4,
DC1( b	) no depende del conjunto de observaciones omitidas, por tanto DC1i = DC1( b	),
tampoco depende de la i-ésima observación.

De DC2( b	); resulta que
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Finalmente, de forma análoga, se obtiene DC3i a partir de DC3( b	).
Usando los corolarios 3.4.3 y 3.4.4, se obtiene la expresión general para la distancia de

Fréchet como medida de in�uencia asociada a las combinaciones lineales b	 = D bBL para la
i-ésima observación de Y en el MCC,

�i( b	) = hLC2i ( b	) +DC2i ( b	)i1=2 ;
donde LC2i ( b	) y DC2i ( b	) están dadas por (3.4.37) y (3.4.42), respectivamente. Diferentes com-
binaciones lineales de bB requieren la imposición de algunas restricciones a D y L. Tres de esas
restricciones se recogen en los siguientes casos. Otras posibles elecciones de dichas matrices se
recogen, por ejemplo, en Kshirsagar y Smith (1995).

Nota 3.4.1 La expresión general de la medida de Fréchet para b	 = D bBL incluye la medida
de Fréchet para bB, sin más que considerar D = Iq y L = Ir:
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3.4.1.1. In�uencia en las �las de bB
Para el estudio de la in�uencia de la i-ésima observación yi de Y en la j-ésima �la de bB,

se puede escoger L = Ir y D = dTj , donde dj 2 Rq es un vector de dimensión q con todas sus
componentes nulas salvo la j-ésima componente igual a la unidad. Así, (3.4.34) se reduce a

b	 = dTj(1�q)
bB(q�r);

y, de los corolarios 3.4.3 y 3.4.4, se obtiene la medida de Fréchet para evaluar la in�uencia de
yi en la j-ésima �la de bB para el MCC,

�i(j�)( bB) = hLC2i(j�)( bB) +DC2i(j�)( bB)i1=2 : (3.4.46)

De (3.4.37), la componente de localización es
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dado que dTj SXX
TS�1ei 2 R. Y de (3.4.42), la componente de dispersión es
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bB) = DC1i(j�) +DC2i(j�) +DC3i(j�);

obteniéndose las siguientes expresiones para los tres sumandos.
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con w dada en (3.4.22).
De (3.4.44),
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con c1, c9 y wi dados por (1.3.18), (3.4.27) y (3.4.28), respectivamente.
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Nota 3.4.2 La componente de dispersión DC2i(j�) se puede expresar como función de la com-
ponente de localización LC2i(j�). De (3.4.47), se obtiene que
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Nota 3.4.3 En el MCC, para el estudio de la in�uencia asociada a las �las de bB, la medida
de Fréchet, �i(j�), puede expresarse como función de la medida de Cook, DLi(j�). De hecho,
considerando
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donde Ti; dado en (2.4.2), es un estadístico para determinar si la i-ésima observación de Y es
outlier. Por tanto, de DLi(j�); dada en (2.4.9), resulta
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3.4.1.2. In�uencia en las columnas de bB
Para evaluar la in�uencia de la i-ésima observación yi de Y en la m-ésima columna de bB,

se puede considerar D = Iq y L = hm y, la expresión (3.4.34) se reduce a

b	 = bB(q�r)hm(r�1);

donde hm 2 Rr es un vector de dimensión r con lam-ésima componente la unidad y las restantes
nulas.

Por tanto, de los corolarios 3.4.3 y 3.4.4, se obtiene la medida de Fréchet asociada a yi sobre
la m-ésima columna de bB para el MCC,

�i(�m)( bB) = hLC2i(�m)( bB) +DC2i(�m)( bB)i1=2 :
De (3.4.37), la componente de localización es
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Por otro lado, de (3.4.42), la componente de dispersión es
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de forma que, de (3.4.43),

DC1i(�m) =
c1
n� r tr

�
hTm(ZZ

T )�1hm
�
tr [SX ] = (3.4.54)

=
c1
n� rh

T
m(ZZ

T )�1hmtr [SX ] ;

de (3.4.44),

DC2i(�m) =
c9

n� r � 1

�
tr [SX ]�

eTi S
�1XS2XX

TS�1ei
vii

�
(3.4.55)�

tr
�
hTm(ZZ

T )�1hm
�
+
(zTi (ZZ

T )�1hm)2

1� pii

�
=

=
c9

n� r � 1

�
tr [SX ]�

eTi S
�1XS2XX

TS�1ei
vii

�
�
hTm(ZZ

T )�1hm +
(zTi (ZZ

T )�1hm)2

1� pii

�
y, de (3.4.45),

DC3i(�m) = �2
�

c1c9
(n� r)(n� r � 1)

�1=2
tr

"�
S2X �

1

vii
S2XX

TS�1eie
T
i S

�1XSX

�1=2#
��
hTm(ZZ

T )�1hm
�2
+
hTm(ZZ

T )�1hm(zTi (ZZ
T )�1hm)2

1� pii

�1=2
: (3.4.56)



3.4. La medida de Fréchet en el modelo de curvas de crecimiento 63

Nota 3.4.4 En el MCC, para el estudio de la in�uencia en las columnas de bB es posible hacer
la siguiente descomposición. Obsérvese que

zTi
�
ZZT

��1
hm =

8<:
pii; hm = zi

0 ; hm 6= zi
; (3.4.57)

donde hm = zi representa que la columna de bB para la cual se pretende estudiar la in�uencia
corresponde al grupo de la observación omitida. Así, dado que
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Por tanto, es posible calcular separadamente la componente de dispersión DC2i(�m), dada por
(3.4.53), y consecuentemente la medida de Fréchet �i(�m); cuando hm = zi y hm 6= zi: En par-
ticular, comparando las componentes DC1i(�m), DC2i(�m) y DC3i(�m) dadas en (3.4.54), (3.4.55)
y (3.4.56) y las componentes DC1i, DC2i y DC3i dadas en (3.4.30), (3.4.31) y (3.4.32), res-
pectivamente, se obtienen las relaciones
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En consecuencia, aplicando (3.4.59) y (3.4.60), se obtiene
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con w y wi dadas por (3.4.22) y (3.4.28), respectivamente. Además, teniendo en cuenta la
componente de localización LC2i , dada en (3.4.20), de (3.4.52) se obtiene

LC2i(�m) =
(kTi (ZZ

T )�1hm)2

kTi
�
ZZT

��2
ki

LC2i : (3.4.62)

Por tanto, es posible calcular la medida de Fréchet para las columnas de bB usando las com-
ponentes de la medida de Fréchet �i dada en (3.4.33). Este hecho conlleva ventajas computa-
cionales para el cálculo de �i(�m):

3.4.1.3. In�uencia en los elementos de bB
Para analizar la in�uencia de la i-ésima observación yi de Y en el elemento (j;m) de bB;

donde 1 � j � q y 1 � m � r, se considera D = dTj y L = hm y, a través de la expresión
(3.4.34), se obtiene b	 = dTj(1�q)

bB(q�r)hm(r�1) 2 R;

con los vectores dj 2 Rq y hm 2 Rr de�nidos anteriormente.

Así, la medida de Fréchet asociada a yi sobre el elemento (j;m) del EMV bB en el MCC es

�i(jm)( bB) = hLC2i(jm)( bB) +DC2i(jm)( bB)i1=2 ;
donde las componentes LC2i(jm) y DC

2
i(jm) pueden ser obtenidas usando los corolarios 3.4.3 y

3.4.4, respectivamente.

De (3.4.37), se obtiene que la componente de localización es

LC2i(jm)(
bB) = 1

v2ii
(kTi (ZZ

T )�1hm)
2(dTj SXX

TS�1ei)
2: (3.4.63)

Por otro lado, teniendo en cuenta LC2i , LC
2
i(j�) y LC

2
i(�m) dados en (3.4.20), (3.4.47) y (3.4.52),

respectivamente,

LC2i(jm) =
LC2i(j�)LC

2
i(�m)

LC2i
= LC2i

"
LC2i(j�)
LC2i

#"
LC2i(�m)
LC2i

#
(3.4.64)

y

LC2i =

qX
j=1

LC2i(j�) =
rX

m=1

LC2i(�m) =

qX
j=1

rX
m=1

LC2i(jm):

Nota 3.4.5 Los factores
LC2

i(j�)
LC2i

y
LC2

i(�m)
LC2i

representan las contribuiciones de las componentes

de localización, de la medida de Fréchet, para las �las y columnas de bB en la componente de
localización de la in�uencia sobre bB. Además, la igualdad (3.4.64) también indica que LC2i(jm)
es proporcional a LC2i(j�) y a LC

2
i(�m).
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De (3.4.42), la componente de dispersión para la medida de Fréchet asociada a los elementos
de bB es

DC2i(jm)(
bB) = DC1i(jm) +DC2i(jm) +DC3i(jm); (3.4.65)

con

DC1i(jm) =
c1
n� r tr[h

T
m(ZZ

T )�1hm]tr[d
T
j SXdj ] = (3.4.66)

=
c1
n� rh

T
m(ZZ

T )�1hmd
T
j SXdj ;

DC2i(jm) =
c9

n� r � 1

 
tr
�
dTj SXdj

�
�
(dTj SXX

TS�1ei)

vii

!
 
tr
h
hTm
�
ZZT

��1
hm

i
+
(zTi

�
ZZT

��1
hm)

2

1� pii

!
= (3.4.67)

=
c9

n� r � 1

 
dTj SXdj �

(dTj SXX
TS�1ei)2

vii

!
 
hTm
�
ZZT

��1
hm +

(zTi
�
ZZT

��1
hm)

2

1� pii

!
y

DC3i(jm) = �2
�

c1
n� r

c9
n� r � 1

�1=2 �
dTj SXdj

�2 � dTj SXdj(dTj SXXTS�1ei)2

vii

!1=2
��
hTm(ZZ

T )�1hm
�2
+
hTm(ZZ

T )�1hm(zTi (ZZ
T )�1hm)2

1� pii

�1=2
:

Desarrollando (3.4.65), se obtiene

DC2i(jm) = d
T
j SXdjh

T
m(ZZ

T )�1hm (3.4.68)0@r c1
n� r �

vuut c9
n� r � 1

 
1� 1

vii

(dTj SXX
TS�1ei)2

dTj SXdj

! 
1 +

1

1� pii
(zTi

�
ZZT

��1
hm)2

hTm
�
ZZT

��1
hm

!1A2

=
�q

DC1i(jm) �
q
DC2i(jm)

�2
.

Por otro lado, teniendo en cuenta las cantidades DC1i, DC1i(j�), DC1i(�m) dadas en (3.4.30),
(3.4.48) y (3.4.54), respectivamente, se concluye que

DC1i(jm) =
DC1i(j�)DC1i(�m)

DC1i
(3.4.69)

y

DC1i =

qX
j=1

DC1i(j�) =
rX

m=1

DC1i(�m) =

qX
j=1

rX
m=1

DC1i(jm):
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Análogamente,

DC2i(jm) =
DC2i(j�)DC2i(�m)

DC2i
(3.4.70)

y

DC2i =

qX
j=1

DC2i(j�) =
rX

m=1

DC2i(�m) =

qX
j=1

rX
m=1

DC2i(jm);

con DC2i, DC2i(j�) y DC2i(�m), dadas en (3.4.31), (3.4.49) y (3.4.55), respectivamente.
Finalmente,

DC3i(jm) =
DC3i(j�)DC3i(�m)

DC3i
; (3.4.71)

con DC3i, DC3i(j�) y DC3i(�m) dadas en (3.4.32), (3.4.50) y (3.4.56), respectivamente.

Por tanto, usando (3.4.64), (3.4.69), (3.4.70) y (3.4.71), también se puede expresar la medida
de Fréchet asociada a los elementos de bB; para la i-ésima observación de Y , por
�i(jm) =

h
LC2i(jm) +DC

2
i(jm)

i1=2
= (3.4.72)

=
h
LC2i(jm) +DC1i(jm) +DC2i(jm) +DC3i(jm)

i1=2
=

=

"
LC2i(j�)LC

2
i(�m)

LC2i
+
DC1i(j�)DC1i(�m)

DC1i
+
DC2i(j�)DC2i(�m)

DC2i
+
DC3i(j�)DC3i(�m)

DC3i

#1=2
:

Otras relaciones que pueden ser útiles en algunos casos para el cálculo de estas medidas de
in�uencia y sus componentes son las que a continuación se recogen.

En primer lugar,

DC2i(jm) =

8><>:
�p
DC1i(jm) �

p
DC2i(jm)

�2
;hm = zi�p

DC1i(jm) �
p
DC2i(jm)

�2
;hm 6= zi

= (3.4.73)

=

8>>>>>>><>>>>>>>:

piid
T
j SXdj

 q
c1
n�r �

s
c9

n�r�1
1

1�pii

�
1� 1

vii

(dTj SXX
TS�1ei)2

dTj SXdj

�!2
; hm = zi

pmmd
T
j SXdj

 q
c1
n�r �

s
c9

n�r�1

�
1� 1

vii

(dTj SXX
TS�1ei)2

dTj SXdj

�!2
; hm 6= zi

;

con pmm = hTm(ZZ
T )�1hm, obtenida aplicando (3.4.57), (3.4.58) y (3.4.68).

En segundo lugar, aplicando las relaciones (3.4.61), (3.4.69), (3.4.70) y (3.4.71), se tiene que

DC2i(jm) =

8>>>><>>>>:
pii

�
w�1DC1i(j�) +

1
1�pii

�
w +

p2ii
1�pii

��1
DC2i(j�) +

q
1

1�piiw
�1
i DC3i(j�)

�
; hm = zi

pmm

�
w�1DC1i(j�) +

�
w +

p2ii
1�pii

��1
DC2i(j�) + w

�1
i DC3i(j�)

�
; hm 6= zi

:
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Finalmente, aplicando (3.4.62) en (3.4.64)

LC2i(jm) =
(kTi (ZZ

T )�1hm)2

kTi
�
ZZT

��2
ki

LC2i(j�):

Por tanto, es posible calcular la medida de Fréchet para los elementos de bB usando la medida
de Fréchet para las �las de bB dada en (3.4.46).

Nota 3.4.6 La componente de dispersión, DC2i(jm), puede ser expresada como función de la
componente de localización, LC2i(jm). En efecto, de (3.4.63), se tiene

1

vii
(dTj SXX

TS�1ei)
2 =

vii

(kTi (ZZ
T )�1hm)2

LC2i(jm);

por tanto, de (3.4.73), se obtiene

DC2i(jm) =

8>>>>>>><>>>>>>>:

piid
T
j SXdj

 q
c1
n�r �

s
c9

n�r�1
1

1�pii

�
1�

viiLC2i(jm)
dTj SXdj(k

T
i (ZZ

T )�1zi)2

�!2
; hm = zi

pmmd
T
j SXdj

 q
c1
n�r �

s
c9

n�r�1

�
1�

viiLC2i(jm)
dTj SXdj(k

T
i (ZZ

T )�1hm)2

�!2
; hm 6= zi

:

Nota 3.4.7 En el MCC, para el estudio de la in�uencia en los elementos de bB, la medida de
Fréchet, �i(jm), puede ser expresada como función de la medida de Cook, DLi(jm). De (2.4.8),
se obtiene

DLi(jm) =
1

v2ii

(dTj SXX
TS�1ei)2

dTj SXdj

(kTi (ZZ
T )�1hm)2

hTm(ZZ
T )�1hm

, (3.4.74)

utilizando (3.4.58), resulta

LC2i(jm) =

8<:
piid

T
j SXdjDLi(jm); hm = zi

pmmd
T
j SXdjDLi(jm); hm 6= zi

;

y, de (3.4.73), se tiene

DC2i(jm) =

8>>>>>><>>>>>>:
piid

T
j SXdj

�q
c1
n�r �

r
c9

n�r�1
1

1�pii

�
1� piiviiDLi(jm)

(kTi (ZZ
T )�1zi)2

��2
; hm = zi

pmmd
T
j SXdj

 q
c1
n�r �

s
c9

n�r�1

�
1� pmmviiDLi(jm)

(kTi (ZZT )�1hm)
2

�!2
; hm 6= zi

:



68 In�uencia a través de la distancia de Fréchet

3.5. La medida de Fréchet en el modelo de curvas de crecimiento
con estructura simple de Rao

Teniendo en cuenta las ideas presentadas en la sección 3.3, se propone la utilización de
la distancia de Fréchet, dada en (3.3.1), como medida de in�uencia de un subconjunto de
observaciones Y I en la distribución del EMV eB de la matriz de coe�cientes de regresión del
MCC con estructura de covarianza simple de Rao, MCC(SCS), de�nido en la sección 1.4. Para
ello, es necesario considerar el MCC(SCS) con la omisión de dichas observaciones, el modelo
perturbado MCC(SCS)(I), obtenido de (2.3.1) usando la estructura simple de Rao.

Como queda recogido en la sección 1.4,

vec( eB) � Nqr �vec(B); (ZZT )�1 
 �� (3.5.1)

y dVar[ eB] = �ZZT ��1 
 e�; (3.5.2)

con e� dado en (1.4.4). Análogamente, en la sección 2.5, se recoge que, para el MCC(SCS)(I),
vec( eB(I)) � Nqr

�
vec(B);

�
Z(I)Z

T
(I)

��1

 �

�
(3.5.3)

y dVar[ eB(I)] =
�
Z(I)Z

T
(I)

��1

 e�(I); (3.5.4)

con e�(I) dado en (2.5.1).
Así, la versión muestral de la medida de Fréchet (3.3.1) para evaluar la in�uencia de un

subconjunto de observaciones Y I sobre el EMV eB, para el MCC(SCS), es
�I( eB) = hLC2I ( eB) +DC2I ( eB)i1=2 ;

de forma que la componente de localización viene dada por

LC2I (
eB) = ������ eB � eB(I)

������2
y, dado que en este caso, por la nota C.1.2, E[R

2]
qr = 1; la componente de dispersión es

DC2I (
eB) = tr �dVar[ eB] +dVar[ eB(I)]� 2

�dVar[ eB]dVar[ eB(I)]
�1=2�

:

En los teoremas siguientes, se presentan expresiones de las componentes de localización y
dispersión de la medida de Fréchet asociada al EMV eB del MCC(SCS).

Teorema 3.5.1 En el MCC(SCS), la componente de localización de la medida de Fréchet �I( eB)
es

LC2I (
eB) = tr �(Ik �HI)

�1ETIX(X
TX)�2XTEI(Ik �HI)

�1 (3.5.5)

ZTI (ZZ
T )�2ZI

�
;

con EI y HI las matrices dadas en (2.3.6) y (2.3.7), respectivamente.
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Demostración: Análoga a la realizada en el teorema 3.4.1 para el MCC, teniendo en cuenta
la relación entre los EMV eB y eB(I) dada por (2.5.4).

A partir del teorema 3.5.1, se obtiene la componente de localización de la medida de Fréchet
para eB asociada a la i-ésima observación de Y .

Corolario 3.5.1 En el MCC(SCS), cuando k = 1 e I = fig, 1 � i � n, la componente de
localización de la medida de Fréchet �i( eB) es

LC2i (
eB) = p2ii

(1� pii)2
eTi X(X

TX)�2XTei; (3.5.6)

dado que zTi
�
ZZT

��1
zi = pii y zTi (ZZ

T )�2zi = p2ii; siendo zi la columna i-ésima de Z y ei,
dado en (2.3.14), es la columna i-ésima de matriz de residuos E de�nida en (2.2.2).

Nota 3.5.1 Teniendo en cuenta la medida de Cook, Di, para la i-ésima observación de Y
de�nida en (2.5.11),

LC2i (
eB) = � Di

nTi

�2
eTi X(X

TX)�2XTei;

donde Ti; dado por (2.5.8), es un estadístico que se aplica para determinar si la observación
i-ésima de Y es outlier en el MCC(SCS).

Para obtener la componente de dispersión de la medida de Fréchet, en el MCC(SCS), es útil
el siguiente resultado.

Lema 3.5.1 Sean � y e�(I) las matrices de dispersión para el MCC(SCS) y el MCC(SCS)(I)
dadas, respectivamente, por (1.4.4) y (2.5.1), entonces:

(i)

tr[e�(I)] = 1

n� k

�
ntr[e�]� tr �(Ik �HI)

�1ETIX(X
TX)�2XTEI

��
: (3.5.7)

(ii) e�e�(I) = 1

n� k

�
ne�2 � e�(XTX)�1XTEI (Ik �HI)

�1ETIX(X
TX)�1

�
: (3.5.8)

Demostración: Estos resultados se obtienen a partir de la relación (2.5.5) entre e� y e�(I);
presentada en el teorema 2.5.1.

Teorema 3.5.2 En el MCC(SCS), la componente de dispersión de la medida de Fréchet �I( eB)
es

DC2I (
eB) = wtr[e�] + 1

n� k
�
w + tr

�
(Ik �HI)

�1ZTI (ZZ
T )�2ZI

��
(3.5.9)�

ntr[e�]� tr �(Ik �HI)
�1ETIX(X

TX)�2XTEI
��
�

� 2p
n� k

tr
h�
(ZZT )�2 + (ZZT )�2ZI(Ik �HI)

�1ZTI (ZZ
T )�1

�1=2i
tr

��
ne�2 � e�(XTX)�1XTEI(Ik �HI)

�1ETIX(X
TX)�1

�1=2�
:
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Demostración: Teniendo en cuenta los estimadores de las matrices de covarianza dVar[ eB] ydVar[ eB(I)] dadas por (3.5.2) y (3.5.4), respectivamente, y aplicando las propiedades de la traza,

DC2I (
eB) = tr �dVar[ eB] +dVar[ eB(I)]� 2

�dVar[ eB]dVar[ eB(I)]
�1=2�

=

= tr

���
ZZT

��1 
 e��+ ��Z(I)ZT(I)��1 
 e�(I)��
�2
���

ZZT
��1 
 e����Z(I)ZT(I)��1 
 e�(I)��1=2

#
=

= tr
h
(ZZT )�1 
 e�i+ tr h(Z(I)ZT(I))�1 
 e�(I)i�
� 2tr

���
(ZZT )�1 
 e���(Z(I)ZT(I))�1 
 e�(I)��1=2� =

= DC1( eB) +DC2( eB) +DC3( eB):
Las expresiones de estas tres componentes son obtenidas aplicando las propiedades del producto
de Kronecker recogidas en el teorema B.0.5. Por un lado,

DC1( eB) = tr h(ZZT )�1 
 e�i = tr �(ZZT )�1� tr[e�] = wtr[e�];
con w dado en (3.4.22), que no depende de I, es decir, la cantidad DC1( eB) es una constante.
Por otro lado, de (3.4.24) y de la expresión (3.5.7), se concluye que

DC2( eB) = tr h(Z(I)ZT(I))�1 
 e�(I)i = tr h(Z(I)ZT(I))�1i tr[e�(I)] =
=

1

n� k
�
w + tr

�
(Ik �HI)

�1ZTI (ZZ
T )�2ZI

��
�
ntr[e�]� tr �(Ik �HI)

�1ETIX(X
TX)�2XTEI

��
:

Finalmente,

DC3( eB) = �2tr ���(ZZT )�1 
 e���(Z(I)ZT(I))�1 
 e�(I)��1=2� =
= �2tr

"��
ZZT

��1 �
Z(I)Z

T
(I)

��1

 e�e�(I)�1=2

#
=

= �2tr
���

(ZZT )�1(Z(I)Z
T
(I))

�1
�1=2��

tr
h
(e�e�(I))1=2i =

= � 2p
n� k

tr
h�
(ZZT )�2 + (ZZT )�2ZI(Ik �HI)

�1ZTI (ZZ
T )�1

�1=2i
tr

��
ne�2 � e�(XTX)�1XTEI(Ik �HI)

�1ETIX(X
TX)�1

�1=2�
;

donde la última igualdad se obtiene usando el lema 3.4.2 y la expresión (3.5.8).

A partir de este teorema, se obtiene la componente de dispersión de la medida de Fréchet
para eB asociada a la i-ésima observación de Y .
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Corolario 3.5.2 En el MCC(SCS), cuando k = 1 e I = fig, 1 � i � n, la componente de
dispersión de la medida de Fréchet �i( eB) es

DC2i (
eB) = DC1i +DC2i +DC3i =
= wtr[e�] + 1

n� 1

�
w +

p2ii
1� pii

��
ntr[e�]� eTi X(XTX)�2XTei

1� pii

�
�

� 2wip
n� 1

tr

"�
ne�2 � 1

1� pii
e�(XTX)�1XTeie

T
i X(X

TX)�1
�1=2#

;

con w y wi dados en (3.4.22) y (3.4.28), respectivamente, y p2ii = z
T
i

�
ZZT

��2
zi:

De los teoremas 3.5.1 y 3.5.2, se concluye que la medida Fréchet para evaluar la in�uencia
del subconjunto de observaciones Y I en la distribución del EMV eB para el MCC(SCS) es

�I( eB) = hLC2I ( eB) +DC2I ( eB)i1=2 ;
donde la componente de localización LC2I ( eB) es dada en (3.5.5) y la componente de dispersión
DC2I (

eB) dada en (3.5.9).
Por otro lado, teniendo en cuenta los corolarios 3.5.1 y 3.5.2, la medida de Fréchet para estu-

diar la in�uencia de la i-ésima observación de Y en la distribución del EMV eB del MCC(SCS)
es

�i( eB) = hLC2i ( eB) +DC2i ( eB)i1=2 =
=

�
p2ii

(1� pii)2
eTi X(X

TX)�2XTei + wtr[e�]+
+

1

n� 1

�
w +

p2ii
1� pii

��
ntr[e�]� eTi X(XTX)�2XTei

1� pii

�
�

� 2wip
n� 1

tr

"�
ne�2 � 1

1� pii
e�(XTX)�1XTeie

T
i X(X

TX)�1
�1=2##1=2

:

3.5.1. In�uencia en combinaciones lineales de eB
También en el MCC(SCS), la distancia de Fréchet puede ser extendida para estudiar la

in�uencia de las observaciones Y I en la distribución de un determinado subconjunto del EMVeB: En este caso, el EMV de la expresión general para las combinaciones lineales de eB ese	 = D
(s�q)

eB
(q�r)

L
(r�l)

donde, los rangos de las matrices conocidas D y L son rg(D) = s � q y rg(L) = l � r. Por otro
lado, para el MCC(SCS)(I) se obtiene e	(I) =D eB(I)L. El desarrollo que se sigue es análogo al
realizado en la sección 3.4.1 para el MCC.

De las distribuciones de vec( eB) y vec( eB(I)) dadas en (3.5.1) y (3.5.3), respectivamente, y
usando el teorema C.1.2, se tiene

vec(D eBL) � Nsl �vec(DBL);LT (ZZT )�1L
D�DT
�
;
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dVar[D eBL] = LT (ZZT )�1L
De�DT ;

vec(D eB(I)L) � Nsl
�
vec(DBL);LT (Z(I)Z

T
(I))

�1L
D�DT
�

y dVar[D eB(I)L] = L
T (Z(I)Z

T
(I))

�1L
De�(I)DT :

A continuación, se obtienen las expresiones generales de las componentes de localización y
dispersión de la medida de Fréchet para analizar la in�uencia del conjunto de observaciones Y I ,
y de la i-ésima observación yi, sobre e	.
Teorema 3.5.3 En el MCC(SCS), la componente de localización para la medida de Fréchet
�I( e	) es

LC2I (
e	) = tr �(Ik �HI)

�1ETIX(X
TX)�1DTD(XTX)�1XTEI

(Ik �HI)
�1ZTI (ZZ

T )�1LLT (ZZT )�1ZI
�
;

donde las matrices EI y HI están de�nidas por (2.3.6) y (2.3.7), respectivamente:

Demostración: Análoga a la realizada en el teorema 3.4.3, para el MCC, teniendo en cuenta
la relación entre los EMV eB y eB(I) dada en (2.5.4).

Corolario 3.5.3 En el MCC(SCS), cuando k = 1 e I = fig, 1 � i � n, la componente de
localización de �i( e	) es

LC2i (
e	) = 1

(1� pii)2
eTi X(X

TX)�1DTD(XTX)�1XTei (3.5.10)

zTi (ZZ
T )�1LLT (ZZT )�1zi:

Teorema 3.5.4 En el MCC(SCS), la componente de dispersión para la medida de Fréchet
�I( e	) es

DC2I (
e	) = DC1( e	) +DC2( e	) +DC3( e	);

con
DC1( e	) = tr �LT (ZZT )�1L� tr[De�DT ];

DC2( e	) = 1

n� k

�
tr
�
LT (ZZT )�1L

�
+ tr[(Ik �HI)

�1ZTI
�
ZZT

��1
LLT

�
ZZT

��1
ZI ]
�

�
ntr[De�DT ]� tr

�
(Ik �HI)

�1ETIX(X
TX)�1DTD(XTX)�1XTEI

��
y

DC3( e	) = � 2p
n� k

tr

���
LT (ZZT )�1L

�2
+LT (ZZT )�1LLT (ZZT )�1ZI(Ik �HI)

�1ZTI (ZZ
T )�1L

�1=2�
tr

��
n(De�DT )2 �De�DTD(XTX)�1XTEI(Ik �HI)

�1ETIX(X
TX)�1DT

�1=2�
:
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Demostración: De forma análoga al teorema 3.5.2, se obtiene

DC2I (
e	) = tr �dVar[D eBL] +dVar[D eB(I)L]� 2

�dVar[D eBL]dVar[D eB(I)L]
�1=2�

=

= tr
h�
LT (ZZT )�1L
De�DT

�
+
�
LT (Z(I)Z

T
(I))

�1L
De�(I)DT
�
�

�2
��
LT (ZZT )�1L
De�DT

�


�
LT (Z(I)Z

T
(I))

�1L
De�(I)DT
��1=2�

=
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h
LT (ZZT )�1L
De�DT

i
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LT (Z(I)Z

T
(I))

�1L
De�(I)DT
i
�

� 2tr
���

LT (ZZT )�1L
De�DT
��
LT (Z(I)Z

T
(I))

�1L
De�(I)DT
��1=2�

=

= DC1( e	) +DC2( e	) +DC3( e	):
En primer lugar,

DC1( e	) = tr hLT (ZZT )�1L
De�DT
i
= tr

�
LT (ZZT )�1L

�
tr[De�DT ]:

Por otro lado, considerando la igualdad (2.5.5), resulta

tr[De�(I)DT ] = tr

�
D

�
n

n� k
e�� 1

n� k (X
TX)�1XTEI(Ik �HI)
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TX)�1

�
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�
D(XTX)�1XTEI(Ik �HI)

�1ETIX(X
TX)�1DT

��
;

por lo que, teniendo en cuenta la expresión (3.4.40), se obtiene

DC2( e	) = tr hLT (Z(I)ZT(I))�1L
De�(I)DT
i
= tr

h
LT (Z(I)Z

T
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�1L
i
tr[De�(I)DT ] =
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:

Finalmente, usando la propiedad (ix) del teorema B.0.5,

DC3( e	) = �2tr ���LT (ZZT )�1L
De�DT
��
LT (Z(I)Z
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:
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La última igualdad se obtiene teniendo en cuenta el lema 3.4.2 y la relación (2.5.5).

Corolario 3.5.4 En el MCC(SCS), cuando k = 1 e I = fig, 1 � i � n, la componente de
dispersión de �i( e	) es
DC2i (

e	) = tr �LT (ZZT )�1L� tr[De�DT ]+ (3.5.11)

+
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��1
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�
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�2
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De�DTD(XTX)�1XTeie

T
i X(X

TX)�1DT

�1=2!
:

Así, usando los corolarios 3.5.3 y 3.5.4, se obtiene la expresión general de la medida de
Fréchet asociada a las combinaciones lineales de eB para la i-ésima observación de Y en el
MCC(SCS)

�i( e	) = hLC2i ( e	) +DC2i ( e	)i1=2 ; (3.5.12)

con LC2i ( e	) y DC2i ( e	) dados, respectivamente, por (3.5.10) y (3.5.11).
3.5.1.1. In�uencia en las �las de eB

Para estudiar la in�uencia de la i-ésima observación yi de Y en las �las de eB basta considerare	 = dTj
eB, donde dj es un vector de dimensión q con la j-ésima componente igual a la unidad

y restantes nulas.

Razonando de forma análoga que en la sección 3.4.1.1, de (3.5.12), se obtiene que la medida
de Fréchet asociada al MCC(SCS) para estudiar la in�uencia de yi sobre la j-ésima �la de eB
es

�i(j�)( eB) = hLC2i(j�)( eB) +DC2i(j�)( eB)i1=2 ;
donde, del corolario 3.5.3, la componente de localización es

LC2i(j�)(
eB) = p2ii

(1� pii)2
(dTj (X

TX)�1XTei)
2 (3.5.13)

y, del corolario 3.5.4, la componente de dispersión

DC2i(j�)(
eB) = DC1i(j�) +DC2i(j�) +DC3i(j�);

con

DC1i(j�) = tr
�
(ZZT )�1

�
tr[dTj

e�dj ] = wdTj e�dj ;
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DC2i(j�) =
1

n� 1
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(ZZT )�1
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1

1� pii
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T )�2zi
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e�dj ]� 1

1� pii
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(dTj (X

TX)�1XTei)
2
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p2ii
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e�dj � (dTj (XTX)�1XTei)
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1� pii
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y

DC3i(j�) = �
2wip
n� 1

 
n
�
dTj
e�dj�2 � dTj e�dj(dTj (XTX)�1XTei)

2

1� pii

!1=2
;

con wi dada por (3.4.28).

Nota 3.5.2 También de forma análoga a la citada sección, la componente de dispersión DC2i(j�)
puede expresarse como función de la componente de localización LC2i(j�), o sea,

DC2i(j�)(
eB) = wdTj e�dj + 1

n� 1

�
w +

p2ii
1� pii

��
ndTj

e�dj � 1� pii
p2ii

LC2i(j�)

�
�

� 2wip
n� 1

�
n
�
dTj
e�dj�2 � dTj e�dj 1� piip2ii

LC2i(j�)

�1=2
:

Nota 3.5.3 En el MCC(SCS), para el estudio de la in�uencia en las �las de eB, la medida de
Fréchet puede ser expresada como función de la medida de Cook

�2i(j�) = piid
T
j
e�djDLi(j�) + wdTj e�dj + n

n� 1d
T
j
e�dj �w + pii Di

nTi

��
1� Ti

Di
DLi(j�)

�
�

� 2dTj e�djr n

n� 1wi
�
1� Ti

Di
DLi(j�)

�1=2
:

3.5.1.2. In�uencia en las columnas de eB
Razonando de forma semejante para las columnas del EMV eB, para evaluar la in�uencia

de la i-ésima observación yi de Y basta considerar e	 = eBhm; donde hm 2 Rr es un vector de
dimensión r con la m-ésima componente unitaria y las restantes nulas.

En estos términos, de (3.5.12), la medida de Fréchet asociada al MCC(SCS) para estudiar
la in�uencia de yi en la m-ésima columna de eB es

�i(�m)( eB) = hLC2i(�m)( eB) +DC2i(�m)( eB)i1=2 ;
con componente de localización

LC2i(�m)(
eB) = 1

(1� pii)2
eTi X(X

TX)�2XTei(z
T
i (ZZ

T )�1hm)
2 (3.5.14)

y componente de dispersión

DC2i(�m)(
eB) = DC1i(�m) +DC2i(�m) +DC3i(�m);
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donde

DC1i(�m) = h
T
m(ZZ

T )�1hmtr[e�];

DC2i(�m) =
1
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ntr[e�]� eTi X(XTX)�2XTei
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T
i X(X
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�
(hTm(ZZ

T )�1hm)
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hTm(ZZ
T )�1hm(zTi (ZZ

T )�1hm)2

1� pii

�1=2
:

Nota 3.5.4 Usando la descomposición (3.4.57), de (3.5.14), se obtiene

LC2i(�m) =

(
p2ii

(1�pii)2
eTi X(X

TX)�2XTei; hm = zi

0 ; hm 6= zi
=

�
LC2i ; hm = zi
0 ; hm 6= zi

;

con LC2i dada en (3.5.6): El hecho de que para hm 6= zi se tenga LC2i(�m) = 0, signi�ca que,

como las columnas de eB corresponden a los diferentes grupos, la componente de localización
solamente contribuye para la medida de Fréchet cuando la observación eliminada pertenece al
grupo correspondiente a la columna para la cual se pretende estudiar la in�uencia. Así, cuando
hm 6= zi; la medida de Fréchet viene dada por �2i(�m) = DC2i(�m), la in�uencia de un grupo en
otro es solamente en dispersión.

3.5.1.3. In�uencia en los elementos de eB
Para estudiar la in�uencia de la i-ésima observación yi de Y en los elementos del EMV eB,

se considera e	 = dTj
eBhm 2 R, con dTj 2 Rq y hm 2 Rr de�nidos anteriormente.

La medida de Fréchet para evaluar la in�uencia de yi sobre el elemento (j;m) de eB, 1 � j � q
y 1 � m � r, es

�i(jm)( eB) = hLC2i(jm)( eB) +DC2i(jm)( eB)i1=2 ;
donde la componente de localización es

LC2i(jm)(
eB) = 1

(1� pii)2
(dTj (X

TX)�1XTei)
2(zTi (ZZ

T )�1hm)
2 (3.5.15)

y la componente de dispersión es

DC2i(jm)(
eB) = DC1i(jm) +DC2i(jm) +DC3i(jm); (3.5.16)
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con
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Desarrollando (3.5.16), se obtiene

DC2i(jm) =
�q

DC1i(jm) �
q
DC2i(jm)

�2
: (3.5.17)

Otras relaciones que se veri�can en el MCC(SCS) son

�i(jm) =

"
LC2i(j�)LC

2
i(�m)
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Nota 3.5.5 Usando la descomposición (3.4.57) y la expresión (3.5.15),
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;
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con LC2i(j�), dada en (3.5.13), y de (3.5.17), se obtiene

DC2i(jm) =

8>>>>>>><>>>>>>>:
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:

(3.5.18)
El hecho de que para hm 6= zi se tenga LC2i(jm) = 0, signi�ca que la componente de localización
solamente contribuye en la medida de Fréchet cuando la observación omitida pertenece al grupo
correspondiente a la columna para la cual se pretende estudiar la in�uencia.

Nota 3.5.6 Para el MCC(SCS), la medida de Fréchet, �i(jm), puede ser expresada como función
de la medida de Cook, DLi(jm). De (2.5.14), se obtiene

DLi(jm) =
1

(1� pii)2
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��1
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2
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e�dj ; (3.5.19)

por tanto, de (3.5.15), resulta

LC2i(jm) = d
T
j
e�djhTm(ZZT )�1hmDLi(jm),

es decir,

LC2i(jm) =

8<: piid
T
j
e�djDLi(jm); hm = zi
0 ; hm 6= zi

:

Por otro lado, se observa que solamente para hm = zi es posible expresar DC2i(jm) como función

de DLi(jm), dado que (zTi (ZZ
T )�1hm)2 = pii 6= 0: En efecto, de (3.5.19), resulta
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y, de (3.5.18), viene
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s
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1� Ti

Di
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�!2
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Se concluye que, para hm = zi, la medida �i(jm) es una función creciente de DLi(jm), o sea,
ambas medidas detectan las mismas observaciones in�uyentes en cada grupo.



Capítulo 4

In�uencia a través de la distancia de
Rao

4.1. Introducción

La estrategia de introducir una distancia entre diferentes poblaciones estadísticas como
medida de in�uencia ha sido considerada en el capítulo anterior. En este capítulo, se usa la
distancia de Rao (Rao, 1945 y Rao, 1949) para el análisis de observaciones in�uyentes en el
estimador de máxima verosimilitud (EMV) de la matriz de coe�cientes de regresión B del
modelo de curvas de crecimiento (MCC) y del MCC con estructura simple de Rao (MCC(SCS)).

El presente capítulo está organizado como sigue. En la sección 4.2, se presenta la distancia
de Rao para su utilización como medida de in�uencia en el MCC. En particular, se evidencia
el interés de la aplicación de dicha distancia por sus buenas propiedades.

En la sección 4.3, se de�ne una expresión general de la distancia de Rao y su fórmula
particular para una distribución normal matricial qr-variante. Después se propone esta distancia
como medida de in�uencia asociada al EMV de la matriz de coe�cientes de regresión del MCC,
así como para combinaciones lineales del mismo. Se discute su aplicabilidad, así como algunas
diferencias y relaciones respecto a las medidas expuestas en la sección 2.4 y a la medida de
Fréchet.

Para �nalizar, en la sección 4.4, se hace el mismo desarrollo que en la sección 4.3 para el
MCC(SCS).

4.2. Distancia de Rao y su utilización en el análisis de in�uencia

Los trabajos de Rao (1945) y Rao (1949) introducen la distancia de Rao, que se presenta a
continuación de una forma simpli�cada.

Sea X un vector que describe la población bajo estudio, de forma que su función de densidad
de probabilidad pertenence a una cierta familia paramétrica

S =
n
p(x;�);� = (�1; �2; ::; �k) 2 � � Rk

o
con respecto a alguna medida �-�nita � en alguna �-álgebra de los subconjuntos del espa-
cio muestral. Suponiendo que S veri�ca determinadas condiciones de regularidad (Atkinson y
Mitchell, 1981) puede de�nirse la distancia propuesta por Rao por el procedimiento siguiente.

79
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Sean (�1; �2; ::; �k) y (�1+d�1; �2+d�2; ::; �k+d�k) dos puntos contiguos del espacio paramétri-
co �: La diferencia relativa entre las funciones de densidad de probabilidad correspondientes a
dichos parámetros es

kX
i=1

@ ln p(x;�)

@�i
d�i: (4.2.1)

La distribución de (4.2.1) recoge las consecuencias de reemplazar �i por �i + d�i, i = 1; 2; :::k:
En particular, Rao (1945) considera la varianza de (4.2.1), dada por

ds2(�) =
kX

i;j=1

gij(�)d�id�j ; (4.2.2)

una forma diferencial cuadrática de�nida positiva, donde

gij(�) = E

�
@ ln p(x;�)

@�i

@ ln p(x;�)

@�j

�
, i; j = 1; 2; :::; k; (4.2.3)

es el elemento (i; j) de la matriz de información de Fisher, la cual se asume de�nida positiva
para � 2 �. La cantidad (4.2.2) es una métrica del espacio de Riemann inducida por la matriz
de información de Fisher, con elemento del arco ds = (ds2)1=2 y tensor métrico fundamental
gij(�), i; j = 1; 2; :::; k, sobre �.

Rao (1945) propone usar la forma cuadrática (4.2.2), con tensor métrico fundamental gij(�),
como una medida de la divergencia entre dos distribuciones asociadas a parámetros que son
puntos contiguos del espacio paramétrico.

Además, Rao (1949) propone (4.2.2) como medida de distancia entre distribuciones corres-
pondientes a dos puntos cualesquiera del espacio paramétrico, no necesariamente contiguos, �1
y �2 de �, o sea, entre las funciones de densidad de probabilidad p(x;�1) y p(x;�2); la distancia
geodésica entre �1 y �2; con respecto a la métrica inducida por (4.2.3) (usando el elemento del
arco (4.2.2)). Así, la distancia geodésica sobre �, basada en la matriz de información de Fisher,
recibe el nombre de distancia geodésica informacional o distancia de Rao y es utilizada como
distancia entre dos densidades de probabilidad de S: Las siguientes propiedades (Cuadras, 1989)
hacen que el uso de la distancia de Rao sea de gran interés:

(i) Es invariante por transformaciones admisibles de los parámetros, entendiendo por tales las
transformaciones biyectivas de�nidas a través de funciones diferenciables con continuidad.

(ii) Es invariante por transformaciones admisibles de las variables.

(iii) Es la generalización natural de la distancia de Mahalanobis (Mahalanobis, 1936) para
cualquier distribución paramétrica. La distancia de Mahalanobis fue introducida en el
ámbito de la distribución normal multivariante.

(iv) Posee mayor poder de separación que otras distancias. En particular, que la distancia de
Matusita (Matusita, 1955), extensamente utilizada en problemas de inferencia estadística,
como se re�eja en la relación

m(F1F2) � s(F1F2);
donde F1 y F2 son dos distribuciones,m representa la distancia de Matusita y s la distancia
de Rao.
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Las propiedades presentadas en (i) y (ii) son de gran interés, pues es razonable requerir
que la distancia entre dos miembros de la familia sea invariante para cualquier transformación
admisible de los parámetros. También, debe de ser invariante para transformaciones admisibles
del vector aleatorio X (por ejemplo, transformaciones de localización y escala). Según se recoge
en Cuadras (1989), �esta propiedad de invarianza prácticamente sólo la veri�ca la distancia de
Rao�(véase, también, Cuadras et al., 1985 y Oller y Cuadras, 1987).

Como Atkinson y Mitchell (1981) a�rman, las di�cultades matemáticas para calcular la
distancia de Rao para una familia particular de distribuiciones son considerables. No obstante,
algunos autores la han calculado para algunas familias de distribuciones de interés, véase, por
ejemplo, Atkinson y Mitchell (1981), Burbea (1984), Mitchell y Krzanowski (1985), Oller y
Cuadras (1985), Oller (1987) y Reverter y Oller (2003).

En particular, para la família de distribuciones normales q-variantes con matriz de covari-
anzas de�nida positiva, Atkinson y Mitchell (1981) obtienen las siguientes expresiones para la
distancia de Rao:

(i) Si las poblaciones tienen vectores de medias �1 y �2; y matriz de covarianzas común �,

s(�1;�2;�) =
�
(�1 � �2)T��1(�1 � �2)

�1=2
;

es decir, la distancia de Mahalanobis de estas distribuciones.

(ii) Si las poblaciones tienen media común � y matrices de covarianzas �1 y �2,

s(�;�1;�2) =

"
1

2

qX
i=1

ln2
�
�i(�2�

�1
1 )
�#1=2

; (4.2.4)

donde para cualquier matriz cuadrada A(q�q); �i(A); i = 1; :::; q; representan sus autova-
lores.

Nota 4.2.1 El cálculo de la distancia de Rao entre modelos normales multivariantes con me-
dias y matrices de covarianza diferentes es un problema aún no resuelto. Se obtienen algunos
resultados parciales y aproximaciones en Oller y Cuadras (1983), Burbea (1984) y Krazanowski
(1996).

Un estudio amplio sobre esta distancia y sus aplicaciones está recogido en Cuadras (1989).
En relación a la aplicación de la misma al análisis de in�uencia, se puede citar a Jiménez-Gamero
et al. (2002), en el modelo lineal multivariante, y a Muñoz-Pichardo (2006), en el modelo lineal
general multivariante y en la regresión logística.

En las siguientes secciones se de�ne una expresión general de la distancia de Rao y su fórmula
particular para dos distribuciones normales matriciales qr-variantes. Después se propone esta
distancia como medida de in�uencia asociada al EMV de la matriz de coe�cientes de regresión
(y en algunas combinaciones lineales del mismo) del MCC y del MCC(SCS).
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4.3. La medida de Rao en el modelo de curvas de crecimiento

Siguiendo las ideas presentadas en la sección 3.2 del capítulo anterior, en este apartado se
recoge la aplicación de la distancia de Rao como medida de in�uencia sobre el EMV bB de la
matriz de coe�cientes de regresión del MCC, bajo la hipótesis de normalidad. En particular,
se pretende estudiar la in�uencia de un subconjunto de observaciones en el EMV bB, y en
combinaciones lineales de dicho estimador. El modelo perturbado usado es la omisión de un
conjunto de observaciones con un número arbitrario de casos, o sea, el MCC(I) de�nido por
(2.3.1).

Para la aplicación de la distancia de Rao como medida de in�uencia en el MCC, se considera
la distribución normal matricial Nq;r(B; c1(XT��1X)�1; (ZZT )�1); presentada en la sección
1.3, como aproximación a la distribución del EMV bB. Así,

E[ bB] = B
y

Var[ bB] = c1(ZZT )�1 
 (XT��1X)�1;

con c1 dado en (1.3.18). Como se recoge en el capítulo anterior, un estimador consistente de
Var[ bB] se obtiene substituyendo � por su estimador insesgado 1

n�rS, resultando

dVar[ bB] = c1
n� r (ZZ

T )�1 
 SX ; (4.3.1)

matriz simétrica de dimensión (qr � qr); con SX = (XTS�1X)�1.

Considerando el MCC(I) presentado en la sección 2.3, la distribución del EMV bB(I) puede
ser aproximada por la distribución normal matricial

Nq;r(B; c6(X
T��1X)�1; (Z(I)Z

T
(I))

�1);

así
E[ bB(I)] = B

y
Var[ bB(I)] = c6(Z(I)Z

T
(I))

�1 
 (XT��1X)�1;

con c6 dado en (2.3.3). Análogamente para el MCC(I), un estimador consistente de Var[ bB(I)]

es obtenido substituyendo � por el estimador 1
n�k�rS(I); por tanto

dVar[ bB(I)] =
c6

n� k � r (Z(I)Z
T
(I))

�1 
 (XTS�1(I)X)
�1; (4.3.2)

matriz simétrica de dimensión (qr � qr).

Asi, se veri�ca que los estimadores bB y bB(I) se pueden aproximar por distribuciones normales
qr-variantes con la misma matriz esperanza y que di�eren en sus matrices de covarianzas. Por
tanto, siguiendo la aproximación genérica al problema de la in�uencia recogida en la sección
3.2, comodVar[ bB] es no singular, teniendo en cuenta (4.2.4), la versión muestral del cuadrado de
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la distancia de Rao para evaluar la in�uencia que sobre la distribución de bB ejerce el conjunto
de observaciones subindicadas por I, es

�2I(
bB) = 1

2

qrX
i=1

ln2
h
�i

�dVar[ bB(I)](dVar[ bB])�1�i ; (4.3.3)

donde �i(A); i = 1; :::; qr; son los autovalores de la matriz cuadrada A(qr�qr):

Nota 4.3.1 Por simplicidad, como medida de in�uencia se utilizará el cuadrado de la distancia
de Rao, �2I .

Para utilizar (4.3.3) como medida de in�uencia en el EMV bB del MCC, son útiles los
siguientes resultados consecuencia directa de los lemas 3.4.2 y 3.4.3.

Lema 4.3.1 Sean Z y Z(I) las matrices del diseño entre individuos del MCC y del MCC(I),
respectivamente, entonces

(Z(I)Z
T
(I))

�1(ZZT ) = Ir +
�
ZZT

��1
ZI (Ik �HI)

�1ZTI ,

donde HI es dada en (2.3.7):

Lema 4.3.2 Sean S y S(I) las matrices de�nidas por (1.3.5) y (2.3.2), respectivamente, para
el MCC y MCC(I). Entonces

(XTS�1(I)X)
�1S�1X = Iq � SXXTS�1EIV

�1
I E

T
I S

�1X;

con EI y V I dadas en (2.3.6) y (2.3.10), respectivamente.

En el siguiente teorema se presenta la distancia de Rao como medida para estudiar la
in�uencia de Y I en el EMV bB del MCC.

Teorema 4.3.1 Para el MCC, la medida de Rao asociada al subconjunto Y I sobre el EMVbB es

�2I(
bB) = 1

2

qX
h=1

rX
j=1

ln2 [c10 (1 + �j (LI)) (1� �h (RI))] ; (4.3.4)

con
LI =

�
ZZT

��1
ZI (Ik �HI)

�1ZTI ; (4.3.5)

RI = SXX
TS�1EIV

�1
I E

T
I S

�1X (4.3.6)

y

c10 =
c6(n� r)

c1(n� k � r)
; (4.3.7)

donde �j(LI); j = 1; :::; r; y �h(RI), h = 1; :::; q; son los autovalores de las matrices cuadradas
LI y RI , respectivamente.
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Demostración: Teniendo en cuenta los estimadores dVar[ bB] y dVar[ bB(I)] de�nidos en (4.3.1) y
(4.3.2), respectivamente, las propiedades (vi) y (vii) del producto de Kronencker dadas por el
teorema B.0.5 y los lemas 4.3.1 y 4.3.2, se tiene que

dVar[ bB(I)](dVar[ bB])�1 =
=

�
c6

n� k � r (Z(I)Z
T
(I))

�1 
 (XTS�1(I)X)
�1
��

c1
n� r (ZZ

T )�1 
 SX
��1

=

=
c6(n� r)

c1(n� k � r)

�
(Z(I)Z

T
(I))

�1(ZZT )
 (XTS�1(I)X)
�1S�1X

�
=

= c10
�
Ir + (ZZ

T )�1ZI(Ik �HI)
�1ZTI

�


�
Iq � SXXTS�1EIV

�1
I E

T
I S

�1X
�
;

matriz simétrica de dimensión (qr � qr): Así, de (4.3.3),

�2I =
1

2

qrX
i=1

ln2
h
�i

�dVar[ bB(I)](dVar[ bB])�1�i =
=
1

2

qrX
i=1

ln2
h
c10 �i

��
Ir +

�
ZZT

��1
ZI (Ik �HI)

�1ZTI

�





�
Iq � SXXTS�1EIV

�1
I E

T
I S

�1X
���

=

=
1

2

qX
h=1

rX
j=1

ln2
h
c10

�
1 + �j

��
ZZT

��1
ZI (Ik �HI)

�1ZTI

��
�
1� �h

�
SXX

TS�1EIV
�1
I E

T
I S

�1X
���

:

La última igualdad resulta de la aplicación de la propiedad (xii) del teorema B.0.5 y del hecho
de que el producto de Kronecker es de orden qr.

Un valor grande de �2I indica que el correspondiente subconjunto Y I es in�uyente en la
estimación de B, dado que su omisión provoca una considerable variación en la distribución debB.

Del teorema 4.3.1, se concluye que �2I es función de dos componentes, LI y RI dadas
por (4.3.5) y (4.3.6), respectivamente. A continuación, se interpretan las cantidades �j(LI);
j = 1; :::; r, y �h (RI) ; h = 1; :::; q.

Se comienza por el caso más simple, cuando k = 1 e I = fig, 1 � i � n, es decir, cuando se
elimina una observación del modelo. En este sentido, usando la medida de Rao para estudiar la
in�uencia del subconjunto Y I sobre la distribución del EMV bB, se obtiene la distancia de Rao
como medida de in�uencia de la i-ésima observación de Y sobre bB en el MCC.

Corolario 4.3.1 En el MCC, cuando k = 1 e I = fig, 1 � i � n, la medida de Rao asociada
al EMV bB es

�2i (
bB) = 1

2

qX
h=1

rX
j=1

ln2 [c11 (1 + �j (Li)) (1� �h (Ri))]

con
Li =

1

1� pii
(ZZT )�1ziz

T
i ;
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Ri =
1

vii
SXX

TS�1eie
T
i S

�1X

y

c11 =
c9(n� r)

c1(n� r � 1)
; (4.3.8)

donde pii, vii y ei están de�nidos por (2.3.15), (2.3.13) y (2.3.14), respectivamente.

En este caso, para la componente Li, se obtiene

�j(Li) = �j

�
1

1� pii
�
ZZT

��1
ziz

T
i

�
=

1

1� pii
�j

��
ZZT

��1
ziz

T
i

�
y, teniendo en cuenta el lema B.0.2, la matriz

�
ZZT

��1
ziz

T
i tiene solamente un autovalor

no nulo pii = zTi
�
ZZT

��1
zi, el elemento i-ésimo de la diagonal principal de la matriz de

proyección PZT . Por tanto,

�j

��
ZZT

��1
ziz

T
i

�
=

8<:
pii, j = 1; i = 1; :::; n

0 , j = 2; :::; r; i = 1; :::; n
;

es decir, todos los autovalores de la matriz Li son nulos con excepción de �1, así

�j(Li) =

8<:
pii
1�pii , j = 1, i = 1; :::; n

0 , j = 2; :::; r; i = 1; :::; n
: (4.3.9)

En consecuencia, �j(Li) es constante en cada grupo.

Nota 4.3.2 En el modelo lineal multivariante, el factor pii
1�pii es conocido como el potencial

de la i-ésima observación yi, una medida usada para detectar los casos denominados como
�leverage� del espacio de Z. En el MCC no tiene sentido dicha designación dado que pii es
constante en cada grupo al depender sólo de Z, véase nota 2.5.1.

Análogamente para la componente Ri, se obtiene

�h (Ri) = �h

�
1

vii
SXX

TS�1eiv
�1
ii e

T
i S

�1X

�
=
1

vii
�h
�
SXX

TS�1eie
T
i S

�1X
�
;

donde ei es la columna i-ésima de la matriz del residuo E. Del lema B.0.2, resulta que la matriz
SXX

TS�1eieTi S
�1X tiene solamente el autovalor eTi S

�1XSXX
TS�1ei no nulo, así

�h (Ri) =

8><>:
eTi S

�1XSXX
TS�1ei

vii
, h = 1, i = 1; :::; n

0 , h = 2; :::; q, i = 1; :::; n

;

o sea, todos los autovalores de la matriz Ri son cero con excepción de �1.
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Como el estadístico para determinar si la observación i-ésima es outlier en el MCC, Ti dado
por (2.4.2), es

Ti = �
�1
i = 1 +

eTi S
�1XSXX

TS�1ei
1� pii � eTi S�1ei

=
vii

1� pii � eTi S�1ei
;

y dado que, por (2.3.13),

eTi S
�1XSXX

TS�1ei = vii �
�
1� pii � eTi S�1ei

�
entonces

�1 =
eTi S

�1XSXX
TS�1ei

vii
=
vii �

�
1� pii � eTi S�1ei

�
vii

=

= 1� 1� pii � e
T
i S

�1ei
vii

= 1� 1

Ti
=
Ti � 1
Ti

= 1� �i;

por tanto,

�h (Ri) =

8<:
Ti�1
Ti
, h = 1; i = 1; :::; n

0 , h = 2; :::; q, i = 1; :::; n
: (4.3.10)

La cantidad Ti�1
Ti

es una función creciente de eTi S
�1ei (función del residuo internamente stu-

dentizado en el modelo lineal multivariante) y es también usada como estadístico para detectar
outliers en el MCC (véase Srivastava y von Rosen, 1998).

Así, la medida de Rao, �2i ( bB), para el MCC, puede ser interpretada como función de dos
componentes: Li constante en cada grupo del modelo y Ri que puede ser interpretada como
una componente para la detección de outliers basada en los residuos.

Teniendo en cuenta el corolario 4.3.1 y los autovalores (4.3.9) y (4.3.10), la medida de Rao,
�2i , se reduce a

�2i =
1

2
ln2
�
c11

�
1

1� pii

�
�i

�
+
r � 1
2

ln2 [c11�i] +

+
q � 1
2

ln2
�
c11

�
1

1� pii

��
+
(q � 1)(r � 1)

2
ln2 [c11] ;

con c11 dado por (4.3.8) y �i = T�1i . O sea, �2i es una función creciente de Ti.

Para el caso general, la interpretación de las cantidades �j(LI); j = 1; :::; r, y �h (RI) ;
h = 1; :::; q, dadas por el teorema 4.3.1, es análoga al caso anterior, para k = 1 e I = fig,
1 � i � n. En este caso, teniendo en cuenta el lema B.0.2, se obtiene que la matriz LI , dada
por (4.3.5), tiene los mismos autovalores no nulos, con la misma multiplicidad, que la matriz

L�I = (Ik �HI)
�1ZTI

�
ZZT

��1
ZI = (Ik �HI)

�1HI :

La igualdad en la multiplicidad de los autovalores no nulos de LI y L�I se justi�ca por el
siguiente resultado. Teniendo en cuenta el lema B.0.1, considerando las matrices
A(r�k) =

�
ZZT

��1
ZI y C(k�r) = (Ik �HI)

�1ZTI , resulta que

det [Ir �AC] = det [Ik �CA] ;
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entonces, si k > r

det [�Ik �CA] = �k�r det [�Ir �AC] ;

por tanto para � 6= 0; los autovalores no nulos de L�I = CA son los mismos que de LI = AC,
además la multiplicidad de � en L�I = CA es la misma que de � en LI = AC.

Por otro lado, tambien del lema B.0.2, se obtiene que la matriz RI , dada por (4.3.6), tiene
los mismos autovalores no nulos, con la misma multiplicidad, que la matriz

R�
I = V

�1
I E

T
I S

�1XSXX
TS�1EI :

Como de la expresión de V I , dada por (2.3.10), resulta que

ETI S
�1XSXX

TS�1EI = V I � (Ik �HI �ETI S�1EI);

entonces
R�
I = Ik � V �1

I

�
Ik �HI �ETI S�1EI

�
;

o sea, los autovalores no nulos de RI son

1� ��h
�
V �1
I

�
Ik �HI �ETI S�1EI

��
y, por tanto,

1� �h(RI) = �
�
h

�
V �1
I

�
Ik �HI �ETI S�1EI

��
:

Además, como

det
�
V �1
I

�
Ik �HI �ETI S�1EI

��
=
det
�
Ik �HI �ETI S�1EI

�
det [V I ]

= T�1I = �I ;

se concluye que, en el caso general, RI puede ser considerada como una matriz basada en los
residuos para detectar outlier y, así, valores grandes de �1 (RI) ; �2 (RI) ; :::; �q (RI) indican
que el conjunto de observaciones indexada por I no sigue el patrón sugerido por las otras n� k
observaciones.

Nota 4.3.3 En la mayoría de los modelos estadísticos, las medidas de in�uencia se pueden
expresar como función de una componente �leverage� y de una componente residual (véase,
por ejemplo, Barrett y Ling, 1992). En el MCC, mientras la matriz RI puede ser consider-
ada como una componente residual, la matriz LI no puede ser considerada una componente
�leverage�. Teniendo en cuenta la de�nición del MCC, Z es la matriz indicador del grupo com-
puesta por 1 y 0, que indican el grupo del cual fue omitida una observación, entonces, la matriz
PZT =H = ZT

�
ZZT

��1
Z es constante en cada grupo y no puede ser considerada como una

matriz �leverage�. Para la obtención de una matriz �leverage� generalizada para el MCC se
puede intentar usar el procedimiento recogido en Wei et al. (1998): Por otra parte, la matriz
LI ; y consecuentemente L�I ; no es constante en cada grupo, dado que cuando se elimina el
conjunto I no todas las observaciones pertenecen al mismo grupo.

La siguiente descomposición, sugerida por Jiménez-Gamero et al. (2002), muestra la relación
de �2I con las componentes LI y RI .
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Teorema 4.3.2 En el MCC, sea

LI = (1q 
 a), donde aT = (ln [1 + �1(LI)] ; :::; ln [1 + �r(LI)])

y
RI = (b
 1r), donde bT = (ln [c10 (1� �1) (RI)] ; :::; ln [c10 (1� �q) (RI)]) ;

con c10 dada por (4.3.7); entonces

2�2I = jjLI jj
2 + jjRI jj2 + 2 jjLI jj jjRI jj cos �I ;

donde jj�jj es la norma euclídea y �I es el ángulo entre los vectores LI y RI , siendo
1s = (1; :::; 1) 2 Rs.

Demostración: Teniendo en cuenta (4.3.4), se obtiene

2�2I = q
rX
j=1

ln2 [1 + �j (LI)] + 2

qX
h=1

rX
j=1

ln [1 + �j (LI)] ln [c10 (1� �h (RI))]+

+ r

qX
h=1

ln2 [c10 (1� �h (RI))] ;

y, dado que

jjLI jj2 = q
rX
j=1

ln2 [1 + �j(LI)] ;

jjRI jj2 = r
qX
h=1

ln2 [c10(1� �q(RI))]

y

jjLI jj jjRI jj cos �I = LTI � RI =
qX
h=1

rX
j=1

ln [1 + �j (LI)] ln [c10 (1� �h (RI))] ;

se obtiene el resultado enunciado.

Así, �2I se puede expresar en función de tres componentes: jjLI jj
2, jjRI jj2 y jjLI jj jjRI jj cos �I ,

que puede interpretarse como la interacción entre las dos componentes anteriores.

Teniendo en cuenta los autovalores (4.3.9) y (4.3.10), se puede aplicar el teorema 4.3.2 a la
medida de Rao, �2i , asociada a la i-ésima observación de Y sobre el EMV bB del MCC, como se
recoge a continuación.

Nota 4.3.4 A partir del teorema anterior, cuando k = 1 e I = fig, 1 � i � n, se tiene

Li = (1q 
 a), donde aT =
�
ln

�
1

1� pii

�
; 0; :::; 0

�
y

Ri = (b
 1r); donde bT = (ln [c11�i] ; ln[c11]; :::; ln[c11]) ;
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con c11 dado por (4.3.8), �i = T�1i y 1s = (1; :::; 1) 2 Rs. En consecuencia, la medida de Rao,
�2i , puede ser descompuesta por

2�2i = jjLijj
2 + jjRijj2 + 2 jjLijj jjRijj cos �i;

donde

jjLijj2 = q
rX
j=1

ln2 [1 + �j(Li)] = q ln
2

�
1

1� pii

�
;

jjRijj2 = r
qX
h=1

ln2 [c11(1� �h(Ri))] = r ln
2 [c11�i] + (q � 1)r ln2 [c11]

y

jjRijj jjLijj cos �i = LTi :Ri =
qX
h=1

rX
j=1

ln [1 + �j (Li)] ln [c11 (1� �h (Ri))] =

= ln

�
1

1� pii

�
ln [c11�i] + (q � 1) ln

�
1

1� pii

�
ln [c11] =

= ln

�
1

1� pii

�
(ln [�i] + q ln [c11]) :

4.3.1. In�uencia en combinaciones lineales de bB
La distancia de Rao puede ser extendida como medida de in�uencia sobre las combinaciones

lineales del EMV de la matriz de coe�cientes de regresión B del MCC. Sea 	 = DBL, con
D y L matrices de dimensiones (s � q) y (r � l); respectivamente, donde rg(D) = s � q y
rg(L) = l � r: Teniendo en cuenta Kollo y von Rosen (2005), el EMV de 	 es

b	 =D(s�q) bB(q�r)L(r�l): (4.3.11)

En la sección anterior, para la aplicación de la distancia de Rao como medida de in�uencia,
la distribución de bB fue aproximada por la distribución normal

Nq;r(B; c1(X
T��1X)�1; (ZZT )�1);

por el teorema C.1.2 se puede aproximar la distribución del EMV b	(s�l) = D bBL a través de
la distribución normal

Ns;l
�
vec(DBL); c1D(X

T��1X)�1DT ;LT (ZZT )�1L
�
;

por lo tanto, dVar[D bBL] = c1
n� rL

T (ZZT )�1L
DSXDT ; (4.3.12)

matriz simétrica de dimensión (sl � sl):
Por otro lado, considerando las combinaciones lineales de bB en el MCC(I), la distribución

del EMV b	(I) =D bB(I)L puede ser aproximada por la distribución normal

Ns;l(D bBL; c6D(XT��1X)�1DT ;LT (Z(I)Z
T
(I))

�1L)
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y dVar[D bB(I)L] =
c6

n� k � rL
T (Z(I)Z

T
(I))

�1L
D
�
XTS�1(I)X

��1
DT ; (4.3.13)

matriz simétrica de dimensión (sl � sl):

Por tanto, se veri�ca que la distribución de los EMV b	 y b	(I) pueden ser aproximadas por
distribuciones normales sl-variantes con esperanza común y matrices de covarianza diferentes.
Teniendo en cuenta (4.2.4), como dVar[D bBL] es no singular, la versión muestral del cuadrado
de la distancia de Rao, para evaluar la in�uencia que sobre la distribución de b	 =D bBL ejerce
el conjunto de observaciones subindicadas por I, es

�2I(
b	) = 1

2

slX
i=1

ln2
h
�i

�dVar[D bB(I)L](dVar[D bBL])�1�i ; (4.3.14)

donde �i(A), i = 1; :::; sl; representan los autovalores de la matriz cuadrada A(sl�sl):

Usando la expresión anterior, la medida de Rao para estudiar la in�uencia del subconjunto
de observaciones Y I en combinaciones lineales del EMV bB para el MCC es presentada en el
siguiente teorema.

Teorema 4.3.3 En el MCC, la medida de Rao asociada a Y I sobre b	 es

�2I(
b	) = 1

2

lX
a=1

sX
b=1

ln2 [c10 (1 + �a (LI)) (1� �b (RI))] ;

siendo

LI = L
T (ZZT )�1ZI(Ik �HI)

�1ZTI (ZZ
T )�1L(LT (ZZT )�1L)�1

y

RI =DSXX
TS�1EIV

�1
I E

T
I S

�1XSXD
T (DSXD

T )�1;

con c10 dada por (4.3.7), donde �a(LI); a = 1; :::; l, y �b(RI), b = 1; :::; s, representan los
autovalores de las matrices cuadradas RI y LI , respectivamente.

Demostración: De los lemas 4.3.1 y 4.3.2, resulta�
LT (Z(I)Z

T
(I))

�1L
� �
LT (ZZT )�1L

��1
= I l +L

T
�
ZZT

��1
ZI (Ik �HI)

�1

ZTI
�
ZZT

��1
L
�
LT (ZZT )�1L

��1
y �

D(XTS�1(I)X)
�1DT

� �
DSXD

T
��1

= Is �DSXXTS�1EIV
�1
I E

T
I S

�1X

SXD
T
�
DSXD

T
��1

:
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Por tanto, teniendo en cuenta los estimadores de las matrices de covarianza, (4.3.12) y (4.3.13),
y el teorema B.0.5, se obtiene

dVar[D bB(I)L]
�dVar[D bBL]��1 =

=

�
c6

n� k � rL
T (Z(I)Z

T
(I))

�1L
D(XTS�1(I)X)
�1DT

�
�

c1
n� rL

T (ZZT )�1L
DSXDT

��1
=

= c10

�
LT (Z(I)Z

T
(I))

�1L(LT (ZZT )�1L)�1 
D(XTS�1(I)X)
�1DT (DSXD

T )�1
�
=

= c10

�
I l +L

T
�
ZZT

��1
ZI (Ik �HI)

�1ZTI
�
ZZT

��1
L
�
LT (ZZT )�1L

��1�



�
Is �DSXXTS�1EIV

�1
I E

T
I S

�1XSXD
T
�
DSXD

T
��1�

;

matriz simétrica de dimensión (sl � sl): Así, de (4.3.14),

�2I(
b	) = 1

2

slX
i=1

ln2
�
�i

�dVar[D bB(I)L]
�dVar[D bBL]��1�� =

=
1

2

slX
i=1

ln2
h
c10�i

�
Is �DSXXTS�1EIV

�1
I E

T
I S

�1XSXD
T
�
DSXD

T
��1� 




�
I l +L

T
�
ZZT

��1
ZI (Ik �HI)

�1ZTI
�
ZZT

��1
L
�
LT (ZZT )�1L

��1�i
=

=
1

2

lX
a=1

sX
b=1

ln2
h
c10

�
1� �b

�
DSXX

TS�1EIV
�1
I E

T
I S

�1XSXD
T
�
DSXD

T
��1��

�
1 + �a

�
LT
�
ZZT

��1
ZI (Ik �HI)

�1ZTI
�
ZZT

��1
L
�
LT (ZZT )�1L

��1��i
:

Como el producto de Kronecker es de orden sl, la demostración queda concluida.

La medida de Rao, para estudiar la in�uencia del subconjunto Y I sobre las combinaciones
lineales, b	 =D bBL, se puede particularizar como medida de in�uencia de la i-ésima observación
de Y .

Corolario 4.3.2 En el MCC, cuando k = 1 e I = fig, 1 � i � n,

�2i (
b	) = 1

2

lX
a=1

sX
b=1

ln2 [c11 (1 + �a (Li)) (1� �b (Ri))] (4.3.15)

con
Li =

1

1� pii
LT (ZZT )�1ziz

T
i (ZZ

T )�1L(LT (ZZT )�1L)�1;

Ri =
1

vii
DSXX

TS�1eie
T
i S

�1XSXD
T (DSXD

T )�1

y c11 dado por (4.3.8).
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Además, por el lema B.0.2, se concluye que las matrices Li y Ri implicadas en la medida
de Rao (4.3.15) tienen solamente un autovalor no nulo

El corolario 4.3.2 proporciona la distancia de Rao, para el MCC, como medida de in�uen-
cia cuando se pretende analizar el efecto de la i-ésima observación de Y en un determinado
subconjunto de bB, basta para ello sustituir D y L por matrices adecuadas. A continuación,
se presenta la distancia de Rao como medida de in�uencia para tres posibles elecciones de las
matrices D y L.

4.3.1.1. In�uencia en las �las de bB
Para estudiar la in�uencia de la i-ésima observación yi de Y en la j-ésima �la de bB, se

puede escoger L = Ir, rg(L) = r y D = dTj , rg(D) = 1 � q, donde dj es un vector de
dimensión q con la j-ésima componente la unidad y las restantes cero y, de (4.3.11), se tieneb	(1�r) = d

T
j(1�q)

bB(q�r): Por tanto, del corolario 4.3.2, se obtiene

Ri =
1

vii

�
dTj SXX

TS�1ei
�2

dTj SXd
T
j

2 R

y

Li =
1

1� pii
(ZZT )�1ziz

T
i :

Teniendo en cuenta (4.3.12) y (4.3.13), se observa que

dVar[dTj bB(i)](dVar[dTj bB])�1
es una matriz simétrica de dimensión (r�r), concluyéndose que la medida de Rao para estudiar
la in�uencia de yi sobre la j-ésima �la de bB en el MCC es

�2i(j�)(
bB) = 1

2

rX
a=1

ln2 [c11 (1�Ri) (1 + �a (Li))] : (4.3.16)

Para el desarrollo de la medida de Rao para las �las de bB, se observa que para �2i(j�), la
componente Li es la misma que para la medida de Rao, �2i , por tanto, usando (4.3.9), de (4.3.16)
se obtiene

�2i(j�) =
1

2
ln2

"
c11

�
1

1� pii

� 
1� 1

vii

 
(dTj SXX

TS�1ei)2

dTj SXdj

!!#
+ (4.3.17)

+
r � 1
2

ln2

"
c11

 
1� 1

vii

 
(dTj SXX

TS�1ei)2

dTj SXdj

!!#
:
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Nota 4.3.5 En el MCC, para el estudio de la in�uencia en las �las de bB, la medida de Rao,
�2i(j�); puede ser expresada como función de la componente de localización, LC

2
i(j�), de la medida

de Fréchet �i(j�): En efecto, de (3.4.47), se obtiene

(dTj SXX
TS�1ei)2

vii
=

vii

kTi (ZZ
T )�2ki

LC2i(j�);

por tanto, de (4.3.17),

�2i(j�) =
1

2
ln2

"
c11

�
1

1� pii

� 
1� vii

dTj SXdjk
T
i (ZZ

T )�2ki
LC2i(j�)

!#
+

+
r � 1
2

ln2

"
c11

 
1� vii

dTj SXdjk
T
i (ZZ

T )�2ki
LC2i(j�)

!#
:

Nota 4.3.6 Teniendo en cuenta que

vii

kTi (ZZ
T )�1ki

= Ti�
�1
i ;

(véase nota 3.4.3), de la expresión de DLi(j�); dada en (2.4.9), se concluye que

1

vii

(dTj SXX
TS�1ei)2

dTj SXdj
=

rvii

kTi (ZZ
T )�1ki

DLi(j�) = r
Ti
�i
DLi(j�):

De este modo,

�2i(j�) =
1

2
ln2
�
c11

�
1

1� pii

��
1� rTi

�i
DLi(j�)

��
+
r � 1
2

ln2
�
c11

�
1� rTi

�i
DLi(j�)

��
:

Es decir, en el MCC, la medida de Rao, �2i(j�); asociada a la in�uencia de la i-ésima observación

de Y sobre las �las de bB; puede ser expresada como función de la medida de Cook, DLi(j�),
del estadístico Ti, una medida que permite identi�car outliers, y de la cantidad �i, dada en
(3.4.51), la cual es una distancia generalizada en el espacio C(Z).

4.3.1.2. In�uencia en las columnas de bB
Para evaluar la in�uencia de la i-ésima observación yi de Y en la m-ésima columna del

EMV bB del MCC, se puede escoger D = Iq, rg(D) = q y L = hm, rg(L) = 1 � r, con hm 2 Rr
un vector de dimensión r donde la m-ésima componente es la unidad y las restantes son cero,
y (4.3.11) se reduce a b	(q�1) = bB(q�r)hm(r�1): Por tanto, del corolario 4.3.2, se obtiene

Ri =
1

vii
SXX

TS�1eie
T
i S

�1X

y

Li =
1

1� pii
(zTi (ZZ

T )�1hm)2

hTm(ZZ
T )�1hm

2 R:
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Como, por (4.3.12) y (4.3.13),

dVar[ bB(i)hm](dVar[ bBhm])�1
es una matriz simétrica de dimensión (q � q), se obtiene la medida de Rao para estudiar la
in�uencia de yi en la m-ésima columna de bB para el MCC

�2i(�m)(
bB) = 1

2

qX
b=1

ln2 [c11 (1 +Li) (1� �b (Ri))] : (4.3.18)

Como �2i(�m) tiene la misma componente Ri que �2i , usando (4.3.10) y (4.3.18),

�2i(�m) =
1

2
ln2
�
c11

�
1 +

1

1� pii
(zTi (ZZ

T )�1hm)2

hTm(ZZ
T )�1hm

�
�i

�
(4.3.19)

+
q � 1
2

ln2
�
c11

�
1 +

1

1� pii
(zTi (ZZ

T )�1hm)2

hTm(ZZ
T )�1hm

��
;

con �i = T�1i .

Por otro lado, como de la descomposición (3.4.57) se obtiene

1

1� pii
(zTi (ZZ

T )�1hm)2

hTm(ZZ
T )�1hm

=

8<:
pii
1�pii ; hm = zi

0 ; hm 6= zi
; (4.3.20)

la medida de Rao, �2i(�m), se reduce a

�2i(�m) =

8><>:
1
2 ln

2
h
c11

�
1

1�pii

�
�i

i
+ q�1

2 ln2
h
c11

�
1

1�pii

�i
, hm = zi

1
2 ln

2 [c11�i] +
q�1
2 ln2 [c11] , hm 6= zi

: (4.3.21)

Nota 4.3.7 Se observa que las dos cantidades de �2i(�m) dadas en (4.3.21) no dependen de m
(columnas o grupos) solamente de i (observaciones). O sea, usando la medida de Rao para el
estudio de la in�uencia en las columnas de bB, se concluye que la in�uencia de una observación
en los grupos no correspondientes a dicha observación es siempre la misma, es decir, cada grupo
de observaciones ejerce la misma in�uencia en cada uno de los restantes grupos. En este sentido,
cuando r > 2, la simpli�cación (4.3.21) tiene ventajas computacionales en relación a (4.3.19).

4.3.1.3. In�uencia en los elementos de bB
Se considera ahora la in�uencia de la i-ésima observación yi de Y en el (j;m)-ésimo elemento

del EMV de la matriz de coe�cientes de regresión B; con 1 � j � q y 1 � m � r: En este
caso, D = dTj , rg(D) = 1 � q, y L = hm; rg(L) = 1 � r, y la expresión (4.3.11) se reduce ab	 = dTj(1�q)

bB(q�r)hm(r�1) 2 R: Del corolario 4.3.2, se obtiene

Ri =
1

vii

�
dTj SXX

TS�1ei
�2

dTj SXd
T
j

2 R
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y

Li =
1

1� pii
(zTi (ZZ

T )�1hm)2

hTm(ZZ
T )�1hm

2 R;

donde la componente Ri coincide con la de �2i(j�) y Li con la de �
2
i(�m).

Como, de (4.3.12) y (4.3.13), se observa que

dVar[dTj bB(i)hm](dVar[dTj bBhm])�1 2 R;
del corolario 4.3.2, se obtiene la medida de Rao asociada a yi sobre el (j;m)-ésimo elemento debB para el MCC

�2i(jm)(
bB) = 1

2
ln2 [c11 (1 +Li) (1�Ri)] = (4.3.22)

=
1

2
ln2

"
c11

�
1 +

1

1� pii
(zTi (ZZ

T )�1hm)2

hTm(ZZ
T )�1hm

� 
1� 1

vii

(dTj SXX
TS�1ei)2

dTj SXdj

!#
:

Por otro lado, usando la descomposición (4.3.20) se obtiene la siguiente simpli�cación

�2i(jm) =

8>>>><>>>>:
1
2 ln

2

�
c11

�
1

1�pii

��
1� 1

vii

(dTj SXX
TS�1ei)2

dTj SXdj

��
; hm = zi

1
2 ln

2

�
c11

�
1� 1

vii

(dTj SXX
TS�1ei)2

dTj SXdj

��
; hm 6= zi

: (4.3.23)

Nota 4.3.8 Se observa que las dos cantidades en la medida �2i(jm) dada por (4.3.23) no depen-
den de m (columnas o grupos), solamente de i (observaciones) y j (�las). O sea, la in�uencia
de una observación en los elementos de bB que pertenezcan a columnas no correspondientes
al grupo de dicha observación es siempre la misma. Así, la expresión (4.3.23) tiene ventajas
computacionales respecto a la expresión (4.3.22) para el cálculo de �2i(jm), cuando r > 2.

Nota 4.3.9 La medida de Rao, �2i(jm), para los elementos de bB se puede expresar como función
de las componentes de la medida de Fréchet, �i(jm). En relación a la componente de localización,
LC2i(jm), de (3.4.63),

(dTj SXX
TS�1ei)

2

vii
=

vii

(kTi (ZZ
T )�1hm)2

LC2i(jm);

entonces de (4.3.23), se tiene

�2i(jm) =

8>>>><>>>>:
1
2 ln

2

�
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�
1

1�pii

��
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viiLC
2
i(jm)

dTj SXdj(k
T
i (ZZ

T )�1zi)2

��
; hm = zi

1
2 ln

2

�
c11

�
1�

viiLC
2
i(jm)

dTj SXdj(k
T
i (ZZ

T )�1hm)2

��
; hm 6= zi

:
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Para la componente de dispersión, DC2i(jm), efectivamente, de (3.4.68), se obtiene

�2i(jm) =

8>>>>>><>>>>>>:

1
2 ln

2

"
n�r
c1

�q
c1
n�r +

r
DC2

i(jm)

dTj SXdjh
T
m(ZZ

T )�1hm

�2#
; DC2i(jm) > DC1i(jm)

1
2 ln

2

"
n�r
c1

�q
c1
n�r �

r
DC2

i(jm)

dTj SXdjh
T
m(ZZ

T )�1hm

�2#
; DC2i(jm) < DC1i(jm)

;

donde DC1i(jm) y DC2i(jm), de�nidas en (3.4.66) y (3.4.67), respectivamente, son dos de las
componentes de DC2i(jm). Por tanto, la medida �

2
i(jm) es una función creciente de DC

2
i(jm).

Nota 4.3.10 La medida de Rao, �2i(jm), se puede expresar como función de DLi(jm), la medida

de Cook para los elementos de bB. Como de (3.4.74), se puede considerar
1

vii

(dTj SXX
TS�1ei)2

dTj SXdj
=

8>><>>:
viipiiDLi(jm)

(kTi (ZZ
T )�1zi)2

; hm = zi

viipmmDLi(jm)
(kTi (ZZ

T )�1hm)2
; hm 6= zi

;

de (4.3.23), se obtiene

�2i(jm) =

8>><>>:
1
2 ln

2
h
c11

�
1

1�pii

��
1� viipiiDLi(jm)

(kTi (ZZ
T )�1zi)2

�i
; hm = zi

1
2 ln

2
h
c11
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1� viipmmDLi(jm)

(kTi (ZZ
T )�1hm)2

�i
; hm 6= zi

:

4.4. La medida de Rao en el modelo de curvas de crecimiento
con estructura simple de Rao

En este apartado se recoge la aplicación de la distancia de Rao como medida de in�uencia
sobre el EMV eB de la matriz de coe�cientes de regresión del MCC(SCS), bajo la hipótesis de
normalidad.

De las secciones 1.4 y 2.5, si las columnas de las matrices del error E y E(I), para el MCC(SCS)
y MCC(SCS)(I), respectivamente, satisfacen Ej � Np (0;�), j = 1; :::; n, con � no singular,
vec( eB) y vec( eB(I)) se distribuyen según distribuciones normales qr-variantes que di�eren sola-
mente en sus varianzas. En efecto,

vec( eB) � Nqr �vec(B); (ZZT )�1 
 ��
y dVar[ eB] = (ZZT )�1 
 e�;
matriz simétrica de dimensión (qr � qr); con e� dado por (1.4.4).

Análogamente,

vec( eB(I)) � Nqr
�
vec(B); (Z(I)Z

T
(I))

�1 
 �
�
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y dVar[ eB(I)] = (Z(I)Z
T
(I))

�1 
 e�(I);
matriz simétrica de dimensión (qr � qr); con e�(I) dado por (2.5.1).

Entonces los estimadores eB y eB(I) siguen distribuciones normales qr-variantes con matrices
de valores esperados iguales y matrices de covarianzas diferentes. Así, siguiendo el razonamiento
de la sección anterior, comodVar[ eB] es no singular, teniendo en cuenta (4.2.4), la versión muestral
del cuadrado de la distancia de Rao para evaluar la in�uencia que sobre la distribución de eB
ejerce el conjunto de observaciones subindicadas por I, en el MCC(SCS), es

�2I(
eB) = 1

2

qrX
i=1

ln2
h
�i

�dVar[ eB(I)](dVar[ eB])�1�i ; (4.4.1)

donde �i(A); i = 1; :::; qr; son los autovalores de la matriz cuadrada A(qr�qr).

El siguiente lema es útil para el desarrollo de (4.4.1) como medida de in�uencia en el EMVeB.
Lema 4.4.1 Sean e� y e�(I) los EMV de la componente de dispersón � del MCC(SCS) y del
MCC(SCS)(I), respectivamente, entonces

e�(I)e��1 = n

n� k
�
Iq � (XTX)�1XTEI(Ik �HI)

�1ETIX(X
TSX)�1(XTX)

�
:

Demostración: Usando la relación entre e� y e�(I); dada en (2.5.5), se obtiene
e�(I)e��1 = � n

n� k
e�� 1

n� k (X
TX)�1XTEI(Ik �HI)

�1ETIX(X
TX)�1

� e��1 =
=

n

n� k
e�e��1 � 1

n� k (X
TX)�1XTEI(Ik �HI)

�1ETIX(X
TX)�1e��1 =

=
n

n� kIq �
1

n� k (X
TX)�1XTEI(Ik �HI)

�1ETIX(X
TX)�1n(XTX)

(XTSX)�1(XTX) =

=
n

n� k
�
Iq � (XTX)�1XTEI(Ik �HI)

�1ETIX(X
TSX)�1(XTX)

�
;

con EI y HI dadas en (2.3.6) y (2.3.7), respectivamente.

Teorema 4.4.1 Para el MCC(SCS), la medida de Rao asociada al subconjunto Y I sobre el
EMV eB es

�2I(
eB) = 1

2

qX
h=1

rX
j=1

ln2
�

n

n� k (1 + �j(LI) (1� �h (RI)))

�
;

con
LI = (ZZ

T )�1ZI(Ik �HI)
�1ZTI

y
RI =X

TEI(Ik �HI)
�1ETIX(X

TSX)�1;

donde �j(LI); j = 1; :::; r; y �h(RI), h = 1; :::; q; son los autovalores de las matrices cuadradas
LI y RI , respectivamente.
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Demostración: Teniendo en cuenta las propiedades (vi) y (vii) del producto de Kronecker,
dadas por el teorema B.0.5, y los lemas 4.3.1 y 4.4.1 se tiene

dVar[ eB(I)](dVar[ eB])�1 = �(Z(I)ZT(I))�1 
 e�(I)��(ZZT )�1 
 e���1 =
=
�
(Z(I)Z

T
(I))

�1 
 e�(I)��(ZZT )
 e��1� =
= (Z(I)Z

T
(I))

�1(ZZT )
 e�(I)e��1 =
=

n

n� k
�
Ir + (ZZ

T )�1ZI(Ik �HI)
�1ZTI

�





�
Iq � (XTX)�1XTEI(Ik �HI)

�1ETIX(X
TSX)�1(XTX)

�
;

matriz simétrica de dimensión (qr � qr): Así, de (4.4.1), se obtiene

�2I =
1

2

qrX
i=1

ln2
h
�i(dVar[ eB(I)](dVar[ eB])�1)i =

=
1

2

qrX
i=1

ln2
�

n

n� k�i
��
Ir + (ZZ

T )�1ZI(Ik �HI)
�1ZTI

�





�
Iq � (XTX)�1XTEI(Ik �HI)

�1ETIX(X
TSX)�1(XTX)

�
)
�
=

=
1

2

qX
h=1

rX
j=1

ln2
�

n

n� k
�
1 + �j

�
(ZZT )�1ZI(Ik �HI)

�1ZTI
��

�
1� �h

�
(XTX)�1XTEI(Ik �HI)

�1ETIX(X
TSX)�1(XTX)

���
=

=
1

2

qX
h=1

rX
j=1

ln2
�

n

n� k
�
1 + �j

�
(ZZT )�1ZI(Ik �HI)

�1ZTI
��

�
1� �h

�
XTEI(Ik �HI)

�1ETIX(X
TSX)�1

���
:

Usando la propiedad (xii) del teorema B.0.5, teniendo en cuenta que el producto de Kronecker
es de orden qr y el lema B.0.3 se concluye la demostración.

También para el MCC(SCS), se puede interpretar la medida de Rao, �2I , como función de
las componentes LI y RI . Como se puede observar, la componente LI es idéntica a la obtenida
en el MCC. Por otro lado, del lema B.0.2, se concluye que la componente RI tiene los mismos
autovalores no nulos, con la misma multiplicidad, que

R�
I = E

T
IX(X

TSX)�1XTEI(Ik �HI)
�1: (4.4.2)

De la expresión (2.5.6) se obtiene que �I = det [Ik �R�
I ], por lo que la matriz R

�
I , basada en

los residuos, puede ser usada en la detección de outliers.

Nota 4.4.1 Por razonamientos análogos a los usados para el MCC en la sección 4.3, también
para el MCC(SCS) se puede descomponer la medida de Rao de la siguiente manera

2�2I = jjLI jj
2 + jjRI jj2 + 2 jjLI jj jjRI jj cos �I ;

donde
LI = (1q 
 a); con aT = (ln [1 + �1(LI)] ; :::; ln [1 + �r(LI)]) ;
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RI = (b
 1r); con bT =
�
ln

�
n

n� k (1� �1(RI))

�
; :::; ln

�
n

n� k (1� �q(RI))

��
;

jj�jj es la norma euclídea y �I es el ángulo entre los vectores LI y RI , siendo 1s = (1; :::; 1) 2 Rs.

Usando el teorema 4.4.1, se obtiene la distancia de Rao como medida de la in�uencia de la
i-ésima observación de Y sobre la distribución del EMV eB:
Corolario 4.4.1 Para el MCC(SCS), cuando k = 1 e I = fig, 1 � i � n, la medida de Rao
asociada al EMV eB es

�2i (
eB) = 1

2

rX
j=1

qX
h=1

ln2
�
n

n� 1 (1 + �j (Li)) (1� �h (Ri))

�
;

con
Li =

1

1� pii
�
ZZT

��1
ziz

T
i

y

Ri =
1

1� pii
XTeie

T
i X

�
XTSX

��1
,

donde pii y ei están de�nidos por (2.3.15) y (2.3.14), respectivamente.

Para el desarrollo de la medida �2i ( eB), se observa que Li es la misma que en el MCC, así de
(4.3.9), se tiene que

�j(Li) =

8<:
pii
1�pii ; j = 1; i = 1; :::; n

0 ; j = 2; :::; r; i = 1; :::; n

: (4.4.3)

Por otro lado, teniendo en cuenta la relación entre los autovalores de las matrices RI y R�
I dada

en (4.4.2), la matriz Ri tiene solamente el autovalor no nulo eTi X(X
TSX)�1XTei, o sea,

�h (Ri) =

8><>:
eTi X(X

TSX)�1XT ei
1�pii , h = 1, i = 1; :::; n

0 , h = 2; :::; q, i = 1; :::; n

;

y como, en el MCC(SCS), un estadístico para determinar si la observación i-ésima de Y es
outlier (véase la sección 2.5), es

Ti =
eTi X

�
XTSX

��1
XTei

1� pii
;

el residuo internamente studentizado para el MCC(SCS), se concluye que

�h(Ri) =

8<:
Ti, h = 1; i = 1; :::; n

0, h = 2; :::; q; i = 1; :::; n
: (4.4.4)
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Así, usando los autovalores (4.4.3) y (4.4.4) en el corolario 4.4.1, la medida de Rao, asociada
a la observación yi sobre el EMV eB del MCC(SCS), se reduce a

�2i (
eB) = 1

2
ln2
�
n

n� 1

�
1

1� pii

�
�i

�
+
r � 1
2

ln2
�
n

n� 1�i
�
+

+
q � 1
2

ln2
�
n

n� 1

�
1

1� pii

��
+
(q � 1)(r � 1)

2
ln2
�
n

n� 1

�
;

donde, �i = 1� Ti: En consecuencia, la medida de Rao, �2i ; es una función creciente de Ti.

Nota 4.4.2 En el MCC(SCS), cuando k = 1 e I = fig, 1 � i � n, teniendo en cuenta los
autovalores (4.4.3) y (4.4.4), la medida de Rao puede decomponerse de la siguiente manera

2�2i = jjLijj
2 + jjRijj2 + 2 jjLijj jjRijj cos �i;

con

Li = (1q 
 a), donde aT =
�
ln

�
1

1� pii

�
; 0; :::; 0

�
y

Ri = (b
 1r); donde bT =
�
ln

�
n

n� 1�i
�
; ln

�
n

n� 1

�
; :::; ln

�
n

n� 1

��
;

donde �i = 1� Ti y 1s = (1; :::; 1) 2 Rs: En este sentido, se obtiene

jjLijj2 = q
rX
j=1

ln2 [1 + �j(Li)] = q ln
2

�
1

1� pii

�
;

jjRijj2 = r
qX
h=1

ln2
�
n

n� 1(1� �q(Ri))

�
= r ln2

�
n

n� 1�i
�
+ (q � 1)r ln2

�
n

n� 1

�
y

jjRijj jjLijj cos � = LTi :Ri =
rX
j=1

qX
h=1

ln [1 + �j (Li)] ln

�
n

n� 1(1� �h (Ri))

�
=

= ln

�
1

1� pii

��
ln [�i] + q ln

�
n

n� 1

��
:

Nota 4.4.3 En el MCC(SCS), es posible expresar �2i ( eB) como función de las medidas presen-
tadas en la sección 2.5. Por ejemplo, de la medida de Cook, Di; para la i-ésima observación de
Y , dada en (2.5.11), se obtiene

�i = 1�
1� pii
npii

Di;

entonces

�2i (
eB) = 1

2
ln2
�
n

n� 1
1

1� pii

�
1� 1� pii

npii
Di

��
+
q � 1
2

ln2
�
n

n� 1
1

1� pii

�
+

+
r � 1
2

ln2
�
n

n� 1

�
1� 1� pii

npii
Di

��
+
(q � 1)(r � 1)

2
ln2
�
n

n� 1

�
:

Es decir, la medida de Rao puede ser considerada como una función creciente de pii (constante
en cada grupo) y Di:
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4.4.1. In�uencia en combinaciones lineales de eB
La extensión de distancia de Rao como medida de in�uencia en combinaciones lineales del

EMV de la matriz de coe�cientes de regresión del MCC(SCS) es similar al realizado para el MCC.
En este caso, se consideran los EMV e	 = D(s�q) eB(q�r)L(r�l) y e	(I) = D(s�q) eB(I)(q�r)L(r�l);
donde rg(D) = s � q y rg(L) = l � r:

Teniendo en cuenta las distribuciones de vec( eB) y vec( eB(I)), usando el teorema C.1.2, se
obtiene

vec(D eBL) � Nsl �vec(DBL);LT (ZZT )�1L
D�DT
�

y

vec(D eB(I)L) � Nsl
�
vec(DBL);LT (Z(I)Z

T
(I))

�1L
D�DT
�
;

resultando dVar[D eBL] = LT (ZZT )�1L
De�DT (4.4.5)

y dVar[D eB(I)L] = L
T (Z(I)Z

T
(I))

�1L
De�(I)DT ; (4.4.6)

matrices simétricas de dimensión (sl � sl):

Entonces, de (4.2.4), como dVar[D eBL] es no singular, la versión muestral del cuadrado de
la distancia de Rao, como medida de in�uencia del subconjunto de observaciones Y I en las
combinaciones lineales de eB, es

�2I(
e	) = 1

2

slX
i=1

ln2
�
�i

�dVar[D eB(I)L]
�dVar[D eBL]��1�� ; (4.4.7)

donde �i(A), i = 1; :::; sl; representan los autovalores de la matriz cuadrada A(sl�sl):

A partir de la expresión general (4.4.7) se enuncia el siguiente teorema.

Teorema 4.4.2 Para el MCC(SCS), la medida de Rao asociada a Y I sobre e	 es

�2I(
e	) = 1

2

lX
a=1

sX
b=1

ln2
�

n

n� k (1 + �a(LI)) (1� �b(RI))

�
;

con
LI = L

T (ZZT )�1ZI (Ik �HI)
�1ZTI (ZZ

T )�1L(LT (ZZT )�1L)�1

y

RI =
1

n
D(XTX)�1XTEI (Ik �HI)

�1ETIX(X
TX)�1DT (De�DT )�1;

donde �a(LI); a = 1; :::; l, y �b(RI), b = 1; :::; s, son los autovalores de las matrices cuadradas
LI y RI , respectivamente.
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Demostración: Del lema 3.4.2, se obtiene

(LT (Z(I)Z
T
(I))

�1L)
�
LT (ZZT )�1L

��1
= I l +L

T
�
ZZT

��1
ZI (Ik �HI)

�1

ZTI
�
ZZT

��1
L
�
LT (ZZT )�1L

��1
;

y, de 2.5.5,

(De�(I)DT )(De�DT )�1 =
n

n� k (Is �
1

n
D(XTX)�1XTEI (Ik �HI)

�1

ETIX(X
TX)�1DT (De�DT )�1):

Usando los estimadores de las matrices de covarianza, (4.4.5) y (4.4.6), y el teorema B.0.5, se
obtiene que

dVar[D eB(I)L](dVar[D eBL])�1 =
= (LT (Z(I)Z

T
(I))

�1L
De�(I)DT )(LT (ZZT )�1L
De�DT )�1 =

= (LT (Z(I)Z
T
(I))

�1L
De�(I)DT )((LT (ZZT )�1L)�1 
 (De�DT )�1) =

= (LT (Z(I)Z
T
(I))

�1L)(LT (ZZT )�1L)�1 
 (De�(I)DT )(De�DT )�1 =

=
n

n� k (I l +L
T (ZZT )�1ZI (Ik �HI)

�1ZTI (ZZ
T )�1L(LT (ZZT )�1L)�1)



 (Is �
1

n
D(XTX)�1XTEI (Ik �HI)

�1ETIX(X
TX)�1DT (De�DT )�1);

matriz simétrica de dimensión (sl � sl), de (4.4.7), teniendo en cuenta que el producto de
Kronecker es de orden sl; se concluye la demostración.

El corolario siguiente permite considerar la distancia de Rao como medida de in�uencia de
la i-ésima observación de Y en un determinado subconjunto del EMV eB.
Corolario 4.4.2 Para el MCC(SCS), cuando k = 1 e I = fig, 1 � i � n, la medida de Rao
asociada a e	 es

�2i (
e	) = 1

2

lX
a=1

sX
b=1

ln2
�
n

n� 1 (1 + �a (Li)) (1� �b (Ri))

�
;

con

Li =
1

1� pii
LT (ZZT )�1ziz

T
i (ZZ

T )�1L(LT (ZZT )�1L)�1

y

Ri =
1

n(1� pii)
D(XTX)�1XTeie

T
i X(X

TX)�1DT (De�DT )�1:

A continuación, se presentan las medidas de Rao resultantes de tres posibles elecciones de
las matrices D y L.
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4.4.1.1. In�uencia en las �las de eB
Para estudiar la in�uencia de la i-ésima observación de Y en la j-ésima �la de eB; en el

MCC(SCS), se tiene e	 = dTj
eB: Entonces, del corolario 4.4.2, la medida de Rao en este caso es

�2i(j�)(
eB) = 1

2

rX
a=1

ln2
�
n

n� 1 (1�Ri) (1 + �a (Li))

�
; (4.4.8)

con
Li =

1

1� pii
(ZZT )�1ziz

T
i

y

Ri =
1

n(1� pii)

�
dTj (X

TX)�1XTei
�2

dTj
e�dj 2 R:

Por otro lado, teniendo en cuenta que la componente Li es la misma que en la medida de Rao
�2i (
eB), usando (4.4.3), se obtiene

�2i(j�) =
1

2
ln2

"
n

n� 1
1

1� pii

 
1� 1

n (1� pii)
(dTj (X

TX)�1XTei)
2

dTj
e�dj

!#
+

+
r � 1
2

ln2

"
n

n� 1

 
1� 1

n (1� pii)
(dTj (X

TX)�1XTei)
2

dTj
e�dj

!#
:

Nota 4.4.4 En el MCC(SCS), la medida �2i(j�) puede expresarse como función de LC
2
i(j�), la

componente de localización de la medida de Fréchet para las �las de eB. En efecto, de (3.5.13),
1

1� pii
(dTj (X

TX)�1XTei)
2 =

1� pii
p2ii

LC2i(j�);

por tanto

�2i(j�) =
1

2
ln2

"
n

n� 1
1

1� pii

 
1� 1

dTj
e�dj 1� piinp2ii

LC2i(j�)

!#
+

+
r � 1
2

ln2

"
n

n� 1

 
1� 1

dTj
e�dj 1� piinp2ii

LC2i(j�)

!#
:

Nota 4.4.5 En el MCC(SCS), se puede expresar la medida de Rao �2i(j�) como función de

DLi(j�), la medida de Cook para las �las de eB. Dado que, por (2.5.15), se tiene
1

1� pii
(dTj (X

TX)�1XTei)
2

dTj
e�dj =

1� pii
pii

DLi(j�) =
nTi
Di
DLi(j�); (4.4.9)

en consecuencia

�2i(j�) =
1

2
ln2
�
n

n� 1
1

1� pii

�
1� Ti

Di
DLi(j�)

��
+
r � 1
2

ln2
�
n

n� 1

�
1� Ti

Di
DLi(j�)

��
;

siendo Di la medida de Cook dada en (2.5.11) y Ti dado en (2.5.8).
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4.4.1.2. In�uencia en las columnas de eB
Para evaluar la in�uencia de la i-ésima observación de Y en la m-ésima columna de eB, en

el MCC(SCS), basta considerar e	 = eBhm: Entonces, del corolario 4.4.2, la medida de Rao en
este caso es

�2i(�m)(
eB) = 1

2

qX
b=1

ln2
�
n

n� 1 (1 +Li) (1� �b (Ri))

�
; (4.4.10)

con

Li =
1

1� pii
(zTi (ZZ

T )�1hm)2

hTm(ZZ
T )�1hm

2 R

y

Ri =
1

1� pii
XTeie

T
i X(X

TSX)�1:

Teniendo en cuenta que la componente Ri es la misma que en la medida de Rao �2i ( eB), usando
(4.4.4), se obtiene que

�2i(�m) =
1

2
ln2
�
n

n� 1

�
1 +

1

1� pii
(zTi (ZZ

T )�1hm)2

hTm(ZZ
T )�1hm

�
�i

�
+

+
q � 1
2

ln2
�
n

n� 1

�
1 +

1

1� pii
(zTi (ZZ

T )�1hm)2

hTm(ZZ
T )�1hm

��
:

Por otro lado, considerando la descomposición (4.3.20),

�2i(�m) =

8>><>>:
1
2 ln

2
h
n
n�1

1
1�pii�i

i
+ q�1

2 ln2
h
n
n�1

1
1�pii

i
; hm = zi

1
2 ln

2
h
n
n�1�i

i
+ q�1

2 ln2
h
n
n�1

i
; hm 6= zi

:

En resumen, las cantidades de la medida de Rao �2i(�m) no dependen de m. En este sentido, se
tienen las mismas ventajas computacionales que las mencionadas en la nota 4.3.7, para el MCC.

4.4.1.3. In�uencia en los elementos de eB
En relación al estudio de la in�uencia de la i-ésima observación de Y en el (j;m)-ésimo

elemento de eB, para el MCC(SCS), se considera e	 = dTj
eBhm 2 R. Teniendo en cuenta la

medida de Rao asociada a las �las y columnas de eB dadas por (4.4.8) y (4.4.10), respectivamente,
del corolario 4.4.2, se obtiene

�2i(jm) =
1

2
ln2
�
n

n� 1 (1 +Li) (1�Ri)

�
= (4.4.11)

=
1

2
ln2
�
n

n� 1

�
1 +

1

1� pii
(zTi (ZZ

T )�1hm)2

hTm(ZZ
T )�1hm

�
 
1� 1

n (1� pii)
(dTj (X

TX)�1XTei)
2

dTj
e�dj

!#

la medida de Rao asociada a la observación yi sobre el (j;m)-ésimo elemento de eB.
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Por otro lado, considerando la descomposición (4.3.20),

�2i(jm) =

8>>>><>>>>:
1
2 ln

2

�
n
n�1

1
1�pii

�
1� 1

n(1�pii)
(dTj (X

TX)�1XT ei)
2

dTj
e�dj

��
; hm = zi

1
2 ln

2

�
n
n�1

�
1� 1

n(1�pii)
(dTj (X

TX)�1XT ei)
2

dTj
e�dj

��
; hm 6= zi

:

Se observa, como en el MCC, que las cantidades de la medida de Rao �2i(jm) no dependen de m,
es decir, se tienen las mismas ventajas computacionales que las mencionadas en la nota 4.3.8.

Nota 4.4.6 En el MCC(SCS), se puede expresar �2i(jm) como función de DC
2
i(jm); la compo-

nente de dispersión de la medida de Fréchet �i(jm). En efecto, de (3.5.17), se obtiene

�2i(jm) =

8>>>>>><>>>>>>:
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; DC2i(jm) < DC1i(jm)

:

Nota 4.4.7 También es posible establecer una relación entre la medida de Rao �2i(jm) y las
medidas de Cook. De (4.4.9) y (2.5.16), usando (4.4.11), se obtiene

�2i(jm) =
1

2
ln2
�
n
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1
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��
;

donde las medidas de Cook Di, DLi(j�), DLi(�m) y DLi(jm), para el MCC(SCS), están de�nidas
en (2.5.11), (2.5.15), (2.5.16) y (2.5.18), respectivamente.
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Capítulo 5

Implementación y casos prácticos

5.1. Introducción

Para ilustrar esta memoria, en este capítulo se aplican, a algunos conjuntos de datos reales,
las medidas de in�uencia presentadas en el capítulo 2 y los planteamientos metodológicos de
detección de observaciones in�uyentes, bajo la utilización de distancias entre distribuciones de
probabilidad, desarrolladas en los capítulos 3 y 4. El análisis de in�uencia, llevado a cabo en los
ejemplos, se realiza desde el enfoque de la in�uencia individual.

El primer conjunto corresponde a los datos recogidos por Zerbe (1979) en un trabajo sobre la
asociación entre la hiperglucemia y la hiperinsulinemia, a través de diversas medidas repetidas
de fosfato inorgánico plasmático. Este conjunto de datos ya ha sido utilizado en la bibliografía
para el MCC, en particular para el análisis de in�uencia en este campo. En Pan y Fang (2002)
es utilizado en el ámbito del análisis de in�uencia en el EMV de la matriz de coe�cientes de
regresión. Esto permite la comparación del análisis de in�uencia realizado mediante la distancia
entre distribuciones con las técnicas utilizadas por otros autores.

En el segundo ejemplo, se estudia la identi�cación de observaciones in�uyentes en el EMV
de la matriz de coe�cientes de regresión del MCC(SCS). Para ello, se utiliza un conjunto de
datos incluido en un artículo clásico del MANOVA generalizado de Pottho¤ y Roy (1964). Los
datos corresponden a una medida dental (la distancia, en milímetros, del centro de la glándula
pituitaria a la �sura pterigomaxilar) a un conjunto de niños y niñas a distintas edades. Estos
datos han sido utilizados en el estudio de técnicas de detección de observaciones in�uyentes en
diversos trabajos, pudiéndose citar, entre otros, el trabajo de Pan (2002).

Con estos ejemplos sólo se pretende ilustrar el uso y la aplicación de las técnicas de análisis
de in�uencia propuestas a través de la aplicación de las distancias de Fréchet y de Rao, por lo
que no se pretende realizar un análisis detallado de los datos y de los modelos aplicados.

En general, en el análisis de in�uencia, algunos autores proponen para las medidas de in�uen-
cia puntos de corte a partir de los cuales se deben considerar las observaciones in�uyentes. Sin
embargo, otros autores proponen medir la in�uencia de todas las observaciones y considerar
como in�uyentes aquellas que obtengan valores considerablemente mayores en relación con el
resto. Ello puede realizarse a través de una representación grá�ca de los valores del diagnóstico
considerado frente al índice de casos (index plots). Ambas estrategias están cargadas con cierto
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nivel de subjetividad. No obstante, posiblemente, la segunda esté más en la línea de la propia
de�nición de observación in�uencia, por lo que en esta memoria se ha optado por ella.

El software básico utilizado para desarrollar e implementar las medidas de in�uencia pro-
puestas en esta memoria ha sido MATLAB, aunque fácilmente pueden ser trasladas para su
implementación en R.

5.2. Datos de Glucosa

Zerbe (1979) analiza un conjunto de datos obtenidos en un estudio sobre la asociación en-
tre la hiperglucemia y la hiperinsulinemia, a través de diversas medidas repetidas de fosfato
inorgánico plasmático. El estudio se realizó en el Área de Investigación Clínica Pediátrica del
Medical Center de la Universidad de Colorado. En la experiencia, se administran diversos tests
de tolerancia a la glucosa a dos grupos (r = 2) de pacientes: grupo control, con n1 = 13 indi-
viduos, y grupo de pacientes afectados de obesidad, con n2 = 20 individuos. Las observaciones
son mediciones de fosfato inorgánico plasmático (mg/dl) obtenidas a partir de muestras de san-
gre, para cada uno de los n = 33 pacientes, tomadas en p = 8 instantes sucesivos de tiempo
(0 h., 0;5 h., 1 h., 1;5 h., 2 h., 3 h., 4 h. y 5 h.) después de ser administrada la dosis estándar
de glucosa oral.

Este conjunto de datos ha sido posteriormente analizado por Reinsel (1984b), Chi y Reinsel
(1989), Keramidas y Lee (1995) y, en el ámbito del análisis de in�uencia, por Pan y Fang (2002).

Figura 5.2.1: Curvas de crecimiento de los niveles de fosfato inorgánico plasmático (mg/dl) en
individuos del Grupo Control y del Grupo Obesidad

Para la aplicación de las medidas de in�uencia es necesario el ajuste de los datos a través
del MCC, en este sentido la �gura 5.2.1 ilustra las curvas de crecimiento de los niveles de fos-
fato inorgánico plasmático en los dos grupos. A partir de ella, parece razonable considerar un
polinomio de grado 2 o superior para modelizar el crecimiento medio de la variable objetivo.
Pan y Fang (2002) consideran el ajuste de un MCC con matriz de covarianzas no estructura-
da, a través de un polinomio de grado 2, obteniéndose como coe�cientes de determinación
R2 = 0;6564, para el grupo control, y R2 = 0;9423, para el grupo obesidad. Si se utiliza un
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polinomio de grado 3, los coe�cientes de determinación son R2 = 0;903 y R2 = 0;971, respectiva-
mente. Por ello, en esta memoria se opta por un modelo basado en el polinomio de grado 3.

En consecuencia, el modelo de curvas de crecimiento considerado en la modelización de esta
experiencia tiene las siguientes dimensiones: dos grupos (r = 2), el grupo control (n1 = 13
pacientes) y el grupo obesidad (n2 = 20 pacientes); ocho medidas repetidas o instantes de
tiempo considerados (p = 8); polinomio de tercer grado (q = 4). Así, las matrices de diseño son

X =

2664
1 1 1 1 1 1 1 1
0 0;5 1 1;5 2 3 4 5
0 0;25 1 2;25 4 9 16 25
0 0;125 1 3;375 8 27 64 125

3775
T

y Z =

�
1T13 0
0 1T20

�
.

Al considerar un MCC con matriz de covarianzas no estructurada, la única restricción sobre la
matriz de varianzas y covarianzas es que � > 0. En este sentido se obtienen los EMV ( bB) y
GLSE ( eB) para la matriz de coe�cientes de regresión B del MCC,

bB =

2664
4;0106 4;5038
�1;7660 �1;0475
0;6491 0;2920
�0;0608 �0;0204

3775 y eB =

2664
4;0040 4;5924
�1;7702 �1;1939
0;7370 0;3278
�0;0777 �0;0222

3775 :

La �gura 5.2.2 ilustra el ajuste de las curvas obtenidas de los EMV y GLSE, respectivamente.
Para el grupo control se concluye que existe una gran diferencia entre las dos curvas, mientras
que en el grupo obesidad dicha diferencia es menos signi�cativa. Considerando los EMV, los
polinómios ajustados para el modelo son: y = 4;0106 � 1;7660t + 0;6491t2 � 0;0608t3 (grupo
control) e y = 4;5038 � 1;0475t + 0;2920t2 � 0;0204t3 (grupo obesidad), donde t es la variable
tiempo.

Figura 5.2.2: Modelo de Curvas de Crecimiento ajustado al nivel de fosfato inorgánico plasmático
a través de los estimadores MV ( bB) y GLS ( eB) (línea continua: variación media muestral; línea
discontinua: EMV; línea "punto-raya": GLSE)
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Una vez realizado el ajuste del modelo, a continuación, se desarrolla el estudio de la diagnó-
sis del mismo, especialmente el análisis de in�uencia. En primer lugar se aplica el criterio de
detección de outliers (2.4.3), a través del estadístico Ti dado en (2.4.2).

Figura 5.2.3: Medida Ti para detección de outliers

La �gura 5.2.3 muestra que los valores mayores de Ti (1 � i � 33) se alcanzan en el caso 12
(T12 = 1;4050), para el grupo control, y en los casos 18 (T18 = 1;3908), 30 (T30 = 1;9003) y 31
(T31 = 1;5444), para el grupo obesidad. Si se utiliza el criterio (2.4.3), para � = 0;05,

1 +
qC��

n� r � p = 1; 4863;

solamente las observaciones 30 y 31 (grupo obesidad) pueden ser consideradas outliers.

Identi�cadas las observaciones outliers, a continuación, se presentan los resultados de la
aplicación de las medidas de in�uencia existentes en la literatura sobre bB. En la �gura 5.2.4 se
representan diagnósticos de in�uencia propuestos, recogidos en el Capítulo 2 (donde se señalan
aquellas observaciones con valor del diagnóstico más elevado).

A partir de estos grá�cos se pueden señalar diversos aspectos:

Las medidas de Cook, Di, y de Welsch-Kuh, WKi proporcionan resultados similares,
determinando a los individuos 1, 10 (grupo control) y 24; 30 (grupo obesidad) como las
observaciones más in�uyentes.

Las medidas de Andrew-Pregibon, APi, y de Cook-Weisberg, jCWij, detectan los indivi-
duos 5 (grupo control) y 30 (grupo obesidad) como las observaciones más in�uyentes.

La medida de razón de información, IRi; detecta los individuos 30 y 31 (grupo obesidad)
como las observaciones más in�uyentes.

La medida de razón de covarianzas, jCRi � 1j ; es la que proporciona menor información
sobre las observaciones in�uyentes en este caso, al no existir observaciones que se separen
marcadamente de las restantes respecto de dicha medida.
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Figura 5.2.4: Medidas de in�uencia propuestas en la literatura

El estudio conjunto de las medidas anteriores conduce a poder a�rmar que las observa-
ciones más in�uyentes corresponden a los individuos 1; 5 y 10 (grupo control) y 30 (grupo
obesidad).

De un modo general, se puede observar que las medidas de in�uencia propuestas en la lite-
ratura proporcionan información diferente sobre la in�uencia, dependiendo del estadístico
o estimador sobre el que se centra el análisis. Así, este ejemplo es útil para ilustrar que
el uso de una única medida de in�uencia proporciona información incompleta sobre las
posibles observaciones in�uyentes.
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A continuación, se presenta la aplicación de las medidas de in�uencia desarrolladas en esta
memoria a este conjunto de datos.

La �gura 5.2.5 representa la medida de Rao, �i, pudiéndose observar su semejanza con la
grá�ca 5.2.3 del estadístico Ti. De hecho, como se ha comentado en el desarrollo teórico, dicha
medida es función creciente de Ti. En conclusión, la medida �i determina como casos más
in�uyentes los casos outliers detectados por Ti.

Figura 5.2.5: Medida de Rao

La �gura 5.2.6 recoge la medida de Fréchet, �i, a partir de la cual se puede determinar los
individuos 1, 9 y 10 (grupo control) y los individuos 18, 22, 24 y 30 (grupo obesidad) como
las observaciones más in�uyentes. La �gura también recoge el grá�co de dispersión de las dos
componentes de la medida de Fréchet, es decir, de LC2i (componente de localización) versus DC

2
i

(componente de dispersión), para i = 1; :::; n, que puede ser muy ilustrativo para determinar el
sentido de la in�uencia que ejerce cada observación.

Figura 5.2.6: Medida de Fréchet
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El análisis detallado de esta medida y de sus componentes en este conjunto de datos, además
de permitir con�rmar la idea de que es una medida de in�uencia que proporciona información
más completa que las anteriormente analizadas, permite señalar diversos aspectos que se recogen
a continuación:

El individuo 30 (grupo obesidad) es el caso más in�uyente, según la medida de Fréchet.
Este caso, detectado como outlier, también es determinado como in�ueyente por las medi-
das APi de Andrew-Pregibon, CWi de Cook-Weisberg y la razón de información, IRi. Las
medidas Di de Cook y WKi de Welsch-Kuh la detectan, pero de forma menos relevante.
La concordancia de las distintas medidas se debe a que este caso in�uye en la componente
de localización de la distribución muestral del estimador bB y en la componente de disper-
sión o estructura de covarianzas de la misma, como se puede ver en el plot de dispersión
de ambas componentes.

El caso 9 (grupo control) se detecta como el segundo caso más in�uyente a través de la
medida de Fréchet, debido especialmente a su impacto sobre la componente de localiza-
ción de la distribución muestral del estimador bB. Sin embargo, esta observación no es
detectada por las restantes medidas de in�uencia.

Los individuos 1 y 10, ambos del grupo control, también son detectados por la medida de
Fréchet por su in�uencia sobre la componente de localización. Ambos casos son detectados
por las medidas Di de Cook y WKi de Welsch-Kuh, aunque no por las restantes medidas.

En el grupo obesidad, además del caso 30, se detectan como moderadamente in�uyentes
a través de la medida de Fréchet las observaciones 18, 22 y 24. El primer de ellos presenta
valores de las medidas Ti y �i elevados, así como valores moderados de las medidas de Cook
y Welsch-Kuh. También los casos 22 y 24 son levemente resaltados por estas medidas.

Una vez presentadas las medidas de in�uencia sobre el EMV de la matriz de coe�cientes de
regresión, a continuación, se recoge un resumen del estudio de la in�uencia en las �las, columnas
y elementos de dicho estimador. Teniendo en cuenta la de�nición de B, las �las de bB contienen
los estimadores de los coe�cientes de los polinomios ajustados de los dos grupos, mientras que las
columnas contienen los estimadores de los coe�cientes de regresión asociados al grupo control y
al grupo obesidad (cada columna de bB corresponde a un grupo). Los diagnósticos de in�uencia
utilizados son las medidas de Cook, de Fréchet y de Rao. Se han obtenido dichas medidas y las
siguientes grá�cas recogen los resultados más relevantes.

Como ilustración se presenta el estudio realizado en los coe�cientes del término de 2o grado
de las curvas ajustadas, o sea, para la �la tercera de bB, cuyos resultados se recogen en la �gura
5.2.7. De una manera general se pueden realizar las siguientes consideraciones:

Como se ha comentado en la sección 3.5.1.1, la medida de Fréchet, �i(j�), se puede expresar
como función de la distancia de Cook, DLi(j�), por lo que mantienen un cierto nivel
de coincidencia los resultados obtenidos a través de ambas medidas. Sin embargo, no
hay coincidencia completa (véanse las observaciones 30 y 31). Por otra parte, la medida
de Fréchet tiene la ventaja de permitir obtener información sobre la in�uencia de las
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Figura 5.2.7: Medidas de in�uencia sobre la �la tercera de bB
observaciones en la localización y en la dispersión de la distribución del parámetro bajo
estudio. Como ilustración de este comentario se puede observar que los casos 10 y 18
presentan similares niveles de in�uencia según las distancias de Cook y de Fréchet, aunque,
a través del estudio de las componentes de localización y dispersión, se puede a�rmar que
el caso 18 ejerce la in�uencia en ambas componentes, mientras que el caso 10 la ejerce
fundamentalmente en la localización.

La medida de Fréchet y la de Rao detectan observaciones diferentes como más in�uyentes
para las �las de bB. Mientras la medida de Fréchet detecta observaciones in�uyentes en
los dos grupos para todas las �las de bB, la medida de Rao, de una manera general, sola-
mente presenta relevancia en la in�uencia de las observaciones del 2o grupo. En particular,
la medida de Rao presenta cierta concordancia en los resultados con la componente de
dispersión de la medida de Fréchet.
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En las �guras 5.2.8 y 5.2.9 se recogen los resultados correspondientes al estudio de la in�u-
encia sobre las columnas de bB. A partir de este análisis, sin entrar en detalles especí�cos de las
distintas observaciones, se pueden realizar diversas consideraciones:

Se observa nuevamente la falta de coincidencia en los resultados y conclusiones que se
pueden extraer con las medidas de Cook (DLi(�m)), de Fréchet (�i(�m)) y de Rao (�i(�m)),
además de la mayor información proporcionada por la distancia de Fréchet.

Los casos más in�uyentes sobre el estimador de la matriz de coe�cientes de regresión no
son necesariamente los más in�uyentes sobre el estimador de cualquier subconjunto de
parámetros de la misma, en particular, sobre sus columnas. Este aspecto puede quedar
ilustrado por la �gura 5.2.6, en la que se puede ver que el individuo 9, un paciente del
grupo control, es la observación más in�uyente de dicho grupo para el ajuste del modelo
de curvas de crecimiento del nivel de fosfato inorgánico plasmático, no es una observación
in�uyente sobre la 2a columna del estimador, como se ilustra en la �gura 5.2.9.

Figura 5.2.8: Medidas de in�uencia sobre la columna primera de bB
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Figura 5.2.9: Medidas de in�uencia sobre la columna segunda de bB
El estudio de la in�uencia de las observaciones en los elementos (j;m) de bB es ilustrado en

las �guras 5.2.10 y 5.2.11, a partir de las cuales se pueden corroborar algunas de las conclusiones
generales anteriormente expresadas, independientemente de las conclusiones concretas que sobre
los individuos se pueden extraer a partir de un análisis detallado de las mismas.

Como conclusión, con este ejemplo se muestra la validez de las medidas propuestas en esta
memoria para detectar observaciones altamente in�uyentes en el Modelo de Curvas de Creci-
miento. Los casos determinados como in�uyentes son básicamente los mismos que en los estudios
realizados mediante otras técnicas, aunque con nuevas aportaciones y algunos matices diferen-
ciales propios. Por tanto, se puede a�rmar que las medidas de Fréchet y de Rao constituyen
una buena alternativa y un buen complemento a las medidas propuestas en la literatura para
el MCC.
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Figura 5.2.10: Medidas de in�uencia sobre el elemento bb22

Figura 5.2.11: Medidas de in�uencia sobre el elemento bb42
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5.3. Datos dentarios

Pottho¤ y Roy (1964) recogen un conjunto de datos resultantes de un estudio de ortodoncia
sobre la relación entre una medida dental y la edad de un conjunto de niños de ambos sexos
(r = 2). La variable objetivo es la distancia, en milímetros, del centro de la glándula pituitaria
a la �sura pterigomaxilar, en n1 = 11 niñas y n2 = 16 niños a las edades de 8, 10, 12 y 14 años
(p = 4).

Este conjunto de datos ha sido analizado en numerosos artículos sobre el MCC, entre otros,
en Ohlson y von Rosen (2010) y Hamid et al. (2011) y, en particular, en el ámbito del diagnóstico
de in�uencia para el MCC(SCS) por Pan (2002) y Pan y Fang (2002).

A continuación, se aplican los planteamientos metodológicos desarrollados anteriormente
para la identi�cación de observaciones in�uyentes en el EMV de la matriz de coe�cientes de
regresión del MCC(SCS) y en algunas de sus combinaciones lineales.

La �gura 5.3.1 ilustra las curvas de crecimiento dental en los dos grupos, Pan y Fang (2002)
sugieren la aplicación del ajuste lineal (polinomio de grado 1, q = 2) a tales curvas en ambos
grupos.

Figura 5.3.1: Curvas de crecimiento dental

Las matrices de diseño vienen dadas por

X =

�
1 1 1 1
8 10 12 14

�T
y Z =

�
1T11 0
0 1T16

�
.

Por otro lado, Pan (2002) a�rma que la estructura SCS, dada en la sección 1.4, es una
estructura de covarianza apropiada para este conjunto de datos. En este sentido, el EMV de la
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matriz de coe�cientes de regresión B del MCC(SCS) es

eB =

�
17;3727 16;3406
0;4795 0;7844

�
:

Teniendo en cuenta las columnas de eB, las rectas y = 0;4795t+17;3727 e y = 0;7844t+16;3406,
donde t es la variable tiempo, son usadas para el ajuste de las curvas de crecimiento del grupo
de las niñas y del grupo de los niños, respectivamente. El ajuste de las rectas obtenidas del
EMV a la variación media del crecimiento de las observaciones de los dos grupos se presenta
en la �gura 5.3.2, con coe�cientes de determinación R2 = 0;9988 (grupo niñas) y R2 = 0;9818
(grupo niños).

Figura 5.3.2: Modelo de Curvas de Crecimiento ajustado a la media de los dos grupos

Ajustado el modelo, a continuación, se realiza el análisis de diagnóstico de las diferentes
observaciones en eB. Para la identi�cación de las observaciones candidatas a outliers, se usa el
estadístico Ti dado en (2.5.8) a través del criterio (2.5.9), presentado en la sección 2.5. Para
� = 0;05, se obtiene

qC��
(n� r � q) + qC��

= 0;2293;

por lo que las observaciones 21 (T21 = 0;2367) y 24 (T24 = 0;5119) del grupo de los niños
pueden ser consideradas outliers. Estas conclusiones se ilustran en el grá�co de Ti (1 � i � 27);
recogido en la �gura 5.3.3, a través del cual se observa que también conviene prestar atención a
las observacion 10 (T10 = 0;2011), 11 (T11 = 0;1679), del grupo de las niñas, y 15 (T15 = 0;1791).

En relacion a las medidas de in�uencia propuestas en la literatura, cuyos grá�cos se presentan
en la �gura 5.3.3, se pueden realizar las siguientes consideraciones:

Se observa una semejanza entre los grá�cos de las medidas de Cook, Di, de Welsch-
Kuh, WKi, y de Andrew-Pregibon, APi, o sea, dichas medidas identi�can las mismas
observaciones como las más in�uyentes sobre eB: los individuos 10, 11 (grupo de las niñas),
15, 21 y 24 (grupo de los niños). Esta conclusión concuerda con la detección de outliers,
de hecho, dichas medidas son todas funciones crecientes de Ti (véase sección 2.5).
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Existe analogía entre la forma de los grá�cos de la medida de Cook-Weisberg, jCWij, y de
la medida de razón de covarianzas, jCRi � 1j. No obstante, esta última medida detecta los
individuos 1, 5, 7 (grupo de las niñas), 14 y 24 (grupo de los niños) como las observaciones
más in�uyentes del conjunto de datos, mientras jCWij proporciona una mayor relevancia
al individuo 24 como observación más in�uyente.

El estudio conjunto de las medidas anteriores conduce a poder a�rmar que las observa-
ciones más in�uyentes corresponden a los individuos 1, 5, 7, 10, 11 (grupo de las niñas),
14; 15, 21 y 24 (grupo de los niños), siendo el individuo 24 el más in�uyente sobre eB para
este conjunto de datos.

Figura 5.3.3: Medida de detección de outliers y medidas de in�uencia propuestas en la literatura
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Respecto a la aplicación de las medidas de in�uencia desarrolladas en esta memoria a este
conjunto de datos, la �gura 5.3.4 presenta el grá�co de la medida de Rao, �i, y la �gura 5.3.5
presenta la medida de Fréchet, �i, y el grá�co de dispersión de LC2i versus DL

2
i , i = 1; :::; 27,

las dos componentes de dicha medida. Este último grá�co ilustra la in�uencia de las diferentes
observaciones en localización y dispersión en la distribución de eB.

Figura 5.3.4: Medida de Rao

Analizando dichas �guras y comparándolas con las medidas propuestas en la literatura
(�gura 5.3.3), se puede concluir lo siguiente:

La medida de Rao, �i; determina las mismas observaciones in�uyentes, en el mismo orden
de magnitud, que Di, WKi y APi, por tanto, la detección de observaciones in�uyentes
por la medida �i está de acuerdo con la detección de outliers a través del estadístico Ti.
De hecho, también para el MCC(SCS), la medida �i es una función creciente de Ti (véase
sección 4.4).

Figura 5.3.5: Medida de Fréchet
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La medida Fréchet, �i, también detecta el caso 24 (grupo de los niños) como la observación
más in�uyente en el ajuste del crecimiento del conjunto de datos dentarios. Por otro lado,
se concluye que la observación 24 in�uye en la distribución de eB tanto en su localización
como en su dispersión.

La medida de Fréchet, además de detectar, de una manera general, las mismas obser-
vaciones in�uyentes que las restantes medidas (con más o menos relevancia), detecta el
individuo 8 como la observación más in�uyente del grupo de las niñas sobre eB, observán-
dose que dicha in�uencia es más grande en la localización de la distribución de eB.
También en el MCC(SCS), se puede obtener la conclusión de que la medida de Fréchet
es la que proporciona información más completa en la identi�cación de observaciones
in�uyentes sobre eB.

A continuación, sin entrar en grandes detalles especí�cos de las distintas observaciones yi,
(1 � i � 27), se estudia la in�uencia en las �las, columnas y elementos de eB. Sus �las correspon-
den a las intersecciones en el origen y en las pendientes del tiempo en el análisis del crecimiento,
respectivamente, para los dos grupos, mientras que las columnas corresponden a los coe�cientes
de las rectas ajustadas a los dos grupos.

Figura 5.3.6: Medidas de in�uencia sobre la �la primera de eB
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En relación a las �las de eB, de las �guras 5.3.6 y 5.3.7 sobresalen las siguientes conside-
raciones:

La medidas de Cook, DLi(j�), y Fréchet, �i(j�), detectan las mismas observaciones in-
�uyentes (véase la nota 3.5.3), en la que �i(j�) se puede expresar como función de DLi(j�)).
Pero, la medida de Fréchet tiene la ventaja de dar información sobre la in�uencia de cada
observación en la localización y la dispersión.

Hay una gran diferencia entre los grá�cos de las medidas �i(j�) y �i(j�). La medida de

Fréchet detecta observaciones in�uyentes en la distribución de las dos �las de eB para los
dos grupos, mientras que, de una manera general, la medida de Rao detecta básicamente
la observación 24 como in�uyente en las dos �las. La medida de Rao presenta cierta
concordancia en los resultados con la componente de dispersión de la medida de Fréchet.

Figura 5.3.7: Medidas de in�uencia sobre la �la segunda de eB

Para el análisis de la in�uencia en las columnas de eB, las �guras 5.3.8 y 5.3.9 recogen los
resultados obtenidos para las medidas de Cook, DLi(�m), Fréchet, �i(�m), y de Rao, �i(�m). Se
puede concluir lo siguiente:

De una manera general, no hay concordancia en los resultados y conclusiones que se
pueden extraer de las medidas de Cook, Fréchet y Rao con respecto a la detección de
observaciones in�uentes en el ajuste lineal del crecimiento de los dos grupos.
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Figura 5.3.8: Medidas de in�uencia sobre la columna primera de eB

Contrariamente a las medidas de Fréchet y Rao, la medida de Cook para el MCC(SCS)
asume que cada grupo tiene una curva de crecimiento diferente, de manera que las obser-
vaciones de un grupo no tienen in�uencia en la variación del otro grupo.

Para la medida de Fréchet, la in�uencia de una observación en la estimación de la ecuación
de un grupo al que dicha observación no pertenece sólo se presenta en la componente de
dispersión (véase nota 3.5.4), es el caso de la observación 24 en el ajuste lineal del grupo de
las niñas. La in�uencia de las observaciones 8 y 10; que pertenencen al grupo de las niñas,
en el ajuste del dicho grupo se presenta en ambas componentes, localización y dispersión.

La medida de Rao, de una manera general, detecta observaciones in�uyentes en concor-
dancia con los outliers (como se recoge en la sección 4.4.1.2, �i(�m) es una función creciente
de Ti).

Usando las medidas de Fréchet y de Cook, se concluye que el individuo que ejerce mayor
in�uencia en el modelo ajustado no es necesariamente in�uyente (o el más in�uyente) en
la estimación de un subconjunto de los parámetros.
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Figura 5.3.9: Medidas de in�uencia sobre la columna segunda de eB

El estudio de la in�uencia de las observaciones en cada elemento (j;m) de eB corrobora
algunas de las conclusiones generales anteriormente expresadas, además puede servir como un
complemento al análisis previamente realizado. Como ilustración en las �guras 5.3.10 y 5.3.11
se presentan los resultados de la medida de Cook, DLi(jm), de Fréchet, �i(jm), y de Rao �i(jm)
para dos de los elementos de eB (las pendientes de las curvas ajustadas a los dos grupos).

Como conclusión, al igual que en el caso anterior, con este ejemplo se muestra la validez de
las medidas propuestas en esta memoria para identi�car observaciones altamente in�uyentes en
el Modelo de Curvas de Crecimiento con estructura simple de Rao. Por tanto, se puede a�rmar
que las medidas de Fréchet y de Rao constituyen una buena alternativa y un buen complemento
a las medidas propuestas en la literatura para el MCC(SCS).
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Figura 5.3.10: Medidas de in�uencia sobre el elemento eb21

Figura 5.3.11: Medidas de in�uencia sobre el elemento eb22



Conclusiones y futuras líneas de
investigación

El objetivo planteado para esta memoria fue el estudio del análisis de in�uencia en el modelo
de curvas de crecimiento (MCC) a través de la aplicación de las distancias entre distribuciones
de probabilidad. Tradicionalmente, el análisis de in�uencia sobre un estadístico se ha centrado
en la comparación de los valores obtenidos tras una perturbación del modelo y/o del conjunto de
datos. Esto es, sólo sobre el valor del estadístico obtenido en una muestra concreta. La aproxi-
mación al problema que se propone en esta memoria se centra globalmente en la distribución de
valores que puede tomar el estadístico bajo estudio. Ello proporciona medidas de in�uencia más
globales y, por tanto, menos sensibles a posibles �uctuaciones muestrales. En este sentido, se
proponen dos nuevas medidas de in�uencia alternativas a las medidas existentes, basadas en dos
distancias entre distribuciones de probabilidad clásicas en Estadística, la distancia de Fréchet
(Fréchet, 1957) y la distancia de Rao (Rao, 1949), para el estimador de máxima verosimilitud
(EMV) de la matriz de coe�cientes de regresión del MCC y del MCC bajo la estructura simple
de Rao (MCC(SCS)). Para ello, se usan las técnicas de análisis de in�uencia global, consideran-
do como modelo perturbado uno de los más comúnmente utilizados en la literatura estadística
del análisis de in�uencia, la omisión de un conjunto de observaciones que se ha denotado por
MCC(I).

Las principales aportaciones y conclusiones de este trabajo se resumen a continuación.

En el MCC, bajo la hipótesis de normalidad de las observaciones, el EMV de la matriz
de coe�cientes de regresión B es una función no lineal de la matriz de respuestas, que no se
distribuye según una distribución normal multivariante. No obstante, su distribución puede ser
aproximada bien por una distribución normal matricial o bien por la mixtura de dos distribu-
ciones elípticas matriciales, una distribución normal y una distribución de Kotz. Por otro lado,
el EMV de B en el MCC(SCS) es una función lineal de las respuestas que se distribuye según
una normal matricial. Sobre estas distribuciones y las correspondientes en el modelo perturbado
se aplican las distancias de Fréchet y Rao, obteniéndose medidas de in�uencia que se suman
y complementan a los diagnósticos de in�uencia ya propuestos. Estas medidas proporcionan
información relevante sobre aspectos de interés no contemplados en las existentes, tales como
las componentes de localización y dispersión de la distancia de Fréchet.

La metodología antes citada se ha aplicado en el MCC(SCS), dado que el modelo posee
una estructura de covarianzas que engloba un amplio número de estructuras de gran interés
práctico, tales como la estructura de efectos aleatorios y la estructura uniforme (véase sección
1.4). De forma similar al modelo general, se obtienen medidas de in�uencia que complementan
a las ya propuestas en la literatura.
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En líneas generales, este trabajo ha ido especialmente dirigido a la obtención, mediante las
distancias de Fréchet y Rao, de medidas de in�uencia sobre el EMV de la matriz de coe�cientes
de regresión del MCC y del MCC(SCS), que complementaran y fueran alternativas a las me-
didas existentes. La principal conclusión que se puede obtener de este trabajo es que, como se
ha puesto de relieve, es posible la utilización de las distancias de Fréchet y Rao como medidas
de in�uencia en el MCC y en el MCC(SCS). Además, dichas medidas son útiles para detectar
observaciones in�uyentes y para interpretar diferentes aspectos de los efectos de dichas obser-
vaciones. La medida de Fréchet tiene la gran ventaja de permitir la interpretación de los efectos
de las observaciones en las componentes de localización y dispersión de la distribución de los
estimadores bajo estudio. Por otra parte, la medida de Rao es función creciente de los residuos,
por lo que está directamente relacionada con las técnicas de detección de outliers.

A partir de los comentarios anteriores y el número elevado de medidas de in�uencia pro-
puestas previamente en la literatura, cuestiones que pueden plantearse son: �¿qué medida de
in�uencia debe ser usada en cada momento?�, ¿cuál es la mejor medida de in�uencia?�. Resulta
complejo encontrar respuestas para estas cuestiones, dado que en un modelo estadístico hay
múltiples aspectos que deben ser analizados, estimados o contrastados, y cada diagnóstico de
in�uencia centra su interés sobre uno de estos aspectos, proporcionando, por tanto, información
complementaria al resto de los diagnósticos.

Partiendo de los resultados incluidos en la memoria y las conclusiones antes recogidas surgen
algunas futuras líneas de investigación que pueden extender y ampliar el trabajo realizado en
esta tesis.

Una de ellas es el análisis de in�uencia sobre modelos con otras estructuras de covarianza.
Ante los resultados obtenidos, parece razonable desarrollar la aplicación de las distancias de
Fréchet y Rao como medidas de in�uencia a otras estructuras de covarianza usadas en el MCC.
Por ejemplo, la estructura esférica (Pan y Fang, 2002) y la estructura autoregressiva de 1a orden
o serial (Lee, 1988 y Kanda, 1994).

Otra línea de investigación abierta es explorar la posibilidad de desarrollar las medidas de
in�uencia basadas en las distancia de Fréchet y Rao en el modelo de curvas de crecimiento
extendido

Y =
mX
i=1

XiBiZi + E ;

que se con�gura como suma de modelos de curvas de crecimiento, ampliamente desarrollado en
Kollo y von Rosen (2005). Este modelo es también conocido como modelo de suma de per�les
(Verbyla y Venables, 1988).

También se pueden ampliar los resultados de esta memoria con el estudio de la relación
entre las medidas propuestas y los residuos del modelo de�nidos por von Rosen (1995b). Para
los modelos univariantes, el análisis de los residuos ha sido ampliamente abordado y la mayoría
de las técnicas de diagnóstico están basadas en los mismos. Los trabajos dedicados al estudio
de los residuos en los modelos multivariantes son más limitados, en particular en el MCC. von
Rosen (1995b) concluye que, debido a la estructura bilineal de este modelo, los residuos ordi-
narios se pueden descomponer en tres componentes que dan información sobre las estructuras
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�entre�y �dentro�de los individuos. Los diagnósticos para la detección de outliers y observa-
ciones in�uyentes en el MCC y en el MCC(SCS) propuestos en la actualidad dependen de la
componente de los residuos que proporciona información sobre la estructura �entre�individuos,
es decir, los residuos de�nidos por (2.2.2). No obstante, puede ser útil analizar las relaciones
de estas medidas con las otras componentes de los residuos, no sólo desde el punto de vista del
análisis de in�uencia, sino en la validación de las hipótesis subyacentes en el modelo.

Finalmente se podría abordar el problema del enmascaramiento, que se produce cuando la
muestra incluye un grupo de observaciones tales que su in�uencia conjunta enmascara el efecto
individual de cada una de ellas, provocando que éste no sea detectado mediante el uso de los
estadísticos que analizan la in�uencia individual de cada observación. Aunque en la presente
memoria se han incluido las medidas de in�uencia conjunta basadas en las distancias de Fréchet
y Rao, puede resultar de interés profundizar en el estudio de estas medidas con objeto de evi-
tar el efecto enmascaramiento. Como se recoge en Pan y Fang (1995) y Pan y Bai (2003), los
problemas del enmascaramiento en el MCC pueden ser parcialmente tratados usando la in�u-
encia local o siguiendo los planteamientos de Rousseeuw y van Zomeren (1990) y de Pan et al.
(2000). No obstante, el problema del enmascaramiento no ha sido aún satisfactoriamente resuel-
to para el MCC. Por ello, parece conveniente intentar encontrar una estrategia para estudiar
este problema basada en las medidas propuestas en esta memoria. Para ello, se pueden seguir los
planteamientos de Peña y Yohai (1995), un método usado para el modelo de regresión lineal que
permite seleccionar e�cientemente grupos de observaciones in�uyentes que pasan desapercibidos
al emplear estadísticos de in�uencia individual y con un coste computacional muy inferior al de
otros métodos propuestos en la literatura. Otra alternativa, es el enfoque de Lawrence (1995),
usado para la distancia de Cook como medida de in�uencia en el modelo de regresión.
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Anexo A

Notación

Funciones

�(z) � Función gamma

�m (a) � Función gamma multivariante

Notación matricial

1p � Vector (p� 1) compuesto por unos

A(m�n) � Matriz de orden (m� n)

A = ((aij)) � Matriz con elementos aij

AT � Transpuesta de la matriz A

Ao� Matriz ortogonal a A

diag(A) � Matriz diagonal A

Ip � Matriz identidad de orden p

Eij (p; q) � Matriz de orden (p� q) con los (i; j)-ésimos elementos 1 y los restantes 0

Kpq � Matriz de conmutación (vec-permutación) de orden (pq�pq), denotada para p = q por
Kp2

[A
... B] � Matriz particionada en bloques

A > 0 � Matriz A de�nida positiva (d.p)

Funciones y operadores matriciales

rg (A) � Rango de una matriz A

tr [A] � Traza de una matriz cuadrada A

det [A] � Determinante de una matriz cuadrada A

jjAjj � Norma de Frobenius (o euclídea) de una matriz A
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146 Notación

PA � Matriz de proyección de A, i.e., PA = A
�
ATA

��1
AT

vec (A) � Operador vec de una matriz A

svec (A) � Operador svec de una matriz A

A
B � Producto de Kronecker de las matrices A y B

Var[X] � Matriz de covarianzas de la matriz aleatoria X, i.e., Var[X] =Var[vec (X)]

Espacios vectoriales

C (A) � Espacio columna de A, el espacio generado por las columnas de A

C (Ao) = C (A)? � Espacio ortogonal a C (A), las colunmas de Ao generan el espacio C (A)?

V 1 � V 2� Suma ortogonal de los subespacios vectoriales V 1 y V 2

V 
W� Producto tensorial de los espacios vectoriales V y W

Distribuciones de probabilidad

Ep;n(M ;V ;W ; �) � Distribución elíptica matricial

Np;n(M ;V ;W ) � Distribución normal matricial

Kp;n(M ;V ;W ) � Distribución de Kotz matricial

Wp(n;�) � Distribución de Wishart

GT 2 (p; �h; �e)� Distribución T 2 de Hotelling generalizada



Anexo B

Algebra matricial

En este anexo se recogen diferentes de�niciones y resultados correspondientes, fundamental-
mente, al álgebra matricial. Para demostraciones y otros detalles véase, por ejemplo, Muirhead
(1982), Searle (1982), Seber (1984), Bilodeau y Brenner (1999), Rencher (2002), Timm (2002),
Abadir y Magnus (2005), Kollo y von Rosen (2005) y Seber (2008).

Lema B.0.1 Dadas las matrices A(m�n) y B(n�m) entonces

det [Im +AB] = det [In +BA] :

Lema B.0.2 Para las matrices A(m�n) y B(n�m), los autovalores no nulos de AB y BA son
idénticos.

Lema B.0.3 Si B = CAC�1, donde A, B, C son matrices (m�m) ; entonces A y B tienen
los mismos autovalores.

Lema B.0.4 Sean A(p�p) y B(q�q) matrices no singulares, considerando las matrices C(p�q) y
D(q�p); entonces:

(i)
(A+CBD)�1 = A�1 �A�1CB(B +BDA�1CB)�1BDA�1: (B.0.1)

(ii) Si B = Iq en (i), resulta

(A+CD)�1 = A�1 �A�1C
�
Iq +DA

�1C
��1

DA�1: (B.0.2)

(ii) Cuando, A = Ip y B = Iq, en (i), se obtiene

(Ip +CD)
�1 = Ip �C (Iq +DC)�1D:
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148 Algebra matricial

Lema B.0.5 Sea

Q =

�
A B
C D

�
;

donde Q puede ser rectangular. Cuando A es cuadrada y no singular, la matriz D �CA�1B
se denomina complemento Schur de A en Q, además�

D �CA�1B
��1

=D�1 +D�1C
�
A�BD�1C

��1
BD�1: (B.0.3)

Teorema B.0.1 Sean C(A) y C(B) los espacios columna de A y B, respectivamente. Entonces
C(A) � C(B) si y solo si A = BQ para alguna matriz Q.

Teorema B.0.2 SeaA(p�q) una matriz arbitraria de rango total, la matriz PA = A
�
ATA

��1
AT ;

asociada a la proyeccion ortogonal sobre el espacio C(A), es simétrica, idempotente y tiene rango
igual al rango de A.

Nota B.0.1 Dada A(p�q) una matriz arbitraria con rg (A) = q < p, existen in�nitas matrices
A�(p�(p�q)) tales que

C(A�) = C(A)?;
el espacio matricial ortogonal a C(A). En particular, la matriz I � PA, de rango p� q, puede
representarse por

I � PA =

�
Ao

... Q
�
;

donde Q((p�q)�q) es una matriz arbitraria y A
o
(p�(p�q)) es tal que

C(Ao) = C(A)? =
�
Ao : Ao(p� (p� q)); r (Ao) = p� q; ATAo = 0

	
; (B.0.4)

o sea, Ao es una matriz cuyas columnas generan C(A)?. Es decir, la matriz Ao puede ser
obtenida con p� q columnas linealmente independientes de I � PA,

C(I � PA) = C(Ao) = C(A)?:

Lema B.0.6 Sea S(p�p) > 0 y A(p�q) una matriz arbitraria con rg (A) = q, entonces

S�1 = S�1A(ATS�1A)�1ATS�1 +Ao(AoTSAo)�1AoT (B.0.5)

donde C(Ao) = C(A)?:

Del lema anterior, se puede concluir que, mientras (B.0.5) depende de la matriz Ao(p�(p�q))
que satisface ATAo = 0, ésta no depende de la elección especí�ca de Ao en C(A)?, una vez que
Ao(AoTSAo)�1AoT no depende de una elección especi�ca de Ao; por ser ésta arbitraria. Para
más detalles véase, por ejemplo, Searle (1982).

Nota B.0.2 De (B.0.5), resulta A
�
ATA

��1
AT + Ao

�
AoTAo

��1
AoT = Ip; es decir,

PA + PAo = Ip:
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De�nición B.0.1 Sea A(m�n) = ((aij)), se representa por vec(A) el vector

vec (A) = (a11; :::; an1; a12:::; an2; am1:::; amn)
T :

De�nición B.0.2 Sea A(m�n), se llama matriz de conmutación a la matriz única Kmn de
orden (mn�mn) tal que

Kmnvec (A) = vec
�
AT
�
;

donde Kmn =

mX
i=1

nX
j=1

Eij(m;n)
ETij(m;n).

De�nición B.0.3 Sea A(n�n) = ((aij))1�1;j�p una matriz simétrica, se representa por svec (A)
el vector

svec (A) = (a11; :::; an1; a22:::; an2; :::; ann)
T 2 Rn� ;

donde n� = n(n+1)
2 : El vector svec (A) es también denotado por vech (A).

Teorema B.0.3 Sea A = ((aij)) una matriz de orden (p� q), entonces

tr
�
ATA

�
= tr

�
AAT

�
=

pX
i=1

qX
j=1

a2ij :

Además, tr
�
ATA

�
= 0 si y solo si A = 0:

De�nición B.0.4 La norma de Frobenius (o euclídea ), jjAjj, de una matriz A = ((aij)) de
orden (p� q), se de�ne por

jjAjj =

vuut pX
i=1

qX
j=1

a2ij : (B.0.6)

Teorema B.0.4 Sea A una matriz de orden (p� q) y a = vec(A), entonces jjAjj = jjajj :

De�nición B.0.5 Sean A(n�m) y B(p�q), se de�ne el producto de Kronecker de A por B como
la matriz por bloques de orden (np�mq) tal que

A
B =

264 a11B ::: a1mB
...

. . .
...

an1B ::: anmB

375 :
En general, para cualquiera matriz A, A
k =

k

A = A
A
 :::
A| {z }

k vezes

y
0

A = I.
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Teorema B.0.5 Son válidas las siguientes propiedades para el producto de Kronecker:

(i) �
A = �A = A
 �, 8� 2 R:

(ii) (�A)
 (�B) = �� (A
B), 8�; � 2 R:

(iii) (A
B)T = AT 
BT :

(iv) rg(A
B) = rg (A) rg (B)

(v) Sea A(m�n) y B(p�q), entonces Kpm (A
B) = (B 
A)Kqn y Kpm (A
B)Knq =
B 
A:

(vi) Si A y B son no singulares, entonces también A 
 B es no singular. Además,
(A
B)�1 = A�1 
B�1:

(vii) Sean A(m�n); B(p�q), C(n�r) y D(q�s); entonces (A
B)(C 
D) = AC 
BD:

(viii) Sean A(n�n) y B(q�q) entonces:

a) tr [A
B] = tr [A] tr [B] :

b) det [A
B] = (det [A])q (det [B])n :

(ix) Si A > 0 y B > 0 )
�
9A1=2 y B1=2 y A 
 B = (A1=2 
 B1=2)(A1=2 
 B1=2), o sea,

(A
B)1=2 = A1=2 
B1=2:

(x) Si A > 0 y B > 0 entonces A
B > 0.

(xi) jjA
Bjj = jjAjj jjBjj, donde jj�jj es la norma de Frobenius.

(xii) Sean las matrices A(m�m) y B(n�n) con autovalores �1; :::; �m, y �1; :::; �n; respectiva-
mente. Los mn autovalores de A
B son �i�j (i = 1; :::;m; j = 1; :::; n):

Lema B.0.7 Suponiendo que las siguientes matrices son de dimensiones apropiadas, entonces:

(i) vec (ABC) =
�
CT 
A

�
vec (B) :

(ii) tr [ABCD] = vecT (D)(A
CT )vec(BT ):

De�nición B.0.6 Sean V y W dos espacios vectoriales de dimensiones m y n respectivamente.
Sean fv1; : : : ; vmg y fw1; : : : ; wmg bases de los espacios V y W , respectivamente. Se denomina
producto tensorial de V y W , y se nota por V 
W , al espacio vectorial generado por los vectores
fvi 
 wj : i = 1; : : : ;m ; j = 1; : : : ; ng, donde vi 
 wj representa el vector mn-dimensional
producto de Kronecker de los vectores vi y wj.

De�nición B.0.7 Sean V1 y V2 dos subespacios de un espacio vectorial V , ortogonales entre
sí ( V1 � V ?2 ó V2 � V ?1 ). Se de�ne la suma ortogonal de V1 y V2, y se denota por V1 � V2, al
subespacio vectorial de�nido por

V1 � V2 = fv1 + v2 : v1 2 V1; v2 2 V2g:



Anexo C

Distribuciones multivariantes

En este anexo se recogen algunos resultados básicos de distribuciones multivariantes útiles
en el desarrollo de esta memoria. Las demostraciones de estos resultados, así como un estudio
más detallado, están recogidas en Anderson y Fang (1990), Fang et al. (1990), Gupta y Varga
(1993), Gupta y Varga (1994), Gupta y Nagar (2000) y Kollo y von Rosen (2005).

C.1. Distribución elíptica

La familia de distribuciones elípticas puede ser considerada como una extensión de la nor-
mal multivariante, de gran interés práctico en tanto que conserva muchas de las propiedades
de esta última, tales como la simetría o constituir una familia cerrada ante transformaciones
lineales. Por otra parte, muchos de los resultados y propiedades de la distribución normal mul-
tivariante pueden ser fácilmente trasladados, de forma directa o con leves modi�caciones, a la
familia elíptica. Así, además del interés que tiene para la modelización de poblaciones multi-
variantes, representa una herramienta relevante en técnicas estadísticas robustas en el análisis
multivariante.

La familia de distribuciones elípticas es una clase general de distribuciones cuyos contornos
de densidad constante tienen forma elíptica, como la familia normal, con colas más o menos
pesadas.

Existen diversas formas de introducir la clase de distribuciones matriciales elípticas, con
el objetivo de describir una matriz aleatoria U (p�n), cuyas columnas pueden ser consideradas
como observaciones de una población p-dimensional.

De�nición C.1.1 Una matriz aleatoria U (p�n) se dice que tiene distribución matricial elípti-
ca si admite la función característica 'U (T ) = exp(tr[iT TM ])�(tr[T TV TW ]), con T (p�n),
M (p�n), V (p�p) � 0, W (n�n) � 0 y � : [0;1) ! R la función característica generadora. Se
denota por U � Ep;n(M ;V ;W ; �).

Si n = 1 se dice que U sigue una distribución elíptica multivariante, y se representa por
Ep(m;V ; �); siendo su función característica 'U (t) = exp(itTm)�(tTV t).

El siguiente teorema establece la relación entre la distribución elíptica matricial y la dis-
tribución elíptica multivariante. Permite generalizar los resultados de las distribuciones elípticas
multivariantes al caso matricial. Más precisamente, si U (p�n) tiene una distribución matricial
elíptica entonces es posible aplicar los resultados conocidos de los vectores a vec(U):
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Teorema C.1.1 Sea U (p�n) una matriz aleatoria, entonces U � Ep;n(M ;V ;W ; �) si y solo
si vec(U) � Epn(vec(M);W 
 V ; �):

Nota C.1.1 Las matrices M (p�n), V (p�p) y W (n�n) son los parámetros de la distribución,
dondeM 2 Rp�n puede ser considerado el parámetro matricial de localización yW
V 2 Rpn�pn
el parámetro matricial de escala.

Teorema C.1.2 Sea U � Ep;n(M ;V ;W ; �) y sean A(q�p), B(m�n) y C(q�m) matrices cons-
tantes, entonces

AUBT +C � Eq;m(AMBT +C;AV AT ;BWBT ; �):

Para distribuciones elípticas, la existencia de la función densidad de probabilidad (f.d.p.)
no está siempre garantizada. No obstante, la existencia de la f.d.p. está garantizada si U (p�n)
es una matriz aleatoria cuya distribución conjunta es absolutamente continua (Gupta y Varga,
1994).

Teorema C.1.3 Sea U (p�n) una matriz aleatoria cuya distribución conjunta es absolutamente
continua. Entonces U � Ep;n(M ;V ;W ; �) si y solo si la f.d.p. de U puede ser expresada por

fU (U) = Cnp jV j�
n
2 jW j�

p
2 g
�
tr
h
V �1 (U �M)W�1 (U �M)T

i�
;

donde la función g : R! [0;1); denominada función generadora de densidad, es tal queZ 1

0
unp=2�1g(u)du <1

y Cnp es la constante de normalización

Cnp =
�(np=2)

2�np=2
R1
0 unp�1g(u2)du

; (C.1.1)

con � : [0;1[! R la función gamma. En este caso, se denota U � Ep;n(M ;V ;W ; g).

Lema C.1.1 Toda función g : R! [0;1) tal queZ 1

0
unp=2�1g(u)du <1

es función generadora de una distribución elíptica, con constante de normalización Cnp dada
por (C.1.1).

Teorema C.1.4 Sea U (p�n) una matriz aleatoria yM (p�n), V (p�p) � 0,W (n�n) � 0 matrices
constantes con rg(V ) = q y rg(W ) = m. Entonces U � Ep;n(M ;V ;W ; �) si y solo si se puede

representar estocásticamente ( d=) por

U
d
=M +R��T ; (C.1.2)

donde R es una variable aleatoria no negativa independiente de �(q�m), vec(�
T ) está uni-

formente distribuida en la esfera unidad de Rqm, V = ��T con � una matriz arbitraria de
dimensiones (p� q) y W = T con  una matriz arbitraria de dimensiones (n�m).
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Nota C.1.2 Si U � Ep;n(M ;V ;W ; g) entonces la f.d.p. de la variable aleatoria R incluida en
su representación estocástica (C.1.2), es

fR(r) = Cnp
2�np=2

�(np=2)
rnp�1g(r2), r > 0:

Teorema C.1.5 Sea U � Ep;n(M ;V ;W ; �).

(i) Si U tiene momentos de primera orden �nitos, entonces E[U ] =M :

(ii) Si U tiene momentos de segunda orden �nitos, entonces

Var[U ] = Var[vec(U)] = �2�0(0)(W 
 V ) = E[R2]

np
(W 
 V ):

Teorema C.1.6 Sea X una mixtura de k distribuciones Ep (�;V ; gj) con función de densidad
de probabilidad fj, entonces la f.d.p. de X se puede expresar por

fX (x) = jV j�1=2
kX
j=1

�jCjgj
�
(x� �)TV �1(x� �)

�
donde Cj son las constantes de normalización de cada distribución componente.

C.2. Distribución normal matricial

La distribución normal matricial generaliza la distribución normal multivariante en un con-
texto matricial sus propiedades se exponen ampliamente en Kollo y von Rosen (2005). La
distribución normal matricial puede ser de�nida por su función densidad de probabilidad.

De�nición C.2.1 Se dice que la matriz aleatoria U (p�n) sigue una distribución normal matri-
cial cuando admite la siguiente función de densidad

fU (U) = (2�)
�np

2 jV j�
n
2 jW j�

p
2 exp

�
�1
2
tr
h
V �1(U �M)W�1 (U �M)T

i�
; (C.2.1)

donde M (p�n) ;V (p�p) > 0 y W (n�n) > 0: En este caso, se denota U � Np;n(M ;V ;W ):

Teorema C.2.1 La distribución normal matricial es un caso particular de la distribución elípti-
ca matricial con función característica generadora

�(u) = exp
�
�u
2

�
;

función generadora de densidad

g(u) = exp
�
�u
2

�
y constante de normalización

Cnp = (2�)
�np

2 :
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Corolario C.2.1 Sea U (p�n) una matriz aleatoria con distribución normal matricial con paráme-
tros M , V y W , U � Np;n(M ;V ;W ). Entonces:

(i) E[U ] =M .

(ii) Var [U ] =W 
 V .

Nota C.2.1 Si mi representa la i-ésima columna de M , entonces si W = In, las columnas
de U están independientemente distribuidas según Np(mi;V ), para i = 1; : : : ; n: Además, si
V = Ip todos los elementos de U son mutuamente independientes.

C.3. Distribución de Kotz matricial

La familia de distribuciones tipo-Kotz fue introducida por Kotz (1975) como una generali-
zación de la distribución normal multivariante. Nadarajah (2003) recoge una revisión de esta
familia de distribuciones, con referencias a diferentes aplicaciones. Véase Kollo y Roos (2005)
para una aplicación al MCC.

De�nición C.3.1 Se dice que una matriz aleatoria U (p�n) sigue la distribución de Kotz matri-
cial con parámetrosM , V y W , y se denota por U � Kp;n (M ;V ;W ), si su función densidad
de probabilidad es

fU (U) =
1

np
(2�)�

np
2 jV j�

p
2 jW j�

n
2 g
�
tr
h
V �1 (U �M)W�1 (U �M)T

i�
;

donde g (u) = u exp (�u=2), M (p�n);V (p�p) > 0 y W (n�n) > 0.

Teorema C.3.1 La distribución de Kotz matricial es un caso particular de la distribución
matrical elíptica con función característica generadora

�(u) =

�
1� u

np

�
exp

�
�u
2

�
;

función generadora de densidad

g(u) = u exp
�
�u
2

�
y constante de normalización

Cnp =
1

np
(2�)�

np
2 :

Corolario C.3.1 Sea U (p�n) una matriz aleatoria con distribución de Kotz matricial con pa-
rámetros M , V y W . Entonces:

(i) E[U ] =M .

(ii) Var[U ] =
�
1 + 2

np

�
(W 
 V ).
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C.4. Distribución de Wishart

La distribución matricial conocida por distribución de Wishart (Wishart, 1928) está asociada
a la distribución normal matricial, generaliza la distribución �2 y juega un papel importante en
inferencia multivariante, en particular, en el análisis de covarianza y en la detección de outliers
y observaciones in�uyentes.

De�nición C.4.1 Sea U (p�n) � Np;n(0;�; In), entonces la matriz W (p�p) = UUT tiene
distribución de Wishart centrada con n grados de liberdad y matriz asociada �(p�p) > 0; deno-
tándose por W �Wp(n;�):

Teorema C.4.1 Sea W �Wp(n;�) con n � p, la función densidad de probabilidad de W es

fW (W ) = 2�pn=2
h
�p

�n
2

�i�1
j�j�n=2 jW j(n�p�1)=2 exp

�
�1
2
tr
�
��1W

��
; W > 0;

donde �p (�) denota la función gamma multivariante

�p (a) = �
p(p�1)=4

pY
i=1

�

�
a� 1

2
(i� 1)

�
y � (�) es la función gamma.

Lema C.4.1 Sea W �Wp(n;�) entonces:

(i) E[W ] = n�.

(ii) Var[W ] = n
�
Ip2 +Kp2

�
(�
 �), donde Kp2 es la matriz de conmutación.

A continuación, se presentan algunas propiedades sobre la distribución de Wishart, para
mas detalles véase, por ejemplo, Kollo y von Rosen (2005).

Teorema C.4.2 Se veri�can las siguientes propiedades para la distribución de Wishart:

(i) Si W �Wp(n;�), con n � p y � > 0, entonces P (W > 0) = 1, es decir, con probabilidad
1 tiene sentido hablar de W�1.

(ii) Suponiendo que W �Wp(n;�) y que C(q�p) con r (C) = q entonces la matriz no singular
CWCT �Wq(n;C�C

T ).

(iii) Suponiendo que W �Wp(n;�) y que C(p�q) con r (C) = q. Entonces�
CTW�1C

��1 �Wq(n� p+ q;
�
CT��1C

��1
):

(iv) Sea X(p�n) � Np;n(M ;�; In) y P (n�n) una matriz simétrica. Entonces XPX
T tiene

distribución de Wishart si y solo si P es una matriz idempotente.

(v) Sea X(p�n) � Np;n(M ;�; In) y P (n�n) una matriz simétrica idempotente, tal que,
MP = 0. Entonces XPXT �Wp(rg (P ) ;�).

(vi) Las variables Wishart XTAX y XTBX son independientes si y solo si AB = 0.

(vii) Es reproductiva con respecto a los grados de libertad:



156 Distribuciones multivariantes

C.5. Distribución T 2 de Hotelling generalizada

Las distribuciones basadas en la traza y los autovalores de matrices aleatorias de�nidas posi-
tivas son muy utilizadas en modelos multivariantes. Un caso particular de estas distribuciones
es la distribución T 2 de Hotelling generalizada.

De�nición C.5.1 SeanH �Wp (�h;�) y E �Wp (�e;�) independientes con �e � p, entonces
se de�ne el estadístico traza de Lawley-Hotelling o T 2g de Hotelling generalizado por

T 2g = �etr
�
HE�1

�
= �etr

h
E�1=2HE�1=2

i
:

La distribución de T 2g se denota por GT
2 (p; �h; �e) y se denomina distribución T 2 de Hotelling

generalizada o distribución de Lawley-Hotelling con parámetros p; �h y �e:
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