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Índice general
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Resumen

En la literatura, existen numerosas técnicas para mejorar el rendimiento de la regla de

los k vecinos más cercanos (en inglés, k Nearest Neighbours o kNN). Caben destacar aquellas

que se centran en la selección del número de vecinos (parámetro k) y las que establecen

unos pesos para el conjunto de caracteŕısticas de los ejemplos que conforman los datos

a clasificar. En este trabajo, exponemos una propuesta basada en algoritmos evolutivos

llamada k-Label Dependent Evolutionary Distance Weighting (kLDEDW) que además de

estimar un k óptimo, calcula un conjunto de pesos locales que dependen de cada clase.

De esta manera, a partir de un conjunto de datos de entrenamiento, nuestra propuesta es

capaz de calcular un valor óptimo de k que se complementa con una transformación local del

espacio de caracteŕısticas. Para validar nuestro trabajo de forma exhaustiva, se han utilizado

tanto datos de benchmarking como reales. Los primeros nos han permitido efectuar rigurosos

tests estad́ısticos contra otras propuestas de la literatura basadas en ponderación local. Con

los segundos, hemos podido mostrar el comportamiento de kLDEDW frente a datos masivos

y ruidosos.
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Introducción

((Lanza primero tu corazón y tu caballo saltará el obstáculo. Muchos desfallecen

ante el obstáculo. Son los que no han lanzado primero el corazón.))

– Noel Clarasó

El uso de modelos basados en pesos es muy común en aprendizaje automático, y más

concretamente, en problemas de clasificación [83]. Un ajuste adecuado de pesos durante la

fase de entrenamiento, mejora la tasa de predicción de un modelo dado. Las redes neuronales

artificiales son quizás el ejemplo más claro [50, 63], pero también son utilizados en las

máquinas de vectores de soporte [74] y ampliamente en el vecino más cercano [12] con el fin

de conseguir un mejor ajuste de la capacidad de predicción. Todos estos métodos tienen en

común la búsqueda de pesos óptimos en la etapa de entrenamiento evitando en la medida de

lo posible el sobreajuste. En cuanto al método de optimización, éste puede ser de naturaleza

anaĺıtica (p. ej. RELIEF [78]) o también heuŕıstica, como la computación evolutiva [3] o la

búsqueda tabú [80].

Si revisamos las investigaciones en la literatura relativas a modelos de pesado y vecinos,

podemos comprobar que la mayoŕıa de ellos usan un único conjunto de pesos para todas

las instancias de los datos en observación. Por ejemplo, en el vecino más cercano pesado, se

obtiene un valor ωi para cada caracteŕıstica fi. Esta notación representa la importancia de

fi en el cálculo de la distancia entre dos instancias.

Existen además propuestas de pesado local, que usan pesos aplicados principalmente a

prototipos (regiones) [25] o clases [3, 11]. Teniendo en cuenta el coste computacional del

enfoque basado en prototipos y desde el punto de vista del paradigma evolutivo, hemos

analizado la última opción. Esto es, la obtención de una matriz de pesos (un peso por

caracteŕıstica y clase) (ver Figura 1.1).
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El nivel más interno representa un pesado local más espećıfico (+), mientras que los niveles más
externos representan un sistema global de pesado, y por tanto menos especializado (-).

Figura 1.1: Niveles de pesado

Exploramos la hipótesis de que la influencia sobre una caracteŕıstica no debeŕıa ser la misma

para cada etiqueta o clase. Por ejemplo, si quisiéramos clasificar pacientes de acuerdo a tres

etiquetas que representasen variantes de una enfermedad, la caracteŕıtica ((edad)) podŕıa

ser más importante para una variante que en otra, y por tanto, podŕıa ser más apropiado

tener diferentes pesos en función de cada variante. La dificultad de esta hipótesis es obvia:

si queremos clasificar un nuevo ejemplo con etiqueta desconocida, y tenemos diferentes

conjuntos de pesos para cada clase, ¿qué conjunto de pesos debeŕıa aplicarse?

Como resultado de la hipótesis analizada y su posible resolución, proponemos una heuŕıstica

basada en algoritmos evolutivos que primeramente busca una matriz de pesos por clase en

la fase de entrenamiento, y posteriormente (en la fase de prueba), selecciona uno de los

vectores de pesos para clasificar una instancia de prueba dada, de acuerdo a un clasificador

basado en los k vecinos más cercanos (kNN). Además de esto, la búsqueda del conjunto de

pesos se complementa con el cálculo de un número de vecinos óptimo.

1.1. Objetivos

A continuación, se van a detallar los objetivos principales de este trabajo. Algunos de

ellos ya han sido alcanzados parcialmente, mientras que otros, sirven como punto de partida

para trabajos futuros.

Implementación del método propuesto
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Establecida la hipótesis de partida, la principal tarea consiste en su prueba o refu-

tación. Para ello es necesario una revisión profunda del estado del arte para, de esta

manera, establecer un marco de trabajo en el que se identifiquen aquellos aspectos que

puedan ser mejorados, o incluso que supongan una nueva implementación. Además,

se hace necesaria la elección de las herramientas que posibiliten el diseño de una o

varias soluciones. En nuestro caso, la hipótesis de partida consiste en que un conjunto

de pesos locales sustentado en un k óptimo, debeŕıa mejorar el comportamiento de la

regla kNN. Necesitamos por tanto elegir un método de búsqueda para la comprobación

de tal hipótesis. En nuestro caso, y dada nuestra experiencia, el método expuesto en

esta memoria está basado en computación evolutiva. Además de lo anterior, es sabido

que para problemas reales, la computación evolutiva tiene dificultades en su rendi-

miento debido a sus caracteŕısticas. Para paliar tales deficiencias, hemos considerado

una arquitectura de paralelismo apropiada en función de las necesidades y los recursos

disponibles hasta el momento.

Elaboración de pruebas

Una vez obtenida una solución estable, es necesario establecer una comparativa entre

nuestro método, y los más afines encontrados en la literatura. Para ello ha sido impres-

cindible la implementación de algunos de ellos, lo cual ha incrementado notablemente

el conocimiento del trabajo relacionado que gira en torno a la hipótesis, pero también,

ha aumentado la dificultad de la fase experimental. En cualquier caso, este factor ha

impulsado notablemente la calidad de nuestro trabajo. Para la fase experimental, se

han elegido datos de carácter heterogéneo (múltiples clases y distintos tipos de ca-

racteŕısticas), los cuales, han tenido que ser buscados y formateados en algunos casos.

También se han utilizado datos reales con el fin de facilitar la transferencia tecnológica

de nuestro método. En cuanto a la validez de los resultados, éstos han sido dotados

de objetividad mediante el uso de test estad́ısticos que ya han sido utilizados en la

literatura [16, 30].

Publicación de resultados

Los puntos anteriores culminan con la publicación de resultados. Actualmente, se han

conseguido tres publicaciones en congresos nacionales e internacionales, y dos art́ıcu-

los en revistas indexadas de cierta relevancia (Pattern Recognitions Letters con 1.034

de factor de impacto en Journal Citation Reports®, y Neurocomputing con 1.580 [55],
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[31]). Pero tal y como se observa en las conclusiones de la disertación, quedan abiertas

ĺıneas de investigación muy interesantes, cuyos resultados se sumarán previsiblemente,

a los objetivos ya conseguidos en este punto.

Transferencia tecnológica

Otro objetivo de relevancia consiste en la aplicación de nuestro método en más casos

reales y en la intensificación de las relaciones de colaboración con entidades públicas

y privadas. Este hecho, tendrá como consecuencia una inmersión multidisciplinar que

dará como resultado nuevas ideas de investigación, y nuevas publicaciones postdocto-

rales.

1.2. Periodo de investigación

Con respecto a los objetivos ya alcanzados en el periodo de investigación, podemos

destacar los siguientes:

1.2.1. Principales aportaciones originales

1.2.1.1. Art́ıculos publicados en revistas de impacto

Mateos-Garćıa D, Garćıa-Gutiérrez J, Riquelme-Santos JC. On the evolutionary opti-

mization of k-NN by label-dependent feature weighting. Pattern Recognition Letters,

vol. 33, Issue 16, pp. 2232-2238, 2012.

Garćıa-Gutiérrez J, Mateos-Garćıa D, Riquelme-Santos JC. EVOR-STACK: a label-

dependent evolutive stacking on remote sensing data fusion. Neurocomputing, vol. 74,

n 19, pp. 115-122, 2012.

1.2.1.2. Art́ıculos publicados en congresos internacionales

Mateos-Garćıa D, J Garćıa-Gutiérrez, JC Riquelme. Label Dependent Evolutionary

Feature Weighting for Remote Sensing Data. 5th IC on Hybrid Artificial Intelligence

Systems (HAIS ’10). LNCS 6077, pp. 272-279, 2010.

Garćıa-Gutiérrez J, D Mateos-Garćıa, JC Riquelme. A SVM and k-NN Restricted

Stacking to Improve Land Use and Land Cover Classification. 5th IC on Hybrid

Artificial Intelligence Systems (HAIS ’10). LNCS 6077, pp. 493-500, 2010.
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1.2.1.3. Art́ıculos publicados en congresos nacionales

Garćıa-Gutiérrez J, D Mateos-Garćıa, JC Riquelme. Stacking Restringido Sobre SVM

y K-nn para Mejorar la Clasificación de Mapas Lulc. III Congreso Español de In-

formática (CEDI 2010). Garceta Grupo Editorial, pp. 243-250, 2010.

1.2.2. Participación en proyectos

Análisis Inteligente de Información Medioambiental (TIN2011-28956-C02-02 - Inves-

tigador)

Heuŕısticas escalables para la extracción de conocimiento en grandes volúmenes de

información (TIN2007-68084-C02-02 - Investigador)

Técnicas emergentes de mineŕıa de datos para la extracción de conocimiento de gran-

des volúmenes de información: aplicación a datos cient́ıficos e industriales (TIN2004-

00159 - Investigador)

1.3. Organización

En los siguientes caṕıtulos de esta memoria, se mostrará cómo la combinación de ma-

trices de pesos y un número adecuado de vecinos proporcionan una mejora objetiva en el

comportamiento de la regla kNN. Para la consecución de dicho fin, se ha organizado la

memoria como sigue. En el caṕıtulo 2, se describe el estado del arte de aquellos aspectos

relacionados con el propósito final de esta disertación. Se abordarán por tanto las bases

del algoritmo kNN y sus variantes, y se explicarán los paradigmas más representativos en

el aprendizaje de modelos ponderados. Por otro lado, puesto que la optimización de k y

de la matriz de pesos se llevan a cabo mediante un algoritmo evolutivo, se ha dedicado el

caṕıtulo 3 a la exposición de las bases de la computación evolutiva. El principal problema

que presenta el paradigma evolutivo es la eficiencia. Es por eso que nuestro algoritmo ha

sido implementado para ejecutarse en paralelo en una de las muchas vertientes que existen

en la literatura. Algunos de estos enfoques son descritos en el caṕıtulo 4, donde también

se introducen los principales aspectos de la computación concurrente y distribúıda. En el

caṕıtulo 5 se detallará en profundidad el propósito, funcionalidad y diseño de nuestra pro-

puesta mientras que los resultados obtenidos, serán ampliamente analizados en el caṕıtulo

6. Finalmente en el caṕıtulo 7, se verán las conclusiones y el trabajo futuro.
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2

Estado del arte

((El conocimiento se adquiere leyendo la letra pequeña de un contrato; la expe-

riencia, no leyéndola.))

– Francis Bacon

En este caṕıtulo, se repasarán los conceptos y técnicas de la literatura necesarios para

una mejor comprensión del objetivo de esta memoria. Como se ha indicado en el caṕıtulo

introductorio, vamos a describir un clasificador basado en la regla kNN, que es mejorado

mediante la búsqueda de una serie de pesos y un valor óptimo de k. Es por ello que en

las sucesivas secciones, se va a desgranar cada elemento en el contexto establecido en el

estado del arte, para al final justificar en cierta medida nuestra motivación y consecuente

aportación. Aśı, en las secciones 2.1 y 2.2 se repasarán los conceptos básicos del vecino más

cercano y sus variantes más importantes respectivamente. El concepto general de pesado

en clasificadores se verá en la sección 2.3. Y por último en la sección 2.4, se aunarán los

conceptos de ponderación y regla kNN.

2.1. Vecino más cercano

La regla del vecino más cercano (NN, Nearest Neighbour), es una técnica de aprendizaje

basada en la hipótesis de que los miembros de un conjunto, suelen compartir caracteŕısticas

comunes o algunos valores cercanos. Por tanto, mediante la observación de los ((vecinos))

más próximos a un elemento del que se desconoce su pertenencia a alguna de las pobla-

ciones conocidas, es posible deducir la información necesaria para categorizarlo de manera

automática. Concretamente, la forma más básica de la regla NN considera sólamente el

vecino más próximo.
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Las bases de esta hipótesis fueron establecidas por Fix y Hodges [27, 26] a principio de

los años 50, pero no fue hasta mediados de los 60 cuando Cover y Hart [14] enunciaron

formalmente la regla del vecino más cercano para el reconocimiento de patrones.

Debido a la sencillez del concepto y a su eficacia, este método se ha convertido en una de las

técnicas de clasificación más usadas hasta ahora, pudiéndose contar por cientos las variantes

y mejoras que la comunidad cient́ıfica ha ido desarrollando hasta el d́ıa de hoy.

La regla NN puede ser descrita de la siguiente manera:

Sea ε = {e1, ..., em} un conjunto de datos con m ejemplos o instancias etiquetadas, donde

cada ejemplo ej contiene n atributos (xj1, ..., xjn) pertenecientes al espacio métrico Ω, y es

clasificado con una etiqueta yl ∈ Y = {y1, ..., yk}. Sea además, Γ : Ω → Y una aplicación

tal que Γ(ej) = yl. La clasificación de un nuevo ejemplo e′ cumple que

Γ(e′) = Γ(ei) ⇔ ∀j 6= i.d(e′, ei) < d(e′, ej) (2.1)

donde d expresa una distancia (o función de similaridad) definida en el espacio n-dimensional

Ω. De esta manera, un ejemplo de prueba es etiquetado según la clase de su vecino más

cercano.

La elección de la función de similaridad es importante, ya que determina la semántica del

concepto de similitud, y por ende de vencidad. Tanto es aśı, que la utilización de distintas

funciones sobre un mismo conjunto etiquetado, puede producir resultados muy diferentes a

la hora de clasificar un nuevo ejemplo.

Prever a priori la idoneidad de una función de similaridad para un conjunto dado, es un

problema abierto. Es el experto el que, en base a su experiencia y a través de la observa-

ción, realiza tal elección. Pero también existen propuestas que permiten el aprendizaje de

funciones de similaridad ad hoc (véase [66] por ejemplo).

Una generalización de la regla NN, consiste en extenderla a los k vecinos más cercanos, de

tal manera que la asignación de la etiqueta se realiza en base a la clase mayoritaria. Esta

generalización se denomina kNN.

Los principales problemas de este enfoque, son la elección de k y la resolución de empates

cuando no existe una etiqueta mayoritaria.

Para ambas dificultades, existen propuestas en la literatura. Por ejemplo, Riquelme et al.

[46] intentan predecir el comportamiento de k en el espacio de caracteŕısticas, para de esa

manera obtener un patrón que determine a priori cuál es el número idóneo de vecinos para

clasificar un ejemplo dado.

Para prevenir empates, se suelen utilizar valores impares de k, y si aún aśı persistiese el
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empate, se suele elegir o bien una de las etiquetas mayoritarias de manera aleatoria, o la

del vecino más cercano.

El método kNN pertenece al conjunto de técnicas de aprendizaje denominadas perezosas

(lazy learning). Esto es debido a que no existe un modelo que represente al conjunto de en-

trenamiento, ni existe una fase de aprendizaje. El principal inconveniente que presenta este

enfoque, radica en la necesidad de tener que recorrer todos los ejemplos de entrenamiento

para descubrir cuáles son los vecinos más cercanos a un punto a clasificar. Esto supone un

gran coste computacional en tiempo, pero también en espacio (todo el conjunto de entrena-

miento debe estar en memoria).

A pesar de lo anterior, y de la necesidad de parametrizar tanto la función de similaridad

como el número de vecinos, y de resolver empates, kNN demuestra un buen comportamiento

en muchos tipos de problemas. Aśı, podemos encontrar aplicaciones en el campo de la com-

presión de datos [33], bioinformática [60], multimedia [28], visión artificial [9] o recuperación

de información [53].

2.2. Variantes del vecino más cercano

En esta sección, se verán diferentes mejoras para la regla NN1. En general, estas modi-

ficaciones pueden estar dirigidas a mejorar la tasa de clasificación mediante ponderación,

o procesamiento de los datos de entrenamiento, pero también existen propuestas que se

centran en la mejora de la complejidad computacional.

El sistema arquet́ıpico de pesado en el paradigma NN, utiliza una regla de votación en la

que los distintos miembros del conjunto de vecinos, son ponderados en función de su dis-

tancia a la otra instancia a clasificar. Dudani [17] fue el primero que propuso un esquema

de este tipo con varias funciones de pesado. La base de este esquema es que un vecino de

menor distancia debe tener un peso mayor que uno de mayor distancia. La primera de las

funciones de ponderación, consist́ıa en un escalado lineal en función de la distancia de cada

vecino. Aśı, el más cercano tendŕıa un valor de 1, el más lejano tendŕıa un valor de 0, y el

resto tendŕıa un peso con un valor normalizado de su distancia.

Además de la anterior, también se hace mención a la inversa de la distancia, y a una función

de similaridad cuyos pesos se basan en la posición de cada vecino con respecto al resto.

Otra función de ponderación que podemos encontrar en la literatura, se basa en la obra de

Shepard [75], la cual aboga por una ley universal de percepción que establece que la relevan-

1En adelante, se hablará de regla NN y kNN indistintamente, y también se hablará tanto de ((el vecino
más cercano)), como de ((los vecinos más cercanos)) cuando se aluda a la regla o paradigma en cuestión.
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cia de un est́ımulo previo para la generalización de uno nuevo, es una función exponencial

decreciente de la distancia.

En trabajos más recientes como el de Parvin et al. [64] encontramos una propuesta llamada

Modified kNN, en la que el peso de un punto del conjunto de entrenamiento, se calcula en

base a la proporción de vecinos de igual etiqueta sobre el total de la vencidad.

Zeng et al. [85] definen un nuevo concepto para clasificar un punto sin etiqueta. El método

introduce la idea de pseudo vecino, que se calcula en base a la suma pesada de las distan-

cias para una clase dada. Cada vecino está dotado de un orden establecido por su distancia,

siendo su peso la inversa de tal posición. Esto hace que los más cercanos tengan un valor

mayor que los más lejanos. Después, el pseudo vecino con menor suma es elegido como el

más cercano.

Z. Yong [86] propone un método de clustering para calcular los vecinos más cercanos. El

proceso incluye la eliminación de todos los ejemplos del conjunto de entrenamiento que lin-

dan con las fronteras de decisión. A continuación, se calculan los centroides, y cada punto

es agrupado según el valor de k. Por último, cada cluster tendrá un peso en función del

número de ejemplos que contenga.

En cuanto al procesamiento de vecinos para el aumento de la eficiencia, el algoritmo Conden-

sed Nearest Neighbour propuesto inicialmente por Hart (CNN [41]) elimina aquellos que se

consideran duplicados. El criterio a seguir es suprimir los puntos que muestren similaridad

con otros datos de entrenamiento.

Gates et al. proponen una mejora de este método [32]. Reduced Nearest Neigbour (RNN)

incluye uno o más pasos consistentes en la eliminación de aquellos patrones que no afectan

al resultado de clasificar el resto de los datos de entrenamiento.

Por otro lado, para corregir las ineficiencias de la búsqueda tradicional del vecino más cer-

cano, existen en la literatura multitud de propuestas basadas en estructuras de datos para

mejorar el almacenamiento y búsqueda de los vecinos. Las más conocidas, son aquellas que

se sustentan en árboles. En general, el objetivo de estas propuestas, es el de reducir la

carga del cálculo de la distancia mediante la incorporación de información adicional sobre

las instancias del conjunto de entrenamiento. La idea básica es que si un punto A es muy

distante a otro punto B, y a su vez B es muy cercano a un tercero C, entonces A y C serán

también muy distantes entre śı.

Una primera aproximación al uso de árboles en kNN, la encontramos en el uso de KD Trees

[5]. El algoritmo que conforma esta estructura, realiza particiones de los datos a lo largo

de los ejes de forma recursiva, de forma que dichos datos quedan divididos y agrupados en

regiones afines.
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Para paliar las deficiencias de los KD Trees con alta dimensionalidad, Omohundro [61], in-

troduce el concepto de Ball Tree. A diferencia de los KD Trees, los Ball Trees particionan

los datos en una serie de hiperesferas anidadas. Aunque el proceso de construcción es más

costoso que en el caso anterior, la estructura resultante permite una búsqueda de vecinos

más eficiente incluso con alta dimensionalidad.

Durante el proceso de generación del árbol, el Ball Tree divide recursivamente los datos

en nodos definidos por un centroide y un radio, de tal manera que cada punto del nodo

está contenido en la hiperesfera que representa. De esta manera, la distancia entre un punto

de prueba y un centroide dado, es suficiente para determinar los ĺımites inferior y superior

de todos los puntos contenidos en la hiperesfera.

Más recientemente, Beygelzimer propone una estructura en árbol llamada Cover Tree [6].

La hipótesis de partida de este tipo de estructuras se basa en que los datasets (o los espacios

métricos en los que están inmersos), muestran cierto crecimiento restringido o limitado inde-

pendientemente del número de dimensiones. Se ha observado que tal pauta de crecimiento,

ocurre por ejemplo en redes peer-to-peer y en Internet.

El árbol resultante, puede ser visto como una jerarqúıa de niveles, en la que los niveles

más bajos contienen cada punto del espacio métrico. Cada nivel tiene asociado un número

entero que decrece en una unidad en cada descenso. Además, deben cumplirse las siguientes

propiedades: cada nivel está contenido en el anterior, y cada nodo sólo tiene un progenitor;

la distancia entre dos puntos de dos niveles cont́ıguos i e i − 1, es menor o igual a 2i; por

último, todos los puntos de un mismo nivel i, tienen una distancia superior a 2i entre śı.

2.3. Aprendizaje basado en pesos

Dentro del aprendizaje automático, existen dos ramas que definen perfectamente el uso

de pesos en la creación de modelos de predicción. Éstas son las redes neuronales artificiales y

las máquinas de vectores de soporte. El objetivo de esta sección es mostrar cómo el concepto

de ponderación depende del contexto. Aśı, en las redes neuronales artificiales los pesos se

establecen en las interconexiones entre neuronas, mientras que en las máquinas de vectores

de soporte, definen los hiperplanos de decisión. En ambos casos, el sistema de ponderación

forma parte del proceso de aprendizaje en śı, mientras que en nuestro trabajo (y en la regla

kNN en general) es una herramienta de mejora. Es por eso que hemos relegado a la sección

2.4 todos los detalles concernientes al uso de pesos en los vecinos más cercanos.

A continuación, describimos las caracteŕısticas más importantes de dos de las vertientes más

clásicas del aprendizaje ponderado.
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2.3.1. Redes neuronales artificiales

Las redes de neuronas artificiales (RNA o en inglés ANN), son quizás el paradigma más

representativo de aprendizaje basado en pesos. Sus fundamentos teóricos se basan en el

funcionamiento del sistema nervioso de los animales, esto es, un sistema interconectado de

neuronas que conforma una red colaborativa, y que es capaz de producir un est́ımulo de

salida.

Es en el año 1943 cuando los neurólogos McCulloch y Pitts, describen los primeros modelos

RNA [56]. Posteriormente, Hebb continuó ampliando los fundamentos del aprendizaje neuro-

nal, y formalizó los resultados con la ((regla de Hebb)) [43]. En 1958, Rosenblatt desarrolló el

perceptrón simple [70], y más tarde, Widrow y Hoff presentaron la primera aplicación real

que denominaron ADALINE [84].

Pero no fue hasta la década de los 80, cuando se generalizó el uso y diseño de RNAs gra-

cias en gran parte al trabajo de Hopfield (red de Hopfield)[45], y Rumelhart y McLelland

(algoritmo de retropropagación) [71].

Las unidades básicas de una RNA se denominan neuronas. Cada neurona recibe un conjunto

de entradas y devuelve una salida. A su vez, cada salida está condicionada a tres tipos de

funciones. La función de propagación (o de excitación), es un sumatorio de cada entrada

multiplicada por el peso de su interconexión. La función de activación es la encargada de

modificar a la anterior, pero puede ser prescindible. Por último, la función de transferencia,

se aplica al valor devuelto por la función de activación si existiese, o a la de propagación

en caso contrario, y se utiliza para acotar la salida de la neurona con el fin de dotarla de

un valor interpretable. Entre las funciones de transferencia más frecuentes, encontramos la

sigmoidea (en el intervalo [0,1]) y la tangente hiperbólica (en el [-1,1]).

En cuanto a la tipoloǵıa de RNAs, podemos clasificarlas en función de la topoloǵıa de la

red, del tipo de aprendizaje o del tipo de entrada (continua o discreta).

Si nos centramos en la estructura de la red, podemos definir tres tipos básicos de RNAs.

Redes monocapa (p. ej. perceptrón [70], ADALINE [84]), multicapa (p. ej. perceptrón mul-

ticapa [71]) y redes recurrentes (p. ej. Elman [20], Hopfield [45], máquina de Boltzmann

[44]). Las dos primeras (redes monocapa y multicapa) se caracterizan por propagarse hacia

delante, en el sentido de que todas las señales avanzan desde la capa de entrada hacia la

de salida, sin existir ciclos ni interconexiones entre neuronas de la misma capa. Las redes

recurrentes por contra, presentan ciclos cerrados de activación neuronal.

En relación al modelo de aprendizaje, éste puede ser supervisado cuando la RNA necesita

un conjunto de entrada cuya respuesta es conocida a priori (p. ej. perceptrón simple [70],

ADALINE [84], perceptrón multicapa [71], red backpropagation [71]), o autoorganizado en
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caso contrario (p. ej. memorias asociativas [42], red de Hopfield [45], máquina de Boltzmann

[44], máquina de Cauchy [79], red de aprendizaje competitivo [47], red de Kohonen [48], red

de resonancia adaptativa [35]).

Además de los dos casos anteriores, también existen propuestas h́ıbridas en las que se utiliza

una función para mejorar la convergencia (p. ej. red de base radial [58]).

Por último, podemos clasificar las RNAs en función del tipo de datos que son capaces de

procesar. Cuando los valores son continuos y normalmente acotados, las redes se denominan

analógicas (p. ej. Hopfield [45], Kohonen [48], aprendizaje competitivo [47]). Por contra, las

redes discretas son aquellas que soportan datos de naturaleza categórica, normalmente de

tipo booleano (p. ej. máquinas de Boltzmann y Cauchy [44, 79], red discreta de Hopfield

[45]).

2.3.2. Máquinas de vectores de soporte

Otra categoŕıa clásica en el conjunto de clasificadores ponderados, son las Máquinas de

Vectores de Soporte (MVS o SVM en inglés). Las MVS fueron desarrolladas inicialmente

por Vapnik y su equipo en los laboratorios AT&T [13], y pertenecen a la familia de los cla-

sificadores lineales. También pueden ser vistos como un caso particular de la regularización

de Tikhonov y están estrechamente relacionadas con las RNAs.

La idea que subyace en este conjunto de técnicas, radica en la separación máxima de las

fronteras de decisión, de manera que sea más fácil la clasificación de una nueva instancia

en función de la región del modelo a la que pertenezca. Para conseguirlo, se construye uno

o más hiperplanos en un espacio de dimensionalidad muy alta, que podŕıa incluso ser infi-

nita. Si se consigue una buena separación entre clases, el modelo será apto para clasificar

correctamente instancias de etiqueta desconocida.

Este concepto de ((separación óptima)) es la base conceptual de las MVS. Debido a que este

tipo de técnicas busca el hiperplano que tenga la máxima distancia (o margen) con respecto

a los puntos más cercanos, las MVS también son conocidas como clasificadores de margen

máximo.

Otro aspecto a tener en cuenta, es la terminoloǵıa utilizada. A menudo la literatura sobre

aprendizaje automático, no hace distinción entre atributo y caracteŕıstica cuando se refiere

a uno de los elementos del vector que representa una instancia de un conjunto de datos.

En las MVS, un atributo es una variable predictora, mientras que una caracteŕıstica es un

atributo transformado, que se usa para definir un hiperplano. Al vector formado por los

puntos más cercanos al hiperplano, se le llama vector de soporte.

Uno de los puntos a favor de las MVS, es su simplicidad conceptual. Aśı, en función de
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la dimensión del espacio en observación, la manera más sencilla de realizar una separación

entre dos regiones adyacentes, es a través de una ĺınea recta, un plano recto o un hiper-

plano N-dimensional. Pero en dominios reales, es común tratar con curvas no lineales de

separación, categoŕıas no disjuntas, y múltiples clases. Este es el principal problema de los

clasificadores lineales.

Para salvar los inconvenientes inherentes al mundo real, se pensó en la utilización de fun-

ciones kernel. Una función kernel, es capaz de proyectar la información a un espacio de

caracteŕısticas de mayor dimensión, lo que facilita un mayor rendimiento de los sistemas de

aprendizaje lineal.

Más formalmente, Una función núcleo o kernel es un producto interno en el espacio de

caracteŕısticas, que tiene su equivalente en el espacio de entrada [38]:

K(x, x′) =< Φ(x),Φ(x′) > (2.2)

donde K, es una función simétrica positiva definida que cumple las condiciones de Mercer.

Entre las funciones kernel más representativas se encuentran la polinomial homogénea, el

perceptrón, la función de base radial Gaussiana y la sigmoide.

Aunque las MVS están pensadas inicialmente para datos con sólo dos clases, es posible

aplicarlas a problemas con más categoŕıas. Las dos ĺıneas principales de resolución se basan

en dividir los datos en dos grupos varias veces, y aplicar un clasificador por cada división.

Posteriormente, para la elección de la etiqueta será necesario adoptar alguna estrategia de

consenso (p. ej. voto mayoritario). La primera de las ĺıneas, establece grupos que enfrenta

a los datos de una sola clase con el resto. Habrá un par de subconjuntos por cada clase. La

segunda ĺınea, realiza cada división contemplando sólo dos de las clases cada vez. En ese

caso, habrá tantas divisiones como combinaciones de las clases dos a dos.

2.4. Búsqueda de pesos para los vecinos más cercanos

Según se ha comentado en el caṕıtulo de introducción, los métodos de pesado pueden

clasificarse como globales o locales, atendiendo al ámbito de aplicación de los datos en con-

sideración. El objetivo fundamental en ambos casos es el mismo: transformar el rango de la

función de similaridad utilizada en el cálculo de los vecinos. Esta transformación se consi-

gue principalmente, mediante la ponderación de las caracteŕısticas de los datos en función

de su importancia. Pero, qué entendemos por importancia. O mejor dicho, con respecto a

qué elementos una caracteŕıstica puede ser considerada como más relevante que otra. A nivel
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general, una caracteŕıstica puede ser más importante que otra para todas las categoŕıas que

existan en los datos bajo estudio. O también, una caracteŕıstica puede ser más importante

que otra dependiendo de la clase, o incluso de la instancia o prototipo. Es lógico pensar,

que a mayor especialización, mejor descripción, y dado que el problema fundamental radica

en el tamaño del espacio de búsqueda y el aumento de complejidad en los datos, la solución

elegida vendrá determinada principalmente por los recursos disponibles, y el alcance de la

tecnoloǵıa del momento.

Si nos centramos en métodos globales, Raymer et al. presentan una propuesta para selec-

cionar y eliminar caracteŕısticas mediante un algoritmo genético basado en el vecino más

cercano [69]. Este algoritmo optimiza un vector de pesos que es usado para escalar las ca-

racteŕısticas originales. Además de esto, también utilizan un vector de bits para seleccionar

atributos simultáneamente. En un trabajo posterior, muestran un algoritmo evolutivo h́ıbri-

do basado en la función discriminante de Bayes [68]. La finalidad de esta propuesta, es la de

aislar caracteŕısticas pertenecientes a grandes datasets de origen biomédico seleccionando y

extrayendo atributos relevantes.

Además de los métodos basados en computación evolutiva, también existen otras heuŕısticas

en la literatura. Aśı, Tahir et al. presentan una propuesta h́ıbrida para simultáneamente

seleccionar atributos y aplicarles pesos mediante búsqueda tabú, y de esa manera mejorar

la tasa de clasificación de los k vecinos más cercanos [80].

Si nos centramos en el pesado de regiones de separación, Fernández et al. proponen un

sistema de ponderación local en conjunción con un clasificador basado en prototipos [25].

Los pesos se calculan iterativamente después de normalizar los datos. Esta normalización se

basa en la posición de las instancias con respecto al prototipo (o región) al que pertenecen.

Continuando con métodos locales, Alsukker et al. usan evolución diferencial como técnica

de optimización para buscar pesos que afectan a diferentes elementos de los datos de entre-

namiento [3]. En su trabajo se describen cuatro enfoques: pesado de atributos, pesado de

vecinos, pesado de clases y pesado mixto (atributos y clases). Es en éste último donde se

obtienen los resultados más satisfactorios. Aśı, el método de pesado mixto obtiene un vector

de pesos mediante la concatenación de un vector que contiene un peso por cada atributo, y

otro que contiene un peso por cada clase.

Mohemmed et al. presentan un clasificador bajo el paradigma del centroide más cercano

[57]. La base de este método, es la búsqueda de instancias protot́ıpicas que son calcula-

das a partir de las instancias de los datos de entrenamiento, y tomando como medida de

concentración la media aritmética. Cuando una instancia de etiqueta desconocida debe ser

clasificada, se calcula la distancia de ésta a cada prototipo. Para buscar aquellos centroides
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que minimizan el error de clasificación, se utiliza un enjambre de part́ıculas como técnica de

optimización. Por otro lado, una de las funciones de similaridad utilizadas en este trabajo,

consiste en una versión de la distancia eucĺıdea que depende de la etiqueta de una de las

instancias que participan en el cálculo de dicha distancia. Esta función, es introducida por

Paredes et al. y también es utilizada en nuestro trabajo [62]. El objetivo de dicha función,

es el de mejorar el comportamiento del vecino más cercano.

Una primera aproximación de la propuesta de Paredes et al., considera un peso por cada

caracteŕıstica e instancia para los datos de entrenamiento, lo que hace poco viable el número

de parámetros a tener en consideración en el proceso de aprendizaje. De esta manera, los

autores presentan tres tipos de reducción: un peso por clase y caracteŕıstica (dependencia

de clase), un peso por prototipo (dependencia de prototipo) y una combinación de los dos

anteriores. La fase de optimización se lleva a cabo mediante gradiente descendiente.

Existen también referencias al procesamiento de datos desbalanceados [52]. Liu et al. defi-

nen una medida llamada Class Confidence Weight (CCW) que mide la probabilidad de que

el valor de un atributo pertenezca a una clase. La estimación de CCW se realiza mediante

modelos de mezcla para atributos numéricos, y con redes bayesianas para los categóricos.

Tal y como se ha descrito en los diversos métodos mencionados, podemos resumir que

para mejorar la regla del vecino más cercano, se puede aplicar un conjunto de pesos, ya

sea de manera global o de forma local, a una función de similaridad. En nuestro trabajo,

hemos analizado la última opción. A grandes rasgos los objetivos son dos. El primero de

ellos, consiste en alcanzar un equilibrio entre complejidad y mejor ajuste. Y en segunda

instancia, mostrar objetivamente la efectividad de un método local de pesado basado en

los k vecinos más cercanos. Para el primer objetivo, hemos elegido un diseño basado en

computación evolutiva, con el fin de obtener una matriz de pesos (un peso por cada clase

y caracteŕıstica), y el mejor valor del parámetro k. Para el segundo fin, hemos evaluado

los resultados experimentales con rigurosos tests estad́ısticos, que ya han sido utilizados

en la literatura [16, 30]. Todo estos aspectos, serán expuestos y detallados a lo largo de la

memoria.
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Algoritmos evolutivos

((Extinction is the rule. Survival is the exception.))

– Carl Sagan, The Varieties of Scientific Experience.

Existen multitud de variantes bajo el paradigma de la computación evolutiva (CE). Sin

embargo, la idea que subyace en todas estas técnicas es la misma: dada una población de

individuos soluciones a un problema, se establece una selección natural marcada por la pre-

sión del entorno (sobreviven los más aptos), y esto produce una mejora en la aptitud de la

población con el paso de las generaciones.

Dada una función que debe ser maximizada, se deberán crear un conjunto de soluciones

candidatas, esto es, elementos pertenecientes al dominio de dicha función (también llama-

dos individuos), y posteriormente aplicar la función como medida abstracta de bondad o

calidad (el valor más alto, será la mejor solución).

En base a esta medida de bondad, algunos de los mejores candidatos serán elegidos para

poblar la siguiente generación a través de operaciones de recombinación y/o mutación so-

bre ellos. La recombinación es una operación aplicada a dos o más candidatos seleccionados

(también llamados progenitores), que da como resultado uno o más candidatos denominados

hijos. Por contra, el operador de mutación es aplicado a un solo candidato produciendo otro

nuevo.

La aplicación de recombinaciones y mutaciones, da como resultado un conjunto de nuevos

candidatos (la descendencia). Esta descendencia, competirá con el resto de individuos (en

base a su aptitud) por un lugar en la siguiente generación. Este proceso, continuará de

forma iterativa hasta que un candidato tenga una calidad suficiente (una solución), o hasta

un ĺımite establecido (p. ej., un número de generaciones).

Durante este proceso, existen dos fuerzas fundamentales que conforman la base de los siste-
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mas evolutivos. Por un lado, los operadores de variación (recombinación y mutación), que

hacen posible la diversidad necesaria en la generación de candidatos. Y por otro el operador

de selección, que actúa como un filtro de calidad. La combinación de los operadores de varia-

ción y selección, ayudan por lo general a mejorar los valores de aptitud, y consecuentemente

las poblaciones.

Intuitivamente podemos observar, cómo poco a poco, el proceso de evolución va alcanzando,

o al menos se va aproximando, a los valores óptimos deseados.

Alternativamente, la evolución puede ser vista como un proceso de adaptación. Desde este

punto de vista, la aptitud no es considerada como una función a ser optimizada, sino más

bien como una expresión de unos requisitos que responden a un entorno determinado. A

medida que estos requisitos se van alcanzando generación tras generación, la población se

va adaptando cada vez más a dicho entorno.

Nótese que la mayoŕıa de los componentes del proceso evolutivo son estocásticos. Durante

la selección, los individuos más aptos tienen más probabilidad de ser elegidos que los de

menor adaptación. No obstante, eso no implica que incluso individuos considerados débiles,

no tengan la oportunidad de convertirse en progenitores o incluso de sobrevivir. Por otro

lado, durante el proceso de recombinación, la elección de los fragmentos de cada candidato

es aleatoria. Y también ocurre lo mismo en la operación de mutación. Las partes que son

alteradas en un individuo, y los nuevos valores que se almacenarán en ellas, son elegidos

aleatoriamente.

En la Figura 3.1, podemos ver el esquema general de un algoritmo evolutivo.

INICIO
INICIALIZAR población con soluciones candidatas aleatorias;
EVALUAR cada candidato;
REPETIR HASTA (CONDICIÓN DE TERMINACIÓN sea satisfecha)

1 SELECCIONAR progenitores;
2 RECOMBINAR pares de progenitores;
3 MUTAR descendencia resultante;
4 EVALUAR nuevos candidatos;
5 SELECCIONAR candidatos para próxima generación;

FIN REPETIR
FIN

Figura 3.1: Esquema general de un algoritmo evolutivo.

Podemos observar que este esquema se engloba dentro de la categoŕıa de algoritmos

((generate-and-test)). La función de evaluación representa una estimación heuŕıstica de la
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calidad de una solución, y el proceso de búsqueda está conducido por los operadores de

variación y selección. Los Algoritmos Evolutivos (AEs) poseen un número de caracteŕısticas

que lo ayudan a posicionarse dentro de la familia de métodos ((generate-and-test)):

1. Los AEs están basados en una población, esto es, procesan una colección de soluciones

candidatas,

2. Generalmente usan recombinación para sintetizar la información de varios candidatos

en uno nuevo,

3. Son estocásticos

Todas las variantes de la computación evolutiva, siguen las mismas ĺıneas generales

explicadas hasta ahora, y difieren sólo en detalles de implementación. Por ejemplo, si nos

centramos en la representación de los individuos (la manera de codificar una solución) pode-

mos encontrarnos un conjunto de śımbolos perteneciente a un alfabeto cuando hablamos de

Algoritmos Genéticos (AGs). O vectores con codificación real en las Estrategias Evolutivas

(EEs). Otro ejemplo, podŕıa ser máquinas de estado finito si nos referimos a la Programa-

ción Evolutiva clásica (PE), o árboles para sistemas de Programación Genética (PG).

Todas estas diferencias tienen en común su origen histórico. Técnicamente, una representa-

ción será preferible a otra cuando se ajuste mejor a un problema dado, o lo que es lo mismo,

cuando dicha representación facilite la codificación de un candidato haciéndolo más natural.

Por ejemplo, para resolver un problema de satisfacibilidad, la elección más adecuada seŕıa

usar un algoritmo genético y una cadena de bits de longitud n, donde n seŕıa el número de

variables lógicas.

Es importante apuntar, que los operadores de recombinación y mutación dependen de la

representación de los individuos. Aśı, para una instancia en un diseño basado en progra-

mación genética, la operación de recombinación debe estar preparada para trabajar con

árboles, mientras que en los algoritmos genéticos, debe estarlo para operar con cadenas.

A diferencia de los operadores de variación, la selección sólo debe tener en cuenta la aptitud

de cada candidato, y por tanto, no depende de su codificación. Si existen diferencias entre

los mecanismos de selección de los diferentes enfoques del paradigma evolutivo, se debe más

bien a una decisión tradicional de diseño, que a una necesidad técnica.

3.1. Componentes de un algoritmo evolutivo

En esta sección describiremos el funcionamiento de los Algoritmos Evolutivos en deta-

lle. Los AEs tienen un número de componentes, procedimientos u operadores que deben
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ser especificados para definirlos correctamente. Los más importantes son la representación

(definición de individuos), la función de evaluación (o función de bondad), el mecanismo de

selección y los operadores de variación (recombinación, mutación y reemplazo).

Cada uno de estos componentes definen un particular tipo de AE. Además de lo anterior,

es necesario definir un procedimiento de inicialización y una condición de terminación.

3.1.1. Representación (Definición de los individuos)

El primer paso a tener en cuenta en un AE, es relacionar el ((mundo real)) con el diseño

del AE, o lo que es lo mismo, establecer un puente entre el contexto del problema y su

resolución. Los objetos que conforman las posibles soluciones del problema a considerar, se

definen como fenotipos, y su codificación a través de los individuos es denominada genoti-

pos.

La primera decisión de diseño es comúnmente llamada representación, y consiste en especifi-

car cómo los fenotipos deben ser mapeados hacia un conjunto de genotipos que representan

a tales fenotipos. Por ejemplo, si tenemos un problema de optimización sobre números ente-

ros, el conjunto de enteros debeŕıa formar el conjunto de fenotipos. En este punto, se podŕıa

decidir que su representación viniera dada por su codificación binaria. Aśı, el 18 podŕıa ser

representado por el genotipo 10010.

Es importante resaltar que el espacio fenot́ıpico podŕıa ser muy diferente del espacio ge-

not́ıpico, y que la búsqueda del AE se centraŕıa en los genotipos. Una solución (un buen

fenotipo) se obtendŕıa decodificando el mejor genotipo obtenido tras la terminación del pro-

ceso evolutivo.

En la terminoloǵıa relativa a la CE, se suelen usar muchos sinónimos para referirse a los

elementos de ambos espacios. En el lado del contexto del problema, se suele hablar indis-

tintamente de solución candidata, fenotipo e individual para denotar puntos del espacio

de soluciones. Este espacio es conocido normalmente como espacio fenot́ıpico. En el lado

del AE, es común utilizar los términos genotipo, cromosoma, y de nuevo individual para

referirse a puntos del espacio de búsqueda. Este espacio es a menudo denominado espacio

genot́ıpico.

También existen muchos términos para referirse a los elementos que integran los individuos.

Un segmento de inviduo es comúnmente llamado variable, locus (loci en plural), posición o

gen. Un objeto que ocupa un segmento, puede ser llamado valor o alelo.

Es necesario apuntar, que la palabra ((representación)) se usa de dos formas ligeramente

distintas. A veces, es referida al mapeo entre el espacio fenot́ıpico y el genot́ıpico. En este

sentido, la semántica es sinónima de codificación. Por ejemplo, si hablamos de representa-
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ción binaria, también podŕıamos referirnos a codificación binaria de soluciones candidatas.

El mapeo inverso de genotipos a fenotipos, es generalmente denominada decodificación. Es-

to último evidencia la necesidad de que la representación sea invertible: para cada genotipo

debe haber al menos un fenotipo que le corresponda.

La palabra ((representación)) también puede referirse a la estructura de los datos del espacio

genot́ıpico y no tanto al mapeo. Esta última interpretación, está presente en los operadores

de mutación cuando hablamos por ejemplo de representación binaria o real.

3.1.2. Función de evaluación (Función de bondad)

El papel de la función de evaluación consiste en representar los requerimientos a los que

hay que adapatarse. Al conformar las bases de la selección, facilita la mejora por evolución.

Más concretamente, la función de bondad define el significado de mejora. Desde el punto de

vista de la resolución de un problema, representa la tarea a resolver. Técnicamente, es una

función o procedimiento que asigna una medida de calidad a los genotipos. Por ejemplo,

si quisiéramos maximizar x2 en el dominio entero, la bondad del genotipo 10010 podŕıa

definirse como el cuadrado de su correspondiente fenotipo: 182 = 324.

A la función de evaluación, se le conoce comúnmente como función de bondad en CE. Esto

es debido a que dicha función está frecuentemente asociada a problemas de maximización.

Por tanto, el uso del término ((bondad)), puede causar cierta confusión cuando el problema

a resolver requiere minimización. No obstante, pasar de una tarea de minimización a una

de maximización y viceversa, es trivial desde un punto de vista matemático.

Muy a menudo, el problema a resolver mediante un AE es un problema de optimización.

En este caso, es frecuente la utilización del término ((función objetivo)) y la función de

evaluación (o de bondad) es normalmente idéntica, o es una transformación simple de la

función objetivo.

3.1.3. Población

La población tiene como objetivo, almacenar un conjunto de posibles soluciones al pro-

blema. Una población es un multiconjunto de genotipos y forma una unidad de evolución.

De hecho, es la población (y no los individuos de manera aislada) la que se adapta y evo-

luciona generación tras generación. Dada una representación, definir una población puede

ser tan simple como especificar cuántos individuos habrá en ella (establecer su tamaño). En

algunos AEs más sofisticados, la población tiene una estructura espacial adicional basada

en una medida de distancia, o relación de vecindad. En estos casos, es necesario definir tal
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estructura para especificar completamente la población.

En general, el tamaño de la población es constante y no cambia durante la búsqueda evoluti-

va. La diversidad de dicha población, es una medida del número de soluciones diferentes que

existen en ella. No hay una una medida única para definir la diversidad, pero generalmente

puede entenderse como el número de diferentes valores de bondad, el número de diferentes

fenotipos, o el número de diferentes genotipos. También es posible utilizar otras medidas

estad́ısticas como la entroṕıa. Nótese que un único valor de bondad, no implica necesaria-

mente un único fenotipo relacionado, y que un único fenotipo, no implica necesariamente

un único genotipo. Sin embargo un genotipo śı que implica un único fenotipo y un único

valor de bondad.

En cuanto a las operaciones sobre un AE, a diferencia de los operadores de variación, que

actúan sobre uno o dos individuos progenitores, los operadores de selección (selección de

padres y de supervivientes) trabajan a nivel de población. Por ejemplo, el mejor individuo

de una población dada, puede ser elegido para sobrevivir a la siguiente generación, o el peor

individuo puede ser elegido para ser reemplazado por uno nuevo.

3.1.4. Selección de progenitores

El papel de la selección, es el de distinguir entre individuos en base a su calidad, y de

esta manera, conseguir que los mejores individuos se conviertan en padres de la siguiente

generación. Los individuos padres, aportarán la información necesaria para la creación de

descendencia. Junto al mecanismo de selección de supervivientes, la selección de progenitores

será la responsable de la mejora en la calidad generacional. En CE, la selección de padres es

t́ıpicamente probabiĺıstica. Aśı, los individuos de mayor calidad tienen más posibilidades de

convertirse en progenitores que los de menos. Sin embargo, los individuos de menor calidad,

también tienen una oportunidad (aunque menor) de convertirse en ascendiente. De no ser

aśı, la búsqueda podŕıa llegar a ser demasiada elitista y quedar atrapada en un óptimo

local. Aśı ocurre por ejemplo en la selección de ruleta, en la que la probabilidad de que un

individuo sea elegido es proporcional a su importancia, o también, en la selección por torneo,

en la que la se eligen los progenitores a partir de un subconjunto de individuos elegidos al

azar.

3.1.5. Operadores de variación

Los operadores de variación, permiten crear nuevos individuos a partir de otros existen-

tes. En el correspondiente espacio fenot́ıpico, esto permite la creación de nuevas soluciones



3.1 Componentes de un algoritmo evolutivo 23

candidatas. Los operadores de variación se dividen en dos tipos basados en su aridad (núme-

ro de objetos que el operador toma como entrada). Aśı, los operadores unarios son en general

denominados mutación, mientras que los binarios reciben el nombre de recombinación o cru-

ce.

Es importante tener en cuenta, que los operadores de variación son dependientes de la re-

presentación. Esto significa que para diferentes representaciones, deben definirse diferentes

operadores. Por ejemplo, si los genotipos lo integran cadenas de bits, se puede utilizar como

operación de mutación la inversión de 0 a 1 y viceversa. Si por el contrario, las solucio-

nes candidatas se representan como estructuras arbóreas, entonces es necesario diseñar un

operador de mutación más sofisticado.

3.1.5.1. Mutación

Un operador de variación unario, es comúnmente denominado mutación. Al aplicarse

a un individuo, genera ligeras modificaciones en su genotipo. El operador de mutación es

siempre estocástico: su salida depende de los resultados de una serie de elecciones al azar.

Es necesario apuntar, que un operador unario arbitrario no es necesariamente un operador

de mutación. En problemas espećıficos, podŕıan existir operadores heuŕısticos que actuasen

sobre un solo individuo, y ser contemplados como mutación por el hecho de ser unarios.

En general, la mutación tan sólo debe causar un cambio aleatorio e imparcial sobre el

individuo.

El papel del operador de mutación es diferente para distintos escenarios de CE. Aśı, en

PG no se usa en general; en AGs, se usa normalmente como un operador secundario que

proporciona nuevas combinaciones de genes; mientras que en PE es el único operador de

variación existente en el proceso de búsqueda.

Hay que recalcar que los operadores de variación, conforman la implementación de los

pasos elementales en el espacio de búsqueda. La generación de un individuo, se puede ver

como un avance hacia un nuevo punto dentro de dicho espacio. Desde esta perspectiva, la

mutación tiene también un papel teórico: garantizar que el espacio esté conectado. Esto es

importante en la medida de que, según algunos estudios[19], el descubrimiento de un óptimo

global por parte de un AE, se basa en la propiedad de que cada genotipo que representa una

posible solución, debeŕıa poder ser alcanzado por los operadores de variación. La manera

más sencilla de satisfacer dicha propiedad, consiste en permitir que cualquier alelo de un

individuo, pueda mutar en cualquier otro con una probabilidad distinta de cero. Sin embargo,

también debe tenerse en cuenta que muchos investigadores creen que estas pruebas tienen

una importancia práctica limitada, y muchas implementaciones de AEs, no poseen esta



24 Algoritmos evolutivos

propiedad.

3.1.5.2. Recombinación

Un operador de variación binario, es conocido como recombinación o cruce. Como su

propio nombre indica, este operador combina información genot́ıpica a partir de dos pa-

dres. Al igual que la mutación, la recombinación es un operador estocástico: la elección de

qué partes de cada padre es combinada, y la manera en que se hace, depende de sorteos

al azar. También, el papel de la recombinación es diferente en los distintos enfoques de la

CE: en PG, es con frecuencia el único operador de variación; en AGs, se puede considerar

el operador principal; y en PE, no se usa. Los operadores de recombinación de alta aridad

(con más de dos padres) son matemáticamente factibles y fáciles de implementar, aunque

no tienen equivalencia biológica. Es por ello que, en general, no se suelen utilizar, aunque

existen estudios que revelan efectos positivos en el proceso evolutivo [18]. El principal ob-

jetivo de la recombinación es simple: el emparejamiento de dos individuos con diferentes

pero deseables caracteŕısticas, puede producir hijos que las combinan. Esta máxima, ha

sido aplicada con éxito durante miles de años por criadores de plantas y animales, para

producir especies que dan un mayor rendimiento o tienen otras caracteŕısticas deseables.

Los AEs, crean un número de hijos por recombinación aleatoria aceptando que algunos de

ellos, tendrán combinaciones de rasgos no deseados, otros no serán ni mejor ni peor que sus

progenitores, y algunos serán mejores.

3.1.6. Mecanismo de selección de supervivientes (reemplazo)

El objetivo de la selección de supervivientes, consiste en la distinción entre individuos

en base a su calidad. Si bien comparte similaridades con la selección de progenitores, este

operador es utilizado en una fase diferente del ciclo de vida del AE. El mecanismo de

reemplazo, es usado después de la creación de la descendencia a partir de la población de

una generación dada. Tal y como se ha mencionado en 3.1.3, el tamaño de la población

suele ser constante, por lo que es necesario establecer qué individuos formarán parte de

la próxima generación. Esta decisión está basada normalmente en los valores de bondad,

favoreciéndose a aquellos individuos mejor adaptados, aunque también podemos encontrar

diferenciaciones en base a conceptos como el de ((edad)).

A diferencia de la selección de progenitores, que suele tener un carácter estocástico, la

selección de supervivientes es a menudo determinista. Una práctica común es la de unificar

el conjunto de padres y el de hijos (o sólamente considerar el de hijos), y posteriormente
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seleccionar los n mejores.

A menudo, la selección de supervivientes es conocida como estrategia de reemplazo. La

elección de un término u otro viene dada por la proporción entre el número de descendientes

y el tamaño de la población. Si el número de hijos es muy pequeño (por ejemplo 2 hijos

en una población de 100 individuos), entonces es más eficiente reemplazar los individuos

más antiguos y asumir que casi todo el mundo sobrevive. Si se genera mucha descendencia

(por ejemplo 500 hijos), entonces es necesario establecer cuáles de ellos sobrevivirán a la

siguiente generación.

3.1.7. Inicialización

La inicialización suele llevarse a cabo de una manera muy simple en la mayoŕıa de

los AEs: la primera población es generada aleatoriamente; aunque también es factible la

utilización de heuŕısticas espećıficas al problema a optimizar con el fin de conseguir una

población inicial de cierta calidad. Esto último requiere un esfuerzo computacional extra

que merecerá la pena o no en función de la aplicación en cuestión.

3.1.8. Condición de terminación

Podemos distinguir dos casos a la hora de elegir una condición de terminación. Si el

problema tiene una cota de bondad conocida, ésta podŕıa ser considerada como condición

de terminación. Sin embargo, dada la naturaleza estocástica de los AEs, a veces no hay

garant́ıas de poder alcanzarse un óptimo. Esta situación requiere una condición adicional

de finalización, que asegure la convergencia del algoritmo. Algunas de las opciones más

comunes para este propósito son las siguientes:

1. tiempo máximo transcurrido,

2. número total de generaciones,

3. durante un periodo de tiempo dado (es decir, para un número de generaciones), la

mejora de la bondad permanece debajo de un valor umbral,

4. la diversidad de la población cae por debajo de un umbral dado

En los casos anteriores, el criterio de parada es una disyunción: se alcanza el valor óptimo

o se satisface la condición x. Si el problema no tiene un óptimo conocido, no es necesaria

tal disyunción.
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4

Algoritmos evolutivos paralelos

((No hay un único mundo. Sino muchos mundos, y todos discurren en paralelo...

Cada mundo es la creación de un individuo.))

– Paul Auster, Un hombre en la oscuridad.

A medida que avanza la tecnoloǵıa y la disponibilidad de información, las exigencias en

el procesamiento de datos también van en aumento. En general, el espacio de búsqueda en

problemas de optimización, crece exponencialmente con el número de variables. Un ejemplo

lo encontramos en la propuesta descrita a lo largo de esta memoria, donde se utiliza un

algoritmo evolutivo para mejorar la regla de los vecinos más cercanos (ver caṕıtulo 5 para

más detalle). Uno de los principales problemas que plantea el uso de algoritmos evolutivos

es el tiempo de procesamiento, sobre todo si tanto la función objetivo como el genotipo,

deben soportar datos reales de alta dimensionalidad como es nuestro caso.

En vista de lo expuesto, los sistemas paralelos y distribuidos son sin duda la solución más

plausible para satisfacer las exigencias de las aplicaciones de alto rendimiento.

Las siguientes secciones de este caṕıtulo, introducen los conceptos de computación concu-

rrente y distribúıda, y su aplicación a los algoritmos evolutivos. Para tal fin, el apartado 4.1

comienza con la descripción de las arquitecturas t́ıpicas de multiprocesamiento, mientras

que los detalles de la computación evolutiva paralela, serán descritos en la sección 4.2.

4.1. Computación paralela y distribúıda

Podemos definir el procesamiento paralelo, como el procesamiento de información, en

el que se acentúa la manipulación concurrente de elementos pertenecientes a uno o más

procesos, que son capaces de resolver un solo problema [67]. Los computadores capaces de
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realizar este tipo de procesamiento, se denominan computadores paralelos, y se caracterizan

principalmente por tener un conjunto de procesadores.

Aunque existen varios esquemas que definen la computación paralela [29, 4, 81], ninguno se

ha constituido en un estándar. Las diferencias entre estos esquemas, están dirigidas por la

arquitectura de cada uno de ellos. Aśı podemos encontrar diferencias en la organización del

espacio de direcciones, en la red de interconexión, o en la granularidad de los procesadores.

Los computadores paralelos, se pueden dividir en las categoŕıas SIMD (Single Instruction,

Multiple Data) y MIMD (Multiple Instruction, Multiple Data). Estas categoŕıas, forman

parte de la conocida taxonomı́a propuesta por Flynn [29].

Los computadores SIMD, se caracterizan por el procesamiento de una misma operación

sobre diferentes datos, pero de manera simultánea (una instrucción es aplicada a un vector

de datos). De esta manera, este tipo de arquitecturas explota el paralelismo a nivel de datos

(Figura 4.1). Las CPUs actuales están diseñadas para incluir instrucciones SIMD, con el fin

de mejorar el rendimiento de los procesos multimedia.

El principal problema de este paradigma, es que la mayoŕıa de los compiladores no generan

instrucciones SIMD. De hecho, la vectorización en procesadores de lenguajes, es actual-

mente una linea activa de investigación. Aún aśı, existen algunas propuestas basadas en

computación evolutiva, que explotan las caracteŕısticas SIMD de los procesadores gráficos

(ver [49]).

Los computadores MIMD tienen varios procesadores que trabajan coordinados a través de

Figura 4.1: Arquitectura SIMD

una red de interconexión. Cada procesador es capaz de ejecutar un proceso distinto inde-

pendientemente de los demás (Figura 4.2). Atendiendo a la organización del espacio de di-

recciones, los sistemas MIMD se subdividen a su vez en dos categoŕıas: sistemas de memoria

compartida, o multiprocesador; y sistemas de memoria distribuida, llamados comúnmente

multicomputador.
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Figura 4.2: Arquitectura MIMD

Los sistemas multiprocesador se caracterizan por leer y escribir en un solo espacio de direc-

ciones f́ısico, a través de una red de interconexión que habitualmente tiene forma de bus

(Figura 4.3). De esta manera, la memoria compartida permite a los procesadores escribir

datos, para que después puedan ser léıdos por el resto.

Los principales problemas de este esquema, se centran en la vulnerabilidad de la integridad

de los datos, y en la degradación de la eficiencia. Para evitar conflictos de escritura el pro-

gramador debe usar los mecanismos clásicos de sincronización (p. ej. semáforos). Por otro

lado, la eficiencia puede ser mejorada mediante el uso de una memoria caché por procesa-

dor. De esta forma, se podŕıa mejorar el tiempo de acceso a la información más frecuente.

No obstante, la incorporación de estas memorias, requiere de protocolos que aseguren la

coherencia entre la memoria principal, y la memoria caché de cada procesador.

En los sistemas multicomputador, cada procesador tiene su propia memoria, de tal forma

Figura 4.3: MIMD Multiprocesador

que ésta sólo puede ser accedida por el procesador correspondiente (Figura 4.4). En este
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caso, la comunicación entre los procesadores de la red se produce mediante el env́ıo de men-

sajes (message passing). A esta categoŕıa pertenecen los computadores nCUBE 2, Paragon

Figura 4.4: MIMD Multicomputador

XP/S, Cosmic Cube, y CM-5, que se caracterizan por ser sistemas fuertemente acoplados.

También pertenecen a este grupo los clusters y las redes LAN, que por contra son denomi-

nados sistemas débilmente acoplados.

Un cluster, es un conjunto de computadores conectados a través de una red de comunica-

ciones. Los nodos de estos sistemas en red, pueden estar formados tanto por estaciones de

trabajo, como por ordenadores personales, y pueden estar conectados mediante redes de

propósito general como Ethernet, o con tecnoloǵıas especiales de alta velocidad como Fast

Ethernet, Gigabit Ethernet, Myrinet, InfiniBand, o SCI.

Otros sistemas que pertenecen a esta categoŕıa, son los sistemas de procesamiento paralelo

masivo (MPP, Massively parallel processing). Estos supercomputadores, están constitúıdos

por cientos o miles de procesadores. A diferencia de otros sistemas multicomputador, éstos

utilizan redes de interconexión ad hoc de alto rendimiento, que generalmente están diseñadas

por los mismos fabricantes.

4.2. Paralelismo en algoritmos evolutivos

Los Algoritmos Evolutivos Paralelos (AEPs), son una consecuencia a las necesidades

de rendimiento exigidas por problemas de extrema complejidad, en los que el tiempo de

ejecución utilizando AEs secuenciales es demasiado alto. Por este motivo, se estudiaron las

v́ıas posibles de paralelización de los componentes de un AE, dando lugar a tres grandes

modelos [10]: algoritmos maestro-esclavo, algoritmos de grano fino y algoritmos de grano

grueso. Es quizás en estos últimos, también llamados AEs distribúıdos, donde se pueden

encontrar un mayor número de estudios y conclusiones destacables.
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Por ejemplo y como veremos más adelante, algunos trabajos demuestran que es posible en-

riquecer la diversidad de los individuos, mediante la creación de varias poblaciones en lugar

de una sola. Aśı, una buena poĺıtica de migración de los individuos de cada subpoblación,

puede ayudar significativamente a que el algoritmo no converja hacia mı́nimos o máximos

locales.

Antes de iniciar la paralelización de un algoritmo, es necesario establecer qué elementos del

mismo son susceptibles de paralelizarse. En el caso de los AEs, es evidente que la función

de bondad de cada individuo, es una tarea que realizada en paralelo no afecta a su com-

portamiento. Por contra, el operador de selección debe ser aplicado de forma global a toda

una población, si se quiere mantener los resultados de la versión secuencial. Esta primera

aproximación, recibe el nombre de algoritmos maestro-esclavo.

Otra vertiente de paralelización, consiste en la división de la población tradicional en sub-

poblaciones que están dotadas de cierta independencia, pero con algún mecanismo de co-

municación entre ellas. Este sistema de paralelización, es quizás el de mayor acogida como

alternativa al homólogo secuencial. Esto es debido a que, además de la mejora en el ren-

dimiento computacional, las diferentes ĺıneas evolutivas proporcionan una mejora objetiva

en el proceso general de búsqueda. En la terminoloǵıa de estos sistemas, se dice que estos

algoritmos dan lugar a especies o nichos de individuos separados.

Esta segunda aproximación, se divide a su vez en algoritmos de grano grueso y algoritmos

de grano fino. Las diferencias entre ambas propuestas radica en el tamaño de las poblaciones

(mayores en las primeras), y en los mecanismos de interacción entre los individuos.

Por último, podemos encontrar propuestas h́ıbridas que combinan varias de las lineas ante-

riores en dos niveles. A este tipo de diseño se le denomina algoritmo evolutivo jerárquico.

4.2.1. Algoritmos maestro-esclavo

Estos algoritmos, poseen una única población de individuos gestionada por el nodo maes-

tro. Dicha población, ha de ser repartida entre los nodos esclavos, que se encargarán de la

evaluación de los individuos, o incluso de las operaciones de cruce y mutación en algunos

casos. Una vez que cada nodo esclavo termina su proceso, el resultado es devuelto al nodo

maestro, que se encargará de la etapa de selección y posterior reparto.

Normalmente, la operación que se suele implementar en paralelo es la evaluación de los indi-

viduos, que además, suele ser la más compleja. Por otro lado, el hecho de ser una operación

independiente de la población, la hace totalmente paralelizable.

El intercambio de información entre nodos es simple: el nodo maestro, env́ıa el subconjunto

de individuos que corresponde a cada esclavo, y éstos le devuelven los valores de bondad.
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Por otro lado, esta comunicación puede ser śıncrona o aśıncrona. En el primer caso, el nodo

maestro debe esperar la finalización del cálculo de bondad para todos los individuos, antes

de empezar con la siguiente generación. En el segundo, el algoritmo no espera a los nodos

más lentos, agilizándose de esta manera el proceso evolutivo. Es fácil deducir, que la co-

municación śıncrona tiene un comportamiento similar a la versión secuencial de un AE, no

siendo exactamente aśı en la modalidad aśıncrona.

En los algoritmos maestro-esclavo, no existe ninguna especificación concreta acerca de la

arquitectura subyacente [10]. Esto hace, que puedan ser implementados tanto en sistemas

de memoria compartida, como de memoria distribúıda. En el primer caso, la población

puede estar almacenada en la memoria común, de tal manera que cada esclavo, podŕıa leer

directamente de ella aquellos individuos que le fueran asignados. En el caso de memoria

distribúıda, seŕıa el nodo maestro el encargado de asignar y distribuir los individuos corres-

pondientes a cada esclavo.

En cuanto al comportamiento de este tipo de algoritmos, se han realizado diversos estudios

con el fin de evaluar su rendimiento. Algunos resultados interesantes los podemos encontrar

en el trabajo de Abramson, Mills y Perkins [2]. En él, se observó para los AEs maestro-

esclavo, un incremento de las prestaciones razonablemente alto, en comparación con las

versiones secuenciales, usándose para ello hasta 16 procesadores simultáneamente. Curiosa-

mente, al aumentar más aún el número de procesadores, se pudo apreciar una degradación

en el rendimiento. Este efecto fue justificado por los autores como una consecuencia debida

al aumento del coste en las comunicaciones.

4.2.2. Algoritmos de grano fino

Este tipo de algoritmos, ha sido diseñado para ser implementados sobre arquitecturas

masivamente paralelas. En esta ocasión, la población se encuentra distribúıda entre los

distintos procesadores, siendo la situación ideal, un individuo por procesador.

Las operaciones de cruce y selección, se harán entre individuos pertenecientes a un mismo

vecindario de individuos adyacentes, y de acuerdo a la representación espacial presentada

por la arquitectura antes citada. Para favorecer la interacción (aunque leve) entre todos los

individuos de la población total, se permite el solapamiento de vecindarios.

Para determinar la influencia del tamaño de los vecindarios sobre la selección de individuos,

se han realizado algunos estudios al respecto. Aśı, Sarma y DeJong [72] encontraron que la

relación entre el radio de los vecindarios y el radio de la población completa, pod́ıa influir

de forma importante en este aspecto. Además, cuantificaron el tiempo que tardaba una

solución aceptable, en propagarse por toda la población, estableciendo para ello, distintos
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tamaños para los vecindarios.

Otros estudios, se han centrado en la influencia de la topoloǵıa espacial de la arquitectura.

Schwehm [73] trabajó sobre la resolución del particionamiento de grafos, utilizando para

ello representaciones en anillo, toroidal, cúbica 16 × 8 × 8 e hipercúbica 4 × 4 × 4 × 4 × 4.

Aunque el autor establece la estructura toroidal como la más apta para una convergencia

más rápida, no especifica detalles sobre la calidad de las soluciones encontradas.

4.2.3. Algoritmos de grano grueso

Entre las caracteŕısticas más importantes de estos algoritmos, destacan el uso de múlti-

ples subpoblaciones, y la migración de individuos entre ellas. Debido a esto, las subpoblacio-

nes evolucionarán de manera independiente, por lo que el ratio de migración será un factor

a tener en cuenta a la hora de obtener resultados satisfactorios.

En la literatura, el primer estudio de AEPs sobre múltiples poblaciones se le atribuye a

Grosso en 1985 [36]. Paradójicamente, algunos de los resultados mostrados en este estudio,

arrojan más sombras que luces sobre las ventajas del uso de este tipo de sistemas frente

a los AEs tradicionales. Un ejemplo de esto, se observa en el hecho de que los individuos

que evolucionan en poblaciones aisladas, convergen más rápidamente hacia valores óptimos,

pero con unos resultados mejorables por los algoritmos tradicionales secuenciales. De hecho,

una vez que se alcanza un determinado ratio de migración, que dependerá del problema y

de la topoloǵıa empleada, las soluciones encontradas por estos algoritmos son equiparables

en calidad, a las encontradas por la versión secuencial.

Este estudio y otros posteriores, demuestran que el buen funcionamiento de estos algorit-

mos, depende en gran medida de varios factores, entre los que destacan, la frecuencia con

la que se realicen las migraciones, y la topoloǵıa de comunicación entre subpoblaciones.

4.2.3.1. Influencia de las migraciones

Es necesario tener en cuenta varios factores importantes a la hora de establecer la poĺıti-

ca de migraciones entre poblaciones. El primero de ellos, tiene que ver con la frecuencia con

la que éstas se llevarán a cabo. La mayoŕıa de las implementaciones existentes, programan

las migraciones a intervalos fijos o, dicho de otra forma, de una forma śıncrona. Otra tenden-

cia, se basa en una poĺıtica de migraciones aśıncrona, de manera que éstas sólo se efectúan

cuando se produce un evento. Un ejemplo, lo podemos ver en el estudio descrito en la tesis

de Grosso [36]. En él, se propone la proximidad a la convergencia de la población, como

referencia del mecanismo de migración. Braun [8] hizo algo parecido, aunque en este caso
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las migraciones se realizaban una vez que la población hab́ıa convergido completamente.

De esta manera, se intentaba restaurar la diversidad perdida por el aislamiento de cada

subpoblación.

La búsqueda del momento adecuado para la migración de los individuos, es un aspecto

muy a tener en cuenta a la hora de diseñar un algoritmo de estas caracteŕısticas. Aśı, una

migración prematura, podŕıa no aportar ninguna mejora al resto de poblaciones, debido

sobre todo a la escasa calidad de los individuos enviados. Además, se estaŕıa desperdiciando

valiosos y costosos recursos de red. Sin embargo, una migración muy tard́ıa, podŕıa afectar

también negativamente, y aumentar considerablemente el tiempo de convergencia al óptimo

global, o incluso propiciar que ésta no se produjera.

Otro aspecto a tener muy en cuenta, es la elección de los individuos que se env́ıan en las

migraciones. Pettey, Leuze y Grefenstette [65] proponen enviar el mejor individuo de cada

población. Los resultados experimentales que obtuvieron, indicaban que los resultados eran

de una calidad similar a los obtenidos por AEs con una única población.

Por otro lado, Marin, Trelles-Salazar y Sandoval [54] propusieron que cada subpoblación,

transcurridas las generaciones necesarias para realizar la migración, enviaran su mejor indi-

viduo a un nodo maestro. Este nodo, se encargaŕıa de elegir a los mejores individuos entre

todos los recibidos, y posteriormente, de reenviarlos de nuevo a todas las poblaciones. Con

un número pequeño de nodos (alrededor de seis), obtuvieron resultados que propiciaban un

speedup1 casi lineal en los tiempos de ejecución.

4.2.3.2. Influencia de la topoloǵıa de comunicación

Con frecuencia, éste es un factor que no es tomado muy en cuenta a la hora de desarrollar

un AEP. A pesar de ello, la topoloǵıa de comunicación, puede determinar la velocidad con

la que las mejores soluciones, son propagadas hacia el resto de poblaciones. Tanto es aśı,

que si el grado de conectividad es alto, y/o el diámetro de la red es pequeño, las soluciones

consideradas como buenas, se expandirán rápidamente a través de todas las poblaciones,

favoreciendose aśı la evolución hacia el óptimo. En caso contrario, las poblaciones estarán

más aisladas unas de otras, por lo que su evolución será más lenta, y por tanto, habrá una

demora en la incorporación de los mejores genes en las nuevas soluciones.

Por otro lado, es necesario tener en cuenta que la densidad de conexiones puede influir

negativamente en el algoritmo, ya que supone una sobrecarga importante en el tráfico de

1el speedup es una medida de la mejora en el tiempo de ejecución de un algoritmo paralelo, en relación
con la versión secuencial. Se dice que el speedup es lineal, cuando su valor coincide con el número de
procesadores
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la red. La elección de una buena topoloǵıa, dará como resultado un mejor rendimiento del

AEP.

Generalmente, es común el uso de topoloǵıas estáticas que no cambian en la medida que

avanza el proceso de evolución. Las más utilizadas suelen ser las topoloǵıas de anillo y de

hipercubo de cuatro dimensiones. Sin embargo, existen propuestas en las que las conexiones

entre poblaciones no están definidas desde el principio, sino que se establecen sobre la

marcha cuando se cumpla algún tipo de condición. Aśı, la diversidad de la población o la

distancia entre genotipos son ejemplos de criterios que podemos encontrar en la literatura

[59].

4.2.4. Algoritmos Hı́bridos

Este grupo de algoritmos, combinan dos de los modelos vistos hasta ahora en una estruc-

tura de dos niveles. En el nivel superior, suele haber siempre un algoritmo de grano grueso.

En el nivel inferior se han probado los tres tipos de algoritmos vistos: maestro-esclavo, de

grano fino y de grano grueso. Esta estructuración en dos niveles, es conocida como jerarqúıa,

por lo que a estos algoritmos se les denomina comúnmente algoritmos evolutivos jerárquicos.

Atendiendo a las combinaciones posibles, podemos encontrar estructuras con un algoritmo

multipoblación en el nivel superior y un algoritmo de grano fino en el nivel inferior. Existen

varias implementaciones de este tipo de algoritmos. Gruau [37] usó un algoritmo multipobla-

ción, cuyas poblaciones estaban conectadas en forma toroidal de dos dimensiones. Cada una

de las poblaciones, fue organizada siguiendo una estructura de grano fino (una cuadŕıcula

de dos dimensiones). Otros autores, como Lin, Goodman y Punch [51], conectaron las po-

blaciones del nivel superior usando una topoloǵıa de anillo, y conservaron la distribución en

cuadŕıcula de dos dimensiones para el nivel inferior. Compararon esta implementación con

varios tipos de AEs, usando para ello un problema de planificación. Entre los algoritmos

usados para la comparativa, se encuentran algunas implementaciones paralelas de las vistas

anteriormente, y versiones secuenciales de un AE. Los resultados que obtuvieron con este

algoritmo h́ıbrido, fueron mejores que los obtenidos por el resto de propuestas.

Como segunda alternativa, podemos encontrar un algoritmo multipoblación en el nivel su-

perior, y un algoritmo maestro-esclavo en cada una de las poblaciones. Bianchini y Brown

[7] experimentaron con estos algoritmos, y consiguieron soluciones de la misma calidad que

las obtenidas con algoritmos multipoblación y maestro-esclavo, pero con un menor coste

temporal.

Como tercera opción de hibridación, se pueden considerar algoritmos multipoblación en los

niveles superior e inferior. Se ha podido comprobar, que usando una topoloǵıa altamente
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conectada en el nivel inferior, y una frecuencia de migración elevada, se consigue una mejor

distribución de las soluciones óptimas a través de las poblaciones. En el nivel superior, se

suele optar por frecuencias de migraciones bajas, consiguiéndose aśı una complejidad similar

a la de un algoritmo paralelo con multipoblaciones tradicional [34].
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k-Label Dependent Evolutionary

Distance Weighting

((La pregunta de si un computador puede pensar no es más interesante que la

pregunta de si un submarino puede nadar.))

– Edsger Wybe Dijkstra

En este caṕıtulo, describiremos nuestro método de pesado local sobre un k óptimo, al

que hemos llamado k-Label Dependent Evolutionary Distance Weighting (kLDEDW). Al

ser el objetivo final la obtención de un clasificador basado en la regla kNN, los pasos que

comprenden nuestra propuesta comienzan con la búsqueda de una matriz de pesos y un k

óptimo a partir de unos datos de entrenamiento. Una vez obtenido el modelo, el sistema

estará preparado para la categorización de nuevas instancias pertenencientes al dominio

considerado en la fase anterior.

Las siguientes secciones, explican todos estos aspectos con detalle. Aśı, la sección 5.1 pre-

senta el propósito y motivación de esta propuesta, mientras que el uso de los parámetros

obtenidos en el proceso de aprendizaje (pesos y número de vecinos) es expuesto en la sección

5.2. Finalmente, en la sección 5.3 se explicará el algoritmo de búsqueda en detalle.

5.1. Propósito

Tal y como se ha descrito previamente, el objetivo perseguido en nuestro estudio, es el

de buscar un conjunto de pesos y un valor adecuado para el parámetro k, para aśı optimizar

la regla de los vecinos más cercanos en procesos de clasificación. La base de nuestro método

consiste en que el conjunto de pesos encontrado en el proceso de aprendizaje, no será el
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mismo para todas las instancias a clasificar, sino que dependerá de la etiqueta o clase de la

instancia vecina involucrada en el cálculo de la distancia. Aśı, los pesos a encontrar, confor-

marán una matriz con tantas filas como etiquetas, y tantas columnas como caracteŕısticas.

Si bien existen referencias al uso de métodos locales de pesado, podemos decir que éstas

contrastan con el enfoque adoptado mayoritariamente en la literatura, en el que el foco

de estudio se centra en un vector de atributos (uno por cada caracteŕıstica independiente-

mente de la clase). La obtención de una matriz de pesos, permitirá transformar el espacio

de caracteŕısticas para una posterior clasificación. Además de esto, esta transformación es-

tará conducida por un valor de k óptimo, que también es calculada de manera simultánea

en el proceso de aprendizaje.

A pesar de que un conjunto de pesos por etiqueta proporciona más información que un

simple vector, plantea el problema de seleccionar el conjunto de pesos (que se corresponde

con una fila de la matriz) que debe ser aplicado en la fase de prueba. Esto es debido a que,

por un lado, los ejemplos a clasificar no disponen de etiqueta, y por otro, existe la casúıstica

de que las instancias participantes en el cálculo de la distancia, pudieran pertenecer a clases

distintas.

Lo descrito anteriormente, plantea la necesidad de establecer una heuŕıstica que determine

qué vector de pesos, debe ser utilizado en el proceso de clasificación de un ejemplo dado.

En nuestro caso, la heuŕıstica considerada se basa en la regla de los vecinos más cercanos,

pero con una función de similaridad modificada.

En la siguiente sección, se describirá el proceso de aprendizaje a partir de un conjunto de

datos de entrenamiento, se formalizará la función de similaridad utilizada, y se detallará el

proceso de clasificación de una instancia con etiqueta desconocida.

5.2. Proceso

Si bien es cierto que los clasificadores originales basados en la regla kNN, no necesitan

fase de aprendizaje, en nuestro método se hace necesaria la búsqueda de un conjunto de

pesos y de un número de vecinos óptimo. Este proceso tendrá lugar a partir de los datos de

entrenamiento, y dará como resultado un modelo predictivo con capacidad de generalización.

Además, a diferencia de otras técnicas, al contemplarse el número de vecinos y la influen-

cia de las caracteŕısticas para una clase dada, el modelo resultante posee una interesante

capacidad de descripción del dominio estudiado.

Tal y como podemos observar en la Figura 5.1, el ciclo de vida del método estudiado co-

mienza con la disponibilidad de un conjunto de datos de entrenamiento, de los que deseamos
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Figura 5.1: Procesos de entrenamiento y prueba

extraer el conocimiento necesario para mejorar la regla kNN, esto es, un conjunto óptimo

de vecinos y una matriz de pesos que modificará una función de similaridad. Para ello, el

propio conjunto de entrenamiento se particionará en sendos subconjuntos de entrenamiento

y prueba, de tal manera que para cada instancia del subconjunto que hace de testing, se

calcularán los vecinos más cercanos según los mejores pesos y mejor número de vecinos

encontrados hasta ese momento en un proceso iterativo de optimización. Los ejemplos que

conforman la vecindad, pertenecen al subconjunto de entrenamiento, y la tasa de acierto

sobre el subconjunto de prueba, irá determinando la calidad del modelo. Una vez alcanzada

la convergencia hacia un óptimo global, los pesos y el número de vecinos deducidos, son

empleados con la totalidad del conjunto de datos para clasificar nuevos ejemplos de etiqueta

desconocida. En términos de experimentación, y tal y como podemos observar en la Figura

5.1, nuestro método será evaluado y comparado con otros, utilizando para ello ejemplos de

testing con etiqueta conocida, y midiendo la precisión obtenida en su clasificación. Para

medir la precisión en la clasificación de un ejemplo de prueba, primero se oculta la etiqueta

del mismo, y luego se compara con la etiqueta predicha por el modelo.

Para simplificar la notación, asumimos que el conjunto de clases o etiquetas puede ser

representado por el conjunto de números enteros entre 1 y el número de etiquetas b. Aśı, sea

D = {(e, l) | e ∈ R
f y l ∈ {1, 2, ..., b}} el conjunto de datos objeto de estudio, siendo f el

número de caracteŕısticas, y b el número de etiquetas. Sea label una aplicación que asigna a

cada elemento e, la clase a la que pertenece. Supongamos que D se divide en dos conjuntos

TR y TS, siendo cada uno de ellos el conjunto de entrenamiento y el conjunto de prueba

respectivamente, tal que D = TR ∪ TS y TR ∩ TS = ∅. De esta manera, los ejemplos

de TS (conjunto de prueba) serán usados para comprobar la bondad de kLDEDW, y por
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tanto, no formarán parte del cálculo de los pesos y k (ver Figura 5.1 en la que los datos de

prueba pertenecen a un conjunto diferente al de entrenamiento). Tal y como se detallará en

la sección 5.3, la obtención de una matriz W = (ωij)b×f se realizará sólo a partir de los

ejemplos de TR. Esta matriz será usada posteriormente, para modificar el cálculo de la

distancia entre una instancia x ∈ TR, y otra y ∈ TS durante la fase de prueba. Para este

propósito, se utiliza una distancia pesada que se define como sigue [62]:

dw(x, y) =

f
∑

j=1

ωlabel(x)j(xj − yj)
2 con x ∈ TR, y ∈ TS

ωlabel(x)j es el elemento (peso) de la matriz de pesos

correspondiente a la fila label(x) y a la columna j

(5.1)

La justificación del uso de esta distancia modificada, viene dada por la dependencia de

los pesos con respecto a una clase, de tal manera que el cálculo de la distancia entre un

ejemplo de prueba y, y un ejemplo de entrenamiento x, depende de la etiqueta de x. Tal y

como podemos ver en la ecuación 5.1, la selección de la fila de la matriz está determinada

por la etiqueta del ejemplo de entrenamiento. Aśı, una vez que está definida la distancia dw,

la clasificación de un ejemplo perteneciente a TS es llevada a cabo mediante la regla de los

vecinos más cercanos, pero utilizando como medida de similaridad dw.

Veamos un ejemplo. Supongamos que tenemos seis ejemplos de entrenamiento pertenecien-

tes a tres clases diferentes y con dos caracteŕısticas. Sean x1 = (1.2, 2.3, 1), x2 = (3.2, 1.3, 1),

x3 = (4.3, 3.3, 2), x4 = (3.2, 4.7, 2), x5 = (3.2, 4.3, 3), x6 = (5.2, 1.3, 3) los ejemplos a consi-

derar. Los primeros dos valores representan las caracteŕısticas, y el tercer valor la clase (1,

2 o 3).

Si quisiéramos predecir la etiqueta de un punto y = (3.2, 4.6) aplicando la regla de los k

vecinos más cercanos, el procedimiento seŕıa como sigue:

d(x1, y) = (1.2− 3.2)2 + (2.3− 4.6)2 = 9.29

d(x2, y) = (3.2− 3.2)2 + (1.3− 4.6)2 = 10.89

d(x3, y) = (4.3− 3.2)2 + (3.3− 4.6)2 = 2.9

d(x4, y) = (3.2− 3.2)2 + (4.7− 4.6)2 = 0.01

d(x5, y) = (3.2− 3.2)2 + (4.3− 4.6)2 = 0.09

d(x6, y) = (5.2− 3.2)2 + (1.3− 4.6)2 = 14.89
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Siendo 0.01 la distancia menor, para k = 1 la etiqueta se corresponde con la del punto

x4 (clase 2). Si consideramos k = 3, los puntos más cercanos son x3, x4 y x5, y la clase

mayoritaria vuelve a ser 2.

Por otro lado, para aplicar nuestro método, se debeŕıa calcular la distancia a y de los seis

ejemplos de entrenamiento pero considerando un vector de pesos para cada clase y la ecua-

ción 5.1. Si consideramos la matriz W ((1.4, 2.1), (3.1, 5.2), (0.7, 0.4)), en la que (1.4, 2.1)

seŕıa el conjunto de pesos para la clase 1, (3.1, 5.2) el de la clase 2, y el vector restante el

de la clase 3, el cálculo de la etiqueta de y vendŕıa dado por:

dw(x1, y) = 1.4(1.2− 3.2)2 + 2.1(2.3− 4.6)2 = 16.709

dw(x2, y) = 1.4(3.2− 3.2)2 + 2.1(1.3− 4.6)2 = 22.869

dw(x3, y) = 3.1(4.3− 3.2)2 + 5.2(3.3− 4.6)2 = 12.539

dw(x4, y) = 3.1(3.2− 3.2)2 + 5.2(4.7− 4.6)2 = 0.052

dw(x5, y) = 0.7(3.2− 3.2)2 + 0.4(4.3− 4.6)2 = 0.036

dw(x6, y) = 0.7(5.2− 3.2)2 + 0.4(1.3− 4.6)2 = 7.156

Como el valor mı́nimo es 0.036, para k = 1 podemos determinar que la clase de y debe

ser la misma que la de x5 (clase 3). Si consideramos tres vecinos (k = 3), los puntos más

cercanos son x4, x5 y x6, y por tanto, la clase mayoritaria es también 3. Nótese que para

k = 5, las clases 2 y 3 se contabilizaŕıan dos veces, por lo que habŕıa que establecer una

poĺıtica de resolución de empates. En nuestro caso optaŕıamos por la clase del vecino más

cercano, que como vimos anteriormente es 3. Esta regla de clasificación está formalizada en

la función NearestN que será detallada en la sección 5.3.3.

Del ejemplo anterior se puede deducir que la elección de los pesos y el número de vecinos,

es determinante para la tarea de predicción. Es por eso que en la fase de entrenamiento,

se requiere de un proceso de búsqueda sobre los datos objeto de estudio. En la siguiente

sección, se describirán los detalles del algoritmo evolutivo elegido para tal fin.

5.3. Cálculo de pesos y k

En esta sección, detallaremos el algoritmo evolutivo de búsqueda que permite obtener

una matriz de pesos, y un valor óptimo de k. En la descripción de un algoritmo evolutivo, es

necesario definir una codificación para los individuos, un conjunto de operadores genéticos,

una función de bondad y una regla de reemplazo generacional. Todos estos aspectos se
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describirán en las siguientes subsecciones.

En cuanto a la paralelización del algoritmo, y según lo expuesto en el caṕıtulo 4, hemos

seguido un diseño maestro-esclavo basado en la distribución del cálculo de la bondad de

cada individuo. Aunque es un dato relevante a tener en cuenta, y que justifica la inclusión

del caṕıtulo sobre paralelismo, es necesario apuntar que este detalle sólo afecta a nivel

de implementación y que por tanto, pasa totalmente desapercibido en las subsecciones de

carácter formal que aparecen a continuación.

5.3.1. Codificación de individuos

Un individuo, es un conjunto de pesos para cada etiqueta, y un valor para el parámetro

k. Los pesos se representan a través de una matriz que tiene una fila por cada clase, y una

columna por cada caracteŕıstica. Cada elemento de la matriz, es un valor real con ĺımites

inferior y superior parametrizables. En nuestro caso, el rango inicial elegido es [0, 1], por lo

que un valor de 0 indicaŕıa que la caracteŕıstica correspondiente es irrelevante. Sin embargo,

es posible alcanzar valores por encima de uno a través de los operadores de cruze y mutación,

de tal manera que a mayor magnitud, mayor importancia para la caracteŕıstica en cuestión.

Para el número de vecinos, hemos elegido valores impares comprendidos en el rango [1, 5].

Por tanto, la población inicial estará compuesta por N matrices de dimensión b × f , con

valores reales aleatorios comprendidos entre 0 y 1, y N valores enteros aleatorios e impares

comprendidos entre 1 y 5.

5.3.2. Operadores genéticos

Debido a que nuestro algoritmo maneja matrices en vez de estructuras lineales, hemos

adaptado los operadores de cruce y mutación usados en los individuos. Aśı, el operador de

cruce entre dos matrices, es llevado a cabo fila a fila, de tal manera que la fila i-ésima de

uno de los progenitores, es cruzada con la fila i-ésima del otro. Para el cruce de dos vectores

de números reales, hemos usado el cruce BLX − α, un operador ampliamente utilizado en

la literatura [23]. Para el parámetro k, la operación consiste en la elección aleatoria de uno

de los dos valores correspondientes de los ancestros cruzados. El cruce BLX−α es descrito

como sigue. Si ωij y ω′
ij son los elementos j-ésimos de la fila i-ésima de cada progenitor, el

nuevo gen es un valor real elegido aleatoriamente en el rango [ωmin− Iα, ωmax+ Iα] (Figura

5.2).

Con respecto al operador de mutación y su efecto en las matrices de pesos, cada fila tiene

una probabilidad p de que uno de sus pesos w, sea incrementado o decrementado en una
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Figura 5.2: Cruce BLX-α

cantidad δ∗w. Inicialmente δ ∈ [0, 1], pero para un mejor ajuste, la cota superior es reducida

en g/G cada g generaciones, donde G es el número total de generaciones. Por ejemplo, si

G = 100 y g = 10, durante las primeras diez generaciones, la cota superior para δ será 1; en

las siguientes diez, ésta será 0.9; en las siguientes diez, será 0.8; y aśı sucesivamente. Para

el parámetro k, su valor es incrementado o decrementado en dos unidades dentro del rango

[1, 5] y con una probabilidad de p.

5.3.3. Función de bondad

Hay que apuntar, que durante la fase de entrenamiento, sólo se usa el subconjunto

TR ⊂ D. Además, la función de bondad debe premiar a aquellos individuos que obtienen

una mejor tasa de clasificación, pero intentando prevenir el sobreajuste sobre los datos de

entrenamiento. Por este motivo, tanto la fase de entrenamiento como la función de bondad,

están basados en validación cruzada y precisión de clasificación respectivamente. Debido a

que las etiquetas del conjunto de entrenamiento son conocidas, es posible contabilizar la tasa

de acierto en las predicciones, y tomarla como una medida de calidad para un clasificador.

En la Figura 5.3 se muestra el cálculo de la bondad usando m× s validaciones cruzadas,

donde m es el número de veces que se repite el proceso de validación (ĺınea 3) y s, es el

número de particiones del conjunto de entrenamiento TR (ĺınea 4). Aśı, para cada validación,

el conjunto TR es dividido en las s bolsasB1,B2...Bs. Después, para cada bolsaBj, se evalúa

el rendimiento de una clasificación, donde Bj actúa como conjunto de prueba, y el resto de

TR como conjunto de entrenamiento. Esta evaluación es conducida por la función Evaluate,

que será descrita posteriormente. El error de clasificación sobre cada Bj es acumulado en
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1: Fitness(W,k, TR) : error
2: error = 0
3: for i = 1 to m do
4: Divide TR into s bags: B1...Bs

5: partialError = 0
6: for j = 1 to s do
7: partialError = partialError + Evaluate(W,k, TR−Bj , Bj)
8: end for
9: partialError = partialError/s

10: error = error + partialError
11: end for
12: error = error/m
13: return error

14: {nótese que en la función Evaluate, Train y Test son subdivisiones de los datos de entrenamiento

(el conjunto real de prueba es desconocido en este punto, y por tanto no se usa en el cálculo)}

Evaluate(W, k, Train, Test) : error
15: error = 0
16: for each instTest in Test do
17: lab = NearestN(W, k, Train, instTest)
18: if lab 6= label(insTest) then
19: error = error + 1
20: end if
21: end for
22: error = error/size(Test)
23: return error

24: NearestN(W, k, Train, y) : labY
25: sortedInst and kneighbours are empty Sorted Sets
26: for each x in Train do
27: insert x into sortedInst ordered by dw(x, y)
28: end for
29: kneighbours = sortedInst.get(k)
30: {en el caso de que existan empates, el resultado será: labY = label(sortedInst.getF irst())}

labY = majorityLabel(kneighbours)
31: return labY

Figura 5.3: Función de bondad
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promedio por la variable partialError (ĺıneas 7 y 9), y por error en cada validación (ĺınea

10). Finalmente, el valor de bondad es el resultado de calcular el promedio de todas las

validaciones (ĺınea 12).

La función Evaluate toma como entrada la matriz W , el valor de k, el subconjunto que

actúa como de entrenamiento TR−Bj y el subconjunto que actúa como conjunto de prueba

Bj (ĺınea 7). Por tanto, el resultado de esta función es la precisión de un clasificador basado

en la matriz W sobre Bj, y tomando como referencia TR−Bj para el cálculo de los vecinos.

El clasificador usado para este propósito, es una versión de los k vecinos más cercanos que

toma como función de similaridad, la distancia eucĺıdea modificada descrita en Eq. 5.1. Para

cada instancia del conjunto que actúa como de prueba (ĺınea 16), la etiqueta devuelta por la

función NearestN es la mayoritaria de acuerdo a los k ejemplos más cercanos pertenecientes

al conjunto que actúa como de entrenamiento (ĺınea 17). Si la etiqueta devuelta no se

corresponde con la etiqueta real de la instancia de prueba, el error se incrementa en 1 (ĺınea

19). Seguidamente, el error resultante es normalizado con el tamaño del conjunto que actúa

como de prueba (ĺınea 22). Por tanto, el valor devuelto por Evaluate es un número real

comprendido entre 0 (todos los ejemplos clasificados) y 1 (ningún ejemplo clasificado).

La función NearestN es la encargada de calcular las instancias más cercanas pertenecientes

al conjunto de referencia, con respecto a cada instancia y del conjunto sometido a evaluación

(ĺınea 24 y siguientes). Cada ejemplo del conjunto de referencia, es insertado en un conjunto

ordenado de acuerdo a su distancia a y, de tal manera que el primer ejemplo del conjunto

ordenado resultante, se correspondeŕıa con el vecino más cercano a y, y el último al más

lejano (ĺınea 27). Una vez seleccionados los k vecinos más cercanos del conjunto ordenado

(ĺınea 29), se devuelve la etiqueta mayoritaria (lineas 30 y 31).

5.3.4. Reemplazo generacional

En cuanto al reemplazo generacional de los individuos de una generación a los de la

siguiente, hemos elegido un diseño elitista, donde el mejor de los individuos pasa de una

generación a otra sin ser afectado por el operador de mutación. El resto de la nueva población

está formado de la siguiente manera: Si el número de individuos es N , C − 1 son generados

por clonación del mejor de los individuos de la generación anterior, y los siguientes N −

C individuos son creados mediante el operador de cruce. Todos los individuos excepto el

primero, están sujetos al operador de mutación con una probabilidad p. Para seleccionar los

individuos que participarán en la operación de cruce, se ha probado tanto el método de la

ruleta como el de torneo sin que se hayan apreciado diferencias significativas.
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Resultados

((Duda siempre de ti mismo, hasta que los datos no dejen lugar a dudas.))

– Louis Pasteur

Este caṕıtulo presenta la configuración del algoritmo, y los resultados obtenidos cuando

lo comparamos con otras propuestas basadas en los vecinos más cercanos. Para la primera

consideración, y tal y como se muestra en la sección 6.1, se ha realizado un análisis de

sensibilidad con el fin de observar el comportamiento de nuestra propuesta ante diferentes

situaciones, modificando para ello el valor de los parámetros más importantes.

Con respecto al diseño experimental, éste se ha dividido en dos fases. En la primera, la

cual es detallada en la sección 6.2, se muestran los resultados obtenidos con varios datasets

del repositorio UCI[1] y su validación estad́ıstica cuando kLDEDW es comparado con otras

propuestas. El principal objetivo de este paso, es el de demostrar con el preciso rigor ex-

perimental, si nuestro método es mejor que otros frente a una variedad lo suficientemente

significativa de situaciones diferentes, esto es, frente a una colección lo bastante amplia y

heterogénea de datasets.

En una siguiente fase, se pretende demostrar la funcionalidad del algoritmo frente a ca-

sos reales de alta dimensionalidad. Para ello, en la sección 6.3, se han utilizado datos de

teledetección formados por la adquisición de mediciones LIDAR junto con ortofotograf́ıas,

mientras que en la sección 6.4, mostramos los resultados obtenidos con la información ex-

tráıda de un sistema CRM perteneciente a la compañ́ıa de telecomunicaciones Orange, y

que formó parte de la competición KDDCUP del año 2009.

Todos estos conceptos son detallados a continuación.
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6.1. Parámetros

La configuración estándar de un algoritmo evolutivo es ampliamente discutida en la li-

teratura. Pero para aquellos parámetros que son exclusivos, es necesario realizar un análisis

de su comportamiento.

Para observar la sensibilidad de los parámetros de nuestro trabajo, hemos realizado 8 experi-

mentos para 4 datasets diferentes. 4 de los experimentos, fueron llevados a cabo variando el

parámetro α del operador de cruce, y los 4 restantes, variando el parámetro g del operador

de mutación. Como se ha podido comprobar en la subsección 5.3.2, el parámetro α hace

referencia al cruce BLX −α para individuos con codificación real, y g, es un parámetro ad

hoc. Además, para cada experimento, se ha usado 2× 2 validaciones cruzadas un total de 3

veces.

Podemos observar que aunque la influencia de los parámetros no es significativa, se aprecia

un mejor comportamiento del algoritmo para un valor de g = 20 (ver Cuadro 6.1). Por

Cuadro 6.1: Análisis de sensibilidad para α y g

balance s. haberman liver d. tae

α = 0.3 86.704 73.148 60.203 55.665

α = 0.4 86.704 73.910 58.901 56.651

α = 0.5 86.491 73.529 60.829 56.765

α = 0.6 86.944 72.386 60.059 56.217

g = 5 86.678 72.277 60.926 55.995

g = 10 86.997 72.985 61.409 56.659

g = 15 87.317 72.494 61.552 54.124

g = 20 87.343 73.802 61.312 58.855

media 86.897 73.066 60.649 56.366

desv. t́ıp. ±0.310 ±0.643 ±0.890 ±1.32

otro lado, aunque el parámetro α parece ser algo menos influyente, podemos apreciar en la

literatura que éste suele tener un valor estándar de 0.5.

Teniendo en cuenta todo lo anterior, podemos tomar como valores por defecto para los

parámetros estudiados α = 0.5 y g = 20. El resto de parámetros de nuestro algoritmo

evolutivo, son aquellos que aparecen ampliamente en la literatura. Esto es, un tamaño de
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población formado por 100 individuos, un elitismo del 10% (valor de C, ver subsección

5.3.4), y una probabilidad de mutación del 10%. Respecto al número de generaciones, las

pruebas muestran una estabilidad en la función objetivo cuando se alcanzan entre 90 y 100

iteraciones, por lo que se ha tomado 100 como número de generaciones.

Por último, y con el fin de realizar una comparación objetiva con otros algoritmos en la fase

de experimentación, se ha considerado la misma configuración de nuestro algoritmo en el

resto de secciones de este caṕıtulo.

6.2. Datos UCI

Cuadro 6.2: Precisión de los métodos relacionados

kLDEDW Paredes [62] Mohemmed [57] Fernández [25] AlSukker [3]

Validación 5x10CV 100x5CV 10x3CV 100x10CV 10x(66%-33%)

australian 85.943 82.63 85 − −

balance s. 88.186 82.02 90.7 − −

breast w. 96.529 96.31 96.2 − 99.93

diabetes 74.533 72.01 75.8 74.118 81.04

glass 73.593 71.48 − 63.714 −

heart s. 79.47 77.66 81.2 − −

ionosphere 92.207 − − − 98.85

liver d. 61.004 59.78 − 65.294 −

sonar 86.466 − − − 90.19

vehicle 72.43 70.62 57.7 − −

vote 95.651 93.39 − − −

vowel 98.815 98.64 − − −

wine 97.913 98.56 93.8 − −

Podemos observar en el Cuadro 6.2, los resultados obtenidos por los diferentes traba-

jos referenciados en la sección 2.4 con datasets del repositorio UCI [1]. Como se ha visto

previamente, los trabajos presentados tienen en común el uso de pesos locales. Debido a

la disparidad en los métodos de validación utilizados en cada uno de ellos, y también a los

datos usados, esta tabla es solo informativa, y no debe utilizarse como estudio comparativo

en ningún caso. Dicho lo anterior, podemos observar que la experimentación más completa

es llevada a cabo por Paredes et al. [62].

Para llevar a cabo los experimentos, y un estudio comparativo adecuado, hemos implemen-

tado DE4 [3], y compilado el código fuente de CW [62] que está disponible en:

http://users.dsic.upv.es/~rparedes/research/CPW/index.html.

http://users.dsic.upv.es/~rparedes/research/CPW/index.html
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También, hemos comparado kLDEDW con IBk (implementación de los k vecinos más cer-

canos en el framework WEKA [40]) utilizando tres valores t́ıpicos de k: 1, 3 y 5. Por otro

lado, hemos utilizado en las pruebas treinta datasets del repositorio UCI de muy diversa

naturaleza, con diferente número de etiquetas y tipos de atributos. Como se verá después,

este número de pruebas permitirá llevar a cabo un análisis estad́ıstico fiable.

Con respecto al método de prueba, hemos elegido 10 validaciones cruzadas y para reducir

la influencia de la naturaleza aleatoria de los algoritmos evolutivos, hemos realizado 5 ex-

perimentos para cada dataset, cada uno de ellos con una ordenación diferente de los datos.

Por tanto, los experimentos implementados por dataset son 50 en total (10 validaciones

cruzadas realizadas 5 veces).

Los datos utilizados durante la experimentación, fueron preprocesados con el framework

WEKA. Aśı, los atributos nominales fueron convertidos a numéricos, todos los valores fue-

ron normalizados, y finalmente, los valores desconocidos fueron sustitúıdos por la media de

los valores conocidos del correspondiente atributo. Además, los algoritmos comparados en

los experimentos, fueron probados con los mismos datasets preprocesados (ver Cuadro 6.3).
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Cuadro 6.3: Precisión de cada algoritmo estudiado

kLDEDW IB1 IB3 IB5 CW DE4

australian 85.94± 2.04 80.20± 2.25 83.55± 1.92 84.37± 1.24 80.92± 4.27 81.88± 2.20

balance s. 88.18± 1.00 86.80± 0.97 86.90± 1.10 88.28± 0.95 85.63± 3.22 58.40± 6.59

breast t. 71.01± 5.50 68.29± 5.01 63.90± 5.98 65.39± 7.65 70.74± 10.07 67.54± 3.71

breast w. 96.52± 1.16 95.65± 1.05 96.63± 0.98 97.18± 1.08 96.75± 2.15 96.34± 1.31

car 96.38± 0.59 93.12± 0.59 93.12± 0.59 93.12± 0.59 73.18± 29.87 96.32± 0.67

cmc 46.89± 2.32 44.35± 1.37 47.05± 1.68 45.93± 1.58 44.01± 4.04 44.85± 1.65

diabetes 74.53± 2.04 70.93± 2.10 74.38± 2.21 74.72± 1.54 68.74± 3.99 67.07± 2.51

e. coli 86.13± 2.11 80.23± 2.84 84.83± 2.19 86.48± 1.96 80.53± 5.93 79.91± 2.89

glass 73.59± 3.41 70.01± 3.33 68.62± 3.41 66.12± 4.64 75.23 ± 7.4 64.94± 6.39

haberman 74.40± 2.60 67.03± 2.59 71.58± 2.71 71.07± 1.77 71.51± 4.55 56.01± 3.96

heart s. 79.47± 2.78 75.20± 3.11 78.52± 3.39 78.36± 3.13 76.22± 6.94 74.37± 3.26

hill v. 53.32± 2.26 50.31± 1.52 51.16± 2.40 51.39± 2.58 52.86± 5.34 52.27± 2.65

ionosphere 92.20± 2.18 86.89± 2.46 86.13± 1.78 85.61± 1.52 91.68± 4.63 91.97± 2.11

liver d. 61.00± 3.78 59.31± 3.96 61.80± 3.85 58.35± 3.70 63.33 ± 7.96 62.54± 3.43

lymphoma 85.12± 5.69 81.73± 3.03 78.70± 4.14 78.53± 4.30 84.85± 8.93 79.86± 4.11

mammographic 81.04± 1.69 76.83± 1.89 80.97± 1.84 82.20± 1.52 75.96± 4.07 76.07± 1.66

mfeat m. 72.04± 0.91 65.83± 1.49 69.65± 1.30 71.08± 1.15 65.99± 2.57 66.63± 1.02

ozone 94.00± 0.26 92.27± 0.95 93.96± 0.30 94.04± 0.31 93.80± 0.61 78.06± 1.24

pendigits 99.49± 0.04 99.36± 0.12 99.37± 0.08 99.27± 0.08 99.57 ± 0.17 99.43± 0.04

postoperative p. 69.47± 4.28 62.89± 3.08 69.24± 4.31 72.40± 3.87 63.77± 13.61 43.80± 9.79

sonar 86.46± 3.78 84.85± 3.44 83.00± 4.93 82.56± 3.68 88.97 ± 6.60 85.02± 2.69

sponge 90.86± 3.88 92.33± 3.08 88.78± 1.74 88.78± 1.74 95.00 ± 6.18 87.14± 7.11

tae 61.33± 6.63 60.96± 6.14 50.35± 7.71 53.65± 5.86 66.88± 12.17 63.68± 7.56

transfusion 76.34± 1.25 69.46± 2.08 73.81± 1.50 75.99± 1.65 68.05± 15.39 64.24± 2.26

vehicle 72.43± 1.72 70.00± 1.44 70.59± 1.58 70.91± 1.53 72.47 ± 3.92 71.02± 1.73

vote 95.65± 1.67 93.00± 1.56 93.95± 1.84 94.01± 2.31 95.31± 3.07 94.39± 1.32

vowel 98.81± 0.62 99.07± 0.34 96.41± 1.46 92.75± 1.35 99.23± 0.87 99.30± 0.30

wine 97.91± 1.92 94.51± 1.84 95.64± 2.29 95.48± 2.35 97.99 ± 3.51 97.48± 2.08

yeast 57.24± 1.15 52.91± 1.43 55.21± 1.13 57.56± 1.38 53.47± 2.83 50.98± 1.55

zoo 91.08± 3.41 95.37± 2.82 92.73± 2.79 94.66± 2.17 96.07 ± 5.93 94.24± 4.08

80.29± 2.42 77.32± 2.26 78.02± 2.44 78.34± 2.31 78.29 ± 6.36 74.86± 3.06
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El Cuadro 6.3 muestra los resultados en porcentaje de los 30 datasets usados en la expe-

rimentación. Cada fila contiene la precisión media de 50 ejecuciones para cada clasificador

(10 validaciones cruzadas realizadas 5 veces). Cabe destacar, que para la familia IBk un

valor alto del parámetro k no implica necesariamente una mayor precisión. Por tanto, la

elección de un valor adecuado de k, es importante en el comportamiento de los vecinos más

cercanos.

A pie del Cuadro 6.3, se muestra la media de todas las pruebas. Si comparamos nuestro

trabajo con el resto, se puede observar una mejora en los resultados obtenidos. Por otro

lado, podemos ver que los promedios obtenidos por nuestro algoritmo son en general, mejo-

res que los del resto, y que la desviación t́ıpica es próxima a la obtenida por la familia IBk

y menor que la de los dos trabajos basados en pesado local. Aśı, nuestro método es más

preciso en 11 de los 30 datasets observados, y es segundo en 13 de los 19 restantes. En la

siguiente subsección, mostraremos que esta mejora es significativa desde un punto de vista

estad́ıstico.

6.2.1. Análisis estad́ıstico

Con el fin de establecer una evaluación adecuada de los resultados, hemos llevado a

cabo una serie de tests, que estad́ısticamente validan la comparativa realizada previamente

entre todos los algoritmos que forman parte de la experimentación. En nuestro caso, hemos

utilizado el test no paramétrico de Friedman (equivalente al test ANOVA con medidas

repetidas) y el procedimiento post-hoc de Holm. La razón de utilizar tests no paramétricos,

radica en la flexibilidad de su uso si los comparamos con los homólogos paramétricos, que

con frecuencia incumplen algunas de las condiciones indispensables para su utilización, esto

es, independencia, normalidad y homocedasticidad[16, 76, 30]. Concretamente, Demšar [16]

sugiere que la condición de esfericidad1, que es una propiedad similar a la homocedasticidad

pero más apropiado para ANOVA con medidas repetidas, no puede ser garantizada debido

a la naturaleza de los algoritmos de aprendizaje y de los datasets.

Para mostrar tal afirmación, podemos ver en el Cuadro 6.4 la varianza de las diferencias

para cada par de algoritmos estudiados. Dichos valores están ordenados de menor a mayor.

Si nos fijamos en kLDEDW e IB1 por ejemplo, podemos ver en el Cuadro anterior de

los resultados (6.3), que para el dataset ((australian)) la diferencia en el rendimiento de

ambos clasificadores es de 5.74 (85.94 menos 80.2). Asimismo, si nos fijamos en ((balance

s.)) podemos apreciar una diferencia de 1.38 en el rendimiento, y para el resto de datasets

1la condición de esfericidad ocurre cuando la varianza de las diferencias de rendimiento entre dos clasi-
ficadores, es similar para todos los pares posibles de clasificadores
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Cuadro 6.4: Varianza de diferencias (supuesto de esfericidad)

Algoritmos Varianza

IB3-IB5 2.65

kLDEDW-IB1 6.77

kLDEDW-IB3 7.06

kLDEDW-IB5 8.53

IB1-IB3 12.14

IB1-IB5 15.14

IB1-CW 19.89

kLDEDW-CW 27.84

IB3-CW 38.46

IB5-CW 42.75

IB1-DE4 51.42

kLDEDW-DE4 61.58

CW-DE4 71.59

IB3-DE4 74.94

IB5-DE4 83.67

podŕıamos proceder de la misma manera. El valor 6.77 en el Cuadro 6.4 se corresponde

con la varianza de todas esas diferencias entre kLDEDW e IB1. Como se puede apreciar,

valores tan distintos de varianza evidencian una más que probable violación de la condición

de esfericidad.

Por otro lado, el uso de un método post-hoc viene determinado por el hecho de que el test

de Friedman, no es capaz por śı solo de identificar las diferencias entre el mejor algoritmo

encontrado y sus competidores, sino que sólo detecta si existe o no disparidad en el conjunto

de resultados. El método de Holm śı es capaz de detectar diferencias entre un algoritmo y

otros restantes.

En cuanto al funcionamiento del test no paramétrico de Friedman, éste se compone de los

siguientes pasos. Primero, para un dataset dado, se calcula el ránking de los resultados

obtenidos por cada algoritmo, donde el mejor es dotado con un valor de 1, y al peor se le

asigna k, siendo k el número de algoritmos comparados. Esta operación, es llevada a cabo
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para los N datasets considerados, por lo que el ránking final, estará formado por la media

obtenida en cada algoritmo. La hipótesis nula consiste en la asunción de que los resultados

obtenidos por cada algoritmo son equivalentes (tienen la misma distribución de probabilidad

o son distribuciones con la misma mediana), y por tanto, no son estad́ısticamente diferentes

en cuanto a rendimiento. La Ecuación 6.1 representa el estad́ıstico usado en el test de

Friedman, donde Rj = 1
N

∑

i r
j
i y rji es el ránking para el algoritmo i-ésimo y el j-ésimo

dataset. Además de esto, χ2
F sigue una distribución χ2 con k − 1 grados de libertad. El

Cuadro 6.5 muestra los ránkings obtenidos para cada algoritmo.

χ2
F =

12N

k(k + 1)
(
∑

j

Rj
2 −

k(k + 1)2

4
) (6.1)

Cuadro 6.5: Ránking promedio de los algoritmos estudiados
(Friedman)

Algoritmo Ránking

kLDEDW 2.033

CW 2.999

IB5 3.45

IB3 3.783

DE4 4.233

IB1 4.500

Siendo el valor p obtenido de 1.918E−6 y α = 0.05, podemos rechazar la hipótesis nula.

El método post hoc de Holm, es un procedimiento a posteriori que permite comparar un

algoritmo de control (en este caso kLDEDW) con el resto. Si tenemos k algoritmos, la

hipótesis nula consiste en la presunción de que algunos de los restantes k − 1 algoritmos,

tiene la misma calidad que el de control. El procedimiento comienza comprobando las

hipótesis secuencialmente, de acuerdo a la magnitud de p y en orden creciente.

z = (Ri −Rj)/

√

k(k + 1)

6N
(6.2)

Sean p1, p2, ..., pk−1 los valores p ordenados, tal que p1 ≤ p2 ≤ ... ≤ pk−1. El método

de Holm compara cada pi con α/(k − i), comenzando por el menor valor de p. Si p1 <

α/(k−1), entonces la hipótesis correspondiente puede ser rechazada, permitiendo comparar
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p2 con α/(k − 2). Si la segunda hipótesis también es rechazada, el proceso continúa. Si

hubiera alguna hipótesis que no pudiera ser rechazada, el resto de hipótesis (todav́ıa sin

evaluar) se consideraŕıan aceptadas. En la Ecuación 6.2 podemos ver el estad́ıstico utilizado

para comparar el algoritmo i-ésimo con el j-ésimo. En nuestro caso, todas las hipótesis son

rechazadas para α = 0.05 (ver Cuadro 6.6).

Cuadro 6.6: Método de Holm

i Algoritmo p α/(k − i)

1 IB1 3.282E − 7 0.01

2 DE4 5.253E − 6 0.0125

3 IB3 2.914E − 4 0.0166

4 IB5 0.003 0.025

5 CW 0.0454 0.05

Siendo las diferencias entre los seis algoritmos evaluados estad́ısticamente significativas,

podemos concluir que kLDEDW obtiene los resultados más satisfactorios.

6.3. Datos LIDAR

La teledetección, es una disciplina empleada en tareas tales como gestión de recursos

naturales, monitorización del entorno, respuesta a los desastres naturales etc.

Desde hace algún tiempo, el aprendizaje automático se está utilizando en teledetección con

el fin de mejorar el rendimiento y su aplicabilidad. Por otro lado, para mejorar las técnicas

tradicionales de teledetección basadas normalmente en imágenes, se está generalizando el

uso de sensores activos como LIDAR (Light Detection and Ranging en inglés)[21]. Este

hecho implica un aumento en la complejidad de los datos, lo que justifica aún más la utili-

zación de técnicas de mineŕıa de datos y aprendizaje automático.

LIDAR es una tecnoloǵıa de sensores activos capaces de medir propiedades de la luz (nor-

malmente láser), con el fin de registrar información sobre objetivos distantes. En tareas de

teledetección, estos sensores van acoplados a un avión para registrar la información de re-

torno proporcionada por distintos pulsos lanzados desde el propio sistema. Después de cada

vuelo LIDAR, se obtiene una nube de puntos que es almacenada en una base de datos. Cada

punto contiene diversa información, como por ejemplo su posición espacial (coordenadas z,
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x e y), intensidad de retorno, número de retornos en una secuencia (si un pulso produce

varios impactos en el suelo) etc.

Uno de los productos más importantes que se derivan de las técnicas mencionadas anterior-

mente, son los mapas LULC (Land Use/Land Cover), los cuales almacenan la información

necesaria, para categorizar diferentes tipos de terreno en función de sus caracteŕısticas mor-

fológicas o funcionales. Esta información, puede ser muy útil para la gestión de entornos

naturales (por ejemplo, para mapear y estimar el riesgo de incendio).

Nuestro caso de estudio, consiste en un mapa LULC de la zona geográfica del Alto Tajo

(ver Figura 6.1). Los datos a clasificar, están formados por la fusión de variables derivadas

del sistema LIDAR, junto con la información de una fotograf́ıa multiespectral (ver Cuadro

6.7) y suman un total de 2010 instancias etiquetadas con distintos tipos de suelo.

En cuanto a los terrenos, éstos se pueden clasificar como ((carretera)), ((solar)), ((arbustal)),

((alameda)), ((robledal)), ((pradera)), ((pinar)) y ((encinar joven)).

Figura 6.1: Zona de estudio
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Cuadro 6.7: Atributos y bandas extráıdos de los datos LIDAR
y de la imagen multiespectral para Alto Tajo

Variable Descripción Variable Descripción
B1 420-450 nm B2 450-520 nm
B3 520-600 nm B4 600-620 nm
B5 630-690 nm B6 690-750 nm
B7 750-900 nm B8 910-1050 nm
B9 1550-1750 nm B10 2080-2350 nm

NDVI (B7−B5)
(B7+B5)

SAVI (B7−B5)(1.5)
(B7+B5+1.5)

NDII1 (B7−B9)
(B7+B9)

NDII2 (B7−B10)
(B7+B10)

HMAX Height maximum HMEAN Height mean
HMED Height median HKURT Height kurtosis

HRANGE Height range HSKEW Height skewness
HSTD Height standard HCV Height coefficient

deviation of variation

En esta ocasión, hemos probado nuestra propuesta ejecutándola 50 veces, esto es, 5×10

validaciones cruzadas, y comparándola con las implementaciones en WEKA de kNN (IBk)

para los valores de k 1, 3 y 5. Como se puede apreciar en el Cuadro 6.8, la regla kNN es

mejorada significativamente cuando se combinan adecuadamente un valor óptimo de k y

una matriz de pesos por etiqueta. De hecho, con respecto al mejor resultado final (IB5 con

una precisión de 83.568%) logramos una mejoŕıa del 2.5%.

Por otro lado, podemos observar en la última columna los resultados de IB5, cuando éste es

combinado con el selector de atributos CFS [39] y utilizando como algoritmo de búsqueda

una estrategia Best-First [15]. La razón de este experimento es que la selección de carac-

teŕısticas puede ser vista como un caso extremo de pesado, en el que sólo existen dos valores

de ponderación: 1 y 0. En cada validación, los atributos seleccionados a partir del conjunto

de entrenamiento, son aplicados tanto al conjunto de entrenamiento como al de prueba an-

tes de procederse con la tarea de clasificación. Por tanto, y al igual que sucede con nuestra

propuesta, los atributos seleccionados (los pesos y k en nuestro caso) pueden ser distintos en

cada validación. Aunque el preprocesamiento proporciona cierta mejoŕıa en los resultados

de IB5, éstos siguen siendo menor en general cuando los comparamos con kLDEDW, donde

se alcanza una mejoŕıa del 1.6% con respecto al anterior.
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Cuadro 6.8: Precisión para los datos de Alto Tajo

#CV kLDEDW IB1 IB3 IB5 IB5 + CFS

1 84.577 82.587 81.592 81.095 84.577

2 88.557 82.587 83.582 83.333 85.572

3 85.904 82.587 82.421 82.255 83.416

4 86.07 82.587 82.09 82.587 84.204

5 85.871 81.758 82.189 82.587 84.279

6 86.235 81.716 82.836 83.25 84.826

7 85.856 82.189 82.161 82.658 84.506

8 85.883 82.836 82.463 82.587 84.08

9 86.014 82.658 82.753 82.753 84.08

10 86.02 82.587 82.786 82.886 83.93

11 83.582 82.366 80.597 82.587 84.577

12 85.323 82.239 79.602 81.592 84.08

13 86.235 83.582 82.919 84.245 85.406

14 87.065 80.597 83.831 85.448 85.697

15 87.065 81.758 83.98 85.97 85.97

16 86.733 82.711 83.25 85.075 85.406

17 86.638 83.085 82.871 84.151 85.004

18 86.754 82.67 83.396 84.577 85.261

19 85.959 82.374 82.863 83.858 84.743

20 85.92 82.836 82.736 83.881 85.075

21 88.06 82.034 86.567 85.075 83.085

22 87.313 82.189 83.831 83.582 83.831

23 86.899 85.075 82.919 84.08 84.577

24 86.07 83.333 82.96 84.577 85.199

25 86.965 82.421 83.582 85.373 85.473

26 86.318 82.711 82.753 84.494 84.826

27 85.999 83.284 82.161 83.724 84.364

28 85.883 82.504 82.338 83.769 84.08

29 86.014 82.161 82.366 83.858 84.356

30 86.169 81.903 82.786 84.03 84.726

31 85.075 81.537 82.587 84.08 85.075

32 87.811 81.891 83.333 83.582 85.075

33 86.733 83.085 82.421 82.587 84.245

34 86.194 83.582 82.836 83.085 84.328

35 85.771 82.919 82.388 83.184 83.781

36 85.655 82.587 82.007 82.836 83.997

37 85.643 82.289 82.303 82.8 84.506

38 85.634 82.09 82.587 82.898 84.391

39 85.572 81.947 82.587 82.919 84.19

40 85.821 82.152 82.736 83.383 84.428

41 84.577 81.592 81.592 82.09 81.592

42 86.318 81.94 83.831 84.328 82.587

43 85.738 80.1 83.748 84.411 84.08

44 85.199 80.597 82.214 82.96 83.333

45 84.776 80.763 82.289 83.085 83.184

46 85.489 80.97 82.753 83.914 84.245

47 85.999 80.1 83.085 84.08 84.861

48 85.883 80.846 83.147 84.142 84.639

49 85.627 81.237 82.974 83.914 84.301

50 85.92 81.592 83.234 84.179 84.378

86.068 ± 0.864 82.195 ± 0.925 82.757 ± 0.952 83.568 ± 0.992 84.408 ± 0.796
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6.4. Datos masivos (KDDCUP 2009)

Los sistemas CRM (Customer Relationship Management en inglés) son un elemento

clave para las estrategias de márketing actuales. En el año 2009, la conocida competición

KDDCUP, ofreció la oportunidad de acceder a una gran base de datos perteneciente a

la compañ́ıa francesa de telecomunicaciones Orange (http://http://www.kddcup-orange.

com/). Los objetivos del reto eran tres: predecir la propensión de los clientes a cambiar

de proveedor (churn); a adquirir nuevos productos o servicios (appetency); y a contratar

mejoras o complementos, para de esa manera, hacer la venta más rentable (up-selling). Las

puntuaciones (scores) son la forma más práctica de generar conocimiento sobre los clientes

en un sistema CRM. Una puntuación (la salida de un modelo) es el resultado de evaluar

un conjunto de instancias perteneciente a una variable objetivo a explicar (es decir, en este

caso, churn, appetency o up-selling). Los sistemas que producen puntuaciones, permiten

proyectar en una población determinada información cuantificable. Las puntuaciones se cal-

culan utilizando las variables de entrada que describen casos, y son después utilizadas por el

sistema de información, para personalizar la relación con el cliente. Los laboratorios Orange,

han desarrollado una plataforma capaz de construir modelos de predicción cuya principal

caracteŕıstica es su escalabilidad para manejar cientos de miles de casos, y miles de varia-

bles. La detección rápida y robusta de las variables que más contribuyen a los resultados

de predicción, son un factor clave en la implementación de estrategias de márketing.

Para cada uno de los objetivos, se ha elaborado un dataset de clase binaria con 50000 ins-

tancias y 230 atributos, de los cuales 190 son numéricos y 40 categóricos.

Puesto que en este estudio se está utilizando el paradigma del vecino más cercano y dado el

carácter masivo de los datos a analizar, se han utilizado 10 validaciones cruzadas como méto-

do de experimentación. Si bien pudiera no ser suficiente para establecer una comparativa

con el rigor necesario, es aceptable para observar el comportamiento de nuestra propuesta

cuando la aplicamos a datos de estas caracteŕısticas.

Además de lo anterior, cada conjunto de entrenamiento es sometido previamente a un

muestreo con el algoritmo descrito por Vitter en 1985 [82]. Tras este paso, el conjunto de

entrenamiento queda reducido a 5000 ejemplos de los 45000 iniciales.

Por otro lado, los datos bajo estudio sufren un gran desbalance con respecto a la clase,

por lo que también se ha optado por realizar un muestreo con reemplazo de los mismos,

para de esta manera, generar una distribución uniforme. Tras este paso, el conjunto de

entrenamiento se queda finalmente con 2500 ejemplos distribúıdos uniformemente entre las

dos etiquetas de la clase. Tenemos por tanto en cada validación cruzada, 2500 ejemplos de

http://http://www.kddcup-orange.com/
http://http://www.kddcup-orange.com/
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entrenamiento y 5000 ejemplos de prueba. En los Cuadros 6.9, 6.10 y 6.11 podemos ver

Cuadro 6.9: Precisión para el análisis de appetency

#CV kLDEDW IB1 IB3 IB5 IB1+CFS

1 97.82 91.56 80.66 71.9 92.52

2 98.2 90.12 78.08 70.3 91.3

3 97.82 90.72 78.72 69.68 92.58

4 97.98 90.64 78.78 69.52 91.48

5 98 90.1 79.12 70.98 91.26

6 98 90.68 79.76 70.78 92.18

7 97.78 90.94 80.8 72.64 91.98

8 97.48 90.82 80 71.38 93.24

9 98.1 92.58 83.1 74.84 92.3

10 98 92.12 82.22 73.28 93.56

97.918 91.028 80.124 71.53 92.24

los resultados de 10 validaciones cruzadas cuando comparamos nuestra propuesta con IBk

para 1, 3 y 5 vecinos, y con las mismas condiciones de preprocesado descritas anteriormente.

Además, el rival con mejor rendimiento (en los tres casos IB1), es sometido a una reducción

de caracteŕısticas mediante CFS y Best-First, tal y como se hizo en el apartado 6.3.

En los tres casos (appetency, churn y up-selling) podemos ver que la elección de un adecua-

do número de vecinos, en consonancia con una matriz de pesos correctamente graduada por

evolución, consigue unos resultados muy superiores a los conseguidos por la familia kNN,

aún aplicando ponderación binaria (selección de atributos) a la variante de mejor comporta-

miento. Cabe destacar que incluso en el estudio del objetivo churn, el proceso de selección

de atributos no hace sino empobrecer los resultados obtenidos.
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Cuadro 6.10: Precisión para el análisis de churn

#CV kLDEDW IB1 IB3 IB5 IB1+CFS

1 92.22 74.14 55.54 50 26.5

2 91.04 72.66 55.58 50.92 25.88

3 91.56 71.72 55.12 51.4 25.96

4 92.14 70.5 52.98 49.28 26.32

5 92.1 69.9 51.5 47.74 60.28

6 91.4 70.22 52.1 49.36 22.68

7 92.12 70.94 52.14 47.84 27.74

8 91.44 72.7 54.92 50.72 60.18

9 91.7 71.26 55.26 49.98 61.36

10 91.58 71.52 52.92 47.46 66.6

91.73 71.556 53.806 49.47 40.35

Cuadro 6.11: Precisión para el análisis de up-selling

#CV kLDEDW IB1 IB3 IB5 IB1+CFS

1 92.44 74.22 57.72 53.46 85.08

2 92.46 72.08 55.26 51.86 73.58

3 92.36 71.88 54.34 50.68 86.92

4 92.08 71.64 53.5 50.94 84

5 91.8 72.24 55.92 51.34 79.62

6 91.96 73.02 53.74 51.04 80.64

7 91.46 72.78 54.2 51 82.54

8 92 72.96 54.8 52 76.8

9 91.64 72.72 54.94 51.82 74.26

10 91.84 73.24 55.22 50.58 82.24

92.004 72.678 54.964 51.472 80.568
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7

Conclusiones

((Lo consiguieron porque no sab́ıan que era imposible.))

– Jean Cocteau

En esta memoria, hemos explorado dos mejoras para la regla de los vecinos más cercanos.

La primera de ellas consiste en la selección de un adecuado valor de k. La segunda, que se

complementa con la primera, es un sistema de pesado de atributos.

Las principales caracteŕısticas de nuestra propuesta son dos. Primero, los pesos no son igua-

les para todos los datos en observación sino que dependen de la etiqueta, y por tanto, el

objetivo a optimizar es una matriz en vez del clásico vector que hallamos en la literatura. La

segunda carateŕıstica es que el número de vecinos es deducido en la fase de entrenamiento

junto con la matriz de ponderación. La combinación de ambas caracteŕısticas deriva en una

mejora objetiva de la regla kNN.

La principal dificultad de este enfoque se manifiesta a la hora de decidir cuál o cuáles son

los vectores de pesos a utilizar en el cálculo de los vecinos. El uso de una distancia pesada

basada en las etiquetas del conjunto de entrenamiento, resuelve este problema.

En cuanto a la optimización del modelo, se ha elegido un algoritmo evolutivo con codifica-

ción real cuyos resultados han sido testeados con datasets del repositorio UCI. El número

de conjuntos de datos utilizado y el uso de validación cruzada en la experimentación, ha per-

mitido un riguroso análisis estad́ısticos de los resultados. Este análisis confirma que nuestra

propuesta mejora los resultados de cinco clasificadores, incluyendo dos trabajos de pesado

local.

En cuanto a la aplicabilidad del método descrito, se han realizado pruebas con datos reales

en un problema de clasificación de suelos, y con datos masivos provenientes de la competi-

ción KDDCUP 2009. Los resultados obtenidos muestran una mejor capacidad de predicción,
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cuando se compara con la regla kNN.

7.1. Trabajo futuro

Las ĺıneas futuras de actuación, se pueden dividir en varios apartados. Por un lado, se

pretende seguir aplicando nuestra propuesta en problemas reales de diversa naturaleza, con

especial interés en problemas de teledetección y de origen biológico. Además, debido al di-

seño elegido, es posible la experimentación con otros tipos de algoritmos de optimización

tales como CHC [22], evolución diferencial [77] o sistemas inmunes artificiales [24] por citar

algunos.

Por último, cabe resaltar la posibilidad de utilizar nuestro método como algoritmo de Selec-

ción de Caracteŕısticas. Como idea inicial, los pesos para cada etiqueta, permitiŕıan a priori

medir la importancia de cada atributo con respecto a dicha etiqueta. Aśı, para n atributos,

el atributo con mayor peso, tendŕıa un valor de 1 en el ránking, y el de menor peso tendŕıa

un valor de n. Para cada atributo, su importancia ((global)) podŕıa ser vista como la suma

de todos los ránkings (el de cada etiqueta), de tal manera que el atributo de menor suma

podŕıa considerarse el más importante, y el de mayor suma el de menos relevancia. En el

apéndice A se puede ver una descripción del algoritmo propuesto, y su aplicación a los datos

de teledetección mostrados en la sección 6.3.



Apéndice A

Ránking de atributos a partir de una

matriz de pesos

1: {W es una matriz de pesos con n filas y m columnas. R es un vector de m elementos}

Ranking(W ) : R
2: R1 = 0, R2 = 0, ..., Rm = 0
3: for i = 1 to n do
4: for j = 1 to m do
5: Rj = Rj + Pos(Wij,Wi) {Pos(Wij ,Wi) devuelve la posición según su peso del

elemento Wij en la fila (vector) Wi}

6: end for
7: end for
8: return R

9: Pos(x, V ) : i
10: ReverseSort(V ) {ordenación del vector de mayor a menor peso}

11: for i = 1 to m do
12: if Vi == x then
13: break
14: end if
15: end for
16: return i

Figura A.1: Algoritmo de ránking

Si bien es cierto que durante el desarrollo de esta memoria, se han tratado de resolver

unas hipótesis de partida, no lo es menos el hecho de que hayan ido aparecido otras nuevas.

Un ejemplo de esto lo encontramos en la posibilidad de utilizar nuestra propuesta como una

alternativa factible a las técnicas de selección de caracteŕısticas. La hipótesis de partida,
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plantea la posibilidad de que la matriz de pesos también pudiera reflejar la importancia de

cada atributo con respecto al dataset.

Una primera aproximación, consistiŕıa en considerar la posición de cada atributo en función

de su peso. Aśı, para una fila dada con m atributos, el atributo con mayor ponderación,

tendŕıa un valor de 1 en el ránking de pesos de la etiqueta correspondiente, y el de menor

ponderación tendŕıa un valor de m. Para cada atributo, su importancia ((global)) podŕıa

ser vista como la suma de todos los ránkings (el de cada etiqueta), de tal manera que el

atributo de menor suma podŕıa considerarse el de más importancia, y el de mayor suma el

de menos.

En la Figura A.1 se muestra un algoritmo que describe el proceso anterior. Podemos ver en

la ĺınea 1, que el algoritmo toma como entrada una matriz de pesos y devuelve un vector

de posiciones acumuladas (ránking). Al estar asignándose 1 al mejor atributo, y m al peor

(siendo m el número de atributos) cuanto menor sea el valor en el ránking, más importante

será el atributo. Para cada fila i, se calcula la posición de cada atributo j según su impor-

tancia (peso) dentro de la fila, y luego se acumula en suma (ĺıneas 3,4 y 5). Para calcular la

posición en el ránking de un valor x en un vector V (ĺınea 9), primero se ordena el vector de

mayor a menor (ĺınea 10), y luego se busca la posición que ocupa x en dicho vector (ĺıneas

11 y sucesivas). Cuanto mayor sea el valor x, menor será su posición en el vector.

En el Cuadro A.1 podemos observar la ejecución del algoritmo IB3 utilizando 10 × 10 CV

sobre los datos de Alto Tajo utilizados en la sección 6.3. En cada columna, aparecen los

resultados del clasificador combinado con nuestra propuesta, y con otros 2 conocidos algo-

ritmos de selección. Cada fila, representa la precisión media del clasificador para distintos

números de atributos. Aśı, la primera fila representa la precisión de clasificación cuando

se elige el mejor atributo considerado por cada algoritmo; la segunda, representa la misma

tarea pero con los dos mejores atributos; en la tercera, se consideran los tres mejores; y

aśı sucesivamente. A diferencia de los algoritmos basados en ránking, el CFS sólo tiene en

cuenta los atributos que considera mejores (los que no tienen correlación con ningún otro

atributo). Es por eso que sólo considera 10 atributos en este caso.

A pesar de que el algoritmo descrito es sólo un prototipo, y de que se hace necesario hacer

más pruebas, se puede apreciar en los resultados que la hipótesis planteada podŕıa ser fac-

tible.

Lo primero que podemos ver, es que con todos los atributos la precisión media es de 82.816%.

Además, con 5 atributos, nuestra propuesta parece obtener una precisión notoriamente su-

perior a la del resto (80.916% frente a 70.177% y 67.892%). Y con 6, además se supera

los resultados obtenidos con el conjunto completo de atributos (82.932% frente a 82.816%).
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Cuadro A.1: Selección de caracteŕısticas para datos de Alto
Tajo

#atributos Relief kLDEDW CFS

1 42.446 42.807 42.807

2 49.666 66.094 61.022

3 59.926 78.615 63.485

4 66.555 80.399 62.641

5 67.892 80.916 70.177

6 69.524 82.932 73.631

7 69.284 84.861 81.944

8 68.663 84.675 82.305

9 72.696 84.651 85.182

10 74.104 84.892 85.633

11 74.461 84.727 −

12 74.008 84.241 −

13 74.049 85.116 −

14 82.282 84.639 −

15 84.339 84.704 −

16 84.435 83.911 −

17 84.074 83.663 −

18 83.929 83.824 −

19 83.904 83.471 −

20 83.385 83.225 −

21 82.816 82.816 −
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Aún con todo esto, y tal y como se ha mencionado más arriba, será necesario establecer

un riguroso plan de experimentación para poder obtener resultados concluyentes, y realizar

sucesivas mejoras si aśı fuera necesario.
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Artificial, 2001.

[47] Kevin Knight. Connectionist ideas and algorithms. Commun. ACM, 33(11):58–74,
November 1990.

[48] Teuvo Kohonen. Self-organized formation of topologically correct feature maps. Bio-
logical Cybernetics, 43:59–69, 1982. 10.1007/BF00337288.

[49] William B. Langdon and Wolfgang Banzhaf. A SIMD interpreter for genetic pro-
gramming on GPU graphics cards. In Proceedings of the 11th European Conference
on Genetic Programming, EuroGP 2008, volume 4971 of Lecture Notes in Computer
Science, pages 73–85, Naples, 26-28 March 2008. Springer.

[50] Gondra I. Liu L. Li, C.H. An efficient parallel neural network-based multi-instance
learning algorithm. Journal of Supercomputing, pages 1–17, 2012.

[51] S. C. Lin, E. D. Goodman, and William F. Punch. Investigating Parallel Genetic
Algorithms on Job Shop Scheduling Problems. In EP ’97: Proceedings of the 6th
International Conference on Evolutionary Programming VI, pages 383–393, London,
UK, 1997. Springer-Verlag.

[52] Wei Liu and Sanjay Chawla. Class confidence weighted knn algorithms for imbalanced
data sets. In Proceedings of the 15th Pacific-Asia conference on Advances in know-
ledge discovery and data mining - Volume Part II, PAKDD’11, pages 345–356, Berlin,
Heidelberg, 2011. Springer-Verlag.

[53] Dario Lucarella. A document retrieval system based on nearest neighbour searching.
J. Inf. Sci., 14(1):25–33, January 1988.



BIBLIOGRAFÍA 73
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