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1. Introducción 

Según el informe GLOBOCAN 2020 (1), el cáncer de pulmón (CP) es el segundo cáncer 

más diagnosticado en el mundo, después del cáncer de mama femenino, y representa el 

11.4% de los nuevos casos de cáncer diagnosticados, pero sigue siendo la principal causa de 

morbilidad y mortalidad por cáncer en el mundo (18% del total de muertes por cáncer). Las 

tasas de incidencia y mortalidad son aproximadamente 2 veces más altas en los hombres que 

en las mujeres, y de 3 a 4 veces más altas en los países desarrollados que en los países en vías 

de desarrollo (1). La supervivencia del CP localmente avanzado a los 5 años del diagnóstico 

oscila entre el 10% y el 50% (2), muy por detrás de otros tipos de cáncer con tasas de 

incidencia comparables, como el cáncer de mama femenino (85-90%) o el cáncer de próstata 

(80-95%) (3), a pesar de la evidencia sobre la eficacia de la implantación de programas de 

cribado de CP basados en la tomografía computarizada de baja dosis para los individuos de 

alto riesgo (1). 

El Instituto Nacional del Cáncer, perteneciente al Instituto Nacional de Salud (NIH) de 

Estados Unidos, define la radioterapia (RT) como el uso de radiación de alta energía generada 

mediante rayos X, rayos gamma, neutrones, protones y otras fuentes para eliminar las células 

cancerosas y reducir el tamaño y la actividad de los tumores (4). Utilizada como opción 

terapéutica primaria, secundaria, concomitante o adyuvante, se prescribe habitualmente 

como parte del tratamiento activo (5) según las guías clínicas más extendidas y consensuadas, 

como son las elaboradas por la National Comprehensive Cancer Network (NCCN) (6,7) de la 

Sociedad Americana de Oncología y las elaboradas por el National Institute for Health and 

Care Excellence (NICE) (8) del Ministerio de Sanidad Británico para el manejo de pacientes con 

CP.  
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1.1. Toxicidad inducida por radiación en pacientes con cáncer de 

pulmón 

A pesar de los avances realizados en torno a la mejora de la precisión y eficacia de esta 

terapia (9), los órganos y tejidos que rodean al tumor pueden verse afectados por el haz de 

radiación de alta energía, generando así una respuesta inflamatoria en los volúmenes 

afectados que puede desencadenar la aparición de una serie de eventos adversos (es decir, lo 

que se conoce como toxicidad inducida por RT). Estos acontecimientos parecen depender de 

múltiples factores, como la dosis de radiación administrada, la localización de la irradiación, 

el perfil celular y molecular (10,11) y los hábitos de vida de los pacientes (12,13).  

La gestión de las posibilidades de aparición de estas toxicidades está reconocida 

como uno de los factores más limitantes durante la planificación de la RT (14,15), impidiendo 

que se pueda administrar una mayor dosis de radiación para facilitar una mejor respuesta 

tumoral, lo que se traduciría en una potencial mejora de la supervivencia global del paciente. 

Además, las toxicidades inducidas por la RT pueden convertirse en afecciones crónicas en 

función de su evolución y persistencia a lo largo del tiempo, lo que perjudicaría la calidad de 

vida relacionada con la salud (CVRS) del paciente a largo plazo. Por lo tanto, tanto los 

pacientes como los oncólogos radioterápicos a menudo tienen que mantener un equilibrio 

entre la CVRS y la supervivencia en un contexto de toma de decisiones compartida, siendo la 

CVRS en el momento del diagnóstico y las expectativas de supervivencia los principales 

determinantes en las decisiones de los pacientes (16).  

En este contexto, disponer de una predicción personalizada y precisa de la posible 

aparición de toxicidades inducidas por la RT y de las expectativas de supervivencia sería de 

gran ayuda para que los pacientes y los oncólogos radioterápicos comprendieran mejor las 

implicaciones de sus decisiones sobre las opciones de tratamiento disponibles. De las 

directrices de la NCCN se puede extraer un conjunto básico de variables clínicas (por ejemplo: 

edad, sexo, estadificación del tumor, número de ganglios afectados y decisiones terapéuticas, 

entre otras) para realizar una estimación cuantitativa de la supervivencia a 1, 2 y 5 años de los 

pacientes con CP. Además, en Internet hay disponibles varias "calculadoras de supervivencia" 
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validadas para uso clínico, también conocidas como nomogramas, basadas principalmente 

en estas variables (17,18).  

 

 

FIGURA 1. NOMOGRAMA PARA LA PREDICCIÓN DE SUPERVIVENCIA EN PACIENTES CON CP. FUENTE: ZHENG ET AL., 2019 (19). 

 

Sin embargo, en la literatura existen experiencias basadas en métodos de aprendizaje 

automático y de minería de datos (DM) en las que se obtienen mejoras en la precisión de la 

predicción de la supervivencia añadiendo otras variables relevantes que no se tienen en 

cuenta en las guías clínicas (20,21), proporcionando un pronóstico más personalizado y 

preciso sobre los posibles resultados del tratamiento oncológico. Este pronóstico también 

sería de utilidad para informar el proceso de toma de decisiones compartidas entre el 

paciente y el oncólogo radioterápico. Este pronóstico sobre la supervivencia podría 

complementarse con un método similar para extraer predicciones personalizadas y precisas 

sobre la posible aparición de toxicidades inducidas por la RT y su impacto en la CVRS de los 

pacientes, con el fin de proporcionar a los pacientes y a los oncólogos radioterápicos una 

comprensión completa de las implicaciones para el equilibrio vital del paciente relacionadas 

con las opciones de tratamiento disponibles. 
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1.2. Variables clínicas de predicción de toxicidad inducida por radiación 

En la literatura se han descrito ampliamente algunos predictores clínicos de la 

toxicidad inducida por la RT. Los seres humanos responden a la RT de manera 

individualmente variable (22), lo que penaliza la precisión de los modelos de predicción 

generalizados cuando se aplican a casos específicos. A continuación, se ofrece una revisión 

ilustrativa de los predictores más comúnmente reportados en los sistemas anatómicos 

comúnmente afectados en pacientes con CP sometidos a RT, con la idea de visibilizar la 

heterogeneidad de las causas subyacentes para la aparición de las toxicidades asociadas al 

tratamiento radioterápico. 

En relación con las vías respiratorias, una de las toxicidades más estudiadas es la 

aparición de neumonitis por radiación. Esta toxicidad se produce en el 5-20% de los pacientes 

sometidos a RT y limita la dosis máxima de radiación que se puede administrar, reduciendo 

por tanto la probabilidad de control tumoral. Esta toxicidad puede provocar disnea, fibrosis 

pulmonar y deterioro de la calidad de vida (23), entre otras comorbilidades. Los predictores 

clínicos reportados con mayor frecuencia en los casos de neumonitis inducida por RT son, 

entre otros (24–27), volumen espiratorio forzado en un segundo (FEV1), dosis media de 

radiación recibida (Dmean) en la zona pulmonar, volúmenes relativos de la dosis pulmonar, 

capacidad de difusión del monóxido de carbono (DLCO), fracción exhalada de óxido nítrico 

(FeNO), probabilidad de complicación del tejido normal (NTCP), aparición de esofagitis aguda 

inducida por la radiación, y la existencia de enfermedad pulmonar obstructiva crónica (EPOC) 

de forma basal. 

Otra toxicidad respiratoria comúnmente reportada después de la aplicación de la RT 

es la disnea inducida por radiación, que ocurre en aproximadamente el 10-20% de los 

pacientes con CP (28). Los predictores clínicos de esta toxicidad encontrados en la literatura 

revisada (28–30) son: comorbilidad cardíaca basal, FEV1 basal, Estado funcional del paciente 

(performance status), historial de tabaquismo, edad del paciente, Dmean en la zona pulmonar, 

disnea basal, enfermedad psiquiátrica basal, y volúmenes relativos de la dosis pulmonar, 

entre otros. 

En cuanto a la aparición de dolor en la pared torácica y/o fractura de costillas 

inducidos por la RT, estudios recientes (31,32) han destacado la capacidad predictiva de los 
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volúmenes relativos de dosis pulmonar y la localización del tumor, aunque todavía es 

necesario investigar más sobre esta toxicidad específica. 

En el caso de las toxicidades inducidas por la RT relacionadas con el tracto digestivo, 

se han documentado en la bibliografía factores clínicos predictivos relacionados con la 

aparición de esofagitis, disfagia y náuseas, que se exponen a continuación.  

Los síntomas de esofagitis aguda incluyen disfagia, náuseas, anorexia, dolor al tragar 

(odinofagia) y ardor de estómago (pirosis). Si estos síntomas empeoran, pueden provocar 

deshidratación, desnutrición y pérdida de peso (33). La esofagitis se puede considerar crónica 

cuando su duración es superior a 3 meses. En promedio, los casos reportados tienen una 

duración de pocos meses, llegando en ocasiones a perdurar durante 1 año o más tiempo.  

El debut de la esofagitis inducida por la RT se ha correlacionado en la bibliografía (34–

37) con las siguientes variables: dosis máxima (Dmax) recibida por el esófago, Dmean recibida por 

el esófago, dosis mediana (Dmedian) recibida por el esófago, volúmenes relativos de la dosis del 

esófago, existencia de tratamiento de quimioterapia concomitante, y género del paciente, 

entre otros. 

Respecto a la disfagia, comúnmente está asociada con la desnutrición, la 

deshidratación, la capacidad de aspiración y la presencia de reflujo gastroesofágico, y se ha 

observado que su desarrollo afecta negativamente al bienestar percibido por los pacientes en 

las mediciones de la CVRS (38,39). Su aparición y gravedad se han correlacionado con el índice 

de masa corporal (IMC), el uso de una sonda de alimentación parenteral, el estadío del tumor 

y el régimen de tratamiento, entre otros factores (39,40).  

Las náuseas y los vómitos también se han descrito como una toxicidad asociada a la 

RT frecuente, aunque menos documentada, que empeora la CVRS de los pacientes. Las 

variables predictoras de esta toxicidad se han comunicado en una revisión narrativa (41), 

destacando las posibles correlaciones con la edad del paciente, el estadío del tumor, la 

existencia de tratamiento de quimioterapia concomitante y los volúmenes relativos de dosis 

recibidas en otras estructuras anatómicas situadas fuera del área torácica, con limitado 

interés para este trabajo. Sin embargo, esta revisión narrativa concluye que se necesitan llevar 
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a cabo más investigaciones para arrojar luz sobre cuáles son los factores predictivos 

asociados a la aparición de esta toxicidad inducida por RT. 

Un conjunto diferente de toxicidades inducidas por la RT que han sido ampliamente 

reportadas son las relacionadas con el sistema cardiovascular. Las toxicidades cardíacas tras 

la exposición a la RT incluyen la enfermedad arterial coronaria, la enfermedad valvular, la 

cardiomiopatía, la enfermedad pericárdica y las arritmias (42), entre otras. Se ha informado 

de los siguientes factores predictivos de la cardiotoxicidad: Dmean cardíaca, los volúmenes 

relativos de la dosis cardíaca, el estilo de vida basal del paciente (niveles de actividad física, 

hábito tabáquico y obesidad), algunos biomarcadores, técnica de RT usada en el tratamiento 

y la localización del tumor (43–47). Sin embargo, parece que no hay unanimidad en la 

comunidad investigadora acerca de la capacidad de predicción de los biomarcadores (47) y 

ciertas variables dosimétricas (48), por lo que en el futuro deberán realizarse más 

investigaciones sobre este tema para alcanzar el consenso. 

La piel es otro órgano expuesto a la toxicidad inducida por la RT en los pacientes con 

CP. La dermatitis por radiación puede afectar a la CVRS y comprometer la continuidad de la 

aplicación de tratamientos antitumorales. Esta toxicidad puede progresar desde el eritema a 

la descamación seca, a la descamación húmeda e incluso a la ulceración, tras lo cual pueden 

desarrollarse cambios cutáneos permanentes que afectan a la cosmética (49). En la literatura 

se han descrito varios factores predictivos de dermatitis por radiación como, por ejemplo: la 

localización del tumor, el IMC, el hipofraccionamiento en la administración del tratamiento, 

la técnica de RT usada durante el tratamiento, los volúmenes relativos de dosis recibidas en 

la piel, el hábito tabáquico y la administración de dosis de refuerzo (36,49–51), entre otros. 

Por último, pero no por ello menos importante, la fatiga o astenia es uno de los 

síntomas más comunes y angustiosos en los pacientes con cáncer sometidos a tratamientos 

RT, y ha sido identificada como una causa importante de deterioro de la CVRS en esta 

población (52). La RT puede inducir el desencadenante de factores sistémicos activos, una 

reducción de los niveles de hemoglobina, una disminución de la eficiencia neuromuscular y 

un aumento de la fatiga muscular, contribuyendo así a la aparición de este síntoma (53). 

Algunas de las posibles variables predictoras de la fatiga inducida por la RT que se han 

reportado en la literatura son: factores psicológicos, higiene del sueño, IMC, biomarcadores, 
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existencia de tratamiento de quimioterapia concurrente, edad del paciente, diabetes 

concurrente y presencia de dolor (54–58). Sin embargo, los mecanismos subyacentes que 

conducen al desarrollo de la fatiga siguen siendo poco conocidos (53). 

 

 

FIGURA 2. RESUMEN DE TOXICIDADES INDUCIDAS POR RT REPORTADAS EN LA LITERATURA TRAS TRATAMIENTO DE RT EN ZONA TORÁCICA. 

 

Cabe señalar que la mayor parte de la bibliografía revisada reflejaba un alto nivel de 

variabilidad en los regímenes de tratamiento, las poblaciones estudiadas, la definición de las 

toxicidades agudas o crónicas y la precisión de los resultados comunicados, lo que lastra en 

gran parte la calidad de las conclusiones obtenidas.  

Es en este contexto donde una metodología sólida, basada en métodos de ciencia de 

datos para impulsar el descubrimiento o constatación de factores predictivos de toxicidades 

inducidas por la RT, y que tenga la capacidad de ser personalizada a cada paciente en función 

de sus características físicas, biológicas, moleculares y de comportamiento, tiene el potencial 

de proporcionar evidencias fiables y basadas en datos obtenidos a través de las interacciones 

médico-paciente para, en última instancia, facilitar el proceso de toma de decisiones 

terapéuticas compartidas e informadas entre los pacientes y oncólogos radioterápicos. 

 



DESARROLLO Y VALIDACIÓN DE MODELOS PREDICTIVOS DE TOXICIDAD ASOCIADA AL TRATAMIENTO DE PACIENTES CON CÁNCER 

DE PULMÓN BASADOS EN TÉCNICAS DE APRENDIZAJE AUTOMÁTICO 

 

 
15 

1.3. Revisión de métodos basados en aprendizaje automático para la 

predicción de toxicidad inducida por radiación 

Cuando se trata de la aplicación de métodos basados en aprendizaje automático para 

el desarrollar modelos predictivos de toxicidad inducida por RT, el primer paso es delimitar 

qué variables tendría sentido emplear, desde un punto de vista teórico, como potenciales 

predictores del endpoint clínico que deseamos predecir. Lambin et al. (59) propuso los 

siguientes conjuntos de información a tener en cuenta en esta tarea basándose en el 

conocimiento actual de los factores que contribuyen a la aparición de toxicidades inducidas 

por la RT:  

a) Características clínicas: estado funcional del paciente, grado y estadío del 

tumor, resultados de los análisis de sangre, cuestionarios del paciente. 

b) Características del tratamiento: distribución espacial y temporal de la dosis 

planificada, tratamiento de quimioterapia concurrente. 

c) Características de imagen: tamaño y volumen del tumor, capacidad de 

captación metabólica (este concepto se incluye dentro de la disciplina 

conocida como radiómica) 

d) Características moleculares: radiosensibilidad intrínseca, hipoxia, 

proliferación celular y reacción del tejido normal.  

La inclusión de otros factores relacionados con la planificación del tratamiento de RT, 

tanto dosimétricos como no dosimétricos, también se ha sugerido como un conjunto de 

variables de interés para mejorar la precisión de los modelos de predicción de toxicidad 

asociada a la RT (60).   

Respecto a qué metodología seguir para desarrollar este tipo de modelos de 

predicción, Kang et al. (61) propuso un conjunto de principios rectores que deberían tenerse 

en cuenta. Estos principios se obtuvieron a partir de una revisión sistemática, y tenían como 

objetivo facilitar la adopción de una metodología para la implementación de modelos de 

aprendizaje automático en el contexto de la oncología radioterápica que estuvieran 

respaldados por una metodología sólida. Los principios se resumen a continuación: 

i. Considerar las variables de predicción dosimétricas y las no dosimétricos. 
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ii. Curar manualmente el conjunto de datos antes de realizar cualquier análisis. 

iii. Implementar un método automático de selección de características para una 

primera selección de potenciales variables de predicción. 

iv. Considerar los sesgos que pudiera estar introduciendo en el modelo la 

potencial multicolinealidad o correlación entre las variables de predicción. 

v. Utilizar correctamente la técnica de validación cruzada para obtener un valor 

realista de la precisión del modelo y evaluar su capacidad de generalización. 

vi. Evaluar la capacidad de generalización del modelo desarrollado mediante su 

uso en conjuntos de datos externos siempre que sea posible. 

vii. Implementar múltiples modelos y comparar los resultados obtenidos.  

Cabe destacar la existencia de iniciativas como la declaración TRIPOD (62) a la hora de 

intentar homogeneizar la forma en la que los modelos de predicción multivariables deben ser 

presentados a la comunidad científica. Esta declaración recoge el consenso de expertos en el 

desarrollo de modelos de predicción, metodólogos profesionales de la salud y editores de 

revistas científicas sobre las buenas prácticas que deben tenerse en cuenta a la hora de 

informar sobre el desarrollo y validación de modelos predictivos aplicados en el ámbito 

clínico-asistencial. Aun así, tal y como se ha evidenciado en una reciente revisión sistemática 

sobre la aplicación de esta declaración en el contexto oncológico (63), en la práctica aún dista 

bastante de lo que sería mínimamente deseable para poder extrapolar evidencias robustas a 

través de meta-análisis de resultados individuales. 

También se ha destacado la necesidad de generar confianza entre los usuarios finales 

(es decir, los oncólogos radioterápicos) sobre el uso de modelos de predicción basados en 

técnicas de aprendizaje automático con la intención de facilitar su adopción en la rutina 

asistencial. En este sentido, la comunidad investigadora está invirtiendo grandes esfuerzos en 

optimizar el equilibrio entre la interpretabilidad y el rendimiento ofrecidos por los modelos 

predictivos basados en técnicas de aprendizaje automático dado que, en general, resulta que 

cuanto menos interpretable es el modelo, mejor es su rendimiento (mayor precisión en la 

predicción ofrece). Esto lleva como consecuencia al desarrollo de modelos predictivos 

llamados de “caja negra” que, a pesar de ofrecer un rendimiento superior que, en ocasiones, 

incluso mejora la habilidad de los expertos en la materia, no son capaces de ofrecer un 

razonamiento lógico lineal al por qué de las predicciones que realizan, siendo este un factor 
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limitante para la generación de confianza en estos modelos por parte de los oncólogos 

radioterápicos. 

 

 

FIGURA 3. RELACIÓN RENDIMIENTO-INTERPRETABILIDAD EN MODELOS DE APRENDIZAJE AUTOMÁTICO. ADAPTADO DE YANG ET AL., 2022 (64). 

  

Actualmente, existe una creciente comunidad investigadora enfocada en el desarrollo 

de la Explainable AI (Inteligencia artificial interpretable) en la que se están produciendo 

avances significativos en metodologías encaminadas a proporcionar un mayor grado de 

interpretabilidad a los modelos predictivos basados en aprendizaje automático a través de 

estrategias que aprovechan las características propias de los modelos predictivos (por 

ejemplo, haciendo explícitos las variables y el peso otorgado a cada una a la hora de realizar 

una predicción), complementándola con técnicas de análisis de sensibilidad que, tras 

producir una perturbación controlada a la entrada del modelo, pueden ofrecer una 

explicación comprensible de los cambios producidos en la predicción obtenida (65). 



DESARROLLO Y VALIDACIÓN DE MODELOS PREDICTIVOS DE TOXICIDAD ASOCIADA AL TRATAMIENTO DE PACIENTES CON CÁNCER 

DE PULMÓN BASADOS EN TÉCNICAS DE APRENDIZAJE AUTOMÁTICO 

 

 
18 

 

 

FIGURA 4. FLUJO DE TRABAJO TÍPICO PARA EL DESARROLLO DE MODELOS DE APRENDIZAJE AUTOMÁTICO PARA PREDICCIÓN DE TOXICIDAD 

INDUCIDA POR RT. FUENTE: ISAKSSON ET AL., 2020 (66). 

 

Isaksson et al. (66) publicó recientemente una revisión general de las metodologías 

para elaborar modelos de predicción de toxicidad inducida por RT basadas en técnicas de 

aprendizaje automático. En esta revisión, los autores explican el funcionamiento de los 

algoritmos de aprendizaje automático, e incluyen un enfoque para el cálculo automático de 

los hiperparámetros del algoritmo mediante el modelado de la relación entre los datos de 

entrada y salida. Sin embargo, los autores hacen hincapié en la falta de comparabilidad entre 

los modelos de predicción encontrados en la literatura debido, por una parte, a la 

heterogeneidad de las metodologías empleadas para su implementación y, por otra parte, a 

la ausencia en estas publicaciones de métricas de validación del rendimiento comparables, 

problema que sigue sin resolverse hasta la fecha. Esta afirmación también es compartida por 

otros investigadores (67,68), añadiendo a estos problemas la falta de interpretabilidad de los 

modelos predictivos más avanzados como otra de las barreras que dificultan la aplicabilidad 

clínica y la integración en la rutina asistencial de estos métodos de predicción. 

La aplicación de métodos de aprendizaje automático para predecir la toxicidad 

inducida por la RT ha sido un reto para la comunidad investigadora durante más de una 
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década. Ya en el año 2007, Dehing-Oberije et al. (69) realizó una primera aproximación a la 

aplicación de técnicas de aprendizaje automático para construir un modelo de predicción de 

la toxicidad pulmonar basado en variables dosimétricas, demográficas y clínicas, logrando un 

área bajo la curva característica operativa del receptor (AUC) igual a 0.67 con un modelo 

multivariante derivado de una cohorte de 376 pacientes con CP que incluía como variables la 

escala de nivel funcional del paciente de la OMS, el FEV1, el hábito tabáquico, la dosis total de 

radiación recibida y variables dosimétricas. Un hallazgo interesante en este trabajo fue que 

las variables que representaban las características de los pacientes tenían un mayor poder 

predictivo que los parámetros dosimétricos.  

Oh et al. (70) desarrolló en el año 2009 un enfoque basado en técnicas de aprendizaje 

automático para predecir la neumonitis por radiación que incluía varios métodos de selección 

de características y algoritmos de clasificación utilizando para ello una población de 209 

pacientes con CPNM en la que 48 sujetos fueron diagnosticados con neumonitis por radiación. 

El mejor rendimiento en términos del coeficiente de correlación de Matthew (MCC) (71) se 

consiguió con la combinación de un método de selección de características basado en la 

correlación y un clasificador basado en una máquina de vector soporte (SVM), que obtuvo un 

MCC=0.41 (equivalente a un AUC=0.72) con un modelo que incluía 5 variables que 

representaban parámetros clínicos, patológicos y dosimétricos.  

En el año 2011, Pella et al. (72) exploraron la aplicación de un enfoque basado en 

técnicas de aprendizaje automático para predecir la aparición de toxicidades agudas en el 

intestino y la vejiga en un conjunto de 321 pacientes con cáncer de próstata. Tras extraer 

manualmente las características relevantes basándose en la experiencia clínica del equipo 

investigador, compararon el rendimiento de un modelo SVM frente a una red neuronal 

artificial (ANN) optimizada mediante un algoritmo genético, obteniendo finalmente 

resultados similares (AUC=0.70 y AUC=0.69, respectivamente). 

Ya en 2018, Lee et al. (73) publicó un enfoque de aplicación de técnicas de aprendizaje 

automático novedoso que incluía información genética (polimorfismos de nucleótido simple, 

SNP). Aplicaron un algoritmo de Random Forest (RF) precondicionado para predecir la 

toxicidad crónica genitourinaria en función de un conjunto de variables clínicas y genéticas. 

La selección de características se realizó en base a un análisis univariante realizado sobre cada 
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variable del conjunto original, y los valores que presentaban alguna correlación 

estadísticamente significativa se desecharon para el modelo de predicción. Siguiendo esta 

estrategia, lograron una precisión de AUC=0.70 para la predicción de flujo urinario débil. En 

este trabajo, es interesante la inclusión de información genética en el modelo con el objetivo 

de explorar el papel de varios SNPs en la aparición de toxicidad crónica.  

Otro trabajo que incluye variables dosimétricas y no dosimétricas en la predicción de 

la aparición de neumonitis por radiación fue publicado recientemente por Cui et al. (74). Su 

enfoque demostró el potencial de la combinación de métodos tradicionales de aprendizaje 

automático y técnicas de aprendizaje profundo cuando se trata de conjuntos de datos 

limitados para modelar las toxicidades inducidas por RT. Con una combinación de 

características clínicas seleccionadas a mano y variables dosimétricas y ómicas seleccionadas 

automáticamente en base al cálculo de variables latentes, sumando 24 características en 

total, su modelo de predicción alcanzó una precisión de AUC=0.83.  

Otro estudio sobre el uso de técnicas de aprendizaje automático para predecir la 

neumonitis por radiación (75) en una cohorte de 203 pacientes con CP no microcítico (CPNM) 

empleó variables clínicas y dosimétricas en un esfuerzo por construir un modelo predictivo 

que proporcionara a los oncólogos radioterápicos valores de corte interpretables que 

facilitaran la planificación del tratamiento de RT. Aunque el modelo desarrollado no alcanzó 

una precisión destacable (AUC=0.66), es notable el esfuerzo realizado para proporcionar un 

modelo de aprendizaje automático interpretable para los usuarios finales.  
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TABLA 1. EJEMPLOS DE MODELOS DE PREDICCIÓN DE TOXICIDAD INDUCIDA POR RT BASADOS EN MODELOS DE APRENDIZAJE AUTOMÁTICO. 

Autor Toxicidad Población 
Selección de 

características 
Método ML Validación Variables Métricas 

Dehing-

Oberije, 

2007 (69) 

Toxicidad 

pulmonar aguda 

(CTCAE 3.0) 

376 pacientes 

de CP tratados 

con quimio-RT 

Selección hacia 

delante y 

eliminación hacia 

atrás 

Modelo basado 

en análisis 

univariante 

Partición 70/30 

(100 repeticiones) 

V20, Dmean pulmón, OMS-estado 

funcional, FEV1, tabaquismo, 

dosis total de radiación 

AUC 

Hun-Oh, 

2009 (70) 
Neumonitis 

209 pacientes 

con CPNM (160 

variables) 

SVM-RFE, CFS, Chi-

cuadrado, ganancia 

de información 

SVM, J48 DT, RF, 

NB 

10-fold CV (10 

repeticiones) 

COMSI, estado funcional, 

seguimiento, D20_lungMC, 

MOH10_heartMC 

MCC, AUC 

Pella, 

2011 (72) 

Toxicidad aguda 

en intestino y 

vejiga 

(RTOG/EORTC) 

321 pacientes 

de cáncer de 

próstata (13 

variables) 

Manual, basado en 

experiencia clínica 

RNA optimizada 

con AG, SVM 

Entrenamiento con 

el 70-90% de las 

muestras. Sin 

repetición 

Edad, riesgo de recurrencia,  

TURP, Hormonoterapia, 

tratamiento, días de RT, IGRT, 

DR30, DR60, DB50, PTV, volumen 

de vejiga, volumen del recto 

AUC 

Lee, 2018 

(73) 

Frecuencia 

urinaria, urgencia, 

nocturia y flujo 

débil (IPSS) 

324 pacientes 

con cáncer de 

próstata (SNPs 

y 14 variables) 

P-values. Chi-

cuadrado 

(categoricas) y 

regresión logística 

(contínuas) 

RF pre-

condicionada 

5-fold CV (100 

repeticiones) 

SNPs, estadío, ADT, tipo de RT, 

tabaquismo, hipertensión, 

diabetes, puntuación Gleason, ⍺-

bloqueantes, edad, PSA, dosis 

total, volumen de la próstata, 

IPSS basal, etnia. 

AUC 

Cui, 2019 

(74) 

Neumonitis 

(CTCAE 3.0) 

106 pacientes 

de CPNM (230 

variables) 

RF, SVM, MLP, VAE, 

VAE+MLP, manual 

MLP, RF, SVM, 

VAE+MLP 

5-fold CV (10 

repeticiones) 

Dmean pulmón, Citoquinas, 

miRNA, SNPs 
AUC 

Luna, 

2019 (75) 
Neumonitis 

203 pacientes 

de CPNM (32 

variables) 

DT 

RF, CART, 

RUSBoost, 

regresión 

logística, SVM 

5-fold CV (20 

repeticiones) 

Dmax esófago, V20 pulmón, Dmean 

pulmón, tabaquismo, dosis total, 

V5 pulmón 

AUC 

Yu, 2021 

(76) 

Fibrosis pulmonar 

(CTCAE 3.0) 

185 pacientes 

de CPNM (42 

variables) 

SVM (restringida a 3 

variables) 

SVM 

balanceada, 

GLM 

5-fold CV (5 

repeticiones) 

CCL4, Dmean pulmón, 

quimioterapia 

PPV, NPV, 

AUC, 

PRAUC 
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CTCAE: Common Terminology Criteria for Adverse Events; CP: Cáncer de pulmón; RT: Radioterapia; V20: Volumen de tejido sano que recibe 20 Gy de radiación; 

OMS: Organización Mundial de la Salud; FEV1: Volumen espiratorio forzado en 1 segundo; AUC: Área bajo la curva característica operativa del receptor; CPNM: 

Cáncer de pulmón no microcítico; SVM: Máquina vector soporte; RFE: Eliminación recursiva de características; CFS: Selección de características basada en la 

correlación; DT: Árboles de decisión; RF: Random Forest; NB: Näive Bayes; CV: Validación cruzada; COMSI: Centro de masa de la localización del tumor en la 

dirección superior inferior; D20_lungMC: Dosis mínima al 20% del volumen más radiado; MOH10_heartMC: Dosis media al 10% del volumen más radiado; MCC: 

Coeficiente de correlación de Matthew; RTOG/EORTC: Radiation Therapy Oncology Group/European Organization for Research and Treatment of Cancer; RNA: 

Red neuronal artificial; AG: Algoritmo genético; TURP: Resección de próstata trans-uretral previa a la RT; IGRT: RT guiada por imagen; DR30: Dosis recibida por 

el 30% del volumen rectal; DR60: Dosis recibida por el 60% del volumen rectal; DB50: Dosis recibida por el 50% del volumen de la vejiga; PTV: Volumen objetivo 

en planificación; IPSS: International Prostate Symptom Score; SNP: Polimorfismo de nucleótido simple; GWA: Asociación del genoma completo; PCA: Análisis 

de componentes principales; ADT: Terapia supresora de andrógenos; MLP: Perceptrón multicapa; VAE: Autocodificador variacional; GLM: Modelo lineal 

generalizado; CCL4: Ligandos de quimioquinas 4; PPV: Valor predictivo positivo; NPV: Valor predictivo negativo; PRAUC: Curva de balance entre precisión y 

acierto. 
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En un estudio reciente para predecir la fibrosis pulmonar inducida por la RT, Yu et al. 

(76) emplearon una SVM ponderada para extraer las 3 características con mayor poder de 

predicción sobre un conjunto de datos compuesto por 185 pacientes con CPNM siendo cada 

paciente representado con 42 variables que incluían información detallada sobre los niveles 

de citoquinas en plasma además de parámetros clínicos y dosimétricos, logrando un 

AUC=0.85 en una cohorte de validación externa.  

Estos son algunos ejemplos de publicaciones relevantes cuyo objetivo era predecir 

algún tipo de toxicidad inducida por la RT en pacientes oncológicos que pueden ayudar a 

ilustrar el estado del arte actual. En la Tabla 1 se muestra un resumen de estas publicaciones 

en la que se destacan los criterios de valoración clínicos, la población, los métodos de 

selección de características, los métodos de aprendizaje automático, la división de la muestra 

entre conjunto de entrenamiento y conjunto de validación, las variables empleadas por el 

modelo y las métricas de rendimiento utilizadas en cada una de estas publicaciones. 

Un problema común al que se enfrentan los científicos de datos cuando tratan con 

grandes cohortes de conjuntos de datos sanitarios obtenidos en el entorno asistencial (Real -

World Health Data - RWHD) es el relacionado con la alta dimensionalidad que pueden alcanzar 

estos conjuntos de datos. En este escenario, los científicos de datos necesitan averiguar 

cuáles de esas variables, o características, son predictores fiables del criterio de valoración 

clínico seleccionado. Por ejemplo, si una característica tiene información irrelevante o 

redundante, o los datos recogidos son ruidosos o poco fiables, la introducción de estas 

variables en el proceso de entrenamiento del modelo de predicción penalizará su precisión 

(77).  

Es relevante resaltar la situación regulatoria que actualmente enfrentan las 

aplicaciones que incluyen algún elemento basado en IA en el ámbito europeo. En este sentido, 

la denominada EU AI Act (78), actualmente en estado de borrador, busca regular el uso de 

estas aplicaciones con un enfoque basado en el riesgo del potencial daño que pueda causar 

dicha aplicación sobre la salud, seguridad o los derechos fundamentales de las personas. Por 

tanto, la propuesta regulatoria divide las aplicaciones que incluyen algún elemento basado 

en IA en tres grandes bloques: prácticas prohibidas; aplicaciones de alto riesgo; y resto de 

aplicaciones.  
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Las aplicaciones de IA en salud, generalmente clasificadas como aplicaciones de alto 

riesgo, requerirán una evaluación de conformidad por parte del proveedor y, en el caso de que 

dicha aplicación sea considerado un producto sanitario, también deberá estar a lo dispuesto 

en la Regulación sobre Productos Sanitarios (79). 

Previo al desarrollo normativo en curso, la Comisión Europea ya había desarrollado 

un catálogo de requisitos a cumplir para que los sistemas de IA pudieran considerarse 

confiables a través del grupo de expertos de alto nivel en IA. Este grupo elaboró en 2020 el 

informe ALTAI (“Assessment List for Trustworthy AI for self-assessment”) (80) en el que se 

recogían los siguientes requisitos sobre los sistemas de IA: 1) deben trabajar bajo supervisión 

humana; 2) deben cumplir criterios de seguridad y robustez técnica; 3) debe existir una 

gobernanza de datos que preserve la privacidad; 4) transparencia; 5) deben evitar sesgos que 

provoquen inequidades; 6) deben preservar el bienestar social y medioambiental; y 7) deben 

tener mecanismos de rendición de cuentas (accountability). 

 

1.4. Hipótesis y objetivos 

Según la bibliografía revisada, se ha podido constatar que existe un alto grado de 

variabilidad metodológica respecto a las diferentes iniciativas aplicadas al desarrollo y 

validación de modelos de predicción de toxicidad inducida por la RT. Esta variabilidad 

dificulta la comparación entre diferentes experiencias y lastra la generación de evidencia 

suficiente para su aplicación a gran escala en la rutina asistencial. Por tanto, en base a esta 

falta de homogeneidad metodológica, construimos nuestra hipótesis principal de 

investigación:  

H1. Se puede aplicar una metodología común que permita la comparación de resultados 

obtenidos por los diferentes enfoques basados en modelos de aprendizaje automático a la 

hora de desarrollar y validar modelos de predicción de toxicidad inducida por RT en 

pacientes con cáncer de pulmón. 
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Por otro lado, se tienen evidencias de que el riesgo de sufrir algún tipo de toxicidad 

inducida por la RT aumenta de forma directamente proporcional con las dosis de radiación 

que recibe el tejido sano circundante al tumor. Además, parece existir una correlación con 

características clínicas como la edad, el estado funcional del paciente, el hábito tabáquico, 

los tratamientos complementarios o concomitantes (quimioterapia, hormonoterapia, etc.), 

otras comorbilidades y el genotipo de cada paciente, entre otros factores. Esta evidencia 

procede de los resultados obtenidos en investigaciones realizadas en entornos controlados a 

partir de información recogida y estructurada con esta finalidad específica. Sin embargo, 

estas situaciones controladas distan mucho de las que se encuentran en la rutina asistencial, 

por lo que su aplicación en el mundo real aún presenta numerosos desafíos (81). En base a 

este conocimiento, y derivado de la hipótesis principal de esta tesis, planteamos la siguiente 

hipótesis secundaria: 

H2. El uso de datos del mundo real para el desarrollo de modelos basados en algoritmos de 

aprendizaje automático de predicción de toxicidad asociada al tratamiento de RT en 

pacientes con cáncer de pulmón permite la validación del conocimiento obtenido a partir de 

investigaciones realizadas en entornos controlados. 

 

Para dar una respuesta satisfactoria a las hipótesis planteadas, el objetivo principal 

de esta investigación es el de validar una metodología clara y generalizable para la 

implementación y validación externa de los modelos predictivos de toxicidad asociada a la RT 

basados en algoritmos de aprendizaje automático y entrenados con datos obtenidos en el 

entorno clínico-asistencial (datos del mundo real) para facilitar el avance y adopción de esta 

tecnología de apoyo a la toma de decisiones clínicas en la rutina asistencial durante el manejo 

de los pacientes con cáncer de pulmón y, por extensión, al resto de patologías que puedan 

beneficiarse de esta tecnología. Además, como resultado de la validación de la metodología 

propuesta, podremos obtener evidencias acerca del nivel de aplicabilidad del conocimiento 

generado a través de iniciativas de investigación en entornos controlados, lo que contribuirá 

a facilitar la adopción de la tecnología en este contexto. Relacionado con este último objetivo, 

y con carácter eminentemente exploratorio, este trabajo también permitiría evidenciar la 
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capacidad de esta metodología para la generación de hipótesis de investigación basadas en 

el análisis avanzado de datos procedentes del entorno asistencial. En este sentido, podemos 

formular los objetivos de la tesis de la siguiente forma: 

O1. Validar una metodología clara y generalizable para el desarrollo y validación de 

modelos de predicción basados en técnicas de aprendizaje automático para predecir la 

toxicidad asociada al tratamiento de RT en pacientes con cáncer de pulmón con un conjunto 

de modelos de predicción representativos y generados a partir de datos obtenidos desde la 

práctica asistencial (datos del mundo real).  

O2. Obtener evidencias acerca del nivel de aplicabilidad del conocimiento obtenido 

mediante investigaciones en entornos controlados a partir de la información recogida en el 

entorno asistencial. 

O3 (exploratorio). Evidenciar la capacidad de esta metodología para la generación de 

nuevas hipótesis de investigación basadas en el análisis avanzado de datos procedentes del 

mundo real acerca de factores predictores de toxicidad inducida por RT. 

 

1.5. Trabajos realizados en el marco de esta investigación 

Esta tesis doctoral se enmarca en el proyecto de investigación “Sistema de soporte al 

tratamiento sistémico y de dosificación radioterápica en pacientes con cáncer de pulmón 

(S32)” (PI16/02104) financiado por el Instituto de Salud Carlos III (ISCIII) a través la 

convocatoria de Proyectos de Investigación del año 2016, formando parte de la Acción 

Estratégica en Salud que promueve el ISCIII. El proyecto comenzó a ejecutarse en el año 2017 

y finalizó en el año 2020. 

El proyecto S32 tenía como objetivo desarrollar una infraestructura informática 

orientada a la normalización, reutilización y análisis de la información de los pacientes de 
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cáncer de pulmón para aplicarla en la definición y validación de nuevos modelos terapéuticos 

asociados a las nuevas terapias diana y a las nuevas técnicas de administración de RT.  

El proyecto contemplaba la aplicación de técnicas de minería de datos basadas en 

algoritmos de redes neuronales artificiales, árboles de decisión, clasificadores Bayesianos y 

reglas de asociación sobre la información generada durante la aplicación de tratamientos de 

quimioterapia, moléculas diana y RT entre los años 2005 y 2015 en el Hospital Universitario 

Virgen del Rocío (HUVR). Estos análisis permitirían identificar patrones terapéuticos 

individualizados que incorporaran los resultados en salud del tratamiento del histórico de 

pacientes, estableciendo una nueva base para la definición de un protocolo de atención a 

pacientes de cáncer de pulmón en base a modelos predictivos de toxicidad y supervivencia. 

El proyecto se ha basado en la infraestructura desarrollada en el proyecto S31 (82), 

financiado por ISCIII (PI13/01155), para implementar un sistema de ayuda a la decisión que 

estableciera recomendaciones personalizadas para la planificación del tratamiento en 

pacientes con patología tumoral pulmonar. Inicialmente, el proyecto preveía evaluar la 

sensibilidad y especificidad de los modelos terapéuticos propuestos mediante un estudio 

cuasiexperimental de 10 meses de duración sobre una población estimada de en torno a 100 

pacientes. 

Por tanto, el objetivo del proyecto era el desarrollo de una infraestructura informática 

orientada a la normalización, reutilización y análisis de la información de los pacientes de 

cáncer de pulmón para aplicarla en la definición y validación de nuevos modelos terapéuticos 

asociados a los tratamientos sistémicos, incluyendo las nuevas terapias diana, y a las nuevas 

técnicas de administración de RT. 

Teniendo en cuenta este marco de trabajo, esta tesis se ha centrado en el desarrollo y 

validación de la metodología que respaldaría a un sistema de ayuda a la toma de decisiones 

terapéuticas basado en la implementación de varios modelos predictivos de toxicidades 

asociadas al tratamiento de RT. Como consecuencia de las actividades desarrolladas en torno 

a esta investigación, se han realizado las siguientes acciones de difusión a la comunidad 

científica en los ámbitos de oncología radioterápica e informática médica: 

1. Año 2018: Presentación de la metodología. 
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a. Póster en el congreso internacional ESTRO 37.  

i. Autores: JL López-Guerra, Beatriz Pontes, A Moreno, Cristina Rubio, F 

Núñez, Isabel Nepomuceno, J Moreno, J Cacicedo, JM Praena-

Fernandez, GA Escobar Rodriguez, C Parra, Jose Riquelme, MJ Ortiz-

Gordillo.  

ii. Título de la comunicación: “Project S32: decision support system for 

lung cancer patients”.  

iii. Organizado por la Sociedad Europea para la Radioterapia y la 

Oncología, celebrado en Barcelona (España). 

b. Póster en el congreso nacional INFORSALUD 2018.  

i. Autores: J. Moreno Conde, A. Moreno Conde, F. Núñez Benjumea, M. 

J. Ortiz Gordillo, C. L. Parra Calderón, J. L. López Guerra.  

ii. Título de la comunicación: “S32: Sistema de Soporte a la Decisión para 

el Tratamiento Sistémico y la Dosificación de Radioterapia”. 

iii. Organizado por la Sociedad Española de Informática de la Salud, 

celebrado en Madrid (España) 

2. Año 2019: Presentación de resultados preliminares. 

a. Comunicación oral en el congreso nacional GRX Health Data 2019.  

i. Autores: Benjumea, F. N., Conde, J. M., Conde, A. M., García, S. G., 

Gordillo, M. O., Riquelme, J., & Guerra, J. L.  

ii. Título de la comunicación: “Predicción de toxicidad a través de la 

plataforma ITC-Bio”.  

iii. Organizado por la Escuela Andaluza de Salud Pública, celebrado en 

Granada (España). 

b. Póster en el congreso internacional ESTRO 2019.  

i. Autores: Nunez Benjumea F; Moreno Conde J; Moreno Conde A; 

Gonzalez Garcia S; Ortiz Gordillo MJ; Riquelme J; Fernández 

Fernández MDC; Parra Calderón CL; López Guerra JL.  

ii. Título de la comunicación: “S32: A decision Support System to predict 

radiation toxicity in lung cancer patients”.  

iii. Organizado por la Sociedad Europea para la Radioterapia y la 

Oncología, celebrado en Milán (Italia). 
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c. Comunicación oral en el congreso nacional INFORSALUD 2019.  

i. Autores: Sara González García, Francisco José Núñez Benjumea, 

Jesús Moreno Conde, Alberto Moreno Conde, José Luis López Guerra, 

Blas David Delgado León, Carlos Luis Parra Calderón, María José Ortiz 

Gordillo.  

ii. Título de la comunicación: “Métodos de selección de características 

para la predicción de toxicidad inducida por radioterapia”.  

iii. Organizado por la Sociedad Española de Informática de la Salud, 

celebrado en Madrid (España). Cabe destacar que esta comunicación 

recibió el 1er premio a la mejor comunicación del congreso. 

d. Comunicación oral en el congreso internacional EFMI STC 2019.  

i. Autores: Núñez-Benjumea, F. J., Moreno-Conde, J., González-García, 

S., Moreno-Conde, A., López-Guerra, J. L., Ortiz-Gordillo, M. J., & 

Calderón, C. L. P.  

ii. Título de la comunicación: “Comparison of Feature Selection Methods 

for Predicting RT-Induced Toxicity”.  

iii. Organizado por la Federación Europea de Informática Médica (EFMI), 

celebrado en Hannover (Alemania). 

3. Año 2020: Presentación de resultados parciales. 

a. Póster en el congreso internacional ESTRO 2020. Autores:  

i. Manuel Borrego, Jon Cacicedo, Blas David Delgado, Sara González-

García, Jose Luis Lopez Guerra, Alberto Moreno-Conde, Jesús Moreno-

Conde, Francisco Núñez-Benjumea, Carlos Luis Parra-Calderón, 

Sonia Perez Luque.  

ii. Título de la comunicación: “Feature selection methods improve 

accuracy in radiation toxicity prediction for lung cancer”.  

iii. Organizado por la Sociedad Europea para la Radioterapia y la 

Oncología, celebrado online debido a la pandemia de COVID-19. 

b. Póster en congreso nacional XVI Foro de Investigadores.  

i. Autores: S. González-García, F.J. Núñez Benjumea, J. Moreno Conde, 

A. Moreno Conde, M. Borrego Reina, Sonia Pérez Luque, B.D. Delgado 

León, M.J. Ortiz Gordillo, C. L. Parra Calderón, J.L. López Guerra.  
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ii. Título de la comunicación: “S32: Métodos de selección de 

características para predicción de toxicidad inducida por 

Radioterapia”. 

iii. Organizado por el Instituto de Biomedicina de Sevilla, celebrado en 

Sevilla (España). 

Además de estas ocho comunicaciones, recientemente ha sido publicado el artículo 

“Benchmarking machine learning approaches to predict radiation-induced toxicities in lung 

cancer patients” (83) en la revista “Clinical and Translational Radiation Oncology”, donde se 

presentan los resultados obtenidos a partir de esta investigación.  
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2. Metodología para el desarrollo y validación de modelos de 

predicción de toxicidad asociada al tratamiento de RT 

La metodología propuesta para el desarrollo y validación de modelos de predicción 

de toxicidad asociada al tratamiento de RT basados en técnicas de aprendizaje automático 

desarrolladas a partir de datos obtenidos en entorno asistencial gira en torno a dos elementos 

principales: el conjunto de datos usado y los modelos predictivos basados en técnicas de 

aprendizaje automático desarrollados.  

 

 

FIGURA 5. METODOLOGÍA PROPUESTA PARA LA IMPLEMENTACIÓN DE MODELOS DE PREDICCIÓN DE TOXICIDAD ASOCIADA AL TRATAMIENTO DE 

RT BASADA EN ALGORITMOS DE APRENDIZAJE AUTOMÁTICO DESARROLLADOS A PARTIR DE DATOS OBTENIDOS EN EL ENTORNO ASISTENCIAL. 

 

Para facilitar la implementación técnica de esta metodología en la práctica clínica, se 

han definido un conjunto de pasos que pueden resumirse de la siguiente manera: 1) Definir la 

pregunta clínica; 2) Identificar el objetivo del modelo de aprendizaje automático; 3) 
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Normalización de los datos; 4) Curación del conjunto de datos; 5) Imputación de valores 

perdidos; 6) Validación interna; 7) Entrenamiento de los modelos de aprendizaje automático; 

8) Selección de las variables del modelo; 9) Validación externa; y 10) Generación de nueva 

evidencia, como se muestra en la Figura 5. 

La implementación de esta estrategia puede facilitar el descubrimiento de nuevas 

evidencias basadas en datos que, a su vez, puede desencadenar la generación de nuevas 

hipótesis y preguntas clínicas, cerrando así el ciclo y contribuyendo al establecimiento de un 

sistema sanitario con capacidad de aprendizaje (84). 

 

2.1. El conjunto de datos 

El conjunto de datos utilizado para esta tesis tiene su origen en el registro de cáncer 

de pulmón S31 (82). Este registro contiene información obtenida de forma automática a partir 

de diferentes sistemas de información hospitalaria y complementado con información 

registrada manualmente durante las consultas de oncología radioterápica del HUVR. Este 

registro, que se diseñó partiendo de un consenso de todos los profesionales sanitarios 

implicados en la asistencia al paciente con CP, incluyendo cirujanos, oncólogos 

radioterápicos, oncólogos médicos, anatomopatólogos, neumólogos y radiólogos, aborda un 

conjunto completo de conceptos clínicos asociados al tratamiento y seguimiento de los 

pacientes con CP sometidos a cualquier tratamiento oncológico.  

El registro S31 incluye información de 875 pacientes consecutivos con CP atendidos 

por la Unidad de Oncología Radioterápica del HUVR entre los años 2013 y 2020. Los conceptos 

clínicos fundamentales incluidos en el registro son: 

• Datos demográficos y situación socioeconómica. 

• Datos de asistencia clínica: registro del histórico de asistencia clínica recibida 

incluyendo fecha, especialidad, motivo de consulta, profesional sanitario consultado 

y centro de referencia. 

• Antecedentes familiares: parentesco y localización del tumor. 
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• Antecedentes personales: alergias, hábitos tóxicos (tabaquismo, alcoholismo), 

antecedentes respiratorios (EPOC, oxigenoterapia), antecedentes neoplásicos, 

antecedentes generales, antecedentes quirúrgicos, calidad de vida. 

• Medicación: medicación actual, especificando nombre, dosis, unidades, vía, 

frecuencia, fechas de inicio y fin. 

• Diagnóstico: diagnóstico clínico, diagnóstico radiológico, anatomía patológica, 

marcadores tumorales séricos, pruebas genéticas, estadificación del tumor. 

• Examen físico: Índice de Karnofsky, hallazgos de auscultación pulmonar y cardíaca. 

• Tratamiento: quimioterapia, cirugía, radioterapia y dosimetría. 

• Evolución: toxicidad y calidad de vida. 

• Respuesta al tratamiento: fecha, tipo de respuesta, prueba clínica y decisión tomada. 

• Último contacto: fecha, estado del paciente y hallazgos. 

Además, este registro se diseñó con la intención de poder reconstruir el recorrido 

asistencial del paciente con CP y, por ello, la información de cada paciente se recoge según 

las cuatro etapas principales de este recorrido en los siguientes documentos: 

• Informe de consulta: este documento incluye los datos clínicos del paciente antes de 

iniciar el tratamiento. Incluye datos demográficos, antecedentes personales, estado 

actual de la enfermedad, exploración física y tratamiento propuesto, entre otros. 

• Dosimetría: Este documento contiene todos los datos relacionados con los informes 

dosimétricos de los sistemas de información de radioterapia y quimioterapia. 

• Evolución y curso clínico: este documento recoge la información asociada a la 

evolución del paciente justo después del tratamiento, incluyendo información sobre 

toxicidad, eventos adversos y recaídas. 

• Calidad de vida: este documento final incorpora las respuestas al cuestionario EORTC 

QLQ-C30 con el complemento específico de cáncer de pulmón QLQ-LC13 (85). Este 

cuestionario constituye un conjunto de ítems de valoración de diferentes aspectos 

relacionados con la calidad de vida del paciente de cáncer de pulmón. Esta escala se 

recoge durante las consultas de seguimiento al paciente. 

El registro S31 se desarrolló haciendo uso de la plataforma ITC-Bio (86), que integra 

un conjunto de aplicaciones desarrolladas a partir de diferentes iniciativas de software de 
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código abierto para dar soporte a los procesos de investigación clínica y traslacional. En 

concreto, el registro S31 hace uso de las capacidades de gestión de data warehouse de la 

herramienta i2b2 (87) y, como interfaz para el registro manual de la información, se usó el 

software de gestión de ensayos clínicos OpenClinica (88). La integración de la plataforma ITC-

Bio con los sistemas de información hospitalarios (HIS) se llevó a cabo mediante el bus de 

integración Mirth Connect (89). Esta aplicación es un motor de software de código abierto 

desarrollado específicamente para implementar integraciones de información y documentos 

relacionados con la salud, y que implementa de forma nativa el estándar de mensajería HL7. 

Haciendo uso de este motor, se habilitó la reutilización bajo demanda de la información 

clínica de los pacientes almacenada en el HIS para completar de forma automática algunas 

de las variables del registro S31.  

 

2.2. Definición de la pregunta clínica 

El primer paso para diseñar e implementar un modelo predictivo basado en técnicas 

de aprendizaje automático es definir la pregunta clínica que planeamos responder y luego 

asegurarnos de que nuestro conjunto de datos tiene toda la información que necesitamos 

para construir el modelo predictivo. La pregunta debe ser formulada por un experto clínico en 

la materia con un profundo conocimiento del tema, idealmente a partir de la experiencia 

adquirida en el ámbito asistencial, dado que aproximadamente la mitad de las preguntas 

planteadas e hipótesis que surgen en este contexto quedan sin respuesta (90).  

Como ya se ha comentado en la introducción, uno de los factores más limitantes a la 

hora de planificar el tratamiento de RT es la gestión de la probabilidad de la aparición de 

toxicidades inducidas por el tratamiento (14,15). Este hecho limita la administración de dosis 

elevadas de radiación que permitirían una mejor respuesta tumoral, lo que se traduciría en 

una potencial mejora de la supervivencia global del paciente. Esto plantea la cuestión de con 

qué precisión y nivel de personalización podemos predecir la aparición y gravedad de 

toxicidades inducidas por el tratamiento de RT, de modo que la planificación del tratamiento 

pueda optimizarse para mejorar las posibilidades de supervivencia global de los pacientes.  
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En este trabajo, esta pregunta fue planteada por un oncólogo radioterápico experto 

en planificación de tratamientos de RT y, tras confirmar con la literatura existente que la 

pregunta aún no ha sido respondida satisfactoriamente, y que se disponía de los recursos 

necesarios para tratar de responderla, el equipo de investigación consideró que era una 

pregunta relevante a la que se podía dar respuesta con un enfoque basado en el desarrollo de 

modelos predictivos de toxicidad asociada al tratamiento de RT mediante técnicas de 

aprendizaje automático. 

 

2.3. Definición de las variables clínicas objetivo 

Como se ha comentado extensamente en la sección 1.1, en los pacientes con CP 

sometidos a tratamiento de RT, las toxicidades comúnmente reportadas están 

principalmente relacionadas con las vías respiratorias y el tórax (neumonitis, tos, disnea, 

dolor de la pared torácica, fibrosis, hipoxia, derrame pleural, fractura de costillas), el tracto 

digestivo (disfagia, esofagitis, anorexia, náuseas), la piel (dermatitis, eritema), el sistema 

cardiovascular (hemoptisis, leucopenia, trombocitopenia, derrame pericárdico) y la fatiga 

(91–94). Estas toxicidades inducidas por la RT se clasifican cuantitativamente de 0 a 5 puntos 

según su nivel de gravedad, que va desde la no presencia (0 puntos) hasta la muerte (5 

puntos), en base a los Criterios Terminológicos Comunes para Eventos Adversos (CTCAE) (95), 

desarrollados y mantenidos por el Instituto Nacional del Cáncer de los NIH, siendo una de las 

escalas de clasificación más utilizadas para este fin.  

La definición de las toxicidades específicas que serían abordadas en esta investigación 

se realizó en función de la relevancia para el manejo clínico del paciente y su impacto en la 

planificación del tratamiento de RT y en base a la frecuencia con la que fueron notificadas en 

el registro S31. Estas toxicidades se clasificaron en aguda o crónica, considerando toxicidad 

aguda aquélla que aparece en los primeros 3 meses tras el inicio de la terapia, y toxicidad 

crónica la que permanece presentes más allá de ese tiempo. Las definiciones clínicas para 

cada una de las toxicidades abordadas se realizaron de acuerdo con la guía de CTCAE v5.0.  

Teniendo en cuenta estos condicionantes, se definieron las siguientes toxicidades 

como variables objetivo para implementar los modelos de predicción basados en aprendizaje 
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automático: esofagitis aguda, tos aguda, disnea aguda, neumonitis aguda, disnea crónica y 

neumonitis crónica. 

 

2.4. Normalización del conjunto de datos 

La normalización de los datos es un paso importante para optimizar el rendimiento 

de los modelos predictivos basados en técnicas de aprendizaje automático, ya que puede 

aliviar la carga computacional durante la fase de entrenamiento y, también, porque permite 

minimizar el ruido no deseado que puede enmascarar la señal de interés (96). Por ejemplo, en 

las redes neuronales artificiales, mantener las entradas entre 0 y 1 evita que los pesos de la 

red sean demasiado grandes y, por tanto, optimiza la carga computacional y el tiempo de 

ejecución (97). 

El registro S31 se inició en el año 2013, incluyendo a finales del año 2022 información 

de 875 pacientes consecutivos con CP. De cada paciente, se recogió información de alrededor 

de 400 conceptos clínicos pertenecientes a los dominios definidos en la sección 2.1. Para 

facilitar el tratamiento de esta información por parte de los algoritmos de aprendizaje 

automático, se procedió a la binarización de todas las variables de la siguiente forma: para las 

variables cuantitativas, se asignó un valor de ‘1’ cuando el valor de la variable era superior o 

igual al valor medio de esa variable teniendo en cuenta todos los pacientes, asignando el valor 

‘0’ en caso contrario. Para las variables cualitativas o categóricas, se aplicó la técnica ‘one hot 

encoding’. Para las variables objetivo, es decir, para las toxicidades inducidas por RT, se aplicó 

la binarización de la siguiente manera: en el caso de que el paciente no hubiera reportado 

dicha toxicidad, o la hubiera reportado con carácter leve (valores 0 o 1 según CTCAE v5.0), se 

les asignó el valor ‘0’, mientras que si la toxicidad había sido reportada con valores iguales o 

superiores a 2 según CTCAE v5.0, entonces se les asignó el valor de ‘1’. Esta decisión está 

basada en que únicamente las toxicidades reportadas con valor 2 o más según CTCAE v5.0 

requieren de asistencia clínica.  

Tras la binarización de todas las variables, cada paciente quedó representado en el 

conjunto de datos por un total de 4499 variables binarias. 
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2.5. Curación del conjunto de datos 

Otro paso importante del proceso es la identificación de las variables que tienen 

potencial para contribuir a la predicción de la variable objetivo (y descartar las que no lo 

harán) haciendo uso del conocimiento que tengamos a priori sobre las variables objetivo en 

cuestión o del resto de variables del conjunto de datos.  

Una variable se puede clasificar como: 1) fuertemente relevante, 2) débilmente 

relevante, pero no redundante, 3) irrelevante y 4) redundante (98). En este punto del proceso, 

se recomienda identificar las variables para las que ya existe alguna evidencia sobre su 

contribución a la predicción de la variable objetivo. Por ejemplo, existe una fuerte evidencia 

sobre la relación entre las variables dosimétricas y el inicio de la toxicidad, por lo que en 

nuestro caso de uso se recomienda mantener estas variables dentro del conjunto de datos 

que se usará posteriormente para entrenar el modelo de predicción.  

Una estrategia complementaria sería eliminar aquellas variables con información 

redundante. Esto se puede hacer, por ejemplo, analizando la matriz de correlación entre 

todas las variables independientes, y eliminando las que obtengan una puntuación de ±1 (es 

decir, están totalmente correlacionadas con alguna otra variable independiente del conjunto 

de datos). Por último, también es útil realizar un análisis estadístico básico para identificar y 

eliminar posibles variables que aporten ruido al modelo. De este modo, podríamos identificar 

variables "estáticas" (es decir, que tienen el mismo valor para todos los casos) que sólo 

añadirán ruido y coste computacional al proceso, por lo que también podríamos querer 

eliminarlas.  

Por otra parte, dado que en este trabajo únicamente abordamos la predicción de seis 

toxicidades inducidas por la RT (esofagitis aguda, tos aguda, disnea aguda, neumonitis aguda, 

disnea crónica y neumonitis crónica), no se incluyeron todas las toxicidades reportadas por 

los pacientes y recogidas en el registro S31, sino únicamente las relacionadas con las seis 

toxicidades anteriormente mencionadas. Estas variables se extrajeron a partir de los valores 

reportados en el informe de evolución y curso clínico. 
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Además, dado que este trabajo estaba orientado a proporcionar a los oncólogos 

radioterápicos una herramienta de ayuda a la decisión clínica basada en la predicción de la 

toxicidad inducida por la RT para ayudarles a decidir entre las diferentes opciones de 

tratamiento disponibles en su entorno clínico, únicamente se utilizaron como variables 

independientes aquéllas que estaban a disposición del oncólogo radioterápico en el 

momento de la decisión terapéutica, es decir, aquéllas variables recogidas en los informes de 

consulta, dosimetría y los informes de calidad de vida basales.  

Tras la eliminación de estas variables, la dimensionalidad del conjunto de datos se 

redujo de 4499 a 1104 variables. 

 

2.6. Imputación de valores perdidos 

Los valores perdidos son un reto recurrente cuando se trabaja con conjuntos de datos 

que incluyen series temporales multivariantes obtenidos a partir de un entorno asistencial, 

entre otros ámbitos. Estos valores que faltan pueden proporcionar información importante 

cuando se aplican metodologías de aprendizaje supervisado, como en el caso de los 

problemas de clasificación (99). Los valores perdidos se suelen clasificar en tres tipos 

diferentes en función del mecanismo que origina la pérdida del dato: valor perdido 

completamente aleatorio, valor perdido aleatorio y valor perdido no aleatorio (100). En una 

evaluación a priori, una suposición razonable sería considerar que los valores perdidos son 

del tipo completamente aleatorio. Esta suposición podría limitar el número de métodos de 

imputación de valores perdidos que podrían aplicarse posteriormente. Sin embargo, permite 

abordar el problema desde un punto de vista más generalizable (101). 

Existen varios enfoques para la imputación de valores perdidos que pueden agruparse 

en dos categorías principales: la eliminación de la lista (es decir, eliminar los casos y/o las 

variables con valores perdidos) y la imputación de valores perdidos. Esta última incluye una 

amplia variedad de métodos que van desde la imputación con valores medios, la sustitución 

mediante técnicas de regresión y la imputación múltiple, entre otros (102). Little et al. (103) 

han realizado un análisis exhaustivo y profundo sobre los métodos de imputación de valores 

perdidos que puede consultarse para más información sobre este aspecto en particular. 
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En el caso que nos ocupa, se asumió la hipótesis de que la distribución de los valores 

perdidos era completamente al azar. Los valores perdidos en este conjunto de datos se 

gestionaron de la siguiente manera: por un lado, se eliminaron los casos (pacientes) que 

presentaban valores perdidos en más del 20% de las variables contempladas. Del mismo 

modo, se eliminaron aquellas variables independientes con valores perdidos en más del 20% 

de los casos. Por otra parte, la imputación de los valores perdidos en el conjunto de datos 

resultante se realizó haciendo uso de una técnica no paramétrica para datos de tipo mixto 

basada en el algoritmo Random Forest desarrollado por Stekhoven et al. (104), ya que se 

informó de que este método superaba a otros métodos en condiciones de trabajo similares 

(105).  

Siguiendo este enfoque, conseguimos reducir la dimensionalidad de nuestro conjunto 

de datos inicial a 573 pacientes representados por 464 variables independientes, tras eliminar 

aquellos casos y variables con una contribución a priori escasa para los modelos de 

predicción, mientras que nos apoyamos en una técnica sólida para imputar el resto de los 

valores perdidos, aprovechando así la mayor cantidad de información posible para ser 

procesada en etapas posteriores.  

Tras la aplicación de estos métodos de preprocesamiento sobre el conjunto de datos 

inicial, se obtuvieron los seis subconjuntos de datos representados en la Tabla 2. 

TABLA 2. SUBCONJUNTOS DE DATOS RESULTANTES TRAS EL PREPROCESAMIENTO. ENTRE PARÉNTESIS, NÚMERO DE CASOS CON TOXICIDAD 

POSITIVA EN CADA SUBCONJUNTO. 

Variable dependiente Casos totales Entrenamiento Validación externa 

Esofagitis aguda 454 (220) 408 (204) 46 (16) 

Tos aguda 291 (134) 246 (123) 45 (11) 

Disnea aguda 276 (127) 230 (115) 46 (12) 

Neumonitis aguda 378 (184) 332 (166) 46 (18) 

Disnea crónica 267 (119) 236 (118) 31 (1) 

Neumonitis crónica 293 (138) 262 (131) 31 (7) 
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2.7. Métodos de selección de características 

Las técnicas de selección de características suelen emplearse para reducir la 

dimensionalidad de los conjuntos de datos y optimizar el rendimiento de los modelos 

predictivos basados en aprendizaje automático (129). Según la estrategia utilizada para la 

selección de características, estas técnicas pueden dividirse en tres tipos  principales según la 

estrategia de búsqueda (130,131): 

• Métodos de filtro: las características se evalúan de acuerdo con las propiedades 

inherentes de los datos. Normalmente, se obtiene un buen rendimiento en términos 

de velocidad y escalabilidad. 

• Métodos wrapper o de envoltura: generan subconjuntos de características utilizando 

un algoritmo de agrupación específico con una función de optimización dirigida por 

la precisión a la salida del clasificador. Computacionalmente, los métodos wrapper 

son más costosos que los de filtro. 

• Métodos embebidos o híbridos: intentan aprovechar las ventajas de ambos enfoques, 

filtro y wrapper, tratando de equilibrar el esfuerzo computacional y el rendimiento. 

Además, dependiendo del resultado de la selección realizada, estas técnicas pueden 

ser de evaluación individual (también conocida como clasificación de características) o de 

evaluación de subconjuntos de características. En la primera, las características se evalúan 

individualmente y se les asigna un peso que refleja su relevancia. En el segundo, los 

subconjuntos de características candidatas se evalúan utilizando una métrica determinada, 

con el fin de seleccionar el mejor subconjunto de características (132). 

En este trabajo, se consideraron varios métodos de selección de características para 

ilustrar diferentes formas de reducir la dimensionalidad de los conjuntos de datos y mejorar 

el rendimiento de los modelos de aprendizaje automático. Dado que nuestros conjuntos de 

datos incluyen un gran número de variables independientes (464), decidimos implementar 

algunas técnicas de selección de características comúnmente utilizados para probar su 

idoneidad, viabilidad y para evaluar su contribución a la precisión de la predicción de los 

puntos finales clínicos seleccionados. Las técnicas utilizadas fueron las siguientes: 

• Métodos de subconjunto:  



DESARROLLO Y VALIDACIÓN DE MODELOS PREDICTIVOS DE TOXICIDAD ASOCIADA AL TRATAMIENTO DE PACIENTES CON CÁNCER 

DE PULMÓN BASADOS EN TÉCNICAS DE APRENDIZAJE AUTOMÁTICO 

 

 
41 

o Selección de características basada en la correlación (CFS) (133). CFS utiliza 

una heurística basada en la correlación para evaluar la contribución de los 

subconjuntos de características al resultado de la clasificación. CFS primero 

evalúa y luego clasifica subconjuntos de características en lugar de 

características individuales. Se basa en la siguiente hipótesis: los 

subconjuntos de características más adecuados contienen características 

altamente correlacionadas con la clase, pero no correlacionadas entre sí. CFS 

calcula primero una matriz de correlaciones característica-clase y 

característica-característica a partir de los datos de entrenamiento y luego 

busca el mejor subconjunto en el espacio de subconjuntos de características 

utilizando un algoritmo de optimización.  

o Chi-cuadrado (𝜒2) (134). Esta función selecciona el subconjunto de 

características sobre la base del algoritmo de discretización 𝜒2. La función 

calcula los pesos de las características utilizando el estadístico 𝜒2 y realiza la 

clasificación de las características. De acuerdo con el valor del estadístico 𝜒2 

para cada par de características consecutivas ordenadas según el valor 𝜒2, la 

adición de nuevas características al subconjunto continúa hasta que se 

supere un nivel de inconsistencia. El algoritmo 𝜒2 determina 

automáticamente un umbral adecuado que mantiene la fidelidad de los datos 

originales. 

o Boruta (135). Boruta es una extensión del método de bosques aleatorios 

(random forest) que utiliza la medida de importancia generada por este 

método. En los bosques aleatorios, la puntuación de importancia por sí sola 

no es suficiente para identificar correlaciones significativas entre las variables 

y el atributo de decisión. Boruta supera este problema haciendo una copia 

aleatorizada del sistema, fusionando la copia con el original y construyendo 

el clasificador para este sistema ampliado. Para evaluar la importancia de la 

variable en el sistema original la comparamos con la de las variables 

aleatorias. Sólo se consideran importantes las variables cuya importancia es 

mayor que la de las variables aleatorias.  

• Métodos de clasificación: 
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o Mínima redundancia-máxima relevancia (mRMR) (136). El método mRMR fue 

desarrollado originalmente para ser aplicado en el campo de la 

bioinformática para extraer los genes relevantes que mejor predicen los 

fenotipos a partir de los datos de expresión génica de microarrays, evitando la 

inclusión de información redundante. La mínima redundancia entre pares de 

características y la máxima relevancia entre una característica y la clase 

objetivo se proporciona maximizando la información mutua en el caso de las 

variables categóricas o la prueba F (F-test) para las variables continuas.  

o Relief (137). Relief es un algoritmo basado en la ponderación de las 

características que detecta aquellas que son estadísticamente relevantes 

para la clase objetivo. Los pesos se calculan en función de la distancia 

euclídea entre las características y la clase objetivo, y se establece un umbral 

de antemano para decidir si la característica se considera relevante o no.  

o Ganancia de información (IG) (134). Esta función calcula las ponderaciones de 

las características utilizando la medida del criterio de ganancia de 

información y realiza la clasificación de las características en orden 

decreciente en base a este criterio. Puede manejar tanto valores numéricos 

como categóricos. IG mide el valor de una característica calculando la medida 

del criterio de ganancia de información con respecto a la clase.  

o Bosque aleatorio (RF) (138). Un bosque aleatorio es un clasificador que 

consiste en una colección de clasificadores estructurados en forma de árbol, 

donde cada árbol emite un voto unitario para la clase más popular en cada 

entrada. Las características utilizadas en cada árbol se asignan al azar, pero 

manteniendo una distribución idéntica en cada uno de ellos. 

TABLA 3. RESUMEN DE LOS MÉTODOS DE SELECCIÓN DE CARACTERÍSTICAS IMPLEMENTADOS A PARTIR DE LIBRERÍAS DE R. 

Técnica Librería R Función Estrategia Método 

mRMR Praznik MRMR Wrapper Clasificación 

Relief FSelector relief Wrapper Clasificación 

IG Biocomb select.inf.gain Wrapper Clasificación 

CFS Biocomb select.cfs Filtro Subconjunto 

𝜒2 Biocomb select.inf.chi2 Filtro Subconjunto 

RF randomForest randomForest Wrapper Clasificación 

Boruta Boruta Boruta Filtro Subconjunto 
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Además de estas siete técnicas de selección de características, se implementaron 

otros dos métodos basados en votación, uno para los métodos de subconjunto (CFS, 𝜒2 y 

Boruta) y otro para los métodos de clasificación (mRMR, Relief, IG y RF). Estos métodos 

consideraron sólo aquellas variables que fueron seleccionadas por, al menos, 2 de las técnicas 

de selección de características implementados.  

Por último, un oncólogo experto también proporcionó, para cada una de las 

toxicidades que se deseaba predecir, subconjuntos de características seleccionadas en base 

a la evidencia clínica, conformando así este último método el gold standard para ser comparar 

su rendimiento con el resto de las técnicas implementadas. 

En total, este trabajo implementa 10 técnicas diferentes de selección de 

características que, cuando se utilizaron en combinación con los 5 modelos predictivos 

basados en aprendizaje automático descritos en la sección 2.8, produjeron un total de 50 

modelos de predicción diferentes basados en técnicas de aprendizaje automático para cada 

toxicidad bajo estudio, haciendo un total de 300 modelos de predicción diferentes, 

permitiendo de esta forma realizar una evaluación comparativa de su rendimiento en base al 

conjunto de datos obtenidos en entorno asistencial. 

 

2.8. Entrenamiento de los modelos de predicción basados en técnicas 

de aprendizaje automático 

Entre los diferentes retos que debemos afrontar durante el desarrollo de un modelo 

de predicción de toxicidad inducida por RT basado en técnicas de aprendizaje automático, 

debemos decidir qué algoritmo de aprendizaje automático se utilizará y cómo abordar los 

posibles problemas relacionados con el ajuste del modelo durante la fase de entrenamiento 

(109). La decisión sobre el qué modelo de aprendizaje automático utilizar depende en gran 

medida del tipo de problema que pretendemos resolver. Tanto si se trata de una tarea de 

clasificación, regresión o agrupación (clustering), y dependiendo del método de aprendizaje 

que se vaya a implementar (supervisado, no supervisado, semi-supervisado o por refuerzo), 
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se deben considerar diferentes algoritmos de aprendizaje automático que se adapten mejor 

a cada situación (110). Además, dependiendo del algoritmo de aprendizaje automático 

elegido, es posible que queramos optimizar su rendimiento en función de las características 

específicas de nuestro conjunto de datos. Esto puede hacerse mediante el ajuste de los 

hiperparámetros del algoritmo (111).  

En nuestro caso, las variables objetivo se definieron como una función binaria 

(toxicidad clínicamente relevante presente/ausente) y pueden considerarse como dos clases 

diferentes, lo que hace que el uso de algoritmos clasificadores sea el más adecuado para el 

propósito de este trabajo.  

Para evaluar la idoneidad de la metodología propuesta, se han implementado cinco 

clasificadores comúnmente utilizados que representan diferentes niveles de complejidad (e 

interpretabilidad) y rendimiento. Además, en esta investigación se profundizará acerca de la 

idoneidad de estos clasificadores en función de las métricas de precisión obtenidas para cada 

uno de ellos. 

Los cinco clasificadores seleccionados son: 1) Máquina de vector soporte (SVM) con 

kernel radial (112); 2) k-ésimo vecino más cercano (kNN) con kernel radial (113), Red neuronal 

artificial (ANN) con retroalimentación hacia delante (114), Modelo lineal generalizado (GLM) 

siguiendo una distribución binomial (115) y Naïve Bayes (NB) con suavizado Laplaciano (116).  

En cuanto al ajuste de los hiperparámetros de estos clasificadores, se siguió un 

enfoque común a todos los clasificadores para demostrar su reproducibilidad. En este 

sentido, se realizó una optimización automática de los hiperparámetros siguiendo el método 

de búsqueda en rejilla (117) dentro de los rangos recomendados en la literatura. Esta 

búsqueda en rejilla se realizó siguiendo una validación cruzada de 5 particiones tomadas del 

subconjunto de datos de entrenamiento, es decir, se ejecuta sobre 5 subconjuntos de 

entrenamiento diferentes, y la precisión media resultante se utiliza para seleccionar los 

hiperparámetros optimizados. Una vez determinados los hiperparámetros óptimos, se siguió 

el proceso de validación interna comentado en la sección 2.9. La Tabla 4 resume las 

características de los clasificadores basados en técnicas de aprendizaje automático utilizados 

en este trabajo para producir los modelos de predicción. 
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TABLA 4. CARACTERÍSTICAS DE LOS ALGORITMOS CLASIFICADORES EMPLEADOS. 

Clasificador Librería R Hiperparámetros Valores de búsqueda 

SVM e1071 C, 𝛾 0.1 < C < 1000; 0.001 < 𝛾 < 1000 

kNN class k 5 < k < 23 

ANN nnet Size, decay 2 < size < 232; 0.0001 < decay < 0.1 

GLM stats N/A N/A 

NB e1071 N/A N/A 

 

2.8.1. Máquina de vector soporte (SVM) 

SVM es un método popular de aprendizaje automático que puede emplearse para la 

clasificación, regresión y otras tareas de aprendizaje supervisado. Desarrollado originalmente 

por Cortes y Vapnik en el año 1995 (112), SVM implementa conceptualmente la siguiente idea: 

los vectores de entrada se asignan de forma no lineal a un espacio de características de muy 

alta dimensión. En este espacio de características se construye una superficie de decisión 

lineal. Las propiedades especiales de esta superficie de decisión garantizan una gran 

capacidad de generalización de esta máquina de aprendizaje. 

 

 

FIGURA 6. EJEMPLO DE SVM CON CUATRO VECTORES SOPORTE EN EL ESPACIO DE CARACTERÍSTICAS. FUENTE: PARK ET AL. (118). 
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En este trabajo, se ha implementado una SVM con un kernel de base radial basado en 

la función svm proporcionada en la librería e1071 de R (119). Los hiperparámetros C (para 

controlar el error de clasificación) y 𝛾 (para controlar la curvatura de la superficie de decisión) 

se optimizaron siguiendo un enfoque de búsqueda en rejilla con valores que van de 0.1 a 1000 

y de 0.001 a 1000, respectivamente. 

 

2.8.2. k-ésimo vecino más cercano (kNN) 

El método kNN fue propuesto originalmente por Fix y Hodges en 1951 (113) como un 

método de clasificación supervisado no paramétrico, y su funcionamiento ha sido adaptado 

para resolver problemas de regresión también (120). En el aprendizaje supervisado, el 

algoritmo calcula una medida de distancia entre la muestra que se quiere clasificar y las k 

muestras del conjunto de entrenamiento más cercanas, y clasifica la muestra nueva con la 

clase de las muestras más prevalentes en ese vecindario.  

 

FIGURA 7. ILUSTRACIÓN DEL ALGORITMO KNN. LA NUEVA MUESTRA ES EL PUNTO VERDE. PARA K=3 VECINOS, SE CONSIDERA QUE LA NUEVA 

MUESTRA PERTENECE A LA CLASE TRIANGULAR, MIENTRAS QUE PARA K=5 VECINOS, EL ALGORITMO LA CLASIFICA EN LA CLASE CUADRADA. 

FUENTE: WIKIPEDIA (121). 
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En este trabajo, se utilizó una implementación del algoritmo kNN con un kernel radial 

disponible en la biblioteca caret de R (122). El hiperparámetro k, que representa el número de 

vecinos considerados para clasificar las nuevas muestras, se optimizó siguiendo un enfoque 

de búsqueda en rejilla con valores que van desde 5 a 23 vecinos. 

 

2.8.3. Red neuronal artificial (ANN) 

Las ANN se concibieron por primera vez en 1949 (114) como un modelo computacional 

inspirado en un modelo biológico capaz de resolver tareas de regresión, clasificación, 

reconocimiento de patrones y reconocimiento del habla, entre otras, usando para ello 

enfoques de aprendizaje tanto supervisado, como no supervisado o reforzado. Se han 

diseñado y desarrollado muchos tipos de redes neuronales artificiales, pero todas ellas 

pueden describirse mediante las funciones de transferencia entre sus neuronas, su regla de 

aprendizaje y la fórmula de conexión (123). Una ANN está formada por varias unidades 

(neuronas) conectadas a una o varias entradas (pesos) y organizadas en capas. El 

funcionamiento básico consiste en que cada neurona procesa las entradas recibidas y, 

dependiendo de su función de transferencia, produce una salida que se envía a la siguiente 

capa. El número de neuronas, la función de transferencia y los pesos pueden adaptarse a una 

salida deseada en los problemas de clasificación durante la etapa de entrenamiento del 

algoritmo. 

 

FIGURA 8. REPRESENTACIÓN DE UNA RED NEURONAL ARTIFICIAL RECURRENTE CON RETROALIMENTACIÓN HACIA ADELANTE. FUENTE: TOBORE 

ET AL. (124). 
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En este trabajo, hemos utilizado la biblioteca nnet de R (125) para implementar una 

ANN con retroalimentación hacia adelante con una sola capa oculta. Los hiperparámetros 

considerados fueron size, que representa el número de neuronas que constituye la capa 

oculta, y decay, para controlar el factor de decaimiento de los pesos en las iteraciones durante 

la fase de aprendizaje. Los rangos considerados para la búsqueda en rejilla de los valores 

óptimos de estos hiperparámetros fueron, hemos seguido un enfoque de búsqueda en 

cuadrícula con valores que van de 2 a 232 (la mitad de las 464 variables independientes 

presentes en nuestro conjunto de datos) y de 0.0001 a 0.1, respectivamente. 

 

2.8.4. Modelo Lineal Generalizado (GLM) 

El GLM es una técnica avanzada de modelización estadística propuesta por primera 

vez por Nelder y Wedderburn en 1972 (115) que puede entenderse como una generalización 

flexible del método de regresión lineal, ya que permite describir la variable de salida con una 

función de distribución de error distinta de la Gaussiana. Puede utilizarse tanto para tareas de 

clasificación como de regresión. El GLM consta de tres elementos principales: 1) una familia 

exponencial de distribuciones de probabilidad para describir las posibles distribuciones de 

error de la variable de salida; 2) un predictor lineal para incorporar la información de las 

variables independientes al modelo; y 3) una función de enlace para relacionar los predictores 

lineales con la media de la familia de las distribuciones de probabilidad. En las tareas de 

clasificación, el método GLM calcula la probabilidad de que una nueva muestra pertenezca a 

una u otra clase basándose en las estimaciones de máxima verosimilitud.  

El GLM implementado en este trabajo fue instanciado desde la librería stats de R (126), 

haciendo uso de una función de distribución binomial y la función de enlace logit, ya que se 

trataba de una tarea de clasificación binaria. 

 



DESARROLLO Y VALIDACIÓN DE MODELOS PREDICTIVOS DE TOXICIDAD ASOCIADA AL TRATAMIENTO DE PACIENTES CON CÁNCER 

DE PULMÓN BASADOS EN TÉCNICAS DE APRENDIZAJE AUTOMÁTICO 

 

 
49 

2.8.5. Näive Bayes (NB) 

NB es una familia de clasificadores probabilísticos supervisados que se basan en el 

teorema de Bayes y en la suposición de que las variables de entrada son independientes entre 

sí (127). Los clasificadores NB generan una función de probabilidad asociada a cada clase 

basada en los descriptores de la muestra (características o variables independientes), y para 

cada nueva muestra, evalúa la probabilidad de que dicha muestra pertenezca a una clase 

determinada. A continuación, se aplica una regla de decisión, que suele basarse en el método 

de máxima verosimilitud, para clasificar las nuevas muestras. 

 

 

FIGURA 9. FUNCIONES DE DENSIDAD DE PROBABILIDAD DE CUATRO CASOS DE USO DE UN CLASIFICADOR NB UTILIZADO PARA DETERMINAR LA 

ESTABILIDAD DE LOS TÚNELES. FUENTE: LI ET AL. (128). 

 

En nuestro caso, utilizamos el clasificador NB incluido en la biblioteca e1071 de R (119) 

con la configuración por defecto, es decir, sin el suavizado laplaciano. 
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2.9. Validación interna 

Para evitar los problemas de sobreajuste en el entrenamiento de un modelo 

predictivo, es necesario dejar fuera una parte del conjunto de datos con fines de validación 

interna, de modo que no utilicemos los mismos datos durante las fases de entrenamiento y 

validación posterior del modelo.  

Esto se suele conseguir siguiendo una estrategia de validación cruzada leave-one-out 

(LOO), que puede hacerse más robusta repitiendo el proceso de LOO varias veces con 

diferentes particiones del conjunto de datos. En este caso, el proceso se denomina validación 

cruzada de k particiones, siendo k el número de veces que se repite el proceso y, también, el 

número de particiones generadas a partir del conjunto de datos original (106).  

Un valor de k comúnmente aceptado, siempre que el tamaño del conjunto de datos lo 

permita, es 10, ya que proporciona una estimación aproximada del error medio de predicción 

del modelo entrenado (107). Sin embargo, se han realizado algunos estudios sobre métodos 

de optimización aplicados al cálculo del valor óptimo de k en problemas de clasificación (108). 

En este trabajo, para el proceso de validación interna se ha realizado una validación 

cruzada de 10 particiones para cada uno de los modelos de predicción desarrollados haciendo 

uso de los subconjuntos de entrenamiento representados en la Tabla 2. 

 

2.10. Validación externa y medidas de desempeño 

Según la guía de Transparent Reporting of a multivariable prediction model for 

Individual Prognosis Or Diagnosis (TRIPOD) (62), es muy recomendable evaluar el desempeño 

de los modelos predictivos con un conjunto de datos que no se haya utilizado para el 

desarrollo del modelo. Según como se genere este conjunto de datos, se puede realizar una 

validación temporal (cuando los casos se recogen siguiendo los mismos procedimientos que 

los originales, pero en una fase posterior), una validación geográfica (cuando los datos 
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proceden de diferentes entornos clínicos y/o utilizando diferentes procedimientos y 

mediciones para recoger la información), e incluso incluyendo otros tipos de pacientes. 

En nuestro caso, dado que nuestro conjunto de datos incluye información procedente 

de un único entorno clínico, decidimos realizar una validación externa siguiendo un enfoque 

temporal. Como se muestra en la Tabla 2, los conjuntos de datos de entrenamiento se 

generaron con aquellos casos registrados antes de una fecha determinada (31 de mayo de 

2018) de una forma balanceada, es decir, se consideraron el mismo número de casos con 

toxicidades positivas y negativas en cada conjunto de datos de entrenamiento. Los conjuntos 

de datos para la validación externa se generaron con aquellos casos registrados después de 

esa fecha, y no se aplicó ningún tipo de balanceo en este caso.  

El desempeño de un modelo de predicción se suele informar en términos de 

calibración y discriminación. La calibración es la concordancia entre la predicción y la 

observación real, y la discriminación es la capacidad del modelo para distinguir entre los 

casos que tuvieron un resultado positivo o negativo (139). Por lo general, la discriminación se 

evalúa mediante el área bajo la curva característica operativa del receptor (AUROC o AUC), 

también conocida como concordancia o estadístico C, y la calibración suele evaluarse 

mediante una curva de calibración (140). 

En este trabajo, la sección de resultados incluye el AUC y las curvas de calibración 

obtenidos por las mejores combinaciones de métodos de selección de características y 

clasificadores basados en algoritmos aprendizaje automático por cada toxicidad analizada. 

También se incluye el AUC promedio obtenido por cada uno de los métodos de selección de 

características y por cada uno de los clasificadores empleados, con la idea de comparar su 

desempeño. En el anexo se incluye el AUC obtenido por los 300 modelos analizados tanto en 

la etapa de validación cruzada como en la de validación externa. 

Todos los análisis se ejecutaron en un MacBook Pro de 15", de finales de 2011 (Apple, 

Inc. Cupertino, California, USA) usando el software R versión 4.1.3 y RStudio versión 1.3.1093. 
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3. Resultados 

3.1. AUC y curvas de calibración obtenidas para cada toxicidad 

En la Tabla 5 se presentan los resultados obtenidos para cada una de las toxicidades 

bajo estudio por las mejores combinaciones de métodos de selección de características y 

clasificadores basados en algoritmos de aprendizaje automático en términos de AUC. 

Además, se incluyen las dimensiones clínicas utilizadas por cada modelo de predicción 

desarrollado, que posteriormente analizaremos en la discusión de los resultados. 

Además, en la Figura 10 se muestran las curvas de calibración correspondientes a 

estos modelos de predicción. 
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TABLA 5. MEJORES MODELOS SEGÚN AUC DURANTE VALIDACIÓN INTERNA PARA CADA TOXICIDAD BAJO ESTUDIO. 

Toxicidad Mejor modelo AUC* AUC** Características Dimensiones clínicas 

Esofagitis aguda mRMR + GLM 0.85 0.81 69 

Edad, nivel socio-económico, VIH, etnia, tabaquismo, síntoma primario, 

anorexia, pérdida de peso, KPS, altura, localización del tumor, histología, 

EGFR, ALK, TNM, creatinina, hematocritos, historia de cáncer familiar, 

QoL, QT concurrente, dosimetría (pulmón, esófago, corazón, GTV, CTV) 

Tos aguda IG + ANN 0.90 0.77 13 
Nivel socio-económico, QoL, QT concurrente, dosimetría (pulmón, 

esófago, corazón, GTV, CTV) 

Disnea aguda mRMR + GLM 0.81 0.57 32 

Nivel socio-económico, EPOC, oxigenoterapia, síntoma primario, 

anorexia, KPS, altura, histología, ALK, TNM, PFT, historia de cáncer 

familiar, QoL, dosimetría (pulmón, esófago, GTV) 

Neumonitis aguda 𝜒2 + NB 0.81 0.85 24 
Nivel socio-económico, disnea, tos, histología, TNM, QoL, dosimetría 

(CTV, GTV) 

Disnea crónica mRMR + GLM 0.87 0.97 19 
Nivel socio-económico, síntoma primario, disfagia, PET, TNM, ALK, 

historia de cáncer familiar, QoL, GTV 

Neumonitis crónica mRMR + ANN 0.90 0.73 12 

Nivel socio-económico, síntoma primario, disnea, dolor pleurítico, PET, 

localización del tumor, ALK, TNM, PFT, histora de cáncer familiar, QoL, 

dosimetría (CTV, GTV, corazón) 

* AUC obtenida durante la validación interna 

** AUC obtenida durante la validación externa 
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FIGURA 10. CURVAS DE CALIBRACIÓN CORRESPONDIENTES A LOS MEJORES MODELOS DE PREDICCIÓN OBTENIDOS PARA CADA TOXICIDAD. 

 

3.2. AUC según método de selección de características 

En esta sección se resumen los resultados obtenidos, en términos de AUC, por cada 

uno de los métodos de selección de características empleados, sin tener en cuenta ni la 

toxicidad objetivo ni el algoritmo de clasificación basado en técnicas de aprendizaje 

automático con el que se ha usado. La idea es poder comparar el rendimiento de cada uno de 

los métodos de selección de características estudiados con el gold-standard, que es la AUC 

obtenida tras utilizar las características seleccionadas por el experto oncólogo. Esta 

comparación se realiza tanto a nivel de validación interna como de validación externa. 
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TABLA 6. AUC PROMEDIO Y DESVIACIÓN ESTÁNDAR (ENTRE PARÉNTESIS) DURANTE LAS FASES DE VALIDACIÓN INTERNA Y VALIDACIÓN 

EXTERNA PARA CADA UNO DE LOS MÉTODOS DE SELECCIÓN DE CARACTERÍSTICAS ESTUDIADOS. SE INCLUYE COMPARACIÓN CON EL GOLD 

STANDARD. 

Método AUC en validación interna AUC en validación externa 

CFS 0.71 (0.11) *** 0.66 (0.13) 

𝜒2 0.73 (0.10) *** 0.69 (0.10) ** 

Boruta 0.74 (0.11) *** 0.69 (0.10) * 

Votación (subconjunto) 0.73 (0.10) *** 0.70 (0.12) ** 

mRMR 0.74 (0.11) *** 0.67 (0.15) 

Relief 0.65 (0.05) *** 0.66 (0.14) 

RF 0.74 (0.09) *** 0.66 (0.13) 

IG 0.72 (0.10) *** 0.67 (0.11) 

Votación (clasificación) 0.74 (0.10) *** 0.64 (0.13) 

Gold standard 0.59 (0.04) 0.62  (0.10) 

* p-value < 0.05 (95% IC) 

** p-value < 0.01 (95% IC) 

*** p-value < 0.001 (95% IC) 

 

 

FIGURA 11. DIAGRAMAS DE CAJA (BOXPLOT) DE LAS AUCS OBTENIDAS POR CADA MÉTODO DE SELECCIÓN DE CARACTERÍSTICAS EN LAS 

ETAPAS DE VALIDACIÓN INTERNA (FONDO BLANCO) Y VALIDACIÓN EXTERNA (FONDO GRIS). DE IZQUIERDA A DERECHA, LOS MÉTODOS DE 

SELECCIÓN DE CARACTERÍSTICAS SON: BORUTA, CFS, CHI CUADRADO, GOLD STANDARD, IG, MRMR, VOTACIÓN (CLASIFICACIÓN), 

VOTACIÓN (SUBCONJUNTOS), RELIEF Y RF. 
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3.3. AUC según técnica de aprendizaje automático 

En esta sección se resumen los resultados obtenidos, en términos de AUC, por cada 

uno de los algoritmos de clasificación basados en técnicas de aprendizaje automático, sin 

tener en cuenta ni los métodos de selección de características empleados ni la toxicidad 

objetivo. La idea es poder comparar el rendimiento de cada uno de los clasificadores entre sí. 

Esta comparación se realiza tanto a nivel de validación interna como de validación externa. 

 

TABLA 7. AUC PROMEDIO Y DESVIACIÓN ESTÁNDAR (ENTRE PARÉNTESIS) OBTENIDOS DURANTE LAS FASES DE VALIDACIÓN INTERNA Y 

VALIDACIÓN EXTERNA PARA CADA UNO DE LOS ALGORITMOS DE CLASIFICACIÓN EMPLEADOS. 

Método AUC en validación interna AUC en validación externa 

kNN 0.57 (0.03) 0.58 (0.13) 

GLM 0.77 (0.08) 0.72 (0.10) 

NB 0.74 (0.09) 0.67 (0.14) 

SVM 0.71 (0.07) 0.68 (0.10) 

ANN 0.76 (0.08) 0.68 (0.10) 

 

 

FIGURA 12. DIAGRAMAS DE CAJA (BOXPLOT) DE LAS AUCS OBTENIDAS POR CADA ALGORITMO DE CLASIFICACIÓN EN LAS ETAPAS DE 

VALIDACIÓN INTERNA (FONDO BLANCO) Y VALIDACIÓN EXTERNA (FONDO GRIS). DE IZQUIERDA A DERECHA: ANN, GLM, KNN, NB Y SVM. 
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4. Discusión 

4.1. AUC y curvas de calibración obtenidas para cada toxicidad 

A continuación, analizamos los resultados obtenidos en términos de AUC por los 

modelos de predicción basados en técnicas de aprendizaje automático para cada toxicidad 

bajo estudio, y finalizamos la sección con el análisis de las curvas de calibración. 

En términos generales, un hallazgo interesante de este trabajo es que, según las 

variables seleccionadas por los mejores modelos de predicción en términos de AUC, es que 

hay una serie de variables clínicas que son comunes a todos los modelos de predicción 

inducida por RT, que son: el nivel socioeconómico, la calidad de vida basal, el GTV y el TNM. 

Además, las variables relacionadas con la expresión de ALK, el CTV, el síntoma primario y los 

antecedentes familiares de cáncer estuvieron presentes en 4 de los 6 modelos predictivos.  

En cuanto al rendimiento y precisión alcanzados por los modelos seleccionados 

siguiendo la metodología propuesta, también es destacable que todos ellos están en línea con 

los modelos predictivos actuales del estado del arte, y algunos de ellos incluso los superan. 

 

4.1.1. Esofagitis aguda 

En el caso de la esofagitis aguda, el modelo de mejor rendimiento alcanzó un 

AUC=0.85 durante la fase de validación interna y un AUC=0.81 tras probarlo con la muestra de 

validación externa. 
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Este resultado aparentemente mejora otros métodos del estado del arte (141,142) y 

potencialmente resuelve el problema señalado por las conclusiones de investigaciones 

anteriores sobre métodos de aprendizaje automático aplicados a la predicción de esta 

toxicidad que sugieren que estas técnicas aún no están preparados para lograr una buena 

precisión de predicción para la esofagitis aguda (143).  

El modelo se construyó utilizando el método de selección de características mRMR 

seguido por el clasificador GLM, considerando un total de 69 variables que describen el perfil 

sociodemográfico del paciente, las afecciones previas, los síntomas primarios, el KPS (índice 

de estado funcional de Karnofsky), la caracterización del tumor (localización, histología, 

TNM), el perfil molecular (expresión genética de EGFR y ALK), los antecedentes familiares de 

cáncer, la calidad de vida, el régimen de tratamiento y la dosimetría en pulmón, esófago, y 

corazón, además de valores de planificación de tratamiento como GTV (volumen tumoral 

bruto) y CTV (volumen objetivo clínico).  

Algunas de estas variables ya se habían discutido en la literatura como posibles 

factores predictivos de la esofagitis aguda inducida por la RT (144–146), lo que demuestra que 

la metodología seguida consiguió reflejar este conocimiento en el modelo desarrollado. 

Además, el modelo también destacó otras variables relacionadas con los niveles de creatinina 

y hematocrito que, hasta donde sabemos, aún no se han relacionado con la aparición de 

esofagitis aguda inducida por la RT, abriendo la puerta por tanto al establecimiento de nuevas 

hipótesis de investigación basadas exclusivamente en métodos de aprendizaje automático a 

partir de los datos obtenidos en la rutina asistencial. 

 

4.1.2. Tos aguda 

Respecto a la predicción de la tos aguda inducida por la RT, el modelo de mejor 

rendimiento alcanzó un AUC=0.90 en la etapa de validación interna, y un AUC=0.77 en la 

muestra de validación externa.  
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El modelo, basado en el método de selección de características IG y el clasificador 

ANN, utilizó 13 variables que describen el nivel socioeconómico del paciente, la calidad de 

vida y la dosis de RT en los pulmones, el esófago y el corazón.  

Esta toxicidad se considera generalmente un efecto secundario de la neumonitis por 

radiación y se tienen en cuenta como criterio de clasificación para las escalas de gravedad de 

la toxicidad inducida por la RT, como la RTOG y la EORTC (147) y, hasta donde sabemos, no 

hay trabajos previos sobre validaciones de modelos predictivos para la tos aguda inducida 

por la RT, a pesar de su reconocida importancia y contribución a la CVRS de los pacientes 

(148,149). 

 

4.1.3. Disnea aguda 

En cuanto a la disnea aguda, el modelo predictivo con mejor rendimiento en la fase 

de validación interna alcanzó un AUC=0.81 y, con las muestras de validación externa, un 

AUC=0.57. En comparación con otros modelos predictivos de esta toxicidad reportados en la 

literatura (28,150,151), el modelo desarrollado parece superar a la mayoría de ellos en la fase 

de validación interna. Sin embargo, su bajo rendimiento con la muestra de validación externa 

debe ser objeto de una revisión crítica para evaluar si se debe a una potencial falta de 

generalización del modelo o a un factor de sesgo diferente, tal vez relacionado con el escaso 

número de muestras utilizadas durante la validación externa. 

Este modelo se construyó utilizando el método de selección de características mRMR 

junto con el clasificador GLM, e incluyó 32 variables relacionadas con el nivel socioeconómico, 

enfermedades basales, el síntoma primario, el estado funcional, la caracterización del tumor, 

la expresión de ALK, los resultados de las pruebas de función pulmonar, los antecedentes 

familiares de cáncer, la calidad de vida y la dosis de RT en los pulmones y el esófago.  

Estas variables clínicas ya han sido reportadas en la literatura como posibles 

predictores de la disnea aguda inducida por la RT (152–155) por lo que, a pesar del bajo 

rendimiento alcanzado durante la validación externa, el modelo fue capaz de representar con 

fidelidad la evidencia conocida sobre los factores que contribuyen a esta toxicidad.  
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4.1.4. Neumonitis aguda 

En cuanto a la neumonitis aguda inducida por RT, el modelo de predicción de mejor 

rendimiento alcanzó un AUC=0.81 en la validación interna, y un AUC=0.85 con la muestra de 

validación externa. En términos de rendimiento, el modelo desarrollado logra resultados 

comparables a los modelos más recientes del estado del arte (75,156,157).  

Este modelo se construyó a partir del método de selección de características Chi-

cuadrado seguido de un clasificador Näive Bayes, teniendo en cuenta 24 variables que 

describían el nivel socioeconómico del paciente, las afecciones previas (disnea, tos), la 

caracterización del tumor (histología y TNM), la QoL y la dosis de RT (CTV y GTV).  

Todos estos potenciales predictores de la neumonitis aguda ya han sido discutidos en 

la literatura con diferentes niveles de acuerdo (158–160), por lo que el modelo parece 

ajustarse de forma fiable a la evidencia actual sobre los factores que contribuyen a la 

neumonitis aguda inducida por la RT.  

 

4.1.5. Disnea crónica 

Respecto a la predicción de la disnea crónica inducida por la RT, el modelo de mejor 

rendimiento alcanzó un AUC=0.87 durante la etapa de validación interna, y un AUC=0.97 en la 

muestra de validación externa. Este resultado supera a todos los modelos predictivos 

existentes en el estado del arte para la disnea inducida por la RT (28,153,161).  

Este modelo se construyó a partir de un método un método de selección de 

características basado en la técnica mRMR seguido de un clasificador GLM entrenado con 19 

variables que describían el nivel socioeconómico del paciente, los síntomas primarios, las 

afecciones previas (disfagia), registro previo de PET, el TNM del tumor, la expresión de ALK, 

los antecedentes de cáncer familiar, la calidad de vida basal y el GTV.  
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Algunas de estas variables clínicas ya han sido mencionadas en la literatura como 

potenciales predictores de la disnea crónica inducida por la RT (153,162,163). Sin embargo, 

no hemos podido encontrar ninguna mención sobre la expresión de ALK y su relación con esta 

toxicidad específica en la literatura revisada. 

 

4.1.6. Neumonitis crónica 

Por último, en lo que respecta a la predicción de la neumonitis crónica inducida por 

RT, el modelo con mejor rendimiento alcanzó un AUC=0.90 en la etapa de validación interna, 

mientras que su rendimiento durante la validación externa fue de un AUC=0.73, resultado que 

parece estar en consonancia con los métodos de predicción de esta toxicidad más recientes 

(75,156,157).  

Este modelo se basó en el método de selección de características mRMR seguido de 

un clasificador basado en una ANN, entrenada con 32 variables que describían los siguientes 

conceptos clínicos: nivel socioeconómico, síntoma primario, disnea previa, dolor pleurítico, 

registro previo de PET y de pruebas de función pulmonar, características del tumor 

(localización y TNM), expresión de ALK, antecedentes familiares de cáncer, QoL y dosis de RT 

en el corazón, CTV y GTV.  

La mayoría de estos posibles factores que contribuyen a la aparición de la neumonitis 

crónica inducida por la RT ya se han discutido en la literatura (158,164–167), lo que puede 

considerarse como una señal de que el modelo fue capaz de capturar con fidelidad estas 

relaciones ya conocidas. 

 

4.1.7. Curvas de calibración 

Según los gráficos de calibración mostrados en la Figura 10, 5 de los 6 modelos 

desarrollados representan fielmente una relación casi lineal entre las probabilidades 

predichas y las frecuencias observadas en los casos positivos, lo que representa que el modelo 

estaría correctamente calibrado.  
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En cuanto al modelo de neumonitis aguda, el gráfico de calibración no se ajusta 

correctamente a esta relación lineal necesaria para representar una correcta calibración, lo 

que ilustra un problema bien conocido sobre la incapacidad de los clasificadores Näive Bayes 

para producir estimaciones de probabilidad correctamente calibradas (168). Este 

inconveniente podría mitigarse utilizando modelos de calibración en una fase posterior al 

desarrollo del modelo (169). 

 

4.2. AUC según método de selección de características 

Como se muestra en la Tabla 6, se ha llevada a cabo un análisis del rendimiento de los 

10 métodos de selección de características implementados en términos de AUC, tanto en la 

etapa de validación interna como en la de validación externa, y sin tener en cuenta las 

toxicidades objetivo de la predicción ni el tipo de clasificadores basados en técnicas de 

aprendizaje automático empleados.  

El método de selección de características considerado como gold standard fue la 

selección por parte de un oncólogo experto en RT de aquellas variables que la evidencia actual 

y las guías de práctica clínica recomiendan tener en cuenta a la hora de predecir las posibles 

toxicidades derivadas de la exposición al tratamiento de RT. En este sentido, para la toxicidad 

relacionada con la esofagitis, el clínico seleccionó las variables que representaban las 

siguientes características clínicas: dosis de RT en esófago (dosis media, V35, V50 y V70), 

afecciones digestivas previas, edad, estado funcional basal del paciente, hábito tabáquico, 

TNM y plan de tratamiento. Para el resto de las toxicidades, el clínico seleccionó las variables 

que representaban las siguientes características clínicas: dosis de RT en pulmón (dosis media 

y V20), edad, EPOC previa, oxigenoterapia previa, hábito tabáquico, estado funcional basal 

del paciente, TNM y plan de tratamiento. 

Los otros nueve métodos de selección de características analizados se compararon 

con el clínico para encontrar posibles diferencias estadísticamente significativas entre ellos. 

En la fase de validación interna, el método de selección de características gold standard 

alcanzó una media de AUC=0.59 (desviación estándar 0.04), mientras que los otros 9 métodos 

selección de características oscilaron entre una media de AUC=0.65 (0.05) obtenida por el 
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método Relief y una media de AUC=0.74 (0.09) obtenida por el método RF. Esta media de AUC 

también fue alcanzada por los métodos de votación (clasificación), Boruta y mRMR, con una 

desviación estándar ligeramente superior (0.10, 0.11 y 0.11, respectivamente). Cabe destacar 

que, en esta fase, todos los métodos de selección de características analizados lograron 

mejoras estadísticamente significativas en su rendimiento en comparación con el gold 

standard (p<0,001).  

En la fase de validación externa, el gold standard obtuvo un AUC medio de 0.62 (0.10), 

mientras que los demás métodos de selección de características oscilaron entre un AUC 

medio de 0.64 (0.13), alcanzado por el método de selección de características de votación 

(clasificación), y un AUC medio de 0.70 (0.12), alcanzado por el método de selección de 

características basado en votación (subconjunto). En este caso, sólo tres métodos de 

selección de características (Chi-cuadrado, Boruta y votación entre los métodos de 

subconjunto) lograron una mejora estadísticamente significativa de su rendimiento en 

comparación con el gold standard.  

En general, el rendimiento medio alcanzado por todos los métodos de selección de 

características en la fase de validación externa fue considerablemente inferior al obtenido 

durante la validación interna, lo que coincide con la evidencia actual (170). 

 

4.3. AUC según método de predicción basado en técnicas de aprendizaje 

automático 

Como se indica en la Tabla 7, se ha llevado a cabo el análisis del rendimiento en 

términos de AUC promedio y desviación estándar de los clasificadores basados en técnicas de 

aprendizaje automático implementados sin tener en cuenta las toxicidades objetivo ni el 

método de selección de características implementado.  

En la etapa de validación interna, el rendimiento de los clasificadores osciló entre un 

AUC medio de 0.57 (0.03) logrado por el clasificador kNN y un AUC medio de 0.77 (0.08) logrado 

por el clasificador GLM. Cabe destacar que los otros tres clasificadores analizados (NB, SVM y 

ANN) obtuvieron un rendimiento medio superior a 0.70.  
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En la fase de validación externa, el rendimiento de los clasificadores osciló entre un 

AUC medio de 0.58 (0.13) obtenido por el clasificador kNN y un AUC medio de 0.72 (0.10) 

obtenido por el clasificador GLM. En esta etapa, los clasificadores NB, SVM y ANN obtuvieron 

un rendimiento medio similar (0.67, 0.68 y 0.68, respectivamente). 

Estos resultados informan de manera consistente sobre el pobre rendimiento del 

clasificador kNN para predecir las toxicidades inducidas por la RT en general cuando se utiliza 

para su entrenamiento un conjunto de datos obtenidos en un entorno asistencial que podría 

incorporar un alto nivel de variables ruidosas (171). El clasificador GLM logró el AUC promedio 

más alto en ambas etapas (validación interna y validación externa), pero seguido de cerca por 

los clasificadores NB, SVM y ANN en la etapa de validación externa, lo que parece indicar que 

estos cuatro clasificadores podrían adaptarse mejor que el kNN a un entorno de aprendizaje 

automático basado en datos obtenidos en la rutina asistencial. 

 

4.4. Cumplimiento de los objetivos planteados 

El objetivo principal de esta investigación era la de validar una metodología clara y 

generalizable para la implementación y validación externa de los modelos predictivos de 

toxicidad asociada a la RT basados en métodos de selección de características y algoritmos 

de aprendizaje automático que fueran entrenados con conjuntos de datos obtenidos en el 

entorno clínico-asistencial para facilitar el avance y adopción de esta tecnología de apoyo a 

la toma de decisiones clínicas en la rutina asistencial durante el manejo de los pacientes con 

cáncer de pulmón. 

La metodología utilizada, ilustrada en la Figura 5 y desarrollada en consonancia con 

las recomendaciones de la declaración TRIPOD (62), incluía los elementos básicos y los pasos 

a seguir para conseguir este objetivo, desde la recogida del dato en el entorno asistencial, la 

formulación de la pregunta o hipótesis clínica, la identificación de las variables objetivos, el 

tratamiento del conjunto de datos (normalización, curación e imputación de valores), el 

proceso de validación interna, entrenamiento del modelo de predicción, selección de 

características relevantes, la validación externa y, por último, el descubrimiento de nuevas 

evidencias o indicios que permitan la elaboración de nuevas hipótesis de investigación.  
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Para validar la aplicabilidad de esta metodología, se desarrollaron un total de 300 

casos de uso diferentes, basados en todas las combinaciones posibles entre 6 toxicidades 

objetivo, 10 métodos de selección de características y 5 clasificadores basados en técnicas de 

aprendizaje automático haciendo uso de un conjunto de datos de 875 pacientes con cáncer 

de pulmón cuya información se recogió en un contexto clínico-asistencial. 

Los resultados obtenidos tras la aplicación de esta metodología resaltan su capacidad 

para lograr, en la mayoría de los casos, resultados comparables a otros enfoques similares 

desarrollados en el estado del arte para predecir la aparición de toxicidades inducidas por la 

RT en esta población. Además, este trabajo demuestra el potencial para escalar esta 

metodología a un mayor número de métodos de selección de características, clasificadores 

basados en técnicas de aprendizaje automático y, potencialmente, otros conjuntos de datos 

recogidos en entorno asistencial.  

Respecto al segundo objetivo planteado, los mejores modelos de predicción en 

términos de AUC han empleado una serie de variables clínicas comunes a todas las variables 

objetivo que se han estudiado, que son: el nivel socioeconómico, la calidad de vida basal, el 

GTV y el TNM. Además, las variables relacionadas con el CTV, el síntoma primario y los 

antecedentes familiares de cáncer estuvieron presentes en 4 de los 6 modelos predictivos. En 

la literatura se ha descrito el potencial predictor de estas variables, entre otras, a través de 

estudios realizados en entornos controlados, tal y como se ha destacado en la introducción 

de este trabajo. Este resultado nos permite, por tanto, validar parte de este conocimiento a 

través del análisis de los datos procedentes de la rutina asistencial. 

Por otra parte, y como resultado de la experimentación llevada a cabo, los modelos 

desarrollados con mejor rendimiento han puesto de manifiesto algunas cuestiones 

interesantes acerca del papel de ciertas variables clínicas que no suelen ser tenidas en 

consideración durante la gestión de las posibles toxicidades inducidas por RT que un paciente 

de CP puede sufrir tras el tratamiento. En este sentido, esta investigación plantea la existencia 

de alguna relación entre los niveles basales de creatinina y hematocritos del paciente y la 

aparición de esofagitis aguda, o la relación entre la expresión de ALK y la aparición de disnea 

crónica tras la RT.  
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Más allá de las implicaciones que el descubrimiento de estas potenciales relaciones 

entre variables clínicas y toxicidades pudiera tener en futuras investigaciones clínicas, el mero 

hecho de que la metodología presentada haya demostrado tener capacidad de generar 

nuevas hipótesis de investigación basadas en datos recogidos en el entorno asistencial 

confirma su validez y aplicabilidad en este ámbito. 

 

4.5. Limitaciones 

Esta investigación tiene varias limitaciones que deben ser consideradas 

cuidadosamente antes de generalizar las conclusiones presentadas. En cuanto al conjunto de 

datos obtenidos en el entorno asistencial utilizado, este trabajo no ha considerado en 

profundidad la información sobre el estilo de vida en el sentido amplio, es decir, incluyendo 

valoraciones sobre el ejercicio físico, higiene del sueño, alimentación y bienestar emocional 

del paciente, elementos que han demostrado tener el potencial de contribuir a la predicción 

de las toxicidades inducidas por la RT (172). Tampoco se han tenido en cuenta otras 

cuestiones habitualmente poco reconocidas que afectan a la calidad de vida relacionada con 

la salud en los pacientes con CP durante y después de la RT, como la angustia psicológica, el 

estigma, las disparidades sanitarias, el deterioro cognitivo y la disfunción sexual (173). Esta 

información no se ha incluido debido a que su registro no forma parte de la rutina asistencial 

a estos pacientes y, por tanto, no se encuentra disponible para su análisis. 

Los avances tecnológicos están promoviendo un uso creciente de dispositivos 

portátiles para monitorizar diferentes aspectos de la evolución de los pacientes con cáncer 

entre las visitas de seguimiento (174). La información recopilada por estos dispositivos 

añadiría un conjunto adicional de variables que podrían ser útiles para predecir eventos de 

salud como son las toxicidades inducidas por la RT. Lo mismo ocurre con el uso de escalas de 

evaluación de los resultados en salud comunicados por los pacientes (PROM) en los entornos 

oncológicos, que ya han demostrado su capacidad para predecir eventos de salud en 

pacientes con CP (175). Además, la información derivada de características cuantificables 

obtenidas a partir de imágenes médicas (radiómica) tampoco se incluyó entre las variables de 

análisis a pesar de su reconocido potencial para predecir los resultados de salud tras la RT en 

pacientes con CP (176). La decisión de no incluir estos conjuntos de datos derivó de la falta de 
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dicha información recogida de forma consistente en los sistemas de información hospitalarios 

durante la rutina asistencial. 

La metodología propuesta en esta tesis facilitaría la explotación de estos nuevos 

conjuntos de datos gracias al proceso de tratamiento de información planteado 

(normalización, curación e imputación de valores perdidos) y a la automatización del proceso 

de selección de características. Una línea de trabajo futuro podría ser la exploración de la 

adición de variables procedentes de estos dominios al proceso de desarrollo del modelo 

predictivo para así comprobar su contribución a la precisión global del modelo. 

A pesar de haber implementado un proceso de validación externa que permitiera 

verificar la capacidad de generalizar de la metodología propuesta, debe tenerse en cuenta un 

potencial sesgo de selección dado que todos los pacientes con CP incluidos en el análisis 

fueron reclutados en un único hospital y, por tanto, no son representativos de los diferentes 

grupos étnicos que podrían encontrarse en otras geografías. Otra limitación relacionada con 

el tema de la localización tiene que ver con las opciones terapéuticas disponibles en este 

hospital, que fueron proporcionadas de acuerdo con las directrices de la NCCN para los 

pacientes con CP. Por lo tanto, las conclusiones obtenidas en este trabajo no deben 

extenderse directamente a otros entornos clínicos que proporcionen atención a poblaciones 

diferentes y/o que sigan un proceso asistencial diferente al recomendado por la NCCN. 

La validación experimental de la metodología presentada incluía un conjunto 

limitado de diez métodos de selección de características y cinco clasificadores basados en 

algoritmos de aprendizaje automático, y el ajuste de los hiperparámetros de estos 

clasificadores, siempre que fuera posible, se ha limitado a una estrategia básica de búsqueda 

en rejilla. Esta estrategia podría haber producido resultados subóptimos en términos de 

precisión de los clasificadores empleados, ya que ninguno de los 300 modelos predictivos 

probados fue optimizado manualmente. Esta decisión se tomó para no menoscabar la 

capacidad de generalización de la metodología propuesta. Trabajos futuros podrían incluir 

otros métodos de selección de características, así como otras familias de clasificadores 

basados en algoritmos de aprendizaje automático para comparar su rendimiento con la 

experimentación llevada a cabo en este trabajo y demostrar la reproducibilidad de la 

metodología propuesta.  
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Por último, se debe resaltar que se ha observado una gran variabilidad entre los 

rendimientos en términos de AUC obtenidos durante la validación interna y la validación 

externa. Este es un problema bien documentado en la literatura (177,178). Con el fin de 

proporcionar una estimación más precisa de la precisión de los modelos, otras líneas futuras 

de trabajo podrían incorporar la inclusión de un mayor tamaño muestral en el conjunto de 

datos de validación externa. 

Para poder implementar los resultados obtenidos en la rutina asistencial, debe 

tenerse en cuenta una serie de consideraciones desde el punto de vista regulatorio y operativo 

que den respuesta a las necesidades del proceso asistencial en su conjunto, más allá de la 

puesta a disposición de profesionales y pacientes de una herramienta que facilite la toma de 

decisiones compartida sobre las opciones terapéuticas disponibles que tenga en 

consideración la posibilidad de aparición de efectos secundarios que pueden llegar a reducir 

de manera significativa la calidad de vida de los pacientes. 

La metodología validada en esta tesis permite la generación y validación de modelos 

de predicción basados en técnicas de aprendizaje automático con la finalidad de dar soporte 

a la hora de tomar decisiones terapéuticas en el ámbito del cáncer de pulmón. Según la 

regulación Europea sobre productos sanitarios (Medical Devices Regulation, MDR) (179), en su 

Anexo VIII, sección 6.3. Regla 11, se especifica que “los programas informáticos destinados a 

proporcionar información que se utiliza para tomar decisiones con fines terapéuticos o de 

diagnóstico se clasifican en la clase IIa”. Por tanto, para poder aplicar los modelos de 

predicción desarrollados en la rutina asistencial, se deberá obtener previamente el marcado 

CE del producto sanitario resultante conforme a los procedimientos establecidos por la 

Agencia Española de Medicamentos y Productos Sanitarios (AEMPS) como organismo 

notificado.  

También es relevante el actual desarrollo del borrador de la Ley de IA Europea (EU AI 

Act) (78), en el que se propone una clasificación de los sistemas que hagan uso de elementos 

de inteligencia artificial en base al riesgo potencial para la salud, seguridad o los derechos 

fundamentales de los ciudadanos. En este contexto, tal y como se expone en el borrador de la 

legislación, aquellos sistemas que caigan dentro del ámbito de aplicación de la MDR, serían 

considerados como sistemas de alto riesgo por la EU AI Act. Esto implica que estos sistemas o 
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aplicaciones deberán cumplir con unos requisitos específicos relativos a los datos de alta 

calidad, la documentación y la trazabilidad, la transparencia, la vigilancia humana, la 

precisión y la solidez para poder garantizar una correcta mitigación de los riesgos derivados 

por la IA. En la práctica, esto se traduciría en la implantación de un sistema de gestión de 

riesgos auditable y certificado por parte del proveedor del sistema que abarque aspectos de 

datos y gobernanza de datos, documentación técnica, registros, transparencia y 

comunicación de información a los usuarios, vigilancia humana, precisión, solidez y 

ciberseguridad, tal y como se detalla en el Capítulo 2, art. 10 – 15 del citado borrador. 
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5. Conclusiones 

El uso de modelos predictivos validados e integrados en la atención clínica tiene el 

potencial de fomentar una toma de decisiones informada y compartida entre el paciente y el 

profesional sanitario, siempre que a ambos se les pueda proporcionar información fiable y 

contrastada sobre la posible progresión de la enfermedad y la calidad de vida esperada tras 

el tratamiento. Esto facilitaría un cambio de paradigma hacia una elección de tratamiento 

más personalizada y centrada en el paciente (180).  

Este trabajo espera contribuir al estado del arte sobre la idoneidad y viabilidad de la 

implementación de los modelos predictivos basados en algoritmos de aprendizaje 

automático desarrollados a través de la metodología presentada con la finalidad de ofrecer 

una atención de mayor calidad al paciente con CP. 
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Anexo A. AUCs obtenidos tras la validación interna 

TABLA A.1. ESOFAGITIS AGUDA 

Método kNN GLM NB SVM ANN 

CFS 0.55 0.72 0.70 0.73 0.75 

𝜒2 0.55 0.82 0.72 0.68 0.78 

Boruta 0.58 0.84 0.77 0.72 0.83 

Votación (subconjunto) 0.54 0.77 0.73 0.69 0.80 

mRMR 0.55 0.85 0.72 0.71 0.76 

Relief 0.55 0.66 0.65 0.67 0.62 

RF 0.57 0.79 0.73 0.73 0.80 

IG 0.53 0.80 0.72 0.62 0.78 

Votación (clasificación) 0.55 0.83 0.74 0.74 0.70 

Gold standard 0.54 0.68 0.61 0.60 0.67 

TABLA A.2. TOS AGUDA 

Método kNN GLM NB SVM ANN 

CFS 0.60 0.87 0.84 0.79 0.88 

𝜒2 0.57 0.88 0.84 0.76 0.83 

Boruta 0.58 0.88 0.85 0.75 0.90 

Votación (subconjunto) 0.61 0.87 0.84 0.74 0.90 

mRMR 0.62 0.88 0.81 0.81 0.88 

Relief 0.64 0.72 0.71 0.78 0.71 

RF 0.61 0.86 0.82 0.80 0.83 

IG 0.59 0.89 0.83 0.66 0.90 

Votación (clasificación) 0.58 0.85 0.84 0.83 0.84 

Gold standard 0.57 0.64 0.60 0.60 0.64 

TABLA A.3. DISNEA AGUDA 

Método kNN GLM NB SVM ANN 

CFS 0.57 0.75 0.72 0.68 0.75 

𝜒2 0.61 0.78 0.77 0.72 0.77 

Boruta 0.57 0.74 0.73 0.72 0.73 

Votación (subconjunto) 0.57 0.75 0.72 0.68 0.75 

mRMR 0.54 0.81 0.74 0.77 0.79 

Relief 0.59 0.68 0.67 0.71 0.64 

RF 0.62 0.76 0.70 0.80 0.76 

IG 0.64 0.72 0.63 0.71 0.76 

Votación (clasificación) 0.52 0.75 0.70 0.78 0.78 

Gold standard 0.58 0.64 0.64 0.68 0.67 
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TABLA A.4. NEUMONITIS AGUDA 

Método kNN GLM NB SVM ANN 

CFS 0.53 0.71 0.33 0.68 0.69 

𝜒2 0.56 0.77 0.81 0.69 0.76 

Boruta 0.54 0.80 0.80 0.60 0.77 

Votación (subconjunto) 0.54 0.78 0.78 0.68 0.77 

mRMR 0.57 0.78 0.79 0.73 0.82 

Relief 0.56 0.64 0.66 0.66 0.64 

RF 0.53 0.76 0.78 0.69 0.73 

IG 0.54 0.79 0.77 0.68 0.79 

Votación (clasificación) 0.55 0.79 0.80 0.74 0.71 

Gold standard 0.54 0.58 0.59 0.56 0.57 

TABLA A.5. DISNEA CRÓNICA 

Método kNN GLM NB SVM ANN 

CFS 0.63 0.81 0.79 0.77 0.81 

𝜒2 0.59 0.83 0.82 0.66 0.68 

Boruta 0.60 0.86 0.85 0.79 0.83 

Votación (subconjunto) 0.59 0.83 0.81 0.74 0.82 

mRMR 0.54 0.87 0.65 0.79 0.81 

Relief 0.63 0.62 0.69 0.73 0.67 

RF 0.57 0.83 0.78 0.76 0.80 

IG 0.65 0.80 0.79 0.71 0.76 

Votación (clasificación) 0.58 0.83 0.78 0.76 0.82 

Gold standard 0.54 0.54 0.59 0.57 0.56 

TABLA A.6. NEUMONITIS CRÓNICA 

Método kNN GLM NB SVM ANN 

CFS 0.59 0.79 0.72 0.76 0.79 

𝜒2 0.52 0.84 0.81 0.70 0.82 

Boruta 0.55 0.82 0.76 0.79 0.77 

Votación (subconjunto) 0.49 0.81 0.72 0.79 0.81 

mRMR 0.53 0.86 0.73 0.70 0.90 

Relief 0.58 0.64 0.69 0.59 0.61 

RF 0.53 0.83 0.80 0.83 0.74 

IG 0.57 0.79 0.75 0.72 0.83 

Votación (clasificación) 0.55 0.84 0.83 0.85 0.73 

Gold standard 0.57 0.57 0.57 0.56 0.59 
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Anexo B. AUCs obtenidos tras la validación externa 

TABLA B.1. ESOFAGITIS AGUDA 

Método kNN GLM NB SVM ANN 

CFS 0.78 0.66 0.76 0.67 0.70 

𝜒2 0.65 0.80 0.79 0.87 0.83 

Boruta 0.62 0.79 0.76 0.72 0.73 

Votación (subconjunto) 0.61 0.79 0.79 0.73 0.83 

mRMR 0.47 0.81 0.72 0.67 0.84 

Relief 0.44 0.81 0.69 0.68 0.60 

RF 0.42 0.73 0.81 0.78 0.81 

IG 0.61 0.77 0.80 0.68 0.85 

Votación (clasificación) 0.53 0.85 0.82 0.77 0.77 

Gold standard 0.47 0.75 0.67 0.63 0.82 

TABLA B.2. TOS AGUDA 

Método kNN GLM NB SVM ANN 

CFS 0.57 0.74 0.76 0.70 0.79 

𝜒2 0.51 0.78 0.81 0.58 0.66 

Boruta 0.61 0.77 0.82 0.72 0.75 

Votación (subconjunto) 0.53 0.79 0.82 0.67 0.74 

mRMR 0.37 0.75 0.46 0.53 0.66 

Relief 0.53 0.58 0.68 0.70 0.51 

RF 0.57 0.79 0.61 0.61 0.52 

IG 0.61 0.80 0.82 0.61 0.77 

Votación (clasificación) 0.52 0.76 0.60 0.64 0.55 

Gold standard 0.54 0.52 0.68 0.60 0.58 

TABLA B.3. DISNEA AGUDA 

Método kNN GLM NB SVM ANN 

CFS 0.44 0.56 0.68 0.48 0.56 

𝜒2 0.59 0.62 0.58 0.69 0.62 

Boruta 0.53 0.53 0.56 0.50 0.57 

Votación (subconjunto) 0.44 0.56 0.68 0.48 0.56 

mRMR 0.49 0.57 0.52 0.64 0.57 

Relief 0.65 0.70 0.76 0.73 0.60 

RF 0.58 0.69 0.67 0.66 0.51 

IG 0.63 0.55 0.60 0.60 0.54 

Votación (clasificación) 0.63 0.68 0.75 0.61 0.60 

Gold standard 0.47 0.61 0.57 0.56 0.65 
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TABLA B.4. NEUMONITIS AGUDA 

Método kNN GLM NB SVM ANN 

CFS 0.54 0.77 0.29 0.80 0.71 

𝜒2 0.56 0.83 0.85 0.66 0.71 

Boruta 0.60 0.75 0.69 0.76 0.68 

Votación (subconjunto) 0.67 0.84 0.83 0.76 0.83 

mRMR 0.48 0.80 0.82 0.74 0.73 

Relief 0.59 0.64 0.59 0.62 0.66 

RF 0.54 0.81 0.49 0.79 0.68 

IG 0.56 0.80 0.83 0.72 0.70 

Votación (clasificación) 0.55 0.74 0.69 0.56 0.59 

Gold standard 0.47 0.59 0.54 0.54 0.61 

TABLA B.5. DISNEA CRÓNICA 

Método kNN GLM NB SVM ANN 

CFS 0.92 0.73 0.57 0.70 0.73 

𝜒2 0.83 0.57 0.63 0.63 0.60 

Boruta 0.95 0.77 0.67 0.77 0.77 

Votación (subconjunto) 0.88 0.67 0.60 0.80 0.67 

mRMR 0.67 0.97 1.00 0.82 0.72 

Relief 0.52 0.97 0.87 1.00 0.88 

RF 0.85 0.57 0.88 0.87 0.53 

IG 0.45 0.67 0.60 0.73 0.67 

Votación (clasificación) 0.45 0.77 0.87 0.67 0.67 

Gold standard 0.90 0.77 0.67 0.70 0.67 

TABLA B.6. NEUMONITIS CRÓNICA 

Método kNN GLM NB SVM ANN 

CFS 0.62 0.74 0.47 0.73 0.74 

𝜒2 0.70 0.79 0.68 0.59 0.71 

Boruta 0.63 0.70 0.50 0.80 0.71 

Votación (subconjunto) 0.77 0.78 0.47 0.67 0.79 

mRMR 0.52 0.75 0.74 0.80 0.73 

Relief 0.58 0.58 0.53 0.53 0.55 

RF 0.55 0.63 0.57 0.57 0.64 

IG 0.50 0.76 0.44 0.68 0.79 

Votación (clasificación) 0.34 0.76 0.46 0.68 0.51 

Gold standard 0.48 0.67 0.65 0.58 0.63 

 


