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Abstract

Hidden Markov Models (HMM) are powerful probabilistic tools for analyzing se-
quential data where observations depend on unobservable internal states. Their flexi-
bility allows them to model a wide range of complex phenomena across various fields,
including speech recognition, bioinformatics, finance, and cognitive analysis. HMMs
are particularly useful in situations where underlying processes cannot be directly mea-
sured, enabling the inference of hidden dynamics from observable data. Over time,
these models have proven effective in uncovering hidden patterns, predicting future
behaviors, and segmenting time series based on internal states. This work explores the
fundamental principles of HMMs and their applicability, emphasizing their value in
understanding and representing complex sequential systems.






Resumen

Los Modelos Ocultos de Markov (HMM) son herramientas probabilisticas pode-
rosas para el andlisis de secuencias temporales en las que las observaciones dependen
de estados internos no observables. Su versatilidad permite modelar una amplia gama
de fendmenos complejos en diversas disciplinas como el reconocimiento del habla, la
bioinformadtica, las finanzas y el andlisis cognitivo. La capacidad de los HMM para
inferir dindmicas subyacentes a partir de datos observados los hace especialmente tti-
les en contextos donde los procesos no pueden ser medidos directamente. A lo largo
del tiempo, estos modelos han demostrado su eficacia para detectar patrones ocultos y
segmentar series temporales en funcién de sus diferentes estados internos. Este trabajo
aborda los principios fundamentales de los HMM vy su aplicabilidad.
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Capitulo 1

Introduccion

Los modelos ocultos de Markov (HMM, por sus siglas en inglés) han surgido como
una potente herramienta para modelar datos secuenciales, encontrando amplias aplica-
ciones en campos como el reconocimiento del habla y el procesamiento del lenguaje
natural pero también en la bioinformatica y las finanzas. En esencia, un HMM es un
modelo estadistico que asume que el sistema sigue un proceso de Markov con esta-
dos que no spn observables (ocultos). El modelo permite inferir los estados ocultos a
través de los resultados observables, lo que permite una buena representacion de los
fendmenos secuenciales [[14]].

El desarrollo de los HMM se remonta al trabajo pionero de Leonard E. Baum a
finales de la década de 1960. Baum, junto a sus compafieros, sentaron las bases ma-
tematicas de los HMM, centrandose inicialmente en las funciones probabilisticas de
las cadenas de Markov []1]. En las décadas siguientes, el modelo gan6 popularidad de-
bido a su flexibilidad y eficiencia en el modelado de datos temporales y secuenciales.
En 1989, Lawrence R. Rabiner proporciond un tutorial accesible y completo sobre los
HMM, que sigue siendo uno de los trabajos mas citados en este campo [/14]]. El trabajo
de Rabiner desempefi6 un papel clave en la introduccion de los HMM a un publico més
amplio, en particular en la comunidad de procesamiento del habla. Como resultado, los
HMM se han convertido desde entonces en el estdndar en una variedad de problemas
de reconocimiento de patrones temporales.

Los HMM son especialmente adecuados para situaciones en las que podemos ob-
servar una serie de resultados que dependen de una secuencia de estados internos, los
cuales no son directamente observables. Uno de los ejemplos mas extendidos esté en el
reconocimiento del habla, las palabras pronunciadas son observables, pero la estructura
fonética subyacente esta oculta.
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En bioinformética, los HMM han sido fundamentales para el andlisis de secuen-
cias bioldgicas, ya que permiten inferir estados bioldgicos subyacentes a partir de se-
cuencias de ADN, ARN vy proteinas [5]. Una de las aplicaciones mds relevantes es
la prediccion de la estructura de proteinas, en particular, las proteinas transmembra-
na alfa-helicoidales, que juegan un papel clave en la funcién de la membrana celular.
Predecir la localizacién de estas hélices en secuencias proteicas es esencial para en-
tender la funcién de las proteinas y el desarrollo de farmacos dirigidos a proteinas de
membrana.

Ademads de su aplicacion en bioinformatica, los HMM han demostrado ser ttiles
en el andlisis de series temporales financieras, donde ayudan a modelar la volatilidad
del mercado identificando periodos de tendencia alcista y bajista. También se han em-
pleado para el estudio de la flexibilidad cognitiva en nifios, donde permiten analizar
patrones de aprendizaje y regresion en tareas que requieren cambios de reglas. Estos
ejemplos destacan la versatilidad de los HMM en campos diversos, demostrando su
capacidad para modelar dindmicas complejas en sistemas secuenciales.

Este trabajo estd estructurado de la siguiente manera. En el capitulo 2 [2]se detallan
los fundamentos tedricos de los Modelos Ocultos de Markov, abordando sus caracte-
risticas, formulacién matematica y los algoritmos clave para su implementacion, como
el algoritmo de Viterbi y el algoritmo forward-backward. En el capitulo 3[3] se presen-
tan aplicaciones précticas de los HMM en dreas como el andlisis de datos financieros,
el estudio del comportamiento cognitivo infantil y la prediccién de estructuras pro-
teicas transmembrana. La implementacion computacional de algunos modelos se ha
realizado en R y su codigo se puede consultar en



Capitulo 2

Marco teorico

El marco tedrico que se presenta a continuacion aborda los fundamentos de los
HMM, comenzando por una revision de las Cadenas de Markov, que sirven como
base para entender la estructura y el comportamiento de los modelos ocultos. A partir
de aqui, se describirdn en detalle los conceptos clave de los HMM vy sus algoritmos
asociados..

2.1. Preliminares: Cadenas de Markov

El contenido de esta seccion se ha extraido principalmente del articulo de Rabiner
[14] y del libro Mixture and Hidden Markov Models with R [20]. También estd apoyado
en las diapositivas de Modelizacion Secuencial de Rafael Pino [[12].

Antes de definir el concepto de Cadena de Markov, debemos recordar la nocién de
proceso estocdstico.

Un proceso estocéstico describe la evolucion de un sistema afectado por perturba-
ciones aleatorias independientes en diferentes momentos. Concretamente, es un con-
junto de variables aleatorias {S; | t € T}. Aqui, T representa un conjunto de pardame-
tros, generalmente instantes de tiempo ¢. Los posibles valores de la variable aleatoria
S; son los posibles estados del proceso en el instante ¢, y el conjunto de todos los
estados es el espacio de estados S.

Si T es un intervalo en la recta real, el proceso es en tiempo continuo; si T es un
conjunto numerable, es en tiempo discreto. Si 8 es un conjunto numerable, el proceso
tiene un espacio de estados discreto; si 8 es un conjunto infinito, tiene un espacio de

11



12 2.1. Preliminares: Cadenas de Markov

estados continuo.

Las cadenas de Markov no son més que un tipo de proceso estocastico donde el
estado del sistema en un momento dado depende solo del estado en el instante anterior,
lo que se conoce como "sin memoria". Mdas formalmente [|14]] [20]:

Definicion 2.1.1 (Cadena de Markov). Sea Si, 53, ...,5S,, ... una sucesion de varia-
bles aleatorias, donde cada S, indica el estado en el que se encuentra un proceso en
un instante de tiempo t cont = 1,2, ...

Se dice que S1,55,...,5,,... es una cadena de Markov (discreta de primer or-
den) si, para cualquier instante, la probabilidad de que el sistema se encuentre en
un determinado estado solo depende del instante inmediatamente anterior, es decir, si
cumple la propiedad de Markov:

P(St‘Sl,...,St,l) :P(St‘St,l) (211)
Los valores de las variables estado S son elementos de un conjunto finito & =
{1, ..., N} de forma que se puede escribir S =, i € 8.

El proceso estocdstico anterior podria denominarse modelo de Markov observable,
ya que la salida del proceso es el conjunto de estados en cada instante de tiempo, y
cada estado corresponde a un suceso fisico (observable).

Definicion 2.1.2. Una cadena de Markov es homogénea si la probabilidad de transi-
cion de un estado a otro no depende del tiempo.

P<Sn+1 :j | Sn:i):P(Sn/_H :] ‘ Snlzl) V’I’L,’I’L,

Definicion 2.1.3 (Matriz de transicion). Los cambios de estado quedan caracterizados
por la matriz de transicion, que se define como:

11 A2 -+ Q1N

Q21 Q22 -+ Q2N
A= {ai} =

ani an2 -+ QaNN

donde las entradas de la matriz son las probabilidades de transicion, definidas
como:

Qg5 dIejP(St = j|St,1 = Z)



Capitulo 2. Marco tedrico 13

Proposicion 2.1.1. La matriz es estocdstica, por lo que las probabilidades de transi-
cion deben cumplir:

-aijZO, ’L,j:l,,N

-Z;V:laijzl, Zzl,,N

Junto a las probabilidades de transicién en A, las probabilidades iniciales de estado
son el segundo conjunto de pardmetros que definen el modelo de Markov:

Definicion 2.1.4. Las probabilidades iniciales de estado son las probabilidades de que
el proceso de Markov comience en un estado dado:

def
T, =

P(Sy=1i), i=1,...,N.

Las probabilidades iniciales de estado se denotan por @ = (w1, Ta,...,Ty) para un
modelo de Markov con N estados.

Las probabilidades de transicion de la matriz A junto con las probabilidades inicia-
les de 7 definen completamente un modelo de Markov.

Una vez definidos ambos conceptos se puede calcular la probabilidad de estar en un
estado concreto para cada tiempo t, i.e, las probabilidades P(S; = i) para un modelo
de Markov dado:

Definicion 2.1.5 (Ecuacion de Chapman-Kolmogorov). La probabilidad de que el sis-
tema se encuentre en el estado j después de s — pasos, dado que se ha partido del

)y se calcula:

estado i se representa con a;;

N
af) = P(Siss = jIS = i) = > ai'ay]
k=1
Se tiene pues:
a1 < A

La matriz A® se conoce como la matriz de transicion de s — pasos y se trata de las
probabilidades de transicion de un estado a otro tras s unidades de tiempo.

Por otro, el vector de probabilidades de los distintos estado tras n etapas se denota
como 7™,

* Paran = 1, estas probabilidades las da .
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* Paran > 1y un modelo de Markov homogéneo:
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Para ir asentando los conceptos pongamos un ejemplo cldsico inspirado en el que
se usa en [14]

Ejemplo 2.1.1 (Ejemplo clasico). Se considera una cadena de Markov de tres estados
sobre el tiempo atmosférico. Suponiendo que una vez al dia el tiempo observado es
uno de los siguientes estados:

» Estado 1: Lluvia
n Estado 2: Nube
m Estado 3: Sol

El tiempo en el dia t se caracteriza por uno solo de los tres estados anteriores y la
matriz de transicion A es:

04 0.3 03
A={a;;} =102 06 02
0.1 0.1 0.8

Dado que el clima en el dia I (t = 1) es soleado (estado 3), el vector de probabili-
dades iniciales es: ™ = (0,0, 1).

podemos hacernos algunas preguntas:

» ;Cudl es la probabilidad (segtin el modelo) de que el clima durante los proximos
7 dias sea "sol-sol-lluvia-lluvia-sol-nublado-sol?

Expresado de manera mds formal, definimos la secuencia de observaciones O
como:

0= {537 S37 S37 Sl7 Slu 537 527 83}

correspondiente at = 1,2, ..., 8, y deseamos determinar la probabilidad de O,
dado el modelo. Esta probabilidad puede expresarse (y evaluarse) como:
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P(O'MOdGlO) = P[Sg,53,83,31751,33752,S3|M0d6l0]
= P[S3] - P[S3]S3] - P[S3]S3] - P[S1|53]
- P[S1]S1] - P[S3|S1] - P[S2Ss] - P[S5]S5]

= T3 -a33 -a33 - Aa31 - A11 * A13 - A32 * A23

=1-(0,8)(0,8)(0,1)(0,4)(0,3)(0,1)(0,2) = 1,536 x 10~*

» Sabiendo que hay "Lluvia", si las unidades de tiempo son dias, ;Cudl es la pro-
babilidad de que dos dias después haga sol? Es decir, ; Cudl es la probabilidad
que estando en el Estado 1 se llegue al Estado 3 después de dos pasos?

Ciertamente, hay tres maneras de llegar al Estado 3 comenzando por el Esta-
do 1, en dos pasos. Uno seria haciendo la secuencia "lluvia-lluvia-sol”, otro

seria haciendo la secuencia "lluvia-sol-sol.° por ultimo, "lluvia-nube-sol". La

e . . . 2
probabilidad serd pues la suma y asi es como precisamente el elemento a§3) se

calcula:

+ P(Sii2 = 3,81 =2|S; = 1)
+ P(Si12=3,5141 =3|S,=1)
= @11+ Q13 + Q12 - Q23 + Q13 - A33
— 0,42

» Supdngase ahora que las probabilidades iniciales son @ = (1/3,1/3,1/3).
¢ Cudles son las probabilidades para cada tiempo t de estar en cada uno de
los estados?

Las probabilidades para cada estado ent = 2 se escriben:

04 03 03
P(Sy=1),P(Sy = 2), P(S; = 3)) = (1/3,1/3,1/3) |02 0,6 0,2
0,1 0,1 08

= (0,23,0,33,0,43),

yparat = 3:
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04 0,3 03] 04 03 0,3
P(S;=1),P(S5=2),P(S;=3))=(1/3,1/3,1/3) |0,2 0,6 02| |02 0,6 0,2
0,1 0,1 08f (0,1 0,1 0,8

=(0,2,0,31,0,48),

2.1.1. Propiedades

Si en el ejemplo anterior se sigue calculando la matriz de transicién para A®) con
s > 2, las filas de las matrices producto convergerdn rdpidamente a valores idénticos.
Estos valores se denominan distribucidn estacionaria del modelo de Markov porque
son las probabilidades de ocupacion de los estados a largo plazo.

Propiedad 2.1.1 (Distribucién estacionaria). La distribucion estacionaria de una ca-
dena de Markov se puede calcular a partir de la matriz de transicion encontrando el
vector de probabilidad p que satisface la siguiente ecuacion:

p=p-A

Utilizando la matriz de transicion del ejemplo anterior, la distribucion estacionaria
se puede calcular resolviendo el siguiente conjunto de ecuaciones:

0,4p1 + 0,3p2 + 0,3p3 = p1,

0,2p1 + 0,6p2 + 0,2p3 = pa,

0,1p; + 0,1py + 0,8p3 = p3,
p1+p2+ps=1,

Para resolver la ecuacion p = p-A en el caso general, la distribucién estacionaria se
calcula como el autovalor izquierdo normalizado de la matriz transpuesta de transicion,
correspondiente al valor propio 1:

donde v, es el autovector izquierdo correspondiente al autovalor A\ = 1 de la

matriz de transicién transpuesta A .
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Definiendo la funcién en R , el resultado es: p = ( 3 é).

2
110 117 11

Esto se puede verificar facilmente sustituyendo este valor de p en la ecuacién p =
p-A:

2 3 6 8 2 2
— 4 — — == — — T e—
17 < VAT X U3y X 03 =2t 1 =
9 3 6 8 2 3
024+ 2 R P A
17 X 02 gy X004 97 X 02 =24 75 = 0
9 3 6 6
X014 x 01+ X 0.8 =

lo que muestra el resultado esperado. Si el vector de probabilidad de estado inicial
7 es igual a la distribucién estacionaria p para la matriz de transicion A, se dice que el
modelo de Markov es un modelo estacionario. En los modelos de Markov estaciona-
rios, la distribucion de probabilidad del estado es idéntica para todo ¢, es decir:

(P(S, = 1), P(S, = 2),..., P(S, = N)) = m, Vt.

Propiedad 2.1.2 (Tiempo de permanencia). Dado un modelo que se encuentra en un
estado conocido, digamos i, la probabilidad de que permanezca en ese estado durante
exactamente d momentos se conoce como tiempo de permanencia y tiene una distribu-
cion geométrica de pardmetro a;;:

pil(d) = (ai) " (1 — ax)

pi(d) es la funcion de densidad de probabilidad (discreta) de duracion d en el
estado 1.

Basédndonos en p;(d), se puede calcular el nimero esperado de observaciones (du-
racion) en un estado, condicionado a comenzar en ese estado como:

Ejemplo 2.1.2.

¢ Cudntos dias consecutivos se estima que se estard en cada estado?

_ 1 1
dy = =~ 167
"“1-04 06
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Luego, se estima que se tendrian 5 dias consecutivos de sol, 2.5 dias consecutivos
de nubes y 1.67 dias consecutivos de lluvia.

Propiedad 2.1.3. Un modelo de Markov es irreducible si todos los estados del modelo
son alcanzables en un niimero finito de pasos desde cualquier otro estado. Es decir,
independientemente del estado actual, es posible llegar a cualquier otro estado en un
tiempo finito. Usando la matriz de transicion A. Esto se puede expresar como:

(s)

Vi,j € 5,3s < oo tal que a;; > 0,

donde, como se indicé anteriormente, al(-;f) = AE‘;) denota el elemento (i, j) de la
matriz de transicion de s — pasos del modelo.

Propiedad 2.1.4. Un modelo de Markov ergodico es aperiodico e irreducible.

Como consecuencia de ser ergddico, existe alglin valor s para el cual la matriz
de transicion de s — pasos, A®, tiene solo entradas estrictamente positivas. Como se
mostrd en el ejemplo de la distribucion estacionaria arriba, ahora sabemos que para
los modelos de Markov ergddicos esta matriz de transicion de s — pasos converge a
una matriz con sus filas iguales a la distribucién estacionaria. Esto es cierto indepen-
dientemente de la distribucién inicial. Esta propiedad significa que el estado inicial es
“olvidado’ por la cadena de Markov.

A continuacion se exponen 4 tipos relevantes de estados de las Cadenas de Markov:

Propiedad 2.1.5 (Estado Periddico). Un estado periodico es aquel al cual solo se pue-
de regresar después de un niimero fijo de pasos mayor a uno. En este tipo de estados,
el proceso regresa al estado inicial en intervalos regulares. El niimero de pasos hasta
regresar al estado inicial se conoce como periodo.

Propiedad 2.1.6 (Estado Aperiddico). Un estado aperiddico es aquel en el que el
proceso puede regresar al estado inicial en diferentes intervalos de tiempo, no necesa-
riamente en intervalos regulares. Esto significa que el periodo del estado es 1.

Propiedad 2.1.7 (Estado Transitorio). Un estado transitorio es aquel que, una vez
abandonado por el proceso, tiene una probabilidad de 1 de no ser visitado de nuevo.
En otras palabras, el proceso puede salir de este estado, pero una vez que lo hace, no
regresa.
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Propiedad 2.1.8 (Estado Absorbente). Un estado absorbente es aquel que, una vez
alcanzado, no puede ser abandonado. Esto significa que, si el proceso entra en un
estado absorbente, permanecerd en ese estado para siempre.

Ejemplo 2.1.3. Para ilustrar estas propiedades, considere los siguientes modelos de
Markov de dos estados[20)]:

= Modelo Ergodico: Un modelo de Markov ergddico con probabilidades de tran-
sicion positivas e iguales entre estados. Este modelo genera secuencias similares
al lanzamiento de una moneda justa.

s Modelo Periodico: Un modelo de Markov en el cual todos los estados son pe-
riodicos. El proceso de Markov alterna entre los dos estados en cada punto de
tiempo t.

» Modelo Todo-o-Nada: Un modelo de Markov con un estado transitorio y un
estado absorbente. En este modelo, una vez que el proceso entra en el estado
absorbente (estado 2), nunca lo abandona, mientras que el estado transitorio
(estado 1) eventualmente es abandonado y nunca se regresa a él.

» Modelo de la Media Dorada: Este modelo es una combinacion del modelo de
lanzamiento de moneda y el modelo de cambio periodico. Tiene un estado con
probabilidades de transicion iguales y un estado que es lo opuesto a absorbente:
una vez que se entra en este estado, el proceso lo abandona en el siguiente paso.

2.2. Modelos Ocultos de Markov

Los Modelos de Markov que hemos considerado hasta ahora asumen que cada
estado del sistema corresponde a un evento observable directamente. Sin embargo,
en muchos problemas del mundo real, esta suposicidon es demasiado restrictiva. Para
abordar estos casos mds complejos, se introduce el concepto de Modelo Oculto de
Markov (HMM), que extiende los modelos de Markov tradicionales al permitir que
los estados del sistema no sean directamente observables, sino que estén ocultos.

2.2.1. Ejemplos Ilustrativos

Los ejemplos expuestos en esta secion han sido extraidos de [14]].
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2.2.1.1. Ejemplo 1: El Experimento de Lanzamiento de Monedas

Antes de empezar con la definicion formal y para poder entender mejor los HMM,
consideremos un sencillo experimento de lanzamiento de monedas. Supongamos que
estds en una habitacion separada por una barrera que te impide ver lo que estd sucedien-
do del otro lado. Una persona al otro lado de la barrera esté realizando experimentos de
lanzamiento de monedas, pero tu solo puedes observar los resultados (caras o cruces)
y no tienes informacion sobre el nimero de monedas ni sus sesgos.

En este contexto, un modelo oculto de Markov puede ser utilizado para explicar la
secuencia observada de caras y cruces.

(a) Modelo con una moneda sesgada: Supongamos que se estd lanzando una tini-
ca moneda sesgada. Este modelo podria ser representado por un HMM de dos
estados, donde cada estado corresponde a una de las caras de la moneda (cara
o cruz). Aunque en este caso el modelo es sencillo y observable (puesto que
el estado se corresponde directamente con el resultado), podriamos utilizar este
HMM para estimar la probabilidad de obtener cara (el sesgo de la moneda) a
partir de las observaciones.

(b) Modelo con dos monedas sesgadas: Ahora, imagina que se estdn utilizando
dos monedas distintas, cada una con un sesgo diferente, y que la persona cam-
bia entre las monedas segun un proceso probabilistico. Aqui, el HMM tendria
dos estados, cada uno representando una de las monedas. Las transiciones entre
estos estados estarian gobernadas por una matriz de transicién que describe la
probabilidad de cambiar de una moneda a otra entre lanzamientos. En este caso,
los estados son ocultos porque no sabemos cudl moneda estd siendo lanzada en
un momento dado, solo observamos el resultado (cara o cruz).

(c) Modelo con tres monedas sesgadas: Finalmente, supongamos que hay tres mo-
nedas con diferentes sesgos, y que en cada lanzamiento se selecciona una de ellas
de manera probabilistica. Este modelo puede ser representado por un HMM con
tres estados, donde cada estado corresponde a una moneda distinta. Este mode-
lo es mds complejo y tiene mas parametros desconocidos, pero también es mas
flexible para ajustarse a patrones de observacion més complicados.

Una pregunta natural seria qué modelo se ajusta mejor a las observaciones reales.
El modelo simple de la moneda (a) sélo tiene I pardmetro desconocido; el modelo de
2 monedas de la (b) tiene 4 pardametros desconocidos; y el modelo de 3 monedas de
la (c) tiene 9 pardmetros desconocidos. Asi, con los mayores grados de libertad, los
HMM mas grandes parecerian ser inherentemente mas capaces de modelar una serie
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de experimentos de lanzamiento de monedas que los modelos equivalentemente mds
pequeiios. Aunque esto es tedricamente cierto, mds adelante veremos que las conside-
raciones practicas imponen algunas limitaciones importantes al tamafio de los modelos
que podemos considerar. Ademads, puede darse el caso de que sélo se lance una mone-
da. En ese caso, no seria adecuado utilizar el modelo de 3 monedas de (c), ya que el
suceso fisico real no se corresponderia con el modelo utilizado.
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2.2.1.2. Ejemplo 2: El Modelo de la Urna y las Bolas

Consideremos ahora un ejemplo mas complejo: el modelo de la urna y las bolas.
Imagina que hay /V urnas en una habitacién, cada una conteniendo un gran nimero de
bolas de M colores distintos. Un individuo en la habitacién elige una urna seguin un
proceso aleatorio y extrae una bola al azar, registrando su color como la observacion.
Luego, la bola es devuelta a la urna, y el individuo elige una nueva urna (segtn el
mismo proceso aleatorio), repitiendo el experimento.

En este escenario, un HMM puede modelar el proceso de eleccién de urnas y la
secuencia de observaciones (colores de las bolas). Cada estado del HMM corresponde
a una urna especifica, y la probabilidad de observar un color particular de bola estd
determinada por la distribucién de colores en esa urna. La eleccidn de la siguiente urna
estd gobernada por la matriz de transicion del HMM, que define las probabilidades de
transicion entre urnas.

Al construir un HMM, uno de los principales desafios es decidir cudntos estados
incluir en el modelo y cdmo se deben interpretar. Modelos mds complejos, con més
estados, pueden ajustarse mejor a los datos observados, pero también tienen mds para-
metros desconocidos, lo que puede dificultar la estimacion precisa de estos parametros.
Ademads, un modelo excesivamente complejo puede no ser adecuado si no refleja co-
rrectamente el proceso subyacente que genera las observaciones. Por ejemplo, si en
realidad solo se esta utilizando una moneda en el experimento de lanzamiento, un mo-
delo con tres monedas seria inapropiado y podria llevar a conclusiones incorrectas.

2.2.2. Definicion de los Modelos Ocultos de Markov

Los Modelos Ocultos de Markov son herramientas estadisticas utilizadas para mo-
delar secuencias temporales donde el proceso que genera las observaciones estd go-
bernado por estados ocultos, es decir, no son directamente observables. Aunque no
podemos ver los estados, si podemos observar los eventos generados por estos estados
ocultos.

Definicion 2.2.1 (Modelo Oculto de Markov). Un Modelo Oculto de Markov (Hidden
Markov Model, HMM) es un proceso estocdstico doblemente anidado que describe una
secuencia de estados ocultos Sy.7 y una secuencia observable de variables Y:.r. Estos
dos conjuntos de secuencias estdn ligados a través de dependencias condicionales.
Cada estado S; del HMM estd asociado con una distribucion condicional P(Y|S = i),
que define la probabilidad de observar un valor especifico de Y cuando el sistema se
encuentra en el estado i. Formalmente, un HMM se define mediante las siguientes
propiedades [20]:
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1. Proceso de estados ocultos: El proceso subyacente que genera la secuencia de
estados Sy.7 sigue una propiedad de Markov, es decir, el estado actual solo depende
del estado anterior:

P(St|51;t_1) :P(St|St_1), t:273,...,T.

2. Proceso observable: Las observaciones Yi.r dependen tinicamente del estado
oculto actual, no de estados u observaciones anteriores:

P<E|Sl:t717}/1:tfl> - P(K’St)a t= 1727 s 7T'

La distribucion conjunta de los estados ocultos y las observaciones puede expre-
sarse como:

P(Yyir, Sr) = P(S1) f(Y1]81) x [ [ P(Si|Si-1)P(Yi]Sy).

t=2

Este modelo es ampliamente utilizado en aplicaciones como el reconocimiento de
voz, andlisis de secuencias de ADN y procesamiento de lenguaje natural, donde los
estados ocultos representan variables no observables directamente, mientras que las
observaciones Y7.r son los datos medidos o percibidos.

2.2.3. Elementos de un Modelo Oculto de Markov (HMM)

A continuacién, detallamos los elementos que caracterizan a un HMM y cémo se
utilizan para generar secuencias de observacion [|14].

Un HMM estd caracterizado por cinco elementos principales:

1. Nimero de estados (/V): Los estados representan las posibles configuraciones
del sistema. Aunque los estados son ocultos y no pueden observarse directa-
mente, para muchas aplicaciones précticas se les puede asociar algtn significa-
do fisico o légico. Por ejemplo, en un experimento de lanzamiento de monedas
sesgadas, cada estado podria representar una moneda diferente con un sesgo par-
ticular hacia “cara” o “cruz”. En un modelo de urnas y bolas, cada estado podria
corresponder a una urna diferente. Los estados estdn conectados de tal manera
que, en general, cualquier estado puede ser alcanzado desde cualquier otro esta-
do (un modelo ergddico), aunque existen otros tipos de interconexiones posibles
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entre los estados. Denotamos los estados para cada instante de tiempo t como
{St it = 1, 2, }

Ejemplo: En un modelo de reconocimiento de voz, los estados podrian represen-
tar fonemas o silabas, y la transicion entre estados reflejaria la evolucién tempo-
ral del habla.

. Nimero de simbolos observables ()): Los simbolos observables representan

el conjunto de posibles observaciones que se pueden registrar en el sistema. Es-
tos simbolos son las salidas visibles generadas por los estados ocultos. En el
ejemplo del lanzamiento de monedas, los simbolos observables serian “cara” o
“cruz”. En el caso de urnas y bolas, los simbolos serian los colores de las bolas
seleccionadas. Denotamos la variable aleatoria correspondiente a los simbolos
como {Y;:t=1,2,..}.

Ejemplo: En el reconocimiento de voz, los simbolos observables podrian ser
caracteristicas acusticas derivadas del audio, como la frecuencia o la intensidad
del sonido.

. Matriz de transicion de estados (A): La matriz de transicion de estados descri-

be las probabilidades de pasar de un estado a otro. Se define como A = {a;;},
donde a;; es la probabilidad de transitar del estado ¢ al estado j en un solo paso.
Es decir,

a;; =P(Sip1=7|Si=1), 1<ij<N.

Para el caso en que todos los estados puedan ser alcanzados en un solo paso
desde cualquier otro estado (modelo ergddico), se cumple que a;; > 0 para
todos los pares 7 y j. Sin embargo, en otros modelos, puede ocurrir que no se de
algunas transiciones, es decir, a;; = 0 para ciertos pares.

Ejemplo: En el reconocimiento de habla, es mds probable transitar entre fone-
mas consecutivos que saltar de un fonema inicial a uno final sin pasar por los
intermedios.

. Distribucion de probabilidad de emisién (53): La matriz B contiene las proba-

bilidades de observar un determinado simbolo dado el estado actual del sistema.
Se define como B = {b;(k)}, donde b;(k) es la probabilidad de observar el
simbolo & cuando el sistema estd en el estado j, es decir,

bj(k)=P(Y,=Fk|S;=j), 1<j<N, 1<k<M.
Esta matriz describe cémo los estados ocultos generan las observaciones visi-

bles.

Ejemplo: En el modelo de monedas sesgadas, si el estado actual corresponde a
una moneda sesgada hacia “cara”, la probabilidad de observar “cara” seria mayor
que la de observar “cruz”.
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5.

Distribucion de probabilidad inicial (7r): La distribucién 7r describe la pro-
babilidad de que el sistema comience en un estado particular. Se define como
7 = {m;}, donde m; = P(S; = i) es la probabilidad de que el sistema esté en el
estado ¢ en el tiempo inicial ¢ = 1.

Ejemplo: En muchos casos, es razonable suponer que el sistema comienza en un
estado inicial conocido, en cuyo caso la distribucién 7 seria determinista.

Dado un conjunto adecuado de valores para N, M, A, B 'y 7, un HMM puede ser
utilizarse para generar secuencias de observaciones, es decir, puede modelar como se
produce una secuencia de observaciones a partir de los estados ocultos. El proceso de
generacion de secuencias sigue los siguientes pasos:

. Elegir un estado inicial S; = ¢ de acuerdo con la distribucién de probabilidades

iniciales 7r.

Fijat = 1.

. Elegir una observacion Y; = £ de acuerdo con la distribucién de probabilidad

de emision en el estado i, es decir, b;(k).

Transiciona a un nuevo estado S;.; = j de acuerdo con la matriz de transicién
de estados a;;.

. Fijar t =t + 1; volver al paso 3. si ¢ < T'; en caso contrario, terminar el proce-

dimiento.

Este procedimiento se puede utilizar no solo para generar observaciones, sino tam-
bién para modelar como se ha generado una secuencia de observaciones observada
mediante un HMM especifico.

En resumen, para especificar completamente un HMM, necesitamos los siguientes
componentes:

El nimero de estados N.

El niimero de simbolos observables ) .

La matriz de transicién de estados A = {a;;}.

La matriz de probabilidad de emision B = {b;(k)}.

La distribucién de probabilidad inicial = = {;}.
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Para mayor conveniencia, utilizamos la notacién compacta:

A= (A, B,m)

para denotar el conjunto completo de pardmetros de un HMM.

Una vez especificado el modelo, podemos utilizarlo para resolver diversos proble-

mas, como determinar la probabilidad de una secuencia observada, identificar la se-
cuencia de estados mds probable que generd una secuencia de observaciones, o ajustar
los parametros del modelo en funcién de datos observados.

2.2.4. Los Tres Problemas Basicos para los HMM

Dado un HMM en la forma descrita en la seccion anterior, existen tres problemas

basicos de interés que deben resolverse para que el modelo sea ttil en aplicaciones del
mundo real. Estos problemas son los siguientes [14]:

= Problema 1: Evaluacion

Dada la secuencia de observaciones ¥ = Y7,Y5, ..., Yy y un modelo A =
(A, B, ), {c6mo podemos calcular eficientemente P(Y | \), es decir, la proba-
bilidad de la secuencia de observaciones dado el modelo?

Este es el problema de evaluacion, en el que, dado un modelo y una secuencia
de observaciones, se calcula la probabilidad de que la secuencia observada haya
sido producida por el modelo. Este enfoque también se utiliza para puntuar qué
tan bien se ajusta un modelo dado a una secuencia de observacion especifica.
Esta capacidad es ttil, por ejemplo, cuando queremos elegir entre varios modelos
competidores, seleccionando aquel que mejor se ajuste a las observaciones.

Problema 2: Prediccion

Dada la secuencia de observaciones Y = Y7, Y5, ..., Yy y el modelo A, ;como
podemos determinar la secuencia de estados S = 57,5, ..., St que es Optima
en algun sentido significativo (es decir, que mejor “explique” las observaciones)?

Este es el problema de decodificacion, en el que tratamos de descubrir la secuen-
cia de estados ocultos. Es importante destacar que, salvo en casos degenerados,
no existe una tnica secuencia de estados “correcta” que haya generado las obser-
vaciones. En su lugar, utilizamos un criterio de optimalidad, dependiendo de la
aplicacion préctica, para encontrar la mejor secuencia posible. Las aplicaciones
comunes de este problema incluyen aprender sobre la estructura del modelo o
encontrar secuencias éptimas en reconocimiento de voz continuo.
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= Problema 3: Aprendizaje

(C6émo ajustamos los pardmetros del modelo A = (A, B, ) para maximizar
P(Y | A\)?

Este es el problema de entrenamiento, en el que tratamos de optimizar los pa-
rametros del modelo para describir mejor como se genera una secuencia de ob-
servaciones dada. La secuencia de observaciones utilizada para ajustar los para-
metros del modelo se denomina secuencia de entrenamiento, ya que se usa para
“entrenar” el HMM. Este problema es crucial para la mayoria de las aplicaciones
de los HMM, ya que nos permite adaptar los pardmetros del modelo a los datos
observados de forma 6ptima, generando asi los mejores modelos para fendmenos
reales.

2.2.4.1. Solucion al Problema 1 de Evaluacion

Deseamos calcular la probabilidad de la secuencia de observacion Y = Yy, Y5 ..., Y7,
dado el modelo A, es decir, P(Y | ). La forma mas directa de hacer esto es enume-
rando todas las posibles secuencias de estados de longitud 7' (donde 7" es el nimero de
observaciones). Consideremos una secuencia de estados fija

S =55...57

donde S; es el estado inicial. La probabilidad de la secuencia de observacién Y para
la secuencia de estados S es:
T
P(Y |50 =]]POi18.0)
t=1

donde hemos asumido independencia estadistica entre las observaciones. Entonces ob-
tenemos:

PY | 5,A) = bs, (Y1) - bs, (Y2) - - - bs, (Y1).

La probabilidad de cada secuencia de estados S' se puede escribir como:

P(S | )\) =Tg *A8,8, * aSzS3 - 'aST71ST'

La probabilidad conjunta de Y y S, es decir, la probabilidad de que Y y .S ocurran
simultdneamente, es el producto de los dos términos anteriores:
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P(Y,S |\ =P(Y | S,\)-P(S|\).

La probabilidad de Y (dado el modelo \) se obtiene sumando esta probabilidad
conjunta sobre todas las posibles secuencias de estados S'

PY [ A)

Y PY S A)-P(S|N)
S

2.2.1)
= > 7ebs,(V)as,s,bs, (Y2) - as,_, 5,05, (Vr)

Esta interpretacion del cdlculo implica que, al principio (en ¢ = 1), estamos en el
estado S; con probabilidad g, y generamos el simbolo Y; en este estado con proba-
bilidad bg, (Y7). Luego, hacemos una transicién al estado S, con probabilidad ag, g, ¥
generamos el simbolo Y5 con probabilidad bg, (Y3). Este proceso contintia hasta el dl-
timo paso en t = T, donde se realiza la transicién al estado St y se genera el simbolo
Yr.

El célculo directo de P(Y | ), segiin esta definicién, requiere aproximadamente
2T - NT célculos yas que en cadat = 1,2, ..., T, hay N estados posibles que se pueden
alcanzar (es decir, que hay N' posibles secuencias de estados) y para cada secuencia
de estados se necesitan unos 27" célculos para cada término de la suma de (2.2.1).
Es computacionalmente inviable incluso para valores pequeiios de N y T'. Por suerte,
existe un procedimiento més eficiente llamado el algoritmo hacia adelante (forward-
backward).

El Procedimiento “Forward-Backward”

El algoritmo forward-backward [2] introduce dos variables que vemos a continua-
cion.

Variables “forward”

La variable forward o variable hacia delante, (i), definida como:

a (i) = PMYs, ... Yy, S, =i|A) t=1,..T 1<i<N

es decir, la probabilidad de la secuencia parcial de observacién Y;Y5...Y; hasta el
tiempo t y el estado ¢ en el tiempo ¢, dado el modelo .

Podemos calcular () inductivamente de la siguiente manera:
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1. Inicializacion:

2. Induccion:

N
a1 (j) = (Z Oét(i)aij> bj(Yis1), 1<t<T-1,1<j<N.

i=1

3. Terminacion:

N

PY [ X)) =) oar(i).

=1

El paso de inicializacion establece las probabilidades conjuntas del estado inicial
y la primera observacion. El paso de induccion, muestra como se puede alcanzar el
estado 7 en el tiempo ¢ + 1 desde los N estados posibles ¢ en el tiempo ¢. Finalmente,
el paso de terminacién da la probabilidad deseada P(Y | A) como la suma de las
variables hacia adelante a7 (i) en el dltimo paso.

El calculo de a4(j), para 1 < t < T, requiere aproximadamente N?T' cdlculos,
mucho menos que los N7 requeridos por el célculo directo.

Variables “backward”

De manera similar, podemos definir una variable backward o variable hacia atrés
B () como:

ﬁt(z) = P(Y:‘,Jrlay;ﬂr% cee 7YT | St = Za)\)

es decir, la probabilidad de la secuencia de observacion desde ¢ + 1 hasta el final, dado
que estamos en el estado 7 en el tiempo ¢ y el modelo A.

Podemos resolver (i) de forma inductiva:

1. Inicializacion:
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2. Induccion:

N
Bii) = aibj(Yie)Baa(j), t=T—-1T—=2,...,1. 1<i<N
j=1

El célculo de $3;(i) requiere también N?T calculos, al igual que el método hacia
adelante.

Combinando las probabilidades forward y backward se tiene:

Aplicando el teorema de la probabilidad total:

P(Y | \) = Zat(z’)ﬁt(z’) t=1,....T

Por otra parte:

) P(Y, Sy =1 | >\) at(i)ﬁt(i)
(A PV APy

que proporciona la probabilidad a posteriori de que el sistema se encuentre en un
determinado estado en un cierto instante, dada la secuencia de observaciones.

2.2.4.2. Solucion al Problema 2 de Prediccion

A diferencia del Problema 1, donde se puede encontrar una solucion exacta, existen
varias formas de abordar el Problema 2, que consiste en encontrar la “secuencia de es-
tados Optima”, es decir, la secuencia mas probable de estados asociada a una secuencia
de observacion dada. La dificultad radica en la definicién de la secuencia de estados
Optima, ya que existen varios criterios de optimalidad posibles.

Por ejemplo, un posible criterio de optimalidad es seleccionar los estados S; que
son individualmente mas probables. Este criterio maximiza el ntimero esperado de es-
tados individuales correctos. Para implementar esta solucion al Problema 2, definimos
la variable:
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() =P(S;=1i|Y,N), (2.2.2)

es decir, la probabilidad de estar en el estado S; en el tiempo ¢, dado la secuencia
de observaciones Y y el modelo \. Esta expresion vimos antes que se puede escribir
en términos de las variables hacia adelante y hacia atras:

L oq(1)Bi(d)
Py
donde «ay(7) cuenta la secuencia parcial de observaciones Y7, Y5 ..., Y, y el estado S;

en el tiempo ¢, mientras que (3;(7) cuenta la secuencia restante de observaciones desde
Y;,1 hasta Y7, dado el estado S; en el tiempo t. El factor de normalizacién P(Y | \)
asegura que y,(7) sea una medida de probabilidad, es decir:

N

D on) =1

i=1

Utilizando v; (), podemos resolver el estado mas probable en cada instante ¢ como:

S; = arg 1212%(\[%(2'), 1<t<T.

Aunque esta solucion maximiza el nimero esperado de estados correctos, pue-
den surgir problemas con la secuencia de estados resultante. Por ejemplo, cuando el
HMM tiene transiciones de estado con probabilidad cero (a;; = 0 para algunos 7 y
7). la*secuencia 6ptima” de estados puede no ser vélida. Esto se debe a que esta so-
lucién solo determina el estado més probable en cada instante sin tener en cuenta la
probabilidad de ocurrencia de secuencias completas de estados.

Una posible solucion a este problema es modificar el criterio de optimalidad. Por
ejemplo, podriamos buscar la secuencia de estados que maximice el niimero esperado
de pares de estados correctos (.S;, S;11), o trios de estados (S;, Sy11, S12), etc. Aun-
que estos criterios podrian ser razonables para algunas aplicaciones, el criterio méas
utilizado es encontrar la tinica mejor secuencia de estados (camino), es decir, maximi-
zar P(S | Y, ), lo que es equivalente a maximizar P(S,Y | A). Una técnica formal
para encontrar esta secuencia de estados éptima se basa en métodos de programacion
dindmica y se conoce como el algoritmo de Viterbi [21]].

Algoritmo de Viterbi
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Para encontrar la mejor secuencia de estados S = {57, Ss, ..., St} para la secuen-
cia de observacién dada Y = {Y},Ys, ..., Y7}, necesitamos definir la cantidad

515(2): max P(Sl,SQ,...,St:7;,)/1,}/2,...,}/;‘)\),
S51,52,...,5t—1

es decir, d;(i) es la mejor puntuacién (la mayor probabilidad) a lo largo de un solo
camino, en el tiempo ¢, que explica las primeras ¢ observaciones y termina en el estado

Si.

Por induccidn, tenemos:

5t+1(j) = 19%}\[ [57&(’5)@1‘]‘] : bj(Y;H—l)a

donde la maximizacion se realiza sobre todos los posibles estados 7 en el tiempo .

Para recuperar la secuencia de estados, necesitamos llevar un registro del argumen-
to que maximiza ¢&;(i) para cada ¢ y j. Hacemos esto mediante el arreglo 1;(j), y el
procedimiento completo para encontrar la mejor secuencia de estados es el siguiente:

1. Inicializacion:
2. Induccion:

Orr1(J) = méx (6:(i)ai;) bj(Yir) t=1,2,...,T—-1 1<j<N

1<i<N

Ve () = arg mix 0r(0)]

3. Terminacion:
Sy = arg max [dr(i)]

1<i<N

4. Reconstruccion de la secuencia de estados:

Sf =Y (Sf,), t=T-1,T-2,...,1
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2.2.4.3. Solucion al Problema 3 de Aprendizaje

El problema 3 en los Modelos Ocultos de Markov (HMM) consiste en ajustar los
pardmetros del modelo A = (A, B, 7) para maximizar la probabilidad de una secuen-
cia de observaciones Y = {Y1,Y5, ..., Y7}, es decir, maximizar P(Y | A). La solucién
a este problema se realiza cominmente mediante el algoritmo de Baum-Welch [2]], una
variante del algoritmo EM (Expectation-Maximization), que permite estimar los para-
metros de manera iterativa.

El algoritmo es iterativo: se comienza con una estimacion inicial de los pardme-
tros, denotados como J, y se genera una nueva estimacion, A, que mejora la anterior.
Luego, se sustituye \ por A y el proceso se repite, siempre y cuando haya una mejora
significativa en la probabilidad de observacién al pasar de P(Y'|\) a P(Y|)).

Algoritmo de Baum-Welch

Para describir el procedimiento de reestimacion de los pardmetros del HMM, se
define & (i, j), que es la probabilidad de estar en el estado i en el tiempo ¢ y en el
estado 7 en el tiempo ¢t 4 1, dada la secuencia de observaciones y el modelo:

§(1,7) = P(Si = 1, Sy = Y, )

Esta probabilidad puede expresarse en términos de las variables forward y back-
ward de la siguiente manera:

P(Sy = 1,501 = 5, Y|A) _ au(i)aibi (Y1) Ber1 ()
P(Y[A) P(Y[))
(1) aijbi (Y1) Besa (4)

kﬁ% () arbi (Vi) Braa (1)

&(Zaj) =

En la solucién al problema 2, definimos (i) = P(S; = i|Y, A), que es la proba-
bilidad de estar en el estado 7 en el tiempo ¢, dada la secuencia de observaciones y el
modelo. Sumando &(i, j) en j obtenemos 7, ():

Si sumamos a lo largo del indice temporal ¢ hasta 7'— 1 ,obtenemos unas cantidades
que pueden interpretarse como:
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= Para v,(4), el nimero esperado (a lo largo del tiempo) de veces que se visita el
estado 7, o sea, el nimero esperado de transiciones realizadas desde el estado .

T-1
E ~:(7) = nimero esperado de transiciones desde el estado i
t=1

» Para &(3, j), como el nimero esperado de transiciones del estado 7 al estado j:

T-1
Z & (4, 7) = nimero esperado de transiciones del estado i al estado j
t=1

A partir de estas definiciones y el concepto de recuento de sucesos, se puede derivar
un conjunto de férmulas de reestimacion para los pardmetros del modelo obteniendo
A\ = (A, B, 7). Estas férmulas permiten actualizar iterativamente los pardmetros para
mejorar la probabilidad de la secuencia de observaciones. Las férmulas de reestima-
cion son las siguientes:

1. Reestimacion de la probabilidad inicial:

7; = probabilidad de encontrarse en el estado i en el instante 1 = 7, ()

2. Reestimacion de la matriz de transicion:

numero esperado de transiciones del estado j al estado j
nimero esperado de transiciones desde el estado ¢

T—-1
t_Zl (1, ) (2.2.3)

3. Reestimacion de la matriz de emision:

(k) numero esperado de veces que en el estado j se ha observado &
j ey

nimero esperado de veces en el estado j
T
> ()
t=1
s.t. Yi=k

i%(ﬁ
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Si definimos el modelo actual como A = (A, B, 7), y utilizamos este para calcular
las reestimaciones A, entonces ha sido demostrado por Baum y sus compafieros [2]
que:

1. El modelo inicial A define un punto critico en la funcién de verosimilitud, en
cuyo caso A = \, 0

2. El nuevo modelo A es mds probable que A en el sentido de que P(Y|\) >
P(Y|N).

Si iteramos este procedimiento usando A en el lugar de A, repitiendo la reestima-
cion, se mejora en la probabilidad de la secuencia de observacion hasta converger a un
valor estable.

El resultado final de este procedimiento de reestimacion se denomina estimacion de
méxima verosimilitud. Este proceso es conocido como el algoritmo de Baum-Welch,
y garantiza una solucién que maximiza localmente la probabilidad de la secuencia de
observacion.

Este método es no supervisado porque no se utiliza la secuencia de estados que
genero las observaciones. Se basa tinicamente en las observaciones y el proceso itera-
tivo ajusta los pardmetros del HMM para maximizar la probabilidad de la secuencia
observada.

En contraste, en el entrenamiento supervisado, se dispone tanto de las secuencias
observadas como de las correspondientes secuencias de estados ocultos, lo que per-
mite estimar los pardmetros de forma directa mediante maxima verosimilitud. En este
caso, los pardmetros del modelo A = (A, B, 7r) se ajustan directamente con base en la
informacién proporcionada por el conjunto de datos de entrenamiento [12].

En el aprendizaje supervisado, los pardmetros se calculan a partir de la informacién
de la muestra de aprendizaje:

numero de secuencias que comienzan en el estado ¢
™ =

ndmero total de secuencias

nimero de veces que ocurre la transicion del estado ¢ al estado j

nimero de veces que el sistema se encuentra en el estado ¢

ndmero de veces que se observa el simbolo k& en el estado j

nimero total de observaciones en el estado j
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Un aspecto importante es que en algunas aplicaciones, el conjunto de datos de en-
trenamiento puede no contener todas las combinaciones de estados y observaciones, 1o
que puede generar probabilidades nulas. Para evitar este problema, se utilizan técnicas
de suavizacion, como la suavizacién de Laplace [[12].

2.2.5. Densidades de Observaciones Continua en HMMs

Hasta ahora, hemos tratado el caso donde las observaciones (simbolos) eras discre-
tas y podia utilizarse una distribucion de probabilidad discreta dentro de cada estado.

Para el caso en que las observaciones son sefiales continuas (o vectores) y hay que
utilizar una densidad de observacion continua, es necesario imponer algunas restric-
ciones sobre la forma de la funcién de densidad (fdd) del modelo para asegurar que
los pardmetros de la fdd se puedan reestimar de manera consistente. La representacion
mads general de la fdd, para la cual se ha formulado un procedimiento de reestimacion,
es una mezcla finita de la forma:

M

bi(Y) =Y N . Sjm), 1<j< N (2.2.4)

m=1

donde Y es el vector que se estd modelando, c;,, es el coeficiente de la mezcla
para la m-ésima mezcla en el estado j, y N(Y; ptjm, Xj) es cualquier densidad log-
concava o simétrica elipticamente (e.g., Gaussiana), con vector medio i, y matriz
de covarianza J;,, para la componente m en el estado j. Normalmente se utiliza una
densidad Gaussiana para N. Los coeficientes de mezcla c;,,, satisfacen la restriccion
estocdstica:

M
Y Gm=1 1<j<N

m=1

G20, 1<j<N, 1<m<M
de modo que la fdd esté adecuadamente normalizada, es decir:

/ b(2)dz =1, 1<j<N

oo

La fdd de la ecuacién [2.2.4] se puede usar para aproximar, con precision arbitraria,
cualquier funcién de densidad continua finita.
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Se ha demostrado que las formulas de reestimacion para los coeficientes de la den-
sidad de mezcla, es decir, Cjp,, tjm Y 2jm, son de la forma:

23;1 Y (J, k)
Zthl 224:1 Ve(d, k)
= Sh R Y
> i1 v(d: k)
= i1 e K) - (Y — ) (Ve — pn)’
Zthl Ye(J, k)

Ejk —

M

donde:

= prima(’) indica transposicion de vectores

= (4, k) es la probabilidad de estar en el estado j en el tiempo ¢ con el k-ésimo
componente de la mezcla considerando a Y3, i.e:

cieN(Ye; pje, k)
Z%:l CimN(Ye; thjms Xjm)

R = [ o ()81(4) ]

S an(5)Bi()

(El término v,(j, k) se generaliza a 7;(j) de la ecuacién para el caso de una
mezcla simple o una densidad discreta).

La férmula de reestimacion para a;; es idéntica a la utilizada para densidades de ob-
servacion discreta (es decir, la ecuacion . La férmula de reestimacion para c;j, €s
la razén entre el nimero esperado de veces que el sistema estd en el estado j utilizando
el k-ésimo componente de la mezcla y el nimero esperado de veces que el sistema esta
en el estado j. De manera similar, la férmula de reestimacion para el vector medio i
pondera cada término del numerador de la ecuacion de cj;, por la observacion, dando
asi el valor esperado de la parte del vector de observacion explicado por el k-ésimo
componente de la mezcla. Una interpretacion similar se puede dar para el término de
reestimacion de la matriz de covarianza . y,.
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Capitulo 3

Aplicaciones Practicas

A continuacion, se presentan algunas aplicaciones de los Modelos Ocultos de Mar-
kov. Estas aplicaciones han sido extraidas de los libros [20] y [[17].

3.1. HMM para datos financieros

En este apartado, nos enfocaremos en un ejemplo sencillo con la aplicacién de un
HMM Gaussiano para analizar series temporales financieras, un enfoque comiin para
modelar la volatilidad en mercados financieros. Para este ejemplo, utilizamos la base
de datos S&P 500 de la libreria hmmr que contiene los precios mensuales de un indice
financiero. La variable observada o respuesta es el logaritmo de los valores mensuales
de rentabilidad, calculado como:

donde P, es el precio de cierre del indice en el mes ¢, y r; representa el retorno
logaritmico mensual. Este tipo de transformaciéon es comun en el andlisis de series
financieras, ya que los rendimientos logaritmicos tienen propiedades estadisticas de-
seables, como la normalidad aproximada para datos de precios financieros.

Una importante cuestion para este tipo de datos financieros es la identificacion de
los llamados mercados «alcistas» y «bajistas», mercados con tendencias a la baja y
al alza, respectivamente. L.os mercados alcistas y bajistas también se asocian a una
volatilidad o varianza de los valores de rendimiento.

39
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En un HMM Gaussiano, se asume que los rendimientos logaritmicos mensuales 7
dependen de un estado oculto S, y que en cada estado los rendimientos siguen una
distribucién normal:

e | Sy =5~ N(Msﬁf)

donde S; es el estado oculto en el mes ¢, y cada estado s tiene una media x5 y una
varianza o2 especificas.

3.1.1. Comparacion de Modelos con Diferentes Niumeros de Esta-
dos

Para determinar el nimero 6ptimo de estados ocultos, se ajustaron modelos HMM
con diferentes nimeros de estados (N = 1,2, 3) y se compararon utilizando los crite-
rios AIC (Criterio de Informacion de Akaike) y BIC (Criterio de Informacién Baye-
siano), que penalizan la complejidad del modelo:

AIC = —2-log(L) + 2 - k

BIC = —2 - log(L) + log(T) - k

donde L es la verosimilitud del modelo, % es el nimero de parametros estimados,
y T' es el nimero de observaciones (nimero de meses en la serie temporal).

Para entrenar el modelo se utiliz6 la funcién hmm de la libreria hmmr. Tan solo se
especifico la variable respuesta y el nimero de estados. Esta funcién asume una distri-
bucién Gaussiana para los variables numéricas y una distribucion categérica (multino-
mial) para las categdricas. El c6digo R se puede consultar en[A].

La siguiente tabla muestra los valores obtenidos de AIC, BIC y el logaritmo de la
verosimilitud (log L) para cada modelo con diferentes nimeros de estados.

De acuerdo con los resultados, el modelo con 2 estados tiene el menor valor de
BIC, lo que indica que este es el modelo adecuado para describir la dindmica de los
rendimientos logaritmicos mensuales.
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Numero de Estados | df AIC BIC log L
1 2 | -2590.028 | -2580.804 | 1297.014
2 7 | -2655.27 | -2655.27 | 1334.635
3 14 | -2665.051 | -2600.483 | 1346.526

Cuadro 3.1: Comparacion de modelos con distintos nimeros de estados para datos
S&P500.

3.1.2. Estimacion de parametros

A continuacidn, se presentan los parametros estimados para el modelo de 2 estados:

» Probabilidades iniciales:
7w = [0, 1]

m Matriz de transicion:
0,829 0,171

0,039 0,961

Finalmente, los pardmetros de la respuesta para el HMM son:

Estado s o,
1 -0.014 | 0.065
2 0.010 | 0.034

Cuadro 3.2: Parametros de respuesta del modelo HMM.

3.1.3. Interpretacion de los Resultados

Vemos que hay un estado con una media positiva y otro con una media negativa, y
este ultimo (el estado 1, de media negativa) tiene una desviacion tipica mucho mayor
que el primero. El modelo de Markov oculto confirma la existencia de varios estados
en estos datos y la diferencia entre los mercados «bajistas» y «alcistas», en los que los
sentimientos negativos del mercado también se asocian a una mayor volatilidad.
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Las probabilidades de transicion refuerzan la interpretacion de los dos estados del

modelo. El estado positivo es mds estable, con una probabilidad de permanencia del
96.1 %, mientras que en el estado negativo es del 82.9 %.

Para ver como las distribuciones marginales de los datos son capturadas para el

modelo, la Figura 3.1 muestra la distribucién marginal de los datos junto con la distri-
bucién predicha:

Densidad

I l l l I
-0.2 -0.1 0.0 0.1 0.2

Log-retorno

Figura 3.1: Distribucién marginal de los datos vs del HMM.

La distribucién marginal del HMM se deriva utilizando las probabilidades estacio-
narias de la cadena de Markov de los estados ocultos. Estas probabilidades pueden
calcularse utilizando la funcién stationary () del paquete depmixS4, que de-
vuelve las probabilidades de ocupacion a largo plazo de los estados. En este caso, las
probabilidades estacionarias son 0.188 para el estado 1 y 0.812 para el estado 2.

Modelar la dependencia temporal con un Modelo Oculto de Markov permite iden-
tificar mejor los estados latentes en los datos, especialmente cuando existen dependen-
cias secuenciales. Esto se refleja en una mayor certeza en la asignacion de estados y en
una mejor captura de la estructura subyacente de los datos.
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3.2. HMM en el Andlisis de Tareas Cognitivas Infanti-
les

3.2.1. Modelo de Markov Oculto Bernoulli para (DCCS) - Modelo
Univariante

En este ejemplo se aplica un modelo de Markov oculto (HMM) a una serie temporal
binaria, recogida para medir la flexibilidad cognitiva en nifios.

El conjunto de datos del DCCS (Dimensional Change Card Sort) disponible en la
libreria depmixS4 recoge los resultados de un experimento que mide la capacidad de
los nifios para cambiar de aplicar una regla a otra cuando clasifican imagenes. Normal-
mente, esta tarea implica clasificar cartas primero por color (por ejemplo, azul vs. rojo)
y luego por tipo de objeto (por ejemplo, barca vs. conejo). En la figura [3.2] podemos
ver como se aplicarian las reglas segin color y segtin forma.

color shape

Figura 3.2: Ejemplo de reglas para el experimento

El conjunto de datos se compone de las respuestas correctas e incorrectas de 93
participantes en 6 pruebas consecutivas después de un cambio de regla. En la figura[3.3]
se muestra un histograma de las puntuaciones sumadas y un grafico de la proporcion
de respuestas correctas en cada una de las 6 pruebas consecutivas. Este grafico sugiere
un efecto de aprendizaje a lo largo de las pruebas, donde la proporcion de respuestas
correctas aumenta progresivamente.

A diferencia del ejemplo anterior, aqui los datos son binarios. En lugar de tener una
serie temporal larga, en este caso se tienen muchas repeticiones de series temporales
cortas (7" = 6) correspondientes a los 93 participantes.
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Suma de Puntuaciones Correctas tras el Cambio Proporcién Correcta por Prueba tras el Cambio
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Figura 3.3: Puntuaciones sumadas y proporcién correcta en las pruebas del DCCS

Lo mas interesante es analizar aquellos participantes cuyas puntuaciones no son
ni minimas ni maximas (cero o seis). Muchos participantes presentan un patrén de
aprendizaje, pasando de cometer errores al principio a responder correctamente en las
ultimas pruebas. Este patron se da en 24 de los 32 participantes, mientras que el patron
inverso, donde se empieza con respuestas correctas y se cometen errores mas tarde,
ocurre s6lo en dos casos.

3.2.1.1. Modelos de desarrollo gradual y discontinuo

Se desea probar si el desarrollo de la aplicacion de reglas es gradual o discontinuo.
El modelo de desarrollo gradual supone que los nifilos mejoran progresivamente en la
tarea, mientras que el modelo discontinuo asume que los nifios disponen de diferentes
estrategias, donde una estrategia resulta en respuestas incorrectas y otra en respuestas
correctas. El desarrollo en este caso implica una transicidn de la estrategia incorrecta a
la correcta.

Para modelar la hipétesis discontinua, se emplean HMM de 2 estados, que capturan
la transicion entre estados de aprendizaje. A este modelo se le conoce como “aprendi-
zaje + regresion”, ya que se asume que algunos nifios aprenden durante la tarea, pero
también que otros nifios podrian retroceder de aplicar la regla correcta a aplicar la regla
incorrecta.

El modelo gradual simplemente asume que la probabilidad de una respuesta correc-
ta aumenta con la edad. En el modelo discontinuo de “aprendizaje+regresion” existen
probabilidades de transicion positivas entre ambos estados. Si se supone que no se
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puede producir regresion, es decir retroceder a aplicar la regla incorrecta, la probabili-
dad de transicion correspondiente se fija en cero, y el modelo se denomina modelo de
“aprendizaje”.

El modelo gradual se aplica como un HMM de un estado con la edad como co-
variable de prediccion. Al tener un solo estado es de hecho, un modelo de regresién
logistica, con la edad como predictor de la precision de la respuesta. En todos los
modelos, se utiliza la edad en meses y se deduce la edad minima de 36 meses para
que se mas fécil la interpretacion de los coeficientes. La diferencia estd en que en los
otros modelos la edad se utiliza como covariable que predice la probabilidad previa de
comenzar en cada uno de los estados (es decir, las estrategias).

En el modelo de “aprendizaje” se especifica una propiedad del algoritmo EM para
HMM que garantiza que las probabilidades previas y de transicion que se inicializan
en sus limites (es decir, cero o uno) no se estimaran fuera de sus valores limite.

Un problema potencial con este truco es que los pardmetros de transicion se corri-
gen de manera efectiva, pero no se identifican explicitamente como tales. Como resul-
tado, los pardmetros se tratan como libremente estimables cuando se utilizan AIC() y
BIC() para calcular estos criterios de selecciéon de modelos. Por lo tanto, estos valores
deberén corregirse para obtener los valores adecuados.

El cédigo R que se utiliz6 para entrenar los modelos se puede consultar en [A]

3.2.1.2. Interpretacion de los resultados

La Tabla [3.3] presenta los valores del logaritmo de verosimilitud, nimero de para-
metros (npar), AIC y BIC de tres modelos diferentes ajustados a los datos DCCS: un
modelo gradual, un modelo de aprendizaje y un modelo de aprendizaje con regresion.
Como se observa, los valores de AIC y BIC indican que los modelos HMM capturan
mucho mejor los datos en comparacion con el modelo de desarrollo gradual.

Modelo logLik npar AIC BIC
Gradual -266.07 2 536.15 544.79
Aprendizaje -198.88 5 407.76 429.38

Aprendizaje+Regresion  -161.18 6 334.36 360.31

Cuadro 3.3: Estadisticas de bondad de ajuste para modelos HMM aplicados a los datos
DCCS
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El modelo de aprendizaje con regresion, a su vez, obtiene mejores resultados que
el que solo supone aprendizaje y por tanto, es mas apropiado.

Los parametros de respuesta para cada uno de los modelos son muy similares;
Hay un estado de “dominio” (donde aplican correctamente la nueva regla) claramente
identificado y un estado de “perseveracion” (donde los nifios aplican la regla anterior).

Aprendizaje | Aprendizaje + Regresion
0.94 0.01
0.12 0.8

Cuadro 3.4: Probabilidades de dar respuesta correcta para los datos DCCS en cada
estado y en cada HMM

Consideremos la relacion entre la edad y el rendimiento. En el modelo gradual,
se supone que el rendimiento mejora gradualmente con la edad. En la figura 3.4] se
puede observar esta relacion del rendimiento con la edad para el modelo gradual y
también se muestra la precision de rendimiento predicha por el modelo. En el HMM
el rendimiento no es una funcién directa de la edad sino que se modela como mezcla
de dos estados. La probabilidad inicial de estos estados es una funcién de la edad
y, por lo tanto, el rendimiento depende de la edad, pero solo indirectamente a través
de las funciones de respuesta dependientes del estado. La relacién entre la edad y
la ocupacién del estado inicial en el modelo de “aprendizaje+regresion” también se
muestra en la[3.4

Las predicciones del HMM de dos estados son mucho mds precisas que las del
modelo de desarrollo "gradual”, lo que demuestra una vez mas que estos datos estan
mejor capturados por un modelo de 2 estados.

3.2.2. Modelo de Transicion Latente para Datos de Balance Scale
Modelo Multivariante

En esta seccion se analiza series temporales relativamente cortas (7' = 8) donde
cada observacion en un punto de tiempo consta de un gran nimero de variables. Este
es un ejemplo de como se pueden utilizar los modelos ocultos de Markov para analizar
datos complejos.

Se trabaja con el conjunto balance8. Este conjunto de datos se compone, como
se acaba de mencionar, de 8 medidas repetidas, en las que los nifios responden a 25
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Precision del Desempeiio como Funcion de la Edad
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Figura 3.4: Precision del desempefio como funcion de la edad. La linea continua re-
presenta el modelo gradual y la linea discontinua representa la probabilidad inicial del
estado de dominio en el modelo de aprendizaje con regresion.

items de la tarea balance scale. Los datos se resumen como puntuaciones totales a lo
largo de 5 tipos de items, segtin se describe en [§]].

Los distintos items relacionan peso-distancia de diferentes maneras. Hay dos pro-
blemas no conflictivos (peso y distancia) y tres conflictivos (conflicto-peso, conflicto-
distancia y conflicto-equilibrio).

En los problemas no conflictivos, como médximo un pardmetro (peso o distancia)
difiere en ambos brazos. Los problemas de peso se pueden resolver simplemente pres-
tando atencién al ndmero de pesos a cada lado de la barra de equilibrio porque la
distancia es la misma; para los problemas de distancia al eje la que debe ser observada
para dar la respuesta correcta pues el peso es igual en ambos lados de la balanza.

Cuando tanto la distancia como el peso difieren a ambos lados de la balanza, los
items se denominan items de conflicto. En los problemas de conflicto-peso, observar
el peso es lo que da la respuesta correcta. Igualmente para conflicto-distancia. En los
problemas de conflicto-equilibrio, la combinacion de peso y distancia en cada brazo
crea el mismo par y la balanza permanece estable.

Para proporcionar una vision inicial sobre esto, en las figuras [3.5] y [3.6] que re-
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presentan las puntuaciones de suma de tres tipos de items. La figura [3.5] presenta las
puntuaciones de suma para las mediciones 1 y 8 respectivamente. Las diferencias entre
las graficas superiores e inferiores pueden interpretarse como el resultado del aprendi-
zaje en un periodo de tiempo corto.

La figura [3.6| muestra las puntuaciones de la suma en todas las ocasiones de medi-
cion, divididas por nivel escolar (nifios de primaria frente a nifios de secundaria).

Distancia (T =1) Conflicto-Peso (T = 1) Conflicto-Distancia (T = 1)
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Figura 3.5: Suma de las puntuaciones de 3 tipos de items de la tarea de la escala de
equilibrio en T=1 (paneles superiores) T= 8 (paneles inferiores)

En ambos casos hay un aumento en el rendimiento en los items de distancia, siendo
mas pronunciado en la segunda figura. También hay un aumento en el rendimiento de
los items de conflicto-distancia. Se observa que hay una disminucion en el rendimiento
en los items de conflicto-peso.

los nifios pequefios generalmente solo prestan atencion al nimero de pesos en la
balanza, lo que los lleva a responder correctamente los items de peso-conflicto. Cuando
crecen, los nifios aprenden que la dimensién de la distancia también es relevante para
determinar qué lado de la balanza se inclinard. No obstantes, las estrategias iniciales
que suelen aplicar los nifios mas pequefios para integrar la informacion de las dimen-
siones de distancia y peso son incorrectas y resultardn en respuestas incorrectas a los
items de ¢onflicto-peso”. Por lo tanto, cuando los nifios adoptan una estrategia mds
avanzada, esto ain puede resultar en que cometan mds errores con tipos de elementos
particulares.

En la figura [3.7) podemos ver la proporcién media de respuestas correctas en las
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Figura 3.6: Suma de las puntuaciones de 3 tipos de items de la tarea de la escala de
equilibrio entre nifios de primaria (paneles superiores) y secundaria (paneles inferiores)

ocho medidas repetidas que indicaria el efecto de aprendizaje (“learning”) individual
frente al rendimiento promedio de cada grupo escolar, que se muestra con un incre-
mento mds claro e indicaria el efecto de desarrollo (“development”).

El interés de estos datos radica en detectar las estrategias que los nifios utilizan para
resolver estos problemas y la evolucion de estas estrategias con el tiempo (ya se con

las repeticiones o con la edad).

Un modelo de regresion binomial ajustado al nimero de ensayos correctos indica
que la edad, el momento de medicion (tiempo) y el sexo afectan significativamente el

rendimiento en la tarea:

1

o (%) = Bo + f1 - scale(age) + [ - sex + [ - (time — 1)

Por lo tanto, hay evidencia significativa tanto para el aprendizaje como para el
desarrollo en estos datos, donde el efecto del aprendizaje es mucho menor en relacién

con el efecto del desarrollo.
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Aprendizaje vs Desarrollo en Balance Scale Task
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Figura 3.7: Proporcion promedio de respuestas correctas en 25 items. Para los grupos
escolares, 1-6 corresponden a los grados 3-8 (escuela primaria) y 7 y 8 corresponden
al segundo y tercer grado de la escuela secundaria en el sistema educativo holandés.
La edad media en estos grupos es de aproximadamente 7-12 afios y 14/15 afios

Coeficiente Estimacion Error estandar Valorz Pr(>lzl)

(Intercepto)  0.25049 0.00982 25.50  <2e-16
scale(age) 0.32002 0.00488 65.58 <2e-16
sexm 0.13255 0.00958 13.83  <2e-16
I(time - 1) 0.01179 0.00209 565  1.6e-08

Cuadro 3.5: Coeficientes del modelo de regresion binomial

3.2.2.1. Aplicacion de HMM e interpretacion de resultados

A continuacidn, ajustamos Modelos Ocultos de Markov a estos datos para esta-
blecer si hay diferentes perfiles de rendimiento y coémo cambian estos perfiles entre
aprendizaje y desarrollo. Los modelos ajustados fueron HMM binomiales de 5 varia-
bles. Es decir, un modelo de Markov oculto multivariante con datos de cada uno de
los cinco tipos de items. Cada uno de los tipos de items se repitié cinco veces en cada
ocasion de medicién. Por lo tanto, un modelo binomial para el nimero de éxitos (k)
de n = 5 es apropiado para cada tipo de item.

Se estimaron HMM con entre 3 y 8 estados. Los seis modelos, junto a su cédigo y
c6mo se aplicaron puede encontrarse en [Al
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Los modelos tuvieron mejores resultados de ajuste a media que aumentaba el ni-

mero de estados (comparando el BIC). No obstante, esto puede dar a inestabilidades
numéricas.

A titulo ilustrativo, aqui estudiamos los perfiles de respuesta de cuatro modelos
ajustados para encontrar puntos en comun y diferencias. Los perfiles de respuesta de
los estados de los modelos con entre 5 y 8 estados se muestran en la figura (3.8

5 estados 6 estados

£
8 3
§
' e
o
1 2 3 4 5 1 2 3 4 5
w-d-cw-cd-ch w-d-cw-cd-ch
7 estados 8 estados
£
5 9
3
' e
o
1 2 3 4 5 1 2 3 4 5
w-d-cw-cd-cb w-d-cw-cd-ch

Figura 3.8: Perfiles de respuesta para modelos de 5 a 8 estados para los datos de balan-
ce8

Los perfiles representan la probabilidad predicha correcta para cada uno de los
items descritos anteriormente y para cada estado. Los graficos de perfil para cada uno
de los modelos se pueden interpretar de la siguiente manera: las probabilidades correc-
tas para cada uno de los tipos de elementos dentro de una clase estdn conectadas por
una linea y tienen el mismo nimero.

Modelo de 5 estados

Analizamos el modelo de 5 estados:

= FElestado 4 corresponde a respuestas correctas en los items "w’ y cw’ y respuesta
incorrecta en los otros items. Este patrén se conoce como Regla 1: solo prestan
atencion al peso de cada lado e ignoran la distancia. El uso de esta estrategia
conduce a solo respuestas correctas para los items 'w’ y “cw’.
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= FEl estado 2 corresponde a probabilidades altas correctas para los elementos "w’,
d’ y ’cw’, y probabilidades bajas correctas para los otros dos elementos. Este
patrén se trata de la Regla 2: Cuando los pesos son iguales en ambos lados, con-
sideran también tener en cuenta la distancia, lo que lleva a respuestas correctas
en los items ’d’.

= El estado 5 responde correctamente en todos los tipos de items, excepto en los
items ’cw’. Este patron sigue la regla de la "suma"; Esta estrategia consiste en
determinar la respuesta en funcién de la suma de pesos y distancias (en lugar de
la multiplicacién correcta) cuando considerar el peso o las distancias por sepa-
rado no proporciona una respuesta clara.

= El estado 3 tiende a responder correctamente a los elementos 'w’ y ’cw’ que
ronda los 0.5 para los otros tipos de elementos.

= Otro estado que se identifica consiste principalmente en respuestas al azar.

Modelo de 6, 7 y 8 estados

= El el modelo de 6 estados encontramos adicionalmente a las estrategias encon-
tradas en el modelo de 5 estados encontramos el siguiente perfil: una respuesta
(algo) precisa para todos los items excepto para los items cb’.

= En el modelo de 7 estados, se nota otro patrén, que consiste en una respuesta
precisa en los items 'w’, ’d’ y ’cd’ y un rendimiento de nivel de probabilidad en
los otros dos tipos de items.

= Finalmente, en los modelos de 8 estados, algunos perfiles de respuesta se vuelven
mds pronunciados.

Esta inspeccion de los patrones de respuesta muestra que hay cierta estabilidad en
los estados que se encuentran en los diferentes modelos. La interpretabilidad de los
patrones de respuesta de estado es una forma de comprobar la solidez de los modelos.
También se pueden tener en cuenta otros aspectos.

Podemos mirar la matriz de transicion para determinar la estabilidad de los estados
a lo largo del tiempo. La matriz de transicion del modelo de 8 estados es donde
se puede ver que los elementos diagonales de esta matriz son altos y que fuera de la
diagonal son muy pequefios, excepto unos pocos. Esto indica que los participantes son
estables, en general, en su uso de la estrategia a lo largo de medidas repetidas, mientras
que otros aparentemente cambian su estrategia y pasan a una diferente.
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Cuadro 3.6: Matriz de Transicidn de 8 estados

toS1 toS2 toS3 toS4 toS5 toS6 toS7 toS8

fromS1 0.780 0.038 0.000 0.066 0.003 0.015 0.084 0.013
fromS2 0.033 0.736 0.002 0.017 0.018 0.070 0.103 0.021
fromS3 0.003 0.003 0.891 0.016 0.052 0.020 0.006 0.008
fromS4 0.158 0.025 0.011 0.658 0.081 0.041 0.014 0.012
fromS5 0.011 0.009 0.050 0.055 0.833 0.029 0.013 0.001
fromS6 0.040 0.158 0.045 0.046 0.078 0.572 0.030 0.031
fromS7 0.019 0.012 0.004 0.004 0.004 0.004 0.943 0.010
fromS8 0.030 0.038 0.094 0.024 0.022 0.069 0.021 0.703

3.2.2.2. Aprendizaje y Regresion

Las transiciones entre los estados en los HMM ajustados representan tanto el apren-
dizaje (un aumento en el rendimiento) como, potencialmente, en el caso de los items de
conflicto-peso, la regresion (una disminucién en el rendimiento). Al inspeccionar las
secuencias de estados obtenidas mediante el criterio de médxima a posteriori, podemos
evaluar qué participantes han aprendido y cuéles han experimentado regresion.

El primer aspecto relevante sobre las secuencias de estados es que aproximada-
mente la mitad de los participantes no presenta ninguna transicion. Estos participantes
adoptan una estrategia en la primera ocasion de medicién y la mantienen constante a
lo largo del estudio. En segundo lugar, la mayoria de los participantes restantes reali-
za una o dos transiciones de estado, mientras que solo unos pocos presentan méas de
dos transiciones. Nos enfocaremos a continuacion en dos transiciones especificas que
evidencian claramente los procesos de aprendizaje y regresion.

En la matriz de transiciones se observa una probabilidad relativamente alta de pa-
sar del estado 8 al estado 3. Estos estados corresponden a un comportamiento aleatorio
(estado 8) y al comportamiento descrito por la Regla 1 (estado 3), respectivamente. La
Regla 1, como se menciond previamente, implica que los nifios se centran exclusiva-
mente en la dimensién del peso. La figura[3.9)ilustra la proporcion media de respuestas
correctas en funcién de la ocasién de medicidn, tanto para los items de conflicto-peso
(cw) como para los items de distancia (d), para los 19 nifios que presentan esta transi-
cion. Claramente, estos nifios aprenden a resolver los items de cw, aunque retroceden
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Figura 3.9: Aprendizaje y regresion para cw’ y ’d’

ligeramente en los items de d, en los cuales su desempefio inicial ya era bajo.

Por otro lado, un ejemplo notable de regresion se manifiesta en los nifios que tran-
sitan del estado 5 al estado 7. Segun los perfiles de respuesta[3.8] se esperaria que estos
nifios pasen de una respuesta completamente correcta a una respuesta completamente
incorrecta. La Figura[3.10| muestra la proporcién media de respuestas correctas en fun-
cién de la ocasion de medicion en los items de cw para los 17 nifios que experimentan
esta transicion. La regresion en estos nifios es evidente.

El uso de los modelos ocultos de Markov permiti6 identificar perfiles de compor-
tamiento interpretables y relevantes, describiendo la dindmica de cambio entre estos
perfiles a lo largo del tiempo. Al seleccionar participantes con transiciones especificas,
pudimos agruparlos en conjuntos homogéneos que comparten trayectorias de desarro-
llo similares.



Capitulo 3. Aplicaciones Pricticas 55

cw items
|
o
k3] _|
o
5 <
[ 5 T —
ED
o |
© 71 17 T T T T 1

Time

Figura 3.10: Regresion en los items ’cw’ para nifios en transicion del estado 5 al estado
7

3.3. HMM para la prediccion de proteinas transmem-
brana alfa-hélice

A continuacion se presenta una extendida aplicacion de los HMM para la predic-
cién de proteinas transmembrana [17]].

3.3.1. Planteamiento del problema

Las proteinas transmembrana alfa hélice son una clase estructural clave de pro-
teinas de membrana, esenciales para diversas funciones celulares. La prediccion de
su topologia y su identificacién en genomas recién secuenciados son importantes pa-
ra comprender su estructura y rol. Se han utilizado varios métodos algoritmicos para
predecir los segmentos transmembrana y la topologia de estas proteinas. Se ha demos-
trado que los HMMs son efectivos en el desarrollo de herramientas computacionales
para este fin. En este apartado, se detalla cémo diseiiar un HMM para predecir estas
hélices alfa y diferenciarlas de las proteinas globulares.

Las proteinas transmembrana constituyen alrededor del 20-30 % de los proteomas
completamente secuenciados. Estas constituyen una de las dos principales clases es-
tructurales de proteinas transmembrana, siendo la mas abundante en comparacién con
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las proteinas transmembrana de barril beta, y se encuentran en casi todas las mem-
branas celulares [[17]]. Para entender su funcién, debemos adquirir conocimiento sobre
su estructura y topologia en relacién con la membrana. Sin embargo, obtener cristales
de proteinas transmembrana adecuados para estudios cristalograficos es dificil, y las
proteinas transmembrana representan menos del 2 % de las estructuras en el Protein
Data Bank [3]]. Es por ello que en los ultimos afios se han desarrollado diversos mé-
todos computacionales con el fin de predecir la estructura y topologia de las proteinas
transmembrana. Por topologia, nos referimos al conocimiento del nimero y la locali-
zacion exacta de los segmentos transmembrana, asi como su orientacién con respecto
a la bicapa lipidica.

3.3.2. Caracteristicas Estructurales

Las proteinas transmembrana con hélices alfa representan la principal categoria de
proteinas transmembrana, presentes en todas las membranas bioldgicas y responsables
de una gran variedad de funciones celulares. Estas proteinas consisten en una o mas hé-
lices alfa que atraviesan la membrana, formando segmentos transmembrana. Aquellas
con una Unica hélice se denominan proteinas transmembrana de un solo paso (single-
spanning) y se clasifican en distintos tipos. En contraste, las proteinas multi-spanning
tienen multiples regiones transmembrana.

Los segmentos transmembrana de estas proteinas suelen estar formados por se-
cuencias hidrofébicas de 1540 residuos de longitud. La longitud varia segun el dngulo
de inclinacion de la hélice respecto al plano de la membrana y el grosor de la misma.
En promedio, estos segmentos tienen entre 19-21 residuos. Los residuos aromaticos
como el triptéfano y la tirosina tienden a ubicarse cerca de los extremos de los seg-
mentos transmembrana en la region interfacial entre la membrana y el citoplasma o el
exterior celular.

Las regiones que conectan los segmentos transmembrana son las loops, que se en-
cuentran tanto en el lado citoplasmatico como en el extracelular de la membrana. Estas
loops suelen tener entre 1 y 20 residuos y son menos hidrofébicas que los segmentos
transmembrana. En algunos casos, pueden formarse loops mds largas que contienen
dominios solubles grandes. Ademads, se ha observado que los aminodcidos con carga
positiva, como la arginina y la lisina, estdn sobrerrepresentados en las loops citoplas-
maticas en comparacion con las extracelulares, siguiendo la “regla del interior positi-

29

VO'.

La orientacion de los segmentos transmembrana en algunas proteinas depende de
la composicién lipidica de la membrana, y un cambio en dicha composicién puede
invertir la orientacién de un segmento transmembrana.
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Con el creciente nimero de estructuras resueltas de proteinas transmembrana con
hélices alfa, se han descubierto nuevas caracteristicas estructurales y topoldgicas.

3.3.3. Aplicacion de HMM

En bioinformadtica, durante los ultimos afios, los HMM se han aplicado para generar
perfiles probabilisticos de familias de proteinas o la prediccion de hélices transmem-
brana en proteinas entre otras aplicaciones.

Para este caso, el planteamiento del HMM seria el siguiente:

Si consideramos una secuencia de aminodcidos de una proteina de longitud L,
denotada como:

Y:}/lyi/%"'vYL—laYL

con una etiqueta (en este caso correspondiente a las regiones transmembrana, in-
tracelulares y extracelulares):

S = 51752)"'7SL—178L

entonces, la probabilidad de transiciéon para moverse de un estado k£ a un estado [
se define como:

ak[:P(St:l’St,IIk)

Donde Y es la secuencia de observaciones ¢ simbolos y .S es la secuencia de es-
tados ocultos. Cada estado k estd asociado a una distribucién de probabilidades de
emision, lo que significa que hay probabilidades de que cualquier simbolo particular
sea emitido por el estado actual. Suponiendo un alfabeto 32, consistente en los 20 ami-
noécidos, la probabilidad de que un aminoécido k sea emitido por el estado j se define
como:

bj(k) = P(Yy =k | S =)

La probabilidad total de la secuencia de observacién dada el modelo, P(Y | A),
se calcula utilizando el algoritmo hacia adelante de manera eficiente, mientras que la
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probabilidad conjunta de la secuencia y la etiquetacion, denotada por P(S,Y | A), se
puede calcular mediante una modificacién propuesta por Krogh [11].

3.3.4. Arquitectura del Modelo Oculto de Markov

La arquitectura del Modelo Oculto de Markov (HMM) se disefia para ajustarse
lo més posible a las limitaciones impuestas por las estructuras conocidas. Los méto-
dos basados en HMM utilizan diferentes tipos de estados para describir los segmentos
transmembrana, las regiones extracelulares (externas) y citoplasmaéticas (internas). La
region transmembrana se divide a su vez en tres compartimentos de estado para descri-
bir el nicleo hidrofébico del segmento transmembrana y las dos regiones interfaciales
al final de las hélices transmembrana.

Los Modelos Ocultos de Markov se han utilizado con diversos enfoques para re-
solver el problema de la prediccién de la topologia de las proteinas. Algunos de los
enfoques mds conocidos son:

TM-HMM

El modelo TMHMM, propuesto por Sonnhammer, von Heijne y Krogh (1998)[135],
estd disefiado para reflejar de cerca las caracteristicas bioldgicas de las proteinas trans-
membrana. La arquitectura del HMM se organiza en varios estados que representan
diferentes regiones de la proteina:

= Nucleo de la hélice transmembrana: Corresponde a la region hidrofébica cen-
tral de la membrana, que se modela con una serie de estados. La longitud de esta
region puede variar entre 5 y 25 residuos.

= Capas de la hélice (cap): Estas son las regiones interfaciales a ambos lados de
la membrana, modeladas por estados separados para el lado citoplasmatico y no
citoplasmatico. Cada capa tiene su propia distribucion de aminodcidos.

= Lazos citoplasmaticos: Se modelan con un conjunto de estados que represen-
tan la secuencia de aminodcidos en el lado citoplasmadtico. Estos lazos siguen la
“regla del interior positivo” (positively inside rule), que predice una mayor con-
centracion de residuos cargados positivamente como arginina y lisina en la cara
citoplasmatica.

= Lazos no citoplasmaticos: Se modelan con dos rutas distintas para lazos cortos
y largos en el lado no citoplasmaético, reflejando los diferentes mecanismos de
insercion en la membrana observados bioldgicamente. Los lazos largos pueden
contener dominios globulares que también se modelan en TMHMM.
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= Dominios globulares: Estos se modelan por un estado especial de auto-transicién
que tiene una distribucién neutra de aminodcidos, ya que no estn cerca de la

membrana.
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Figura 3.11: Una representacion esquemadtica de una arquitectura HMM para la pre-
diccién de la topologia de proteinas TM alfa helice.

Phobius

El modelo Phobius combina elementos de los modelos TMHMM y SignalP-
HMM, permitiendo predecir tanto hélices transmembrana como péptidos sefial. Esta
combinacién soluciona el problema frecuente de confundir péptidos sefial con hélices
transmembrana.

= Submodelos dedicados a las hélices transmembrana y los bucles.
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= Un submodelo especifico para la prediccion de péptidos seiial, basado en SignalP-
HMM.

Phobius es particularmente util en la prediccion de proteinas eucariotas, donde los
péptidos sefial son comunes.

HMMpTM

El modelo HMMpTM se propuso para mejorar la prediccion de la topologia de
proteinas transmembrana, integrando la prediccion de sitios de fosforilacion y glicosi-
lacién, dos modificaciones postraduccionales clave en eucariotas [[16]. Estas modifica-
ciones proporcionan informacién valiosa sobre la orientacion de las proteinas respecto
a la membrana.

= Glicosilacion: Ocurre en el lumen del reticulo endopldsmico (ER), donde la en-
zima OST anade oligosacaridos a residuos de asparagina (Asn) en secuencias
especificas. Los sitios de glicosilacion en proteinas transmembrana se encuen-
tran generalmente en la region extracelular y siguen la regla 12 + 14", es decir,
se sitdan a 12 residuos antes o 14 después del segmento transmembrana.

= Fosforilacion: Afecta a serina (Ser), treonina (Thr), tirosina (Tyr) e histidina

(His) en las regiones citoplasmaticas. Este proceso es crucial en la regulacion
celular y proporciona pistas sobre la orientacion de las proteinas.

El modelo HMMpTM utiliza cinco submodelos:

Lazo citoplasmadtico

Hélice transmembrana

Lazo extracelular

Sitio de fosforilacion (para quinasas especificas)

Sitio de glicosilacion (N-ligada y O-ligada)

Los submodelos de fosforilacion y glicosilacion estdn conectados a los submodelos
de lazo citoplasmadtico y extracelular, respectivamente, permitiendo predecir la orien-
tacion correcta de las proteinas transmembrana.
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Figura 3.12: Una versién modificada de la arquitectura HMM.

3.3.5. Entrenamiento y Algoritmos de Prediciénn

Entrenamiento

Como se tratd en el marco tedrico, el entrenamiento de los Modelos Ocultos de
Markov (HMM) generalmente sigue el criterio de Mdxima Verosimilitud (Maximum
Likelihood, ML), donde los pardmetros del modelo 6y se optimizan de acuerdo con:

AvL = arg m}z\ix P(Y | N

El algoritmo ampliamente utilizado para esta tarea es el de Baum-Welch, una variante
del algoritmo de Expectacion-Maximizacion (EM), que ajusta los pardmetros del mo-
delo (probabilidades de emision y transicion) iterativamente utilizando los algoritmos
de Forward y Backward [1]]. Aunque garantiza la convergencia a un maximo local de
la verosimilitud, su principal desventaja es que no es un método discriminativo.

Alternativamente, Krogh [11] propuso el entrenamiento mediante Mdxima Verosi-
militud Condicional (CML) para datos etiquetados, que busca maximizar la probabili-
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dad de la prediccion correcta. El criterio CML se expresa como:
P(S)Y | \)

PY' [ X)
Este enfoque discriminativo mejora la capacidad predictiva cuando se utilizan datos
de alta calidad, pero es computacionalmente més intensivo. Ademas, el algoritmo de
Baum-Welch no puede aplicarse directamente, requiriendo variantes del método de
descenso de gradiente para optimizar los pardmetros del modelo. Este tipo de entre-

namiento ha sido eficaz en modelos HMM utilizados para proteinas transmembrana
[16].

)\CML = arg max
A

Prediccion

Para la decodificacién, como ya sabemos, se usa cominmente el algoritmo de Viter-
bi, que encuentra la secuencia de estados mds probable dada una secuencia observada
[21]]. Alternativamente, se puede utilizar el algoritmo N-best, que intenta encontrar la
etiqueta mds probable para una secuencia dada.

El algoritmo N-best es una extension del algoritmo de Viterbi que busca encontrar
no solo la secuencia de estados mds probable, sino también las N mejores secuencias
de etiquetas para una secuencia de observaciones Y. Este enfoque es 1til en aplicacio-
nes donde es importante tener multiples hipdtesis de prediccion, en lugar de una sola
[13].

Genera una lista de las mejores /N secuencias de estados S, cada una con su pro-
babilidad asociada. Se basa en los mismos principios que el algoritmo de Viterbi, pero
mantiene multiples rutas a través del grafo de estados.

Para cada estado s; en el tiempo ¢, el algoritmo calcula la probabilidad acumulativa
P(S; | Y), que se define como:

P(St‘Y): max P(YlSl,SQ,...,St)'P(St‘St)

81,582,455t

donde Y es la secuencia de observaciones y S; es la etiqueta correspondiente al
estado en el tiempo ¢.

Para generar las N mejores secuencias de estados, el algoritmo utiliza una tabla
que almacena las probabilidades de las mejores rutas hasta cada estado en cada tiempo.
Después de completar el recorrido de la secuencia de observaciones Y, se seleccionan
las N rutas con las mayores probabilidades de finalizacién:

PbestI{P(Sl,SQ,...,ST | Y)ISt GS}
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donde § es el conjunto de todos los estados posibles. Luego, se extraen las N
mejores secuencias y sus probabilidades correspondientes.

La complejidad computacional del algoritmo N-best es mayor que la del algoritmo
de Viterbi, ya que necesita mantener multiples caminos a lo largo del grafo de estados.
Esto puede resultar en un aumento significativo de los requisitos de memoria y tiempo
de procesamiento, especialmente en modelos con muchos estados.

Una mejora del algoritmo de Viterbi es el algoritmo Posterior-Viterbi, que com-
bina las probabilidades posteriores con la decodificacion Viterbi para obtener mejores
resultados. Este enfoque realiza una decodificacion similar a Viterbi, pero utiliza las
probabilidades posteriores en lugar de las emisiones, proporcionando una precision
Optima [10].

3.3.6. Aplicacion y resultados

El caso préctico presentado aqui, extraido de [17], carece de resultados concretos;
sin embargo, se han realizado algunas implementaciones en R para evaluar la calidad
del modelo en escenarios sencillos.

Los datos utilizados para el entrenamiento del modelo fueron obtenidos del DTU
Health Tech [4]], donde se emplearon 160 secuencias de proteinas correctamente eti-
quetadas.

3.3.6.1. Modelo de 3 Estados

Se entrené un modelo con tres estados ocultos que representan el exterior de la
membrana, el interior citoplasmdtico y la zona transmembrana. Las probabilidades
iniciales, las probabilidades de transicion entre estados y las probabilidades de emi-
sién para cada simbolo fueron estimadas a partir de los datos de entrenamiento, como
se explica en el apartado tedrico[2]al abordar el cdlculo de pardmetros con un conjunto
etiquetado (aprendizaje supervisado). El modelo se ajust6 de manera que la probabili-
dad inicial de estar en la membrana fuera cero, ya que ninguna secuencia comienza en
la zona transmembrana. Posteriormente, se aplicé el algoritmo de Viterbi para predecir
las secuencias de estados en las proteinas del conjunto de prueba.

Para evaluar el rendimiento del modelo de prediccion basado en el (HMM), dividi
el conjunto de datos en dos partes: un conjunto de entrenamiento (80 %) de 128 protei-
nas y un conjunto de prueba (20 %) de 32 proteinas. Esta estrategia permite una clara
separacion entre la fase de entrenamiento y la fase de evaluacion, siguiendo un enfoque
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similar al que se utiliza en predicciones de topologia de proteinas transmembrana[/17].

El rendimiento del modelo se evalué midiendo los Verdaderos Positivos (TP), Fal-
sos Positivos (FP) y Falsos Negativos (FN), que son métricas estdndar para evaluar la
prediccion de segmentos transmembrana. También se calcul6 el Coeficiente de Corre-
lacién de Matthews (MCC), que proporciona una medida equilibrada del rendimiento
del modelo, especialmente ttil en conjuntos de datos desbalanceados.

El Coeficiente de Correlacion de Matthews (MCC) se define como:

(TP-TN)— (FP-FN)

MCC =
/(TP + FP)(TP+ FN)(TN + FP)(TN + FN)

Otras métricas que son habituales ver son: Precision, Recall y F1-Score.

La precision se define como la proporcion de verdaderos positivos (TP) sobre el
total de elementos que el modelo predijo como positivos (TP + FP).

Precision rr
10N = ———
TP+ FP

El recall, también conocido como sensibilidad, se define como la proporciéon de
verdaderos positivos sobre el total de elementos que realmente son positivos (TP +
FN).

TP

Recall = ———
= TPTEN

El F1 Score es la media arménica de la precision y el recall. Proporciona un balance
entre ambas métricas y se calcula de la siguiente manera:

Fl Score — 2 x Precision x Recall

Precision + Recall

Los resultados indicaron una precisién promedio del 69.46 % en la prediccion de
topologia.

En la tabla vemos los coeficientes MCC para los tres estados, de donde se
deducen que el modelo obtiene mejores predicciones para los segmentos transmebrana.
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Estado MCC

Interior 0.33

Exterior 0.40
Transmembrana | 0.70

Cuadro 3.7: Coeficientes de Correlacion de Matthews (MCC) para los tres estados.

Para cada estados obtuvimos los siguientes resutlados de evaluacién [3.8}

Estado | Precision | Recall | F1 Score

Interior 0.6273 | 0.3568 | 0.4549
Membrana | 0.8014 | 0.7584 | 0.7793

Exterior 0.6332 | 0.8265 | 0.7171

Cuadro 3.8: Resultados de evaluacion para cada estado.

Los mejores resultados se vuelven a obtener para la los segmentos intermembrana.
Se observa que para el el estado interior los resultados de Recall y F1 Score son bajos,
lo que significa que hay un alto nimero de falsos negativos, es decir, se estdn pasando
por alto muchos casos en los que el estado es, de hecho, interior.

Si observamos su matriz de confusion [3.9 vemos que esto es cierto, el nimero de
Falsos Negativos es superior al de Verdaderos Positivos.

Margen

Prediccion: Interior Prediccion: No Interior Margen
Real: Interior 1306 (Verdaderos Positivos) 2354 (Falsos Negativos) 3660
Real: No Interior 776 (Falsos Positivos) 8473 (Verdaderos Negativos) | 9249
2082 10827 12909

Cuadro 3.9: Matriz de confusion para el estado Interior (I).

La implementacién del codigo en R se encuentra en el Apéndice[Al
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3.3.6.2. Modelo de 9 Estados

También se ha ideado un modelo de 9 estados que busca representar la estructura
de proteinas transmembrana mediante la segmentacion de tres regiones principales:
Inside (citoplasmadtica), Membrane (transmembrana) y Outside (extracelular). Cada
region se compone de estados que reflejan caracteristicas especificas de la proteina:

= Region Inside: Contiene los estados globular_start, lazo_corto_start y lazo_corto_end,
representando las porciones intracelulares de la proteina.

= Region Membrane: Incluye los estados helice_core, helice_cap_start y heli-
ce_cap_end, modelando las hélices alfa transmembrana, que atraviesan la bicapa
lipidica de la membrana.

= Region Outside: Compuesta por los estados lazo_largo_start, lazo_largo_end
y globular_end, representando las porciones extracelulares de la proteina.

El modelo asume transiciones tanto entre estados dentro de una misma regiéon como
entre regiones adyacentes (Inside — Membrane — Outside). Las hélices transmembra-
na estdn representadas por submodelos de tres estados (helice_core, helice_cap_start,
helice_cap_end), mientras que los lazos que conectan estas hélices se modelan por
estados cortos y largos, segtin su ubicacion.

El flujo de estado comienza, por ejemplo, en globular_start (intracelular), transita
por los lazos cortos hasta llegar a los estados de hélice transmembrana (helice_core),
para finalmente salir hacia la region extracelular, finalizando en globular_end.

Si comparamos los resultados de para el modelo de 3 estados y modelo de 9 estados
[3.10]observamos que hay una muy ligera mjora del AIC pero empeoramiento del BIC:

Cuadro 3.10: Comparacion de AIC y BIC para modelos de 3 y 9 estados

Modelo AIC BIC

3 Estados 288691.6 289265.2
9 Estados 287920.2 290135
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3.3.7. Consideraciones

Hemos observado que, a pesar de aumentar el nimero de estados en nuestro mo-
delo, no hemos conseguido mejorar los resultados de clasificacion. Sin embargo, la
identificaciéon de aminodcidos en la region externa y, en particular, en el interior cito-
plasmatico, sigue siendo un drea que requiere optimizacion.

Para optimizar la arquitectura del modelo de HMM, se podrian incorporar carac-
teristicas estructurales adicionales manteniendo el espacio de estados reducido, como
la hidrofobicidad de las hélices transmembranales ﬂ Esto ayudaria a distinguir entre
proteinas transmembranales y globulares.

Ademds, se pueden usar predicciones restringidas para aumentar la precision de
la topologia al incluir informacion sobre sitios de fosforilacién y glicosilacion. Por
ejemplo, la glicosilacién en proteinas transmembranales suele estar en las regiones
que enfrentan el espacio extracelular, y se ha observado que ciertos residuos deben
estar a una distancia minima de los segmentos transmembranales para que ocurra.

Asimismo, las interacciones a largo alcance en las proteinas, como las interacciones
entre hélices, pueden ser valiosas para la prediccion de la topologia. Integrar estos
factores podria mejorar la precision del modelo.

'Un enfoque de esta idea se ha desarrollado también en el anexo
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Capitulo 4

Conclusiones

En este trabajo se han estudiado los Modelos Ocultos de Markov (HMM), des-
tacando su flexibilidad y potencia para modelar procesos secuenciales en los que los
estados subyacentes no son directamente observables. Los HMM permiten la represen-
tacion probabilistica de sistemas complejos y la inferencia de estados ocultos a partir
de las observaciones.

Uno de los principales atractivos de los HMM es su aplicabilidad en una amplia
variedad de dominios. En bioinformatica, por ejemplo, se han utilizado para predecir
estructuras de proteinas, identificar regiones funcionales en secuencias de ADN y ana-
lizar la expresion génica. En finanzas, los HMM se han empleado para modelar series
temporales, ayudando a identificar periodos de volatilidad en los mercados y antici-
par comportamientos futuros. En el campo de la cognicion, han permitido modelar y
analizar patrones de aprendizaje y toma de decisiones en estudios sobre el desarrollo
cognitivo infantil. Estas aplicaciones ilustran la capacidad de los HMM para abordar
problemas complejos en dreas tan diversas como la biologia, la economia y las ciencias
sociales.

Ademads de estas aplicaciones, aunque no se haya tratado en este trabajo, es impor-
tante destacar que los HMM han sido fundamentales en campos como el procesamiento
del lenguaje natural y el reconocimiento del habla, donde su capacidad para segmen-
tar y clasificar secuencias de datos es crucial para el éxito de modelos predictivos y
de reconocimiento de patrones. En estas dreas, los HMM han demostrado su valor al
mejorar la precision y eficiencia de los algoritmos de clasificacion.

A pesar de su gran utilidad, los HMM no estdn exentos de limitaciones. El ajuste
de sus parametros puede resultar computacionalmente costoso, y los algoritmos de es-
timacion, como el algoritmo de Baum-Welch, no siempre garantizan una convergencia
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global 6ptima, lo que puede afectar la precision de los modelos. Ademds, la suposicion
de independencia condicional entre las observaciones puede no ser realista en algunas
situaciones. Como hemos visto en el caso de las proteinas transmembrana alfa-hélice,
hay margen para mejorar, pero para ello es necesario contar con un conocimiento mas
profundo de los campos en los que se aplican los HMM para seleccionar adecuada-
mente la estructura del modelo y maximizar los resultados.

Con los avances en técnicas de aprendizaje automatico y el aumento de la capa-
cidad computacional, es previsible que los HMM continden desempefiando un papel
clave en el andlisis de datos secuenciales en el futuro, abriendo nuevas oportunidades
para su aplicacién en campos emergentes como la neurociencia, la biomedicina.



Apéndice A
Anexo

El presente anexo incluye una recopilacion de los materiales adicionales y las he-
rramientas utilizadas a lo largo del desarrollo del Trabajo. Aqui se encuentran deta-
llados los datos, cédigos y librerias que han sido necesarias para la realizacion de los
andlisis descritos en el cuerpo principal del trabajo.
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Anexo A

Cristina Ortega Cartelle

Herramientas Computacionales

En este trabajo se han utilizado varias herramientas computacionales y librerias en R para realizar el andlisis
de Modelos Ocultos de Markov (HMM). Las principales librerfas utilizadas han sido DepmixS4, hmmr y HMM.
A continuacidn, se detallan las funciones més importantes de cada una:

1. DepmixS4

La libreria DepmixS4 se utiliza para ajustar y analizar Modelos Ocultos de Markov (HMM) multivariantes.
Las funciones més destacadas son:

o depmix(): Define un modelo oculto de Markov (HMM) multivariante.

o fit(): Ajusta el modelo utilizando el algoritmo EM (Expectation-Maximization).

e summary(): Muestra un resumen del modelo ajustado, incluyendo la matriz de transicién y las
probabilidades de estado.

e posterior(): Calcula la probabilidad posterior de los estados ocultos para cada observacién.

2. hmmr

La libreria hmmr es usada para analizar series temporales y datos financieros mediante Modelos Ocultos de
Markov univariantes. Las funciones principales son:

e hmm(): Ajusta un modelo oculto de Markov a una serie temporal univariante.
e getpars(): Extrae los pardmetros del modelo ajustado.
e stationary(): Calcula las probabilidades estacionarias de la cadena de Markov.

3. HMM

La libreria HMM permite el andlisis de secuencias categdricas, como secuencias bioldgicas, utilizando modelos
de Markov ocultos. Las funciones mas importantes son:

e initHMM(Q): Inicializa un modelo oculto de Markov con un niimero especifico de estados y simbolos.
e viterbi(): Aplica el algoritmo de Viterbi para predecir la secuencia de estados mas probable dada
una secuencia observada.

library(depmixS4)

## Warning: package 'depmixS4' was built under R versiomn 4.3.3
## Loading required package: nnet

## Loading required package: MASS

## Loading required package: Rsolnp

## Warning: package 'Rsolnp' was built under R version 4.3.3

## Loading required package: nlme



library (hmmr)

## Warning: package 'hmmr' was built under R version 4.3.3

## Loading required package: stats4
library(dplyr)

#i#t
## Attaching package: 'dplyr'

## The following object is masked from 'package:nlme':
##
## collapse

## The following object is masked from 'package:MASS':
##
## select

## The following objects are masked from 'package:stats':
##
## filter, lag

## The following objects are masked from 'package:base':
##
## intersect, setdiff, setequal, union

library(ggplot2)
library (MASS)

Ejemplos vistos en los preliminares

Ejemplo matriz de 2-pasos

trm <- matrix(c(0.4,0.3,0.3

0.2,0.6,0.2,
0.1,0.1,0.8) ,nrow=3,byrow=TRUE)
trm2 <- trm)*%trm
trm2
#it [,11 [,2]1 [,3]
## [1,] 0.25 0.33 0.42
## [2,] 0.22 0.44 0.34
## [3,] 0.14 0.17 0.69

Probabilidades para cada estado
init <- matrix(c(1/3,1/3, 1/3),nrow=1)

ps2 <- init’*Jtrm
ps2

## [,1] [,2] [,3]
## [1,] 0.2333333 0.3333333 0.4333333

ps3 <- initl*/trm2
ps3

#t [,1] [,2] [,3]



## [1,] 0.2033333 0.3133333 0.4833333
Distribucién estacionaria

Calculamos la distribucién estacionaria de la Cadena de Markov a través de la matriz de transicién.

stationary <- function(tpm) {
el <- as.double(eigen(t(tpm))$vectors([,1])
return(el/sum(el))

}

p <- stationary(trm)
library (MASS)

fractions(stationary(trm))

## [1] 2/11 3/11 6/11

Hacemos la comprobacién:

fractions (p%*Jitrm)

## [,11 [,2]1 [,3]
## [1,] 2/11 3/11 6/11

Modelos Ocultos de Markov Univariantes

Modelos Ocultos de Markov para datos financieros

Leemos los datos sp500 de la libreria hmmr:
data("sp500")
set.seed(31) #plantamos semilla para que los datos sean replicables

Hacemos 3 modelos sencillos tan solo cambiando el nimero de estado:

hm1 <- hmm(sp500$logret, nstates=1)

## converged at iteration 1 with logLik: 1297.014
hm2 <- hmm(sp500$logret, nstates=2)

## converged at iteration 84 with logLik: 1334.635
hm3 <- hmm(sp500$logret, nstates=3)

## converged at iteration 373 with logLik: 1346.526
Vemos la precisiéon para cada modelo:

¢ Modelo de 1 estado:
hmi

## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' 1297.014 (df=2)

## AIC: -2590.028

## BIC: -2580.804

e Modelo de 2 estado:



hm2

## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' 1334.635 (df=7)

## AIC: -2655.27

## BIC: -2622.986

e Modelo de 3 estados:
hm3
## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' 1346.526 (df=14)

## AIC: -2665.051
## BIC: -2600.483

Los mejores resultados se obtienen para el modelo de dos estados.

Aplicando la funcién summary al modelo de dos estados, obtenemos informacién relevante como las probabili-
dades de permanencia, que en este caso son 0.86 para el estado 1 y 0.96 para el estado 2, o las medias de la
variable respuesta para los dos estados: para el estado 1 es negativo y para el estado 2 positivo.

summary (hm2)

## Initial state probabilities model

## prl pr2

#it 0 1

#it

## Transition matrix
## toS1 toS2

## fromS1 0.829 0.171
## fromS2 0.039 0.961
##

## Response parameters
## Resp 1 : gaussian

#it Rel. (Intercept) Rel.sd
## St1 -0.014 0.065
## St2 0.010 0.034

A continuacién se hace el cdculo de las probabilidades estacionarias (probabilidad de ocupacién a largo plazo):

tr <- matrix(getpars(hm2)[3:6], 2, 2, byrow = TRUE)
(pi_stationary <- stationary(tr)) # Probabilidades estacionarias

## [1] 0.187543 0.812457

Es interesante comparar la distribucién marginal de los datos con la distribucién predicha para el HMM:

# Estimacion de la densidad empirica de los datos observados (logret)
dens_logret <- density(sp500$logret)

# Parametros del estado 1 y 2 obtenidos del modelo HMM (mirar summary)
mul <- -0.014

sigmal <- 0.065

mu2 <- 0.010

sigma2 <- 0.034

# Rango de wvalores para las densidades
y_vals <- seq(min(sp500$logret), max(sp500$logret), length.out = 100)



# Denstdad marginal del HMM
f_y <- pi_stationary[1] * dnorm(y_vals, mean = mul, sd = sigmal) +
pi_stationary[2] * dnorm(y_vals, mean = mu2, sd = sigma2)

# Grafico de la denstidad marginal del HMM
plot(y_vals, f_y, type = "1", col = "red", 1lwd = 2, 1ty =2,
# main = "Densidad Marginal del HMM vs Densidad Empirica’,
xlab = "Log-retorno", ylab = "Densidad",
ylim = range(0, max(f_y, dens_logret$y)), # Ajustar los limites del eje y
cex.main = 1.5, cex.lab = 1.2, cex.axis = 1) # Tamafio de etiquetas y titulo

# Afiadir la densidad empirica de los datos (logret)
lines(dens_logret$x, dens_logret$y, col = "black", lwd = 2)

# Afiadir la leyenda, ajustando el tamafio y la posicidn
legend("topright", legend = c("HMM", "Datos"),
col = c("red", "black"), lty = c(2, 1), lwd = 2,
cex = 0.8, # Reducir el tamafio de la leyenda
bty = "n") # Sin borde en la leyenda
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Modelo de Markov Oculto Bernoulli (DCCS)
Para esta aplicacion se utiliza los datos de dccs de la libreria depmixS4.

Estudio descriptivo de los datos:



library(depmixS4)
data(dccs)

colnames (dccs)

## [1] "pp" "ageM" "ageY" "ageGr" "sex" "nTrPre"

## [7] "nCorPre" "t1Post" "t2Post" "t3Post" "t4Post" "t5Post"

## [13] "t6Post"  "nCorPost" "passPost"

summary (dccs)

#i# PP ageM ageY ageGr sex

## Min. : 1.00 Min. :36.00 Min. :3.000 Min. :1.000 male :45
## 1st Qu.: 27.00 1st Qu.:43.00 1st Qu.:3.000 1st Qu.:2.000 female:48
## Median : 51.00 Median :49.00 Median :4.000 Median :3.000

## Mean : 59.46 Mean :51.75 Mean 3.785 Mean :2.624

## 3rd Qu.: 92.00 3rd Qu.:59.00 3rd Qu.:4.000 3rd Qu.:3.000

## Max. :143.00 Max. :71.00 Max. :5.000 Max. :4.000

##t nTrPre nCorPre t1Post t2Post t3Post

## Min. :6.000 Min. 16 Min. :0.0000 Min. :0.0000 Min. :0.0000
## 1st Qu.:6.000 1st Qu.:6 1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:0.0000
## Median :6.000 Median :6 Median :1.0000 Median :1.0000 Median :1.0000
## Mean :6.151 Mean 16 Mean :0.5376 Mean :0.6559 Mean :0.6452
## 3rd Qu.:6.000 3rd Qu.:6 3rd Qu.:1.0000 3rd Qu.:1.0000 3rd Qu.:1.0000
## Max. :8.000 Max. 16 Max. :1.0000 Max. :1.0000 Max. :1.0000
#it t4Post t5Post t6Post nCorPost

## Min. :0.0000 Min. :0.0000 Min. :0.0000 Min. :0.000

## 1st Qu.:0.0000 1st Qu.:0.0000 1st Qu.:1.0000 1st Qu.:2.000

## Median :1.0000 Median :1.0000 Median :1.0000 Median :5.000

## Mean :0.7097 Mean :0.7312 Mean :0.7634 Mean :4.043

## 3rd Qu.:1.0000 3rd Qu.:1.0000 3rd Qu.:1.0000 3rd Qu.:6.000

## Max. :1.0000 Max. :1.0000 Max. :1.0000 Max. :6.000

#i# passPost

## Min. :0.0000

## 1st Qu.:0.0000

## Median :1.0000

## Mean :0.6237

## 3rd Qu.:1.0000

## Max. :1.0000

Las variables t1lposta t6post toman valores de 0 o 1 y corresponden a si se ha contestado incorrecta o
correctamente respectivamente en cada uno de los 6 intentos después de hacer un cambio de regla en el
[ ”
juego”.

Todos los nifios respondieron correctamente a las preguntas antes del cambio de regla (nCorPre),
La variable nCorPost corresponde a el niimero total de respuestas correctas tras el cambio de regla.
La edad en meses estd almacenada en la variable ageM.

A continuacién se hacen dos graficos: Uno con la suma de preguntas correctas para cada intento tras el
cambio y otro con la proporciéon de respuestas correctas por prueba tras el cambio de regla.

# Configurar el drea de grdaficos para dos graficos paralelos
#par(mfrow = c(1, 2)) # 1 fila, 2 columnas

# Grafico 1: Suma de puntuaciones correctas post—cambio
barplot (table(dccs$nCorPost),



col = "azure3",

main = "Suma de Puntuaciones Correctas tras el Cambio",
xlab = "N° de Respuestas Correctas",

ylab = "Frecuencia",

border = "white",

cex.main = 1,

cex.lab = 1,

cex.axis = 1)
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# Grafico 2: Proporcidén correcta por prueba post—cambio
# Crear un dataframe con las proporciones correctas por cada prueba
# Usamos t1Post, t2Post, ..., t6Post como pruebas post-cambio
trial_data <- data.frame(
Trial = 1:6,
ProportionCorrect = colMeans(dccs[, c("t1Post", "t2Post", "t3Post", "t4Post", "t5Post", "t6Post")])
)

# Crear el grdafico de lineas para la proporcidon correcta por prueba post—-cambio
plot(trial_data$Trial, trial_data$ProportionCorrect, type = "b",
col = "darkred", pch = 16, lwd = 2,

main = "Proporcidén Correcta por Prueba tras el Cambio",
xlab = "Prueba tras el Cambio",
ylab = "Proporcién Correcta",

ylim = c(0, 1), # Asegura que el eje Y vaya de 0 a 1
cex.main = 1,
cex.lab = 1,



cex.axis = 1)
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A continuacién se crean los modelos para las distintas interpretaciones.

Es recomendable, a la hora de aplicar HMM, tener los datos en formato largo:

set.seed(3)
data("dccslong")

Se plantean 3 modelos diferentes: un modelo gradual (con un solo estado) cuya teoria es que lo nifios aprenden
gradualmente a medida que aumentan la edad y dos modelos HMM de dos estados donde se asume dos
estados donde un estado es aplicar una estrategia que da la respuesta correcta y otro estado es aplicar una
estrategia que resulta en respuestas incorrectas. En estos modelos, la dependencia con la edad se hereda de la
dependencia de los estados a la edad.

En un modelo, conocido como aprendizaje, se asume que una vez el nino esta en el estado con la estrategia
correcta no vuelve atras mientras el otro modelo conocido como modelo aprendizaje-regresiéon se asume que
el nifio puede volver a tomar decisiones erraticas tras haber hecho una decisién correcta.

grad <- depmix(acc~I(ageM-36), family=multinomial(),
data=dccslong,nstates=1, initdata=dccs,
ntimes=as.numeric(table(dccslong$pp)))
learn <- depmix(acc~1, family=multinomial("identity"),
data=dccslong, nstates=2, prior=~I(ageM-36),
ntimes=as.numeric(table(dccslong$pp)),
initdata=dccs, trstart=c(.9,.1,0,1))
learnreg <- depmix(acc~1, family=multinomial("identity"),
data=dccslong, nstates=2, prior=~I(ageM-36),



initdata=dccs, instart=c(.9,.1,0,.2),
ntimes=as.numeric(table(dccslong$pp)))

A la edad se le resta 36, que es la edad minima, para empezar desde 0 y que sea mas ficil de interpretar los
coeficientes luego.

fgrad <- fit(grad)

## converged at iteration 1 with logLik: -266.0727

flearn <- fit(learn)

## converged at iteration 21 with logLik: -198.8786

flearnreg <- fit(learnreg)

## converged at iteration 28 with logLik: -161.1813

¢ Resultados para el modelo gradual:

fgrad

## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' -266.0727 (df=2)

## AIC: 536.1453

## BIC: 544.794

summary (fgrad)

## Initial state probabilities model

## pril

#it 1

#it

## Transition matrix
## toS1

## fromS1 1

#it

## Response parameters

## Resp 1 : multinomial

## Rel. (Intercept).0 Rel.(Intercept).l Rel.I(ageM - 36).0 Rel.I(ageM - 36).1
## St1 0 -1.257 0 0.154

¢ Resultados para el modelo de aprendizaje:

flearn

## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' -198.8786 (df=6)

## AIC: 409.7572

## BIC: 435.7033

summary (flearn)

## Initial state probabilities model

## Model of type multinomial (mlogit), formula: ~I(ageM - 36)
## Coefficients:

#it St1l St2

## (Intercept) 0 1.6631779

## I(ageM - 36) 0 -0.2010351

## Probalities at zero values of the covariates.



## 0.1593359 0.8406641
## Transition matrix
## toS1 toS2
## fromS1 0.996 0.004
## fromS2 0.000 1.000
##

## Response parameters
## Resp 1 : multinomial
## Rel.0 Rel.1

## St1 0.062 0.938

## St2 0.875 0.125

e Resultados para el modelo de aprendizaje+regresion:

flearnreg

## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' -161.1813 (df=6)

## AIC: 334.3627

## BIC: 360.3088

summary (flearnreg)

## Initial state probabilities model

## Model of type multinomial (mlogit), formula: ~I(ageM - 36)
## Coefficients:

## St1 St2

## (Intercept) 0 -2.1040498

## I(ageM - 36) 0 0.1628414

## Probalities at zero values of the covariates.
## 0.8912962 0.1087038

## Transition matrix

## toS1 toS2

## fromS1 0.845 0.155

## fromS2 0.014 0.986

##

## Response parameters

## Resp 1 : multinomial

#i# Rel.0 Rel.1

## St1 0.992 0.008

## St2 0.015 0.985

Para comparar el modelo gradual con el modelo de aprendizaje+regresion, se compara las probabilidad de
acierto predicho para cada modelo segtn la edad utilizando los parametros estimados para cada modelo.

Los coeficientes segiin los modelos:

# Coeficientes extraidos de la salida del resumen
beta_0_grad <- -1.257 # Intercepto del modelo gradual
beta_1_grad <- 0.154 # Coeficiente para (ageM - 36)
# del modelo gradual

gamma_0O_learnreg <- -2.1040498 # Intercepto del modelo de aprendizaje + Tegresion
gamma_1_learnreg <- 0.1628414 # Coeficiente para (ageM - 36) del modelo de aprendizaje + regresion

# Generar wvalores predichos usando la funcidon logistica
df <- data.frame(
ageM = dccslong$agel,
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accuracy = dccslong$acc

)

# Precision predicha para el modelo gradual
df$pred_grad <- 1 / (1 + exp(-(beta_0_grad + beta_1_grad * (df$ageM - 36))))

# Probabilidad predicha del estado "accurate”" para el modelo de aprendizaje + regresion
df$pred_learnreg <- 1 / (1 + exp(-(gamma_O_learnreg + gamma_1_learnreg * (df$ageM - 36))))

library(dplyr)

# Calcular proporciones de precisiéon observada por edad (media de prectision en cada ageM)

df _observed <- df %>%
group_by(ageM) %>%
summarise (observed_accuracy = mean(accuracy))

Hacemos a continuaciéon la grafica:
library(ggplot2)
# Crear una columna en df para la leyenda

df$Model <- "Gradual" # Etiqueta para el modelo gradual
df$Model [df $ageM %inY, df _observed$ageM] <- "Precision Observada"

ggplot(df, aes(x = ageM)) +
# Puntos de precisién observada
geom_point(data = df_observed, aes(y = observed_accuracy, color = "Precisién Observada"),

shape = 21, fill = "gray", size = 1.5, stroke = 1) +

# Linea del modelo gradual
geom_line(aes(y = pred_grad, color = "Gradual"), linetype = "solid", size = 1) +

# Linea del modelo aprendizaje + Tegresion
geom_line(aes(y = pred_learnreg, color = "Aprendizaje + Regresién"),

linetype = "dashed", size = 1) +

# etiquetas y titulo

labs(x = "Edad en meses",
y = "Precisién / Pertenencia al estado",
title = "Precisidén del Desempefio como Funcién de la Edad",

color = "Modelos") + # Titulo de la leyenda

# leyenda

scale_color_manual(values = c("Precisién Observada" = "black",
"Gradual" = "#4ET79AT",
"Aprendizaje + Regresién" = "#F28E2B")) +

theme_minimal (base_size = 15) +
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theme (
plot.title = element_text(face = "bold", hjust = 0.5, size = 18),
axis.title.x = element_text(face "italic", size = 14),
axis.title.y = element_text(face = "italic", size 14),
panel.grid.major = element_line(color = "gray90"),
panel.grid.minor = element_blank(),
axis.text = element_text(size = 12),
axis.line = element_line(color = "gray50"),
legend.position = "bottom",
legend.title = element_text(face = "bold", size = 12),
legend.text = element_text(size = 12)

)

## Warning: Using “size” aesthetic for lines was deprecated in ggplot2 3.4.0.
## i Please use “linewidth®™ instead.

## This warning is displayed once every 8 hours.

## Call “lifecycle::last_lifecycle_warnings()” to see where this warning was
## generated.

Precision del Desempefio como Funcion de la Edad

=
o
S

0.75

0.50

0.25

0.00 o o o

40 50 60 70
Edad en meses

Precision / Pertenencia al estado

Modelos Aprendizaje + Regresion -e- Gradual == Precision Observada

Modelos Ocultos de Markov Multivariantes

balance 8

Leemos los datos balance8 de la libreria hmmr:
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data("balance8")

set.seed(12)

Modelos Ocultos de Markov

Utilizamos la siguiente funcién, multistart , que esta para disenada mejorar el ajuste de un HMM aplicando
varias veces el algoritmo Expectation-Maximization (EM) con diferentes puntos de inicio.

Esto es 1til porque los algoritmos EM pueden converger a maximos locales, lo que puede resultar en un ajuste
subéptimo si el modelo comienza con malas condiciones iniciales. La funcién busca evitar este problema
haciendo multiples ajustes y seleccionando el mejor modelo encontrado.

hm3id <- depmix(list(cbind(wc,wi)~1,cbind(dc,di)~1,cbind(cwc,cwi)~1,
cbind(cdc,cdi)~1,cbind(cbc,cbi)~1),

data=balance8, family=list(binomial("identity"),binomial("identity"),
binomial("identity"),binomial("identity") ,binomial("identity")),
ntimes=rep(8,1004), ns=3,

respst=rep(0.5,15))

fhm3id <- multistart(hm3id)

## converged at iteration 3 with logLik: -40581.34
fhm3id

## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' -40581.34 (df=23)

## AIC: 81208.68

## BIC: 81369.48

hm4id <- depmix(list(cbind(wc,wi)~1,cbind(dc,di)~1,cbind(cwc,cwi)~1,
cbind(cdc,cdi)~1,cbind(cbc,cbi)~1),

data=balance8, family=list(binomial("identity"),binomial("identity"),
binomial("identity"),binomial("identity") ,binomial("identity")),
ntimes=rep(8,1004), ns=4,

respst=rep(0.5,20))

fhm4id <- multistart(hm4id)

## converged at iteration 23 with logLik: -35169.18
fhm4id

## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' -35169.18 (df=35)

## AIC: 70408.36

## BIC: 70653.05

hmb5id <- depmix(list(cbind(wc,wi)~1,cbind(dc,di)~1,cbind(cwc,cwi)~1,
cbind(cdc,cdi)~1,cbind(cbc,cbi)~1),

data=balance8, family=list(binomial("identity"),binomial("identity"),
binomial("identity"),binomial("identity") ,binomial("identity")),
ntimes=rep(8,1004), ns=5,

respst=rep(0.5,25))

fhm5id <- multistart(hm5id)

## converged at iteration 42 with logLik: -31930.58
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fhmbid

## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' -31930.58 (df=49)

## AIC: 63959.16

## BIC: 64301.73

hm6id <- depmix(list(cbind(wc,wi)~1,cbind(dc,di)~1,cbind(cwc,cwi)~1,
cbind(cdc,cdi)~1,cbind(cbc,cbi)~1),

data=balance8, family=list(binomial("identity"),binomial("identity"),
binomial("identity"),binomial("identity") ,binomial("identity")),
ntimes=rep(8,1004), ns=6,

respst=rep(0.5,30))

fhm6id <- multistart(hm6id)

## converged at iteration 14 with logLik: -30594.5
fhméid

## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' -30594.5 (df=65)

## AIC: 61319

## BIC: 61773.43

hm7id <- depmix(list(cbind(wc,wi)~1,cbind(dc,di)~1,cbind(cwc,cwi)~1,
cbind(cdc,cdi)~1,cbind(cbc,cbi)~1),

data=balance8, family=list(binomial("identity"),binomial("identity"),
binomial("identity"),binomial("identity") ,binomial("identity")),
ntimes=rep(8,1004), ns=7,

respst=rep(0.5,35))

fhm7id <- multistart (hm7id)

## converged at iteration 85 with logLik: -29460.23
fhm7id

## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' -29460.23 (df=83)

## AIC: 59086.46

## BIC: 59666.73

hm8id <- depmix(list(cbind(wc,wi)~1,cbind(dc,di)~1,cbind(cwc,cwi)~1,
cbind(cdc,cdi)~1,cbind(cbc,cbi)~1),

data=balance8, family=list(binomial("identity"),binomial("identity"),
binomial("identity"),binomial("identity") ,binomial("identity")),
ntimes=rep(8,1004), ns=8,

respst=rep(0.5,40))

fhm8id <- multistart(hm8id)

## converged at iteration 170 with logLik: -28952.77
fhm8id

## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' -28952.77 (df=103)

## AIC: 58111.55

## BIC: 58831.64
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Representaciéon de los perfiles para distintos niimero de estados

require (hmmr)
data(balance8pars)
# reconstruct the list of fitted models from the parameters
balance8models <- list()
for(i in 1:length(balance8pars)) {
# define model
mod <- depmix(list(cbind(wc,wi)~1,cbind(dc,di)~1,cbind(cwc,cwi)~1,
cbind(cdc,cdi)~1,cbind(cbc,cbi)~1),
data=balance8, family=list(binomial("identity"),binomial("identity"),
binomial ("identity"),binomial("identity") ,binomial("identity")),
ntimes=rep(8,1004), ns=attr(balance8pars[[i]],"nstates"))
# set the parameters to the estimated ones
mod <- setpars(mod, balance8pars[[i]l])
# convert to a depmiz.fitted object
mod <- as(mod,"depmix.fitted")
# set slots of depmiz.fitted object
mod@message <- attr(balance8pars[[i]],"message")
mod@conMat <- attr(balance8pars[[i]],"conMat")
mod@lin.upper <- attr(balance8pars[[i]],"lin.upper")
mod@lin.lower <- attr(balance8pars[[i]],"lin.lower")
mod@posterior <- viterbi(mod)
# add to list of models
balance8models[[i]] <- mod
}
names (balance8models) <- c("fhm3id","fhm4id","fhm5id","fhm6id","fhm7id","fhm8id")

resp5 <- summary(balance8models[[3]],"response")

## Response parameters
## Resp 1 : binomial
## Resp 2 : binomial
## Resp 3 : binomial
## Resp 4 : binomial
## Resp 5 : binomial

#i#t Rel. (Intercept) Re2.(Intercept) Re3.(Intercept) Re4.(Intercept)
## St1 0.684 0.418 0.291 0.282
## St2 0.999 0.863 0.971 0.082
## St3 0.995 0.951 0.474 0.690
## St4 0.995 0.023 0.996 0.005
## Stb 0.998 0.983 0.027 0.904
#i# Re5. (Intercept)
## St1 0.489
## St2 0.022
## St3 0.272
## St4d 0.004
## Stb 0.916

resp6 <- summary(balance8models[[4]],"response")

## Response parameters
## Resp 1 : binomial
## Resp 2 : binomial
## Resp 3 : binomial
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#Hit
#i#
##
#i#
##
#i#
##
#i#
##
#i#t
##
#i#t
##
#Hit
##
#i#t

resp7 <- summary(balance8models[[5]], "response")

#i#
##
#i#
##
#i#
##
#i#t
##
#it
##
#i#t
##
#i#t
#i#
#Hi#t
#i#
##
#i#
##
#i#
##
#i#t

resp8 <- summary(balance8models[[6]],"response")

#i#
#Hit
#i#
##
##
##
#i#
##
#i#
##
#i#

Rel. (Intercept) Re2.(Intercept) Re3.(Intercept) Re4.(Intercept)

Resp 4 : binomial
Resp 5 : binomial
St1 0.998
St2 0.999
St3 0.993
St4 0.995
Stb 0.610
St6 0.996
Reb5. (Intercept)
St1 0.959
St2 0.009
St3 0.475
St4 0.004
St5 0.479
St6 0.110

0.
.865
.953
.023
.332
.906

O O O O O

987

0.
.989
.244
.996
.282
174

O O O O O

012

Rel. (Intercept) Re2.(Intercept) Re3.(Intercept)

Response parameters
Resp 1 : binomial
Resp 2 : binomial
Resp 3 : binomial
Resp 4 : binomial
Resp 5 : binomial
St1 0.995
St2 0.998
St3 0.322
St4 0.999
Stb 0.985
St6 0.995
St7 0.995
Re5. (Intercept)
St1 0.285
St2 0.945
St3 0.389
St4 0.007
Stb 0.590
St6 0.005
St7 0.099

Response parameters

0.
.986
.210
.868
.808
.023
.890

O O O O O O

983

0.
.019
.270
.990
.257
.996
.822

O O O O O O

338

0.
.025
.703
.005
.295
.516

O O O O O

950

Re4. (Intercept)

0.
.941
.375
.021
.375
.005
.456

O O O O O O

886

Rel. (Intercept) Re2.(Intercept) Re3.(Intercept) Re4.(Intercept)

Resp 1 : binomial
Resp 2 : binomial
Resp 3 : binomial
Resp 4 : binomial
Resp 5 : binomial
St1 0.994
St2 0.986
St3 0.995
St4 0.998

0.
0.
0.
0.

981
842
022
955
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## Stb 1.000 0.882 0.993 0.023

## St6 0.984 0.698 0.725 0.199
## St7 0.998 0.987 0.016 0.949
## St8 0.287 0.214 0.238 0.389
## Re5. (Intercept)
## Sti 0.319
## St2 0.647
## St3 0.003
## St4 0.055
## Stb 0.003
## St6 0.218
## St7 0.952
## St8 0.397

##balance8-profiles—————---

layout (matrix(1:4,nrow=2,ncol=2,byrow=TRUE))

matplot (t(respb),ty="b",frame=FALSE, xlab="w-d-cw-cd-cb", main="5 estados",col="black",
ylab="p(correcto)")

matplot (t(resp6),ty="b",frame=FALSE, xlab="w-d-cw-cd-cb", main="6 estados",col="black",
ylab="")

matplot (t(resp7),ty="b",frame=FALSE, xlab="w-d-cw-cd-cb", main="7 estados",col="black",
ylab="p(correcto)")

matplot (t(resp8),ty="b",frame=FALSE, xlab="w-d-cw-cd-cb", main="8 estados",col="black",

ylab=" ll)
5 estados 6 estados
3 Srmig oA 5----5
o o 1. NN 3. ©
S oo T Xl T S
g NSRRI s
o O A 5 A-=----2 Q
o [ | I | | o
1 2 3 4 5
w-d-cw-cd—cb w-d-cw-cd—ch
7 estados 8 estados

p(correcto)
0.6

0.0

w-d-cw-cd-cb w-d-cw-cd-cb

La matriz de transicién para 8 estados:
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summary (balance8models[[6]], which="transition")

## Transition matrix

#it toS1 toS2 toS3 toS4 toSb toS6 toS7 toS8
## fromS1 0.780 0.038 0.000 0.066 0.003 0.015 0.084 0.013
## fromS2 0.033 0.736 0.002 0.017 0.018 0.070 0.103 0.021
## fromS3 0.003 0.003 0.891 0.016 0.052 0.020 0.006 0.008
## fromS4 0.158 0.025 0.011 0.658 0.081 0.041 0.014 0.012
## fromS5 0.011 0.009 0.050 0.055 0.833 0.029 0.013 0.001
## fromS6 0.040 0.158 0.045 0.046 0.078 0.572 0.030 0.031
## fromS7 0.019 0.012 0.004 0.004 0.004 0.004 0.943 0.010
## fromS8 0.030 0.038 0.094 0.024 0.022 0.069 0.021 0.703

Aprendizaje y Regresion en ‘cw’ y ‘d’

par(mar=c(4,4,3,1))

pst <- posterior(balance8models[[6]], type = "global")
balance8$pst <- pst

balance8$prevpst <- c(0,pst[-length(pst)])
balance8$trans <- 10*balance8$prevpst+balance8$pst

br <- balance8[which(balance8$time>1),]
ids <- br[which(br$trans==83),"id"]

layout (matrix(1:2,ncol=2))

cwcorrect <- matrix(balance8[balance8$id %in’, ids, "cwc"],ncol=8,byrow=TRUE)

plot(as.ts(colMeans(cwcorrect,na.rm=TRUE)/5) ,ylim=c(0,1) ,frame=FALSE,ylab="p(correcto)",
main = "cw items",xlab="Ocasién")

dcorrect <- matrix(balance8[balance8$id %iny ids, "dc"],ncol=8,byrow=TRUE)

plot(as.ts(colMeans(dcorrect,na.rm=TRUE)/5),ylim=c(0,1) ,frame=FALSE, ylab="p(correcto)",
main="d items", xlab="0Ocasién")
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Regresion en ‘cw’ y ‘d’

par (mar=c(4,4,3,1))

p(correcto)

0.2 0.4 0.6 0.8 1.0

0.0

pst <- posterior(balance8models[[6]], type="global")

balance8$pst <- pst

balance8$prevpst <- c(0,pst[-length(pst)])
balance8$trans <- 10*balance8$prevpst+balance8$pst

br <- balance8[which(balance8$time>1),]
ids <- br[which(br$trans==57),"id"]

d items

Ocasion

cwcorrect <- matrix(balance8[balance8%id %in’, ids, "cwc"],ncol=8,byrow=TRUE)
plot(as.ts(colMeans(cwcorrect,na.rm=TRUE)/5) ,ylim=c(0,1) ,frame=FALSE,ylab="p(correct)"

main="cw items")
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balance8$pst[1] <- 3

Modelos Ocultos de Markov para la prediccién de proteinas alfa-
hélice
Modelo Supervisado de 3 Estados

Para el siguiente caso se utiliza un dataset obtenido del DTU Health Tech para 160 seuencias de proteinas

W Wsn £ 3 ”

correctamente etiquetadas como “o0”, “i” 6 “M” segin el aminoédcido corresponda al “inside”, “outside” ¢
“membrane”. Para este caso, se aplica un modelo supervisado donde los parametros han sido obtenidos de la
corrrespondencia de simbolos y estados ocultos.

A continuacién la lectura y procesamiento de los datos:

rm(list=1s())

library (HMM)

##
## Attaching package: 'HMM'

## The following objects are masked from 'package:depmixS4':

#i#
#i# posterior, viterbi
library(seqinr)

## Warning: package 'seqinr' was built under R version 4.3.3
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##
## Attaching package: 'seqinr'

## The following object is masked from 'package:dplyr':
##
#H# count

## The following object is masked from 'package:nlme':
##
## gls

library(stringr)
library(depmixS4)

set.seed(3)

Paso 1: Cargar y procesar las secuencias y etiquetas:

#

read_labels_file <- function(file_path) {
lines <- readLines(file_path)
sequences <- list()
labels <- list()

current_seq <- ""
current_label <- ""

for (line in lines) {
if (startsWith(line, ">")) {
if (current_seq != "" && current_label != "") {
sequences <- append(sequences, list(current_seq))
labels <- append(labels, list(current_label))
}
current_seq <- ""
current_label <- ""
} else if (startsWith(line, "#")) {
current_label <- str_trim(sub("#", "", line))
} else {
current_seq <- pasteO(current_seq, str_trim(line))

# Agregar la Ultima secuencia y etiqueta si existen

if (current_seq != "" && current_label != "") {
sequences <- append(sequences, list(current_seq))
labels <- append(labels, list(current_label))

}

return(list(sequences = sequences, labels = labels))

# Cargar las secuencias y etiquetas

file_path <- "set160.labels" # Cambia la rTuta de tu archivo
data <- read_labels_file(file_path)

sequences <- data$sequences

labels <- data$labels
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Paso 2: Dividir en conjunto de entrenamiento (80%) y prueba (20%)

#
train_indices <- sample(l:length(sequences), 0.8 * length(sequences))
test_indices <- setdiff(l:length(sequences), train_indices)

sequences_train <- sequences[train_indices]
labels_train <- labels[train_indices]
sequences_test <- sequences[test_indices]
labels_test <- labels[test_indices]

Paso 3: Definir los estados y simbolos (aminoécidos)

#
states <- c("i", "M", "o") # Estados pcultos: interior, membrana, exterior
symbols <_ C(IIAII, IICII, IIDII, IIEH, IIF”, IIGI|, IIHH, IIIH, IIKH’ IILH’ IIMH’

HNIl llPll IIQH IIRI| IISH IITH IIVH lle IIYH) # G,m’I,’ILOG,C’LdOS

Paso 4: Calcular las probabilidades iniciales, de transicién y emision Probabilidades iniciales

Funciones:

# Calcular la probabilidad inicial p7

calcular_probabilidad_inicial <- function(labels) {
estados_iniciales <- sapply(labels, function(x) substr(x, 1, 1)) # Extraer el primer estado
total_secuencias <- length(labels)

# Contar la frecuenctia de cada estado tnticial
tabla_estados_iniciales <- table(estados_iniciales)

# Probabilidad inicial de cada estado
pi <- tabla_estados_iniciales / total_secuencias
return(pi)

# Calcular la matriz de probabilidades de transicidén atj
calcular_probabilidad_transicion <- function(labels, estados) {
# Inictalizar la matriz de transicion
num_estados <- length(estados)
matriz_transicion <- matrix(0, nrow = num_estados, ncol = num_estados,
dimnames = list(estados, estados))

# Contar las transiciones de estado en cada secuencia
for (label in labels) {
secuencia_estados <- unlist(strsplit(label, ""))
for (i in 1:(length(secuencia_estados) - 1)) {
estado_actual <- secuencia_estados[i]
estado_siguiente <- secuencia_estados[i + 1]
matriz_transicion[estado_actual, estado_siguiente] <- matriz_transicion[estado_actual,
estado_siguiente] + 1

# Normalizar las filas para obtener probabilidades
matriz_transicion <- matriz_transicion / rowSums(matriz_transicion)
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return(matriz_transicion)

}

# Calcular la matriz de probabilidades de emision bj(k)
calcular_probabilidad_emision <- function(sequences, labels, symbols, estados) {
num_estados <- length(estados)
num_simbolos <- length(symbols)
matriz_emision <- matrix(0, nrow = num_estados, ncol = num_simbolos,
dimnames = list(estados, symbols))

# Contar cudntas veces aparece cada simbolo en cada estado
for (i in 1:length(sequences)) {
secuencia_aminoacidos <- unlist(strsplit(sequences[[i]l], ""))
secuencia_estados <- unlist(strsplit(labels([[i]], ""))
for (j in 1:length(secuencia_aminoacidos)) {
estado <- secuencia_estados[j]
aminoacido <- secuencia_aminoacidos[j]
matriz_emision[estado, aminoacido] <- matriz_emision[estado, aminoacido] + 1
}
}

# Normalizar las filas para obtener probabilidades
matriz_emision <- matriz_emision / rowSums(matriz_emision)

return(matriz_emision)

}

Calculo:

# Probabilidades iniciales

initial_probs <- calcular_probabilidad_inicial(labels_train)

# Reescribo para poner a O la probabilidad inicial de estar en la membrana
initial_probs <- c(0.5546875,0, 0.4453125)

initial_probs

## [1] 0.5546875 0.0000000 0.4453125

# Probabilidades de transicion
transition_probs <- calcular_probabilidad_transicion(labels_train, states)

# Probabilidades de emision
emission_probs <- calcular_probabilidad_emision(sequences_train, labels_train, symbols, states)

Como una secuencia nunca va comenzar por la transmembrana, su probabilidad inicial se ajust a 0.

Paso 5: Crear el HMM usando las probabilidades iniciales, de transicién y de emisién
#
hmm_model <- initHMM(States = states, Symbols = symbols,

startProbs = initial_probs,

transProbs = transition_probs,

emissionProbs = emission_probs)
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hmm_model

## $States

## [1] "iv "M "o

##

## $Symbols

## [1] "A"™ “C" "D" "E" "F" n"G" "H" "I" "K" "L" "M" "N" "pP"™ "Q" "RM "S" owTM onwyn onyn
## [20] "Y"

#i#

## $startProbs

## i M o

## 0.5546875 0.0000000 0.4453125

##

## $transProbs

#it to

## from i M o
## i 0.97921496 0.02078504 0.00000000
## M 0.02315879 0.95393785 0.02290336
## o 0.00000000 0.01071288 0.98928712

#it

## $emissionProbs

#Hit symbols

## states A C D E F G
#it i 0.07936386 0.01405962 0.047940996 0.067455439 0.03449600 0.06952981
#it M 0.11068540 0.02009366 0.006811409 0.006896552 0.08846318 0.07816092
#it o 0.06480899 0.02055494 0.055848137 0.057027197 0.04201383 0.07023267
#i# symbols

## states H I K L M N
#it i 0.023048556 0.04433006 0.072295636 0.08251383 0.02858021 0.04102643
#it M 0.007322265 0.12234994 0.004767986 0.17020009 0.03873989 0.01634738
#it o 0.022087722 0.04873448 0.046297752 0.09039459 0.02369910 0.05246817
#i# symbols

## states P Q R S T v

#it i 0.04870928 0.040642286 0.08443454 0.07137369 0.05377996 0.05785187

#it M 0.02911877 0.009025117 0.00587484 0.05287356 0.05014900 0.11647510

#it o 0.05620186 0.043546612 0.05030656 0.07152963 0.06288319 0.06319761

#Hit symbols

## states W Y

#i# i 0.01213891 0.02642901

#it M 0.02613878 0.03950617

#i#t o 0.01980821 0.03835875

Paso 6: Entrenar el HMM en las secuencias de entrenamiento. En la libreria HMM, no hay un ajuste explicito,
sino que se usa directamente el modelo.

Paso 7: Aplicar el Algortimo de Viterbi para las seccuencias test

#

predicciones <- list()

for (i in 1:length(sequences_test)) {
secuencia <- unlist(strsplit(sequences_test[[i]], ""))
viterbi_path <- HMM::viterbi(hmm_model, secuencia)
predicciones[[i]] <- viterbi_path

}

Paso 8: Comparar predicciones con etiquetas reales
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accuracy_list <- list()

for (i in 1:length(labels_test)) {
etiqueta_real <- unlist(strsplit(labels_test[[il], ""))
prediccion <- predicciones[[i]]

# Calcular precisién comparando la prediccidén con la etiqueta Teal
accuracy <- sum(etiqueta_real == prediccion) / length(etiqueta_real)
accuracy_list[[i]] <- accuracy

}

Paso 9: Calcular la precisién promedio

precision_promedio <- mean(unlist(accuracy_list))
print(paste("Precisién promedio:", precision_promedio))
## [1] "Precisidén promedio: 0.694597313066514"

Algunas medidas de evaluacién:

# Funcién para calcular TP, FP, FN por cada etiqueta ("z", "M", "o")
calcular_metricas_por_estado <- function(etiquetas_reales, predicciones, estado) {

TP <- 0
FP <- 0
FN <- 0
TN <- 0

for (i in 1:length(etiquetas_reales)) {
etiqueta_real <- unlist(strsplit(etiquetas_reales[[i]], ""))
prediccion <- predicciones[[i]]

if (length(etiqueta_real) != length(prediccion)) {
stop("Longitudes de etiqueta real y prediccidén no coinciden.")

}

for (j in 1:length(etiqueta_real)) {

if (etiqueta_real[j] == estado && prediccion[j] == estado) {
TP <- TP + 1 # Verdaderos Positivos para el estado

} else if (etiqueta_real[j] != estado && prediccion[j] == estado) {
FP <- FP + 1 # Falsos Positivos para el estado

} else if (etiqueta_reall[j] == estado && prediccion[j] != estado) {
FN <- FN + 1 # Falsos Negativos para el estado

} else {
TN <- TN + 1 # Verdaderos Negativos para el estado

}

}
}

return(list(TP = TP, FP = FP, FN = FN, TN = TN))
}

# Funcién para calcular el Coeficiente de Correlacién de Matthews (MCC)
calcular_MCC <- function(TP, FP, FN, TN) {

numerador <- (TP * TN) - (FP * FN)

denominador <- sqrt((TP + FP) * (TP + FN) * (TN + FP) * (TN + FN))
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if (denominador == 0) return(0)
MCC <- numerador / denominador
return (MCC)

}

# Funcidén para calcular la precision por residuo (G3)
calcular_Q3 <- function(etiquetas_reales, predicciones) {
correcto <- 0
total <- 0O

for (i in 1:length(etiquetas_reales)) {
etiqueta_real <- unlist(strsplit(etiquetas_reales[[i]], ""))
prediccion <- predicciones[[i]]

if (length(etiqueta_real) != length(prediccion)) {
stop("Longitudes de etiqueta real y prediccidén no coinciden.")

}

correcto <- correcto + sum(etiqueta_real == prediccion)
total <- total + length(etiqueta_real)
}

Q3 <- correcto / total
return(Q3)
}

Resultados:

metricas_i <- calcular_metricas_por_estado(labels_test, predicciones, "i")
metricas_M <- calcular_metricas_por_estado(labels_test, predicciones, "M")
metricas_o <- calcular_metricas_por_estado(labels_test, predicciones, "o"
cat("Métricas para inside: \n")

## Métricas para inside:

metricas_i

## $TP

## [1] 1306
##

## $FP

## [1] 776
#t

## $FN

## [1] 2354
##

## $TN

## [1] 8473

cat("Métricas para membrane: \n")

## Métricas para membrane:

metricas_M

## $TP
## [1] 2631
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##

## $FP

## [1] 652
#it

## $FN

## [1] 838
#it

## $TN

## [1] 8788

cat("Métricas para outside: \n")

## Métricas para outside:

metricas_o

## $TP

## [1] 4777
##

## $FP

## [11 2767
##

## $FN

## [1] 1003
##

## $TN

## [1] 4362

# Calcular el MCC para cada estado

MCC_i <- calcular_MCC(metricas_i$TP, metricas_i$FP, metricas_i$FN, metricas_i$TN)
MCC_M <- calcular_MCC(metricas_M$TP, metricas_M$FP, metricas_M$FN, metricas_MS$TN)
MCC_o <- calcular_MCC(metricas_o$TP, metricas_o$FP, metricas_o$FN, metricas_o$TN)

# Calcular la prectision general (G3)
Q3 <- calcular_Q3(labels_test, predicciones)

# Mostrar resultados por estado y precisién general
print(paste("Coeficiente de Correlacién de Matthews (MCC) para 'i':", MCC_i))

## [1] "Coeficiente de Correlacidén de Matthews (MCC) para 'i': 0.334460012712652"
print (paste("Coeficiente de Correlacidén de Matthews (MCC) para 'M':", MCC_M))

## [1] "Coeficiente de Correlacién de Matthews (MCC) para 'M': 0.701743493631748"
print(paste("Coeficiente de Correlacién de Matthews (MCC) para 'o':", MCC_o))

## [1] "Coeficiente de Correlacidén de Matthews (MCC) para 'o': 0.442284031032398"

print(paste("Precisidén Q3 (residuos correctamente predichos):", Q3))

## [1] "Precisién Q3 (residuos correctamente predichos): 0.675032922767062"
Otras Herramientas de Evaluacién:

# Funcion para calcular métricas (precision, recall, F1 Score) por estado
calcular_metricas_por_estado <- function(etiquetas_reales, predicciones, estados) {
# Inictaliza los contadores de TP, FP, FN para cada estado
metrics <- lapply(estados, function(x) list(TP = 0, FP = 0, FN = 0))
names (metrics) <- estados
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for (i in 1:length(etiquetas_reales)) {
etiqueta_real <- unlist(strsplit(etiquetas_reales[[i]], ""))
prediccion <- predicciones[[i]]

if (length(etiqueta_real) != length(prediccion)) {
stop("Longitudes de etiqueta real y prediccién no coinciden.")

}

for (j in 1:length(etiqueta_real)) {
estado_real <- etiqueta_reall[j]
estado_predicho <- prediccionl[j]

if (estado_real == estado_predicho) {
metrics[[estado_real]]$TP <- metrics[[estado_realll$TP + 1 # Verdaderos Positivos

} else {
metrics[[estado_real]]$FN <- metrics[[estado_reall]$FN + 1 # Falsos Negativos
if (estado_predicho %inJ, estados) {

metrics[[estado_predicho] J$FP <- metrics[[estado_predicho]]$FP + 1 # Falsos Positivos

¥

}

¥
}

# Calcular precisidén, recall y F1 Score
resultados <- sapply(estados, function(estado) {
TP <- metrics[[estado]]$TP
FP <- metrics[[estado]]$FP
FN <- metrics[[estado]]$FN

precision <- ifelse((TP + FP) == 0, 0, TP / (TP + FP))
recall <- ifelse((TP + FN) == 0, 0, TP / (TP + FN))
f1_score <- ifelse((precision + recall) == 0, 0, 2 * (precision * recall) / (precision + recall))

return(c(Precision = precision, Recall = recall, F1_Score = f1_score))

b

# Convierte a un data frame para una mejor visualizacion
resultados_df <- as.data.frame(t(resultados))
return(resultados_df)

# Definir los estados
estados <- c("i", "M", "o") # ¢: interior, M: transmembrana, o: exterior

# Calcular métricas por estado
metricas_por_estado <- calcular_metricas_por_estado(labels_test, predicciones, estados)

# Mostrar resultados
print ("Métricas por estado:")

## [1] "Métricas por estado:"
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print (metricas_por_estado)

##t Precision Recall F1_Score
## i 0.6272815 0.3568306 0.4548938
## M 0.8014012 0.7584318 0.7793246
## o 0.6332185 0.8264706 0.7170519

Para poder comparar la calidad del modelo con otros modelos vamos a usar la libreria DepmixS4. Vamos a
redefinir la funcién de lectura de datos para poder BIC y AIC obtenemos:

# Crear un data frame para almacenar las secuencias, etiquetas y el ID de proteinas
data_list <- data.frame(
protein_id = rep(l:length(sequences_train), times = sapply(sequences_train, nchar)),
# ID de proteinas
seq = unlist(strsplit(paste(sequences_train, collapse = ""), "")),
label = unlist(sapply(labels_train, function(x) unlist(strsplit(x, ""))))
)

# Convertir 'seq' en un factor, donde cada nivel representa un simbolo de aminodcido
data_list$seq <- as.factor(data_list$seq)

# Comprobar la estructura de data_list
head(data_list)

##  protein_id seq label

## 1 1 M o
## 2 1 W o
## 3 1 G o
## 4 1 I o
## 5 1 I o
## 6 1 Vv o

# Numero de estados
num_states <- 3

# Preparar el modelo HMM
model_supervisado_depmix <- depmix(seq ~ 1,
data = data_list,
nstates = num_states,
family = multinomial("identity"),
instart = ¢(0.55, 0, 0.45), # Probabilidades iniciales
trstart = transition_probs, # Matriz de transicion
respstart = emission_probs, # Matriz de emision
ntimes = as.numeric(table(data_list$protein_id)))
# Longitudes de las secuencias

# Ajustar el modelo
model_fit_supervisado_depmix <- fit(model_supervisado_depmix)

## converged at iteration 94 with logLik: -144280.8

model_fit_supervisado_depmix

## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' -144280.8 (df=65)

## AIC: 288691.6

## BIC: 289265.2

29



# Resumen del modelo
summary (model_fit_supervisado_depmix)

## Initial state probabilities model
prl
0.854 0.000 0.146

##
#i#
##
#i#t
##
#i#t
##
#i#t
##
#i#t
##
#i#t
#i#
#it
#i#
##
#i#
##
#i#
##
#i#
##
#i#
##
#i#
##
#i#t

pr2 pr3

Transition matrix

toS1 toS2 toS3

fromS1 0.939 0.061 0.000
fromS2 0.051 0.940 0.010
fromS3 0.000 0.008 0.992

Response parameters
Resp 1

St1
St2
St3

St1
St2
St3

St1
St2
St3

St1
St2
St3

Rel

Rel

Rel

Rel

Se obtienen peores resultados.

Modelo de 9 estados
CON SUBMODELOS:

e Modelo de Hélice Transmembrana: Representa las hélices y sus caracteristicas.

e Modelo de Lazos: Representa los lazos citoplasmaticos y extracelulares.

: multinomial
.anonyml Rel.anonym2 Rel.anonym3 Rel.anonym4 Rel.anonymb5 Rel.anonym6
0.102 0.023 0.012 0.009 0.086 0.088
0.092 0.005 0.046 0.072 0.031 0.064
0.049 0.028 0.064 0.059 0.040 0.066
.anonym7 Rel.anonym8 Rel.anonym9 Rel.anonymlO Rel.anonymll Rel.anonymil2
0.009 0.105 0.010 0.155 0.046 0.024
0.023 0.043 0.068 0.088 0.020 0.037
0.023 0.052 0.049 0.085 0.022 0.059
.anonyml3 Rel.anonyml4 Rel.anonyml5 Rel.anonyml6 Rel.anonyml7
0.034 0.010 0.010 0.056 0.053
0.050 0.048 0.085 0.075 0.051
0.057 0.043 0.048 0.069 0.067
.anonyml8 Rel.anonyml9 Rel.anonym20
0.103 0.027 0.039
0.059 0.013 0.028
0.064 0.018 0.040

e Modelo Globular: Estado que permite que residuos lejanos a la membrana no se modelen como lazos.

e Region Inside: Estados: lazo_ corto_start, lazo_corto_end, globular_ start.

e Region Membrane: Estados: helice core, helice_ cap_ start, helice cap_ end.

e Regiéon Outside: Estados: lazo_largo_start, lazo_largo_ end, globular_end.

Para este caso, se han pensado unas probabilidades iniciales y una matriz de transicion acorde a la topologia
de las proteinas transmebrana:

# Los estados sertan

# Definicion de los estados
estados <- c("globular_start", "helice_core", "helice_cap_start", "helice_cap_end",
"lazo_corto_start", "lazo_corto_end", "lazo_largo_start", "lazo_largo_end",
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"globular_end")
num_states <- length(estados)

# Puedes ajustar los nombres segun sea nmecesario

num_states

## [11 9

#Una posible matriz de transicion

# Matriz de transicion: refleja las conexiones entre los submodelos
matriz_transicion <- matrix(

c(0.7, 0.3, 0, 0, 0, O, O, O, O, # globular_start (inside)

0.1, 0.5, 0.4, 0, 0, 0, O, O, O, # lazo_corto_start

o, 0.2, 0.7, 0.1, 0, 0, O, O, O, # lazo_corto_end

o, 0, 0, 0.6, 0.2, 0.2, 0, 0, O, # helice_core (membrane)

o, 0, 0, 0.2, 0.6, 0.2, 0, O, O, # helice_cap_start

o, 0, 0, 0.1, 0.2, 0.6, 0.1, O, O, # helice_cap_end

o, o, 0, 0, 0, 0, 0.7, 0.3, 0, # lazo_largo_start (outside)

o, 0, 0, 0, 0, O, 0.1, 0.8, 0.1, # lazo_largo_end

o, o0, 0, 0, 0, 0, 0, 0.3, 0.7), # globular_end (outside)
nrow = num_states, byrow = TRUE)

rownames (matriz_transicion) <- estados
colnames(matriz_transicion) <- estados

# Probabilidades inictales para los 9 estados (sumando 1)
pi_inicial <- c(

sin empezar en la rTegidén transmembrana

globular_start = 0.50, # Inside
lazo_corto_start = 0.15, # Inside
lazo_corto_end = 0.05, # Inside
helice_core = 0.00, # Membrane (no puede empezar aqui)
helice_cap_start = 0.00, # Membrane (no puede empezar aqut)
helice_cap_end = 0.00, # Membrane (no puede empezar aqui)
lazo_largo_start = 0.10, # Outside
lazo_largo_end = 0.10, # Outstide
globular_end = 0.10 # Outside

)

model_subestados_param <- depmix(seq ~ 1, data = data_list, nstates
family = multinomial("identity"),

num_states,

instart = pi_inicial,
trstart = matriz_transicion,
ntimes = as.numeric(table(data_list$protein_id)))

# Ajustar el modelo
model_fit_subestados_param <- fit(model_subestados_param)

## converged at iteration 327 with logLik: -143709.1

model_fit_subestados_param

## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' -143709.1 (df=251)

## AIC: 287920.2

## BIC: 290135
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summary (model_fit_subestados_param)

##
#it
##
#i#t
##
#i#t
##
#i#t
##
#Hit
##
##
#i#
##
#i#
##
#i#
##
#i#
##
#i#t
##
#it
##
#it
##
#i#t
##
#i#
#i#
#Hit
#i#
##
#i#
##
#i#
##
#i#

Initial state probabilities model

prl

p

r2

p

r3

P

rd

P

rb5

p

r6

p

r7

P

r8

P

r9

0.000 0.018 0.000 0.000 0.000 0.000 0.000 0.982 0.000

Transition matrix

fromS1
fromS2
fromS3
fromS4
fromS5
fromS6
fromS7
fromS8
fromS9

Respon
Resp 1

Re
St1
St2
St3
St4
Stb
Sté
St7
St8
St9

O OO OO OO OO0

e
)

St1
St2
St3
St4
Stb5
St6
St7
St8
St9

O OO O OO OO o

t

O OO O OO O oo

se

1.A

.048
.055
.146
.158
.109
.129
.112
.082
.072

g
o

.060
.064
.000
.119
.047
.033
.028
.051

oS1

.991
.020
.000
.000
.000
.000
.000
.000
.000

t

O OO O O OO oo

0S2

.009
.972
.050
.000
.000
.000
.000
.000
.000

t

O OO O O OO O o

parameters
: multinomial

Re

O OO O OO OO o

Re

0
0
0
0
0.
0
0
0
0

1.C

.010
.044
.000
.023
.066
.040
.023
.010
.011

1.Q

.035
.051
.031
.123

031

.023
.010
.017
.049

Re

O O O OO O O OO

Re

O OO O O OO O OO

1.D

.057
.048
.074
.000
.052
.011
.011
.001
.060

1.R

.051
.059
.025
.214
.057
.043
.000
.164
.055

Con Hidrofobicidad

Escala de hidrofobicidad (Kyte-Doolittle)

hidrofobicidad <- c(
=1.8, C=2.5,D=-3.5, E =

A
H
P
W

)

-3.
= -1.
-0.

>

>

o N

>

< O H

45, K=-3.9, L=

0S3

.000
.008
.950
.146
.000
.000
.000
.000
.000

Re

O O O O O OO oo

Re

O OO O O OO oo

t

O OO O O OO O o

1.E

.045
.075
.099
.106
.047
.000
.011
.000
.070

1.8

.068
.079
.075
.065
.057
.048
.059
.000
.082

oS4

.000
.000
.000
.821
.000
.176
.000
.000
.000

Re

O OO OO OO OO0

Re

O OO O O OO oo

t

O OO O OO O oo

1.F

.050
.032
.016
.000
.023
.011
.090
.027
.043

1.T

.071
.047
.092
.000
.062
.074
.051
.055
.054

-3
3

oS5

.000
.000
.000
.000
.993
.019
.000
.000
.000

Re

O OO OO O OO o

Re

O OO O O OO O o

.5,
.8

>

t

O OO O O OO oo

1.G

.059
.074
.039
.047
.096
.044
.097
.021
.076

1.V

.072
.069
.074
.004
.045
.069
.110
.040
.061

F
M

B, B = .5, 8 =2 0.8,

=il
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0S6

.000
.000
.000
.032
.007
.805
.006
.000
.000

Re

O O O OO O O OO

Re

O OO OO OO O OO

# Calcular hidrofobicidad para cada Tesiduo
# Definir la funcidén para calcular hidrofobicidad
calcular_hidrofobicidad <- function(aminoacido) {

]
= N

t

O OO O O OO O o

1.H

.019
.029
.003
.010
.045
.039
.009
.015
.023

1.w

.020
.017
.005
.000
.016
.048
.023
.048
.013

32

oS7

.000
.000
.000
.000
.000
.000
.914
.340
.000

Re

gOOOOOOOOO

O OO O O O O oo

~N =@

t

O OO O O OO O OO

1.1

.072
.026
.030
.029
.022
.000
.118
.003
.058

H
o

.050
.028
.016
.012
.019
.010
.031
.071
.030

0S8

.000
.000
.000
.000
.000
.000
.080
.094
.112

Re

O OO OO OO OO0

t

O OO O OO O oo

1.K

.049
.047
.103
.070
.009
.000
.000
.136
.048

0S9

.000
.000
.000
.000
.000
.000
.000
.566
.888

Re

O OO O OO OO o

1.L

.095
.091
.066
.080
.092
.361
.170
.006
.094

Rel.M

O O O O OO O OO

.024
.022
.008
.023
.009
.000
.018
.267
.000

Rel.N
.055
.048
.031
.037
.024
.002
.023
.010
.051

O OO OO OO oo



hidrofobicidad[aminoacido] # Devuelve el wvalor de hidrofobicidad del aminodcido

}

# Afiadir la hidrofobicidad al data_list
data_list$hidrofobicidad <- sapply(data_list$seq, calcular_hidrofobicidad)

transition_probs <- calcular_probabilidad_transicion(labels_train, states)

# Definir el niumero de estados
num_states <- 3

# Crear el modelo supervisado con hidrofobicidad
model_supervisado_hidro <- depmix(

list(seq ~ 1, hidrofobicidad ~ 1),

data = data_list,

nstates = num_states,

family = list(multinomial("identity"), gaussian()),

instart = ¢(0.55, 0, 0.45),

trstart = transition_probs,

ntimes = as.numeric(table(data_list$protein_id))

# Resumir el modelo
model_supervisado_hidro_fit <- fit(model_supervisado_hidro)

## converged at iteration 26 with logLik: -224265.9

model_supervisado_hidro_fit

## Convergence info: Log likelihood converged to within tol. (relative change)
## 'log Lik.' -224265.9 (df=71)

## AIC: 448673.8

## BIC: 449300.3
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