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INTRODUCCION

1. Ma4quinas de vector de apoyo: un puente entre la
Programacion Matematica y la Mineria de Datos.

En la tdltima década, la capacidad de almacenamiento de informacién
digital se ha duplicado cada nueve meses. Crece, por tanto, a una velocidad
muy superior a la prevista por la ley de Moore para el crecimiento de la
capacidad de cdlculo, [22, 32], provocando la aparicién de las denominadas
fosas de datos, [22]: datos que son almacenanados y descansan en paz, sin
que nadie los reclame o los recuerde.

La constatacién de la existencia de tales fosas de datos, y la consiguien-
te pérdida de oportunidades de avance en el conocimiento o de negocio,
estd provocando un enorme interés por el desarrollo de técnicas que, com-
plementando a las previamente existentes, permitan obtener informacién de-
sconocida y potencialmente 1til de datos provinientes de campos tan di-
versos como la Bioinformdtica (expresién genética, ... ), gestién de clientes
(fuga de clientes, analisis de la cesta de la compra, . .. ), la banca (valoracién
de riesgo en créditos, deteccién de uso fraudulento de tarjetas de crédito,
...), Internet (clasificacién de paginas web, filtrado de correo indeseado, . .. ),
(1, 2, 3, 20, 24, 26, 27, 52].

Hablamos, usando una denominacién habitual en los medios cientificos, y,
en particular, en las lineas editoriales de algunas de las revistas de mas alto
indice de impacto en nuestra area de conocimiento, de la Mineria de Datos.
Las referencias [2, 10, 27, 29, 51] pueden servir de introduccién al tema.

Examinando, por ejemplo, las distintas opciones del software de cédi-
go abierto Weka, [49], descrito en [51], se observa que uno de los pilares de
la Mineria de Datos, aunque bastante anterior a ésta, es la Clasificacidn.
Encontramos junto a procedimientos bien conocidos en la comunidad es-
tadistica, como la regresion logistica, los arboles de clasificacién, los modelos
bayesianos o las redes de neuronas artificiales, otros més recientes, como el



que nos ocupa en estas lineas: las Mdquinas de Vector de Apoyo (en in-
glés, Support Vector Machines), que ha saltado del mundo del Aprendizaje
Estadistico, [16, 47, 48] al de las aplicaciones . .. pasando por el de la Progra-
maciéon Matematica. Véase [4, 7, 6, 15, 36, 40, 44, 46, 53] para otros métodos
de clasificacién que, como las Mdquinas de Vector de Apoyo, usan técnicas
avanzadas de Programacién Matemadtica.

En el problema de clasificacién, tenemos un conjunto de objetos §2, con
una particién en #{(C) clases (también llamadas grupos), donde f(-) denota el
cardinal de un conjunto. El objetivo es construir una regla de clasificacién
para predecir la clase ¢* € C a la que pertenece un objeto u € ), por
medio de su vector predictor z*. Dicho vector predictor 2" toma valores en
un conjunto X, normalmente un subconjunto de IR’, y a sus componentes
2, £=1,2,...,p, se las llama variables predictoras.

No toda la informacién acerca de los objetos de {2 estd disponible, sino
sélo en los objetos de un subconjunto I, llamado muestra de aprendizaje,
donde son conocidos tanto el vector predictor como la clase a la que pertenece
el objeto. La regla de clasificacién se construye usando sélo la informacién
contenida en I. Para cada c € C, denotaremos por I, al conjunto de objetos de
I que pertenecen a la clase ¢, i.e. [, = {u € I : ¢* = c}. Ademas, suponemos
en esta tesis, que cada clase esté representada en la muestra de aprendizaje I,
es decir, I, # @Vc € C. En general, C es un conjunto finito C = {1,2,...,Q}.
Se prestard especial atencién al caso de la clasificacién binaria, en el que
s6lo hay dos clases, C = {—1,1}. Los enfoques mas utilizados para el caso
multigrupo estdn basados en reducir el problema a una serie de problemas
de clasificacién para dos clases.

Este capitulo introductorio estd organizado de la siguiente manera. En
la Seccién 2, se exponen los aspectos béasicos del SVM para la clasificacion
binaria, y en la Seccién 3, se presentan posibles extensiones para el caso multi-
grupo. En algunas situaciones, el SVM implica la resolucién de un problema
de optimizacién de gran tamafio. En la Seccién 4, se describe brevemente
una poderosa herramienta para resolverlos: la Generacién de Columnas. Por
ultimo, en la Seccién 5, se exponen los principales objetivos de esta tesis
doctoral, y se resume el contenido de los siguientes capitulos.



2. C(lasificacion binaria

Nos centraremos ahora en el caso en el que C = {—1,1}. El SVM propone
una regla de clasificacién basada en una funcién de puntuacién f,

fl@)=wTz+4, (1)

con w € IR, y B € IR. Con esta funcién de puntuacién, la regla de clasi-
ficacion lineal asigna aquellos z € IRP con f(z) > 0 al grupo 1, y aquellos
z con f(z) < 0 al grupo —1. En caso de empate, i.e. f(z) = 0, los obje-
tos se asignaran bien aleatoriamente, o bien segin un orden prefijado. A lo
largo de esta tesis, siguiendo un enfoque ‘en el peor caso’, los empates serdn
considerados clasificaciones incorrectas.

La primera pregunta que nos hacemos es si existe o no (w, ) tal que la
correspondiente regla lineal clasifique correctamente a todos los objetos de
I

Definicién 1: Se dice que una funcién de evaluacién f con coeficientes (w, 3)
separa la muestra de aprendizaje I si

M(w'z*+6)>0 Vuel (2)

Ademsds, se dice que la muestra de aprendizaje I es separable si existe un
hiperplano (w, 3) que la separa. En otro caso, se dice que I es inseparable.

En la Seccién 2.1, trataremos el caso en el que I es separable, describien-
do el enfoque llamado del margen duro. En la Seccién 2.2, para el caso no
separable, el enfoque del margen duro se aplica después de una transforma-
cién en los datos. En la Seccién 2.3 se describe otro enfoque para el caso no
separable, lamado enfoque del margen suave, que ademds es ttil para evitar
un fenémeno llamado sobreajuste, que ocurre cuando una baja tasa de in-
correctamente clasificados en la muestra de aprendizaje I, no se generaliza a
nuevos objetos en 2\ I. En la Seccién 2.4 se presentan otras alternativas.

2.1. El enfoque del margen duro

Cualquier (w, 3) solucién de (2) satisface que w # 0. En particular, (w, )
genera un hiperplano, {z € R’ : w'z + 3 = 0}, de modo que todos los
objetos en el semiespacio {z € IR? : w'z + @ > 0} serdn asignados a la



clase 1, y todos los objetos en el semiespacio {x € R? : w'z + 3 < 0} seran
asignados a la clase —1.

Cuando I es linealmente separable, el sistema (2) tiene infinitas solu-
ciones, que generan infinitos hiperplanos distintos. ;Cémo elegimos una de
estas soluciones? La calidad de la clasificacidn, sobre la muestra de aprendiza-
Jje, es idéntica: todas clasifican correctamente a todos los objetos de 7. Sin
embargo, no todas parecen igualmente razonables. En la Figura 1 podemos
ver dos hiperplanos que separan los grupos de I (circulos y cuadrados). In-
tuitivamente, podemos pensar que el hiperplano representado por un trazo
grueso es mas conveniente que el de trazo fino. En particular, este dltimo
asigna al objeto representado con ’?’ la clase cuadrado, cuando parece mu-
cho més verosimil que pertenezca a la clase de los circulos.

Fig. 1: ;Dos reglas que clasifican igual de bien?

El ejemplo anterior nos indica intuitivamente la conveniencia de elegir
un hiperplano que esté alejado de las dos clases. Las Maquinas de Vector
de Apoyo se basan precisamente en este principio, como a continuacién se
describe. Se fija una norma ||- || en IR? para medir las distancias (por ejemplo,
Jla Euclidea). Para un objeto u € I, la distancia entre z* y el semiespacio en



el que quedard clasificado incorrectamente viene dada por

§(w, ) = méx{M,O},
EE

e.g. [9], donde || - ||° denota la norma dual a || - ||.

Definicién 2: Define el margen del objeto u € I como p*(w, 3). Llamaremos
margin on the tramming sample I al minimo p* :

pl(w7ﬂ) = Iilel'}lpu(w,ﬁ).

Se han obtenido cotas de la probabilidad de clasificacién incorrecta para
un nuevo objeto, que dependen del margen, [47, 48]. Esto proporciona un
fundamento tedrico para elegir el hiperplano que esta mas lejos de las clases.
Asi, el clasificador buscado es aquél que no sélo clasifica correctamente a
todos los objetos de I, sino que tenga margen maximo:

mix  plw, B)
sa:  d(wa*+6)>0 Vuel, (3)
we RP, ge R

Este problema se conoce como el problema de maximizaciéon del mar-
gen duro porque exige que todos los objetos sean clasificados correctamente,
mientras que su version suave, explicada en la Seccién 2.3, permite la clasi-
ficacién incorrecta de algunos objetos de I.

Geométricamente, la busqueda del clasificador de maximo margen puede
verse como el problema de construir la banda de méxima anchura (las dis-
tancias medidas con la norma || - ||) que deja un grupo a cada lado, como se
muestra en las Figuras (2)-(3) para las normas Lo y L.

Nétese que, para p > 0, (pw, uf) y (w, 5) dan lugar a la misma regla de
clasificacion, en el sentido de que ambas clasifican un objeto a la misma clase.
Ademds, por la Definicién 2, pf (uw, uB) = p'(w, B3). Usando esta homogenei-
dad de la funcién margen, el problema de maximizacién del margen puede
ser formulado como el siguiente problema convexo con restricciones lineales:

min llwlil®
sa:  c(wat+p)>1Vuel (4)
welR?, B e R.
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Si, para medir las distancias hemos usado, como en el ejemplo de la Figura
3, una norma || - || poliédrica, (i.e., cuya bola unidad es un poliedro) su norma
dual || -]|° también es poliédrica, y por tanto, el Problema (4) puede reformu-
larse como un problema de Programacion Lineal, resoluble con optimizadores
comerciales como CPLEX, [31]. Cuando la dimensién del problema de op-
timizacién es muy grande, como ocurre habitualmente en las aplicaciones
de la Minerfa de Datos, existen técnicas avanzadas de optimizacién lineal,
tales como la generacién de columnas, brevemente descrita en la Seccién 4.
Ademés, para bases de datos en las que el nimero de variables predictoras
psea grande, el uso de normas poliédricas da lugar a soluciones en las que
muchas de las componentes del vector w son nulas, lo que corresponde a
clasificadores que no usan todas las variables predictoras disponibles, con lo
que éstas podrian descartarse para obtener asi clasificadores mds facilmente
interpretables o mas baratos. El caso méas estudiado en la literatura, no es,
sin embargo, el que tiene como || - || una norma poliédrica, sino la euclidea.
Entonces, el Problema (4) es equivalente al siguiente problema cuadratico
convexo con restricciones lineales:

min wlw
sa:  ct(wizt+6)>1Vuel
we R, e R.

En [39], resultados empiricos muestran que, ‘en términos de separacién los
SVMs basados en la norma Euclidea, la norma L; y la norma L, tienden a
ser bastante similares’.

2.2. Inmersién en el espacio de las caracteristicas

En la Seccién 2.1, hemos asumido que I era separable. Si no es el caso, el
Problema (4) es infactible, por lo que deben aplicarse enfoques alternativos.
Uno de estos enfoques consiste en aplicar a los datos, como preprocesamiento,
una transformacién ¢ : IR — E, donde E es, en principio, un subconjunto
de RN, de manera que, en el nuevo espacio, la muestra de aprendizaje I =
{(¢(z*),c*) : u € I} sea linealmente separable, [11, 18, 19, 21, 30}, y pueda
aplicarse, en el espacio transformado, el enfoque del margen duro descrito en
la Seccién 2.1. Conseguido esto, se buscan w € E, # € IR, y se construye la
regla de clasificacién, que estarfa basada en la funcién de puntuacién f,

f(2) =w ®(z) + 3, (5)



que asigna u, como en el caso separable, asignar u, a la clase 1si f(z) >0,y
a la clase —1 si f(z) < 0. Esta regla es lineal sobre los datos transformados,
pero no lineal en el espacio original IRP. A las distintas componentes de
¢, se las suele conocer con el nombre de caracteristica (en inglés, feature),
mientras que al espacio F de los datos transformados, se le llama espacio de
las caracteristicas o en inglés, feature space.

Reescribiendo el Problema (4), pero en el espacio de las caracteristicas
E; en vez de en el espacio X C IRP, se obtiene el siguiente problema de
maximizar el margen

min llw]®
sa:  M(w®@E*)+B)>1Vuel (6)
weRY, e R.
Para el caso en que || - || sea poliédrica y E tenga dimensién grande (pero

finita), el Problema (6) se escribe como un problema lineal de gran tamaio,
para cuya resolucién son especialmente convenientes técnicas de generacion
de columnas, permitiendo, al mismo tiempo, hacer seleccién automadtica de
las variables [13] y sus interacciones {14]. Ademas, la eleccién de una norma
poliédrica contribuye a que la solucién del Problema (6) tenga muchas com-
ponentes nulas, lo que indicaria que muchas de las caracteristicas ¢, no son
usadas por el clasificador.

Si, en cambio, usamos la norma euclidea para medir las distancias en el
espacio transformado, el Problema (6) es un problema cuadratico convexo
cuyo dual es

ES D DD Nt D D A G B () T B(z)
s.a.: D oues CAY =0 (7
A¥ >0 Yuel.

Definiendo el niicleo K : (z,y) € IR? x IR? — ¢(z)"¢(y) € IR, el Problema
(7) se convierte en

max Y ouer A — % Zu,vel ANV K (2, z¥)
s.a.: Y ouer CAY =0 (8)
A >0 Yu e I.

Para poder resolver el Problema (8), ni siquiera es necesario conocer ¢,
sino un algoritmo de evaluacién del nicleo K que induce. De esta manera, el



espacio de las caracteristicas E' no necesita ser un subconjunto de RY sino
que, de manera més general, puede ser un espacio de Hilbert [17].

El problema de maximizacién resultante es céncavo cuadrético, con tan-
tas variables como elementos en I, y con una uUnica restriccién, lineal, junto
a las de no negatividad. La dimensién de este problema es, por tanto, in-
dependiente de la dimensién p de los datos del problema original y de la
dimensién de E. Esto hace de (8) una formulacién especialmente atractiva
en aplicaciones con no demasiados datos, pero de alta dimensionalidad, como
las de, por ejemplo, [20, 52]. Para més detalles, véase, por ejemplo [17, 30].

2.3. El enfoque del margen débil

Una estrategia alternativa (y a veces complementaria) para abordar el
caso inseparable, es la que se basa en la maximizacién del margen suave,
(16, 17, 30], en la que, partiendo del problema infactible (4), se perturban
sus restricciones para hacerlo factible, introduciendo una penalizacién en el
objetivo para controlar la perturbacién introducida. Asi se obtiene el proble-
ma (siempre factible)

min llwll® + C|I€l*
sa:  (wa*+p8)+&+>1,  Vuel (9)
weRr, BeR, e RO,

donde || - ||* denota una norma en IRY, que no tiene por qué coincidir con la
norma ||-]|°. C > 0 es una constante que se usa para equilibrar la perturbacién
¢ y el margen en los puntos correctamente clasificados, usualmente elegida
por técnicas de validacién cruzada, [35].

Por ejemplo, usando la norma poliédrica || - ||, tanto para w como para
las desviaciones £ = (&,)uer, €l problema relajado (9) se formula como

min  fjwll: + Cl€lly
sa: c(wzt+B)+&>1, Vuel (10)
weR, BER,Ee RD,

Otras elecciones de || - ||* dan lugar a diferentes problemas de maximizacién
del margen suave.

A veces, el enfoque del margen suave, se usa incluso cuando [ es separable,
porque se ha demostrado empiricamente que evita el sobreajuste. Ademas,



dicho enfoque es habitualmente usado después de hacer una transformacion
de los datos, como la descrita en la Seccién 2.2, dando lugar, para la norma
Il - |l1, al siguiente problema:

min Jw[: + Cll¢]lx
sa:  M(w e+ P)+E>1, Vuel (11)
weR, g€ R, e R,

donde N denota el cardinal del conjunto de features F, que define la in-
mersién ® = (¢)ser. El Problema (11) se puede formular como el siguiente
problema de Programacién Lineal

min Dper(wy +wg) +C e &

s.a. Z¢Ef(w; —wg)ctp(a") + Bt + & > 1 Vu el
wy >0 pcF
wy 20 oeF

&f>0 VYuel
g e R

(12)

2.4. Otras alternativas

Recientemente se han propuesto estrategias alternativas a las dos descri-
tas previamente: en lugar de transformar el problema en otro sobre el cual las
poblaciones sean separables (y poder usar, por tanto, el criterio maximin),
puede utilizarse otro criterio que no requiera separabilidad. Tal es el caso, por
ejemplo, del método descrito en [37, 42], en el que se propone la minimizacién
de la suma de las distancias de cada punto a su semiespacio de clasificacién
correcta. El problema de optimizacién resultante,

, . —c*(wT z*+3
min Zuelmax{—wt—)ﬁ}
s.a.: we€ R?, € R,
goza de las buenas propiedades del hiperplano mediano, (38, 41], pero, al

igual que aquél, es multimodal.

3. C(Clasificacion multigrupo

La extensién del SVM al caso en que el niimero de grupos ¢ es mayor
que dos no es directa. Los enfoques mds usados estan basados en realidad



en combinaciones de clasificadores obtenidos como solucién de una serie de
SVMs para dos clases. Ya en [16], que es el origen del SVM, se propone
por primera vez el método uno frente a todos. En él, se construyen ) reglas
de clasificacién. Para ¢ € C, la c-ésima regla de clasificacién se construye
mediante el SVM aplicado a la clasificacién de los objetos de la clase ¢ frente
al resto de los objetos de I. La regla de clasificacién final asigna un objeto a
la clase a la que es asignado mds veces por las @ reglas de clasificacion.

Otro método basado en la misma idea es el llamado uno frente a uno [28],
en el que se aplica el SVM a cada par de clases, ignorando los restantes ob-
jetos: Las Q%ﬁ reglas de clasificacién obtenidas, se combinan, por ejemplo,
de la misma manera que en el método uno frente a todos. Otra posible via
para combinar esas reglas de clasificacién puede verse en [43].

Otros autores, como por ejemplo [8, 25, 50|, han propuesto el uso de una
funcién de puntuacién (multiple) f = (f.)cec con @ componentes f, : X —
IR de la forma (1). A continuacién, un objeto u € 2 se asignara a la clase ¢
con mayor valor de la funcién de puntuacién fe-.

* ’
¢" = argmdx f(2).

Al igual que en el caso de dos grupos, cuando hay empates, habria am-
bigiiedad en la clasificacién de los objetos con f(z*) = 0, a los que se les
asignaria aleatoriamente una de las clases, o bien siguiendo un orden prefi-
jado. Siguiendo un enfoque ‘en el peor caso’, los empates seran considerados
clasificaciones incorrectas.

Prestaremos especial atencién a esta funcién de puntuacién multiple, ya
que, en el Capitulo 5, se usa un modelo basado en dicha funcién. Cada com-
ponente de dicha funcién de puntuacién Denotemos por W = (W ... ,wQ)

y b= (B,...,89), a los coeficientes w® € IR?, y 8° € IR de la funcién de
puntuacién f,, componente c-ésima de f,

14
fe(z) = Zw,ﬁxk + g°. (13)
k=1
A continuacién, extendemos al caso multigrupo el concepto de separabi-

lidad, definido en la Seccién 2.

Definicién 3: Una funcién de puntuacién f = (f).ec de la forma (13) se
dice que separa [ si

Fau(z®) > fi(@%) Vj#Vuel



Ademas, decimos que I es separable si existe una funcién f = (f.)cec, de
la forma (13), que separa I.

Noétese que, para la clasificacion binaria, C = {—1,1}, este concepto de
separabilidad es equivalente al concepto dado en la Seccién 2, Definicién 1,
como puede verse en la siguiente propiedad.

Propiedad 4: Sea C = {-1,1} y la muestra de aprendizaje I. Las dos
condiciones siguientes son equivalentes

= Existe una funcién de puntuacién miltiple f= (f-1, f1) que separa I.

» Existe una funcién de puntuacién f de la forma (1) que separa I.

Demostracién. Dada una funcién de puntuacién multiple f = (f-1, f1) con
coeficientes (w™!,571) y (w!,B), la funcién de puntuacién f, definida por
los coeficientes w = w! —w ™ty B = p! - 371, separa I.

A la inversa, dado (w, (), tal que satisface (2), fijando w! = w, ! =
B,wt =0y B! = 0, tenemos una funcién de puntuacién muiltiple que
separa I. u

Al igual que en la Seccién 2, exploramos primero las formulaciones para el
margen duro (Seccién 3.1), y més adelante, en la Seccién 3.2, las extendemos
al enfoque del margen suave, en el que se permite la clasificacién incorrecta
de algunos objetos de I.

3.1. El enfoque del margen duro

Supongamos que [ es separable, lo que asegura la existencia de al menos
una funcién de puntuacién f que separa I. La unicidad de dicha funcién f
nunca se da. De hecho, es ficil ver que, dado (&,3) € RP'! las reglas de
clasificacién obtenidas con los coeficientes (W, b) y (W, b) con &° = A\ + &
y B¢ = A3 + B, para todo ¢ € C, son equivalentes para todo A > 0, en el
sentido de que asignan los objetos a las mismas clases.

Ademss, hay también mds de una funcién de puntuaciéon que separa [
y no son equivalentes. Por ejemplo, dada una funcién de puntuacién f que

separa [, sea ¢ cualquier valor que satisface

0 ., ’ " AN . u B
<e <minmin {fu(z") ~ f;(="))



Entonces, la funcién f* = (fi +¢, f, ..., fo) también separa I. Necesitamos
un criterio para elegir una de dichas funciones de puntuacién multiple. En
el caso de la clasificacién binaria, siguiendo los trabajos de Vapnik [47], se
presenté el criterio de maximizacion del margen. A continuacién, presentamos
una extensién del concepto de margen para el caso multigrupo.

Definicién 5: Sea ||-||° una norma en R*?. El margen de un objeto u con
respecto a la funcién de puntuacién (W, b) con W # 0, se define como

o fe(a) = fi(2)
(W, b) = .
V) = iy W

Asi mismo, el margen de la funcion de puntuacion (W,b) con respecto a la
muestra de aprendizaje I viene dado por el minimo

p!(W,b) = min p*(W, b).

Como en el caso de la clasificacién binaria, una eleccién habitual de la
norma | - ||°, es la norma Euclidea, pero otras normas podrian ser ttiles. Por
ejemplo, en el Capitulo 5, usamos la norma L;, que nos permite formular el
problema del maximo margen como un problema de Programacién Lineal,
resoluble con software comercial ya existente.

A continuacién, consideramos el problema de maximizacién del margen

max p' (W, )

st (W,b) € R x RC. . (14)

Denotemos por 8(W, ) la cantidad

min _ min | (fer(z*) — fi(z*)),
que es el numerador del margen pf(W,b). Nétese que para todo A > 0, las
soluciones (W, b) y (AW, Ab) dan lugar a la misma regla de clasificacién, vy,
siguiendo la Definicién 5, también dan lugar al mismo margen. Usando esta
propiedad, el Problema (14) puede ser formulado como el siguiente problema
de optimizacién convexo:

méx (W, b)

s.t: Wi <1, (15)
(W, b) € RP? x R,



en el sentido de que cualquier solucién éptima del Problema (15) es también
6ptima para el Problema (14), y para cualquier solucién 6ptima (W*,b*) del
Problema (14), se tiene que

1

Wi L
W.0) = e

(W=, b%)
es también una solucién éptima de (15).

La Formulacién (15) se deriva del uso de la restriccién de normalizacion
|W]l° = 1, i.e. se normaliza el denominador del margen p’(W,b) y se maxi-
miza su numerador, (W, b). Otra formulacién equivalente consiste en nor-
malizar el numerador y minimizar |W|°, dando lugar al problema

min lWl°
s.a.: o(W,b) > 1 (16)
(W,b) € RP? x R°.

A lo largo de esta tesis doctoral, usaremos la formulacién cuyas propiedades
nos sean mas utiles.

3.2. El caso no separable

En las Secciones 2.2 y 2.3, se han presentado dos enfoques diferentes
para la clasificacién binaria en el caso no separable: transformar los datos a
un espacio de dimensién superior, y la maximizacién del margen suave, que
permite que algunos objetos queden incorrectamente clasificados por la regla
de clasificacién. Los dos enfoques se pueden extender al caso no separable
multigrupo.

Después de aplicar una inmersién ® : IR” — E, con ® = (¢1, d2,...,dN)
a los datos de I, la funcién de puntuacién f se expresa como

folm) = wigk(z) + 8° = (W) P(x) + 5, (17)

conw® € RN,y e R,VceC.

Al igual que en el caso de la clasificacién binaria, se puede desarrollar
una versién del margen suave para el Problema (14), de la cual se puede
esperar que evite el sobreajuste, al permitir que algunos objetos de I queden
incorrectamente clasificados.



Una funcién de puntuacién f que no separa I, serfa infactible para el
Problema (16) porque la restriccién 6(W,b) > 1 no se cumpliria. Dicha res-
triccién puede reescribirse como el conjunto de restricciones

(W) T0(") + 5% — (W) 0(a*) - 21, Yuel, VjeCl,j#c"

Entonces, para permitir que algunos objetos queden incorrectamente clasi-
ficados, relajamos dichas restricciones afiadiendo las perturbaciones &I, que
serdn luego penalizadas en la funcién objetivo. Sea £ el vector de todas las per-
turbaciones £2. Entonces, la versién del Problema (16) para la maximizacién
del margen suave, se puede formular como

min IWi° + Cligll*
sa:  (W)TO(@") + 0% — (W) @(z) - F 4+ & > 1, (18)
Yuel,Vjel, j#c*

(W,b) € RV? x R?,

donde ||-||* es una norma dada, que no necesita ser la misma que la norma |||
usada para los coeficientes de W. C es una constante dada, cuyo propésito
es equilibrar las perturbaciones &/ y el margen. Una eleccién comiin para la
norma || - [|* es, por ejemplo, la norma Ly, [[€lli = 2 ,c; jec, juen S0 [50]-

En principio, la Formulacién (18) usa, para cada objeto u € I, Q@ — 1
perturbaciones, una para cada restriccién. Para una funcién de puntuacién
definida por (W, b), si un objeto u es incorrectamente clasificado, la cantidad

fer(2¥) = fi(&") = (@) @(z¥) + B~ — () @(z") —

puede verse como una medida lo alejado que estd el objeto u de ser correc-
tamente clasificado. De esta manera, puede parecer mas l6gico usar sélo una
perturbacién n, por objeto u, lo que puede hacerse, en el marco de la Formu-
lacién (18), por medio de la eleccién de la norma [|€]|* = 3° . ; méxjec, jen &L,
que da lugar al siguiente problema

min (WP +Cllalls | |
sa: (W) Te(aY) + 4 — (W) TO(z¥) — 7 + 1, > 1,

Vuel,VjeC,j+c (19)

(W,b) € RV? x R?,

donde 1 denota el vector (1, )ue; de una perturbacién por objeto.



4. Problemas lineales de gran tamano

Cuando la inmersién @ tiene una dimensién alta (finita), el Problema
(12) llega a tener muchas variables de decisién, por lo que proponemos el uso
de una conocida técnica de Programacién Matemadtica llamada Generacién
de Columnas, propuesta inicialmente para el problema de corte [23]. En esta
seccidn, describimos brevemente dicha herramienta, que serd usada en los
Capitulos 2 y 3.

Cuando un problema de Programacién Lineal (P) tiene un alto nimero
de variables de decisién, en vez de resolverlo directamente, la técnica de
Generacién de Columnas, resuelve una serie de problemas reducidos donde
se considera sélo un subconjunto V del conjunto de variables de decisién V.
Las restantes variables de decisién de V son anadidas iterativamente a V' sélo
cuando se necesitan.

Para V C V, sea el Problema Maestro (P-V) una modificacién del Pro-
blema (P), el cual estamos interesados en resolver, en la que se han fijado
a cero todas las variables de decisién que no estin en V. Empezamos con
un conjunto inicial V, por ejemplo, extraido aleatoriamente del conjunto V.
Una vez que hemos generado dicho conjunto inicial, resolvemos el Proble-
ma Maestro (P-V). El siguiente paso es comprobar si la solucién obtenida
es también Sptima para el Problema (P), y, en caso contrario, generar una
nueva variable de decisién v en V\ V tal que la solucién del nuevo problema
(P-(V U{v})) sea mejor, para el Problema (P), que la anterior. Entonces, la
variable de decisién v se anade al subconjunto V, y se resuelve de nuevo el
Problema Maestro (P-V). Este proceso se repite hasta que no se encuentra
ninguna variable de decisién prometedora.

En cada paso, nos gustarfa idealmente encontrar qué variable de decisién
es la mas prometedora, en el sentido de que, al anadirla a V' dara lugar a la
maxima mejora en la funcién objetivo del Problema (P). El problema auxi-
liar de encontrar la variable de decisién mas prometedora, llamado en inglés
pricing problem, estd relacionado con el problema de encontrar la restriccién
més violada de la formulacién dual del Problema (P). A veces, para acelerar
el algoritmo de generacién de columnas, se anaden a V varias variables de
decisién, en vez de sdlo una.

A continuacién presentamos un esquema resumen de un algoritmo de
generacion de columnas tipico.



CG-resumen: Resumen del algoritmo de generacién de columnas
Paso 0. Generar un conjunto inicial de variables de decisién V.

Paso 1. Resolver el problema auxiliar para generar una nueva variable de
decisién v.

Paso 2. Si no se encuentra ninguna variable de decisién prometedora, FIN:
se ha encontrado la solucién 6ptima del Problema (P). En caso con-
trario, anadir v al conjunto V| resolver el Problema Maestro (P-V), e
ir al Paso 1.

Cuando, en vez de usar un algoritmo exacto para resolver el problema auxi-
liar, se usa un heuristico, entonces, el algoritmo de Generacién de Columnas
genera un resultado sin garantias de optimalidad.

5. Contenido de la tesis

Las reglas de clasificacién basadas en el margen, han mostrado ser muy
eficientes en las aplicaciones de la Minerfa de Datos. A pesar de los avances
obtenidos en los ultimos afos, hay atin muchos aspectos (de modelizacién,
numéricos, algoritmicos, etc) a explorar.

En esta tesis doctoral, presentamos algunas propuestas en las que las
herramientas de la Programacién Matemadtica se usan para obtener clasifi-
cadores que tengan algunas propiedades interesantes. En aplicaciones practi-
cas, el principal objetivo es obtener clasificadores con un bajo porcentaje de
objetos mal clasificados, pero el hecho de-que, adem4s, sean ficilmente inter-
‘pretablés, o baratos, o utiles para detectar el papel que juegan las distintas
variables y sus interacciones, podria ser también de gran interés. Por ejem-
plo, en andlisis de ADN, la interpretabilidad de las reglas de clasificacién
obtenidas es uno de los aspectos que influye en la eleccién de un método
de prediccién, [45]; asi, a veces, se prefieren modelos facilmente interpreta-
bles, que puedan proporcionar algin conocimiento médico més alld de la
prediccion. En algunos campos, tan diversos como diagndstico de cancer o
valoracion del crédito (en inglés credit scoring), médicos o prestamistas po-
drian encontrar importante explicar facilmente la regla de clasificacién usada,
y detectar qué combinaciones de variables son criticas en la prediccién. Otras
veces, la importancia o coste de clasificar correctamente un objeto o indivi-
duo varia dependiendo de la clase a la que éste pertenece. De esta manera,



en muchas aplicaciones, tienen alto interés, métodos que tengan en cuenta
dicha importancia o coste de clasificacién incorrecta que depende de la clase.
Nuestros objetivos principales en este trabajo son:

1. Modelar, con técnicas basadas en SVM, problemas de clasificacién que
incorporen costes (de clasificacién incorrecta, de medicion de la varia-
ble, de obtencién de las caracteristicas).

2. Detectar automaticamente transformaciones no lineales de los datos, e
interacciones relevantes entre las variables, por medio de SVM.

3. Analizar empiricamente el comportamiento de los métodos propuestos,
en bases de datos reales habituales en la literatura de Mineria de Datos.

En el Capitulo 2, basado en nuesto articulo [13], se propone un modelo
basado en SVM, en el que, a la vez que goza de una buena tasa de clasi-
ficacién correcta, detecta automdaticamente las variables més importantes y
los valores de dichas variables que son criticos para la clasificacién. El méto-
do supone la optimizacién de un problema lineal de gran escala, para el
que se usa la técnica conocida como Generacién de Columnas, descrita en
la Seccién 4. Ademss el clasificador propuesto es poco sensible frente a la
presencia de outliers. En el Capitulo 3, extendemos dicho método a uno que,
aparte de detectar las variables relevantes, también detecta las interacciones
entre ellas. La habilidad clasificadora del método propuesto es comparable
al estdndar SVM para diferentes kernels, y claramente mejor que los Arboles
de Clasificacién. Dichos resultados son la base de nuestro articulo [14].

El problema de incorporar costes de clasificacién incorrecta basados en la
clase se analiza en el Capitulo 4. Basado en nuestro articulo [11], en dicho
capitulo proponemos un modelo en el que, para la funcién de puntuacion
f, se define el margen de una clase ¢ independientemente del margen de la
otra clase, y se analiza el problema de la maximizacién simultdnea de ambos
margenes.

En muchas aplicaciones préacticas, es importante que el clasificador cons-
truido sea barato y rapido de aplicar a nuevos individuos. Por ejemplo, en
un sondeo de KDnuggets, [33], dirigido tanto al mundo profesional como al
académico, se eligi6 a ‘tratar con datos no equilibrados y sensibles a los costes’



como uno de los temas mds importantes en la Minerfa de Datos, donde sen-
sible a los costes significa datos ‘que tienen diferente coste de adquisicién’,
[34]. Esta situacién se ilustra en [34] con el ejemplo siguiente:

En el problema del diagndstico médico, podemos usar datos de un
andlisis de sangre, o de un andlisis de liquido cefalorraquideo, pero
el andlisis de sangre es mucho mds barato (y fdcil) de hacer que un
andlisis de liguido cefalorraquideo. Tomar decisiones en tales casos,
(realmente en todos los casos) requiere combinar técnicas exactas con
otras medidas del coste de obtener los datos.

En el Capitulo 5, basado en nuestro articulo [12], proponemos, para el
caso de la clasificacién multigrupo, un problema de optimizacién biobjetivo
que tiene en cuenta tanto los costes de medicién (econémico, de riesgo para
el paciente, computacional, requerimientos de almacenaje), como también la
tasa de clasificacion correcta. De nuevo, dentro de un marco basado en el
SVM, la tasa de clasificacidén incorrecta se trata a través de la maximizacién
del margen. Presentamos un problema biobjetivo entero mixto, para el que
se obtienen las soluciones Pareto-Gpitmas. Dichas soluciones Pareto-éptimas
corresponden a diferentes reglas de clasificacion, entre las cuales el usuario
eligird aquella que corresponde a un apropiado compromiso entre el coste de
clasificacién y la tasa de clasificacién incorrecta esperada.

Los resultados de esta tesis doctoral, muestran el gran potencial que las
herramientas de la Programaciéon Matemdtica, y en particular, la Progra-
macién Lineal y la Programacién Entera Mixta, tienen a la hora de desarro-
llar potentes variantes de las Mdquinas de Vector de Apoyo.



CONCLUSIONES Y CONSIDERACIONES FINALES

El problema de clasificacién es una de las principales tareas en la Mineria
de Datos. En esta tesis doctoral, hemos mostrado el gran potencial de las
herramientas de la Programacién Matemadtica, y en particular de la Progra-
macion Lineal, para modelar y resolver problemas de clasificacién donde el
poder clasificador de la regla de clasificacién obtenida no es el tinico objetivo,
sino que otras propiedades son también deseables.

Cuando el SVM se formula como un problema de Programacién Lineal,
técnicas avanzadas, tales como Generacién de Columnas, son ttiles para re-
solver problemas que, de otro, modo serian dificiles de atacar. Por ejemplo,
cuando se tienen en cuenta todos los umbrales y todas las interacciones en-
tre variables, el problema de Programacién Lineal es demasiado grande para
resolverlo con técnicas estandar. Ademads, en los algoritmos de Generacién
de Columnas propuestos en los Capitulos 2 y 3, las columnas corresponden
a caracteristicas (definidas por una variable con su umbral, o por un con-
junto de variables que interactdan). Asi, el problema auxiliar que genera las
columnas realmente genera dichas caracteristicas, de manera que no es nece-
sario generarlas todas en lo que seria una tediosa fase de preprocesamiento.
El estudio de otros algoritmos para resolver el problema auxiliar, de manera
que utilicen informacién estadistica de las variables podria ser interesante
y podria acelerar el proceso de generacién de columnas. Por ejemplo, para
generar nuevas columnas podriamos usar aquellas medidas (tales como la
entropia, la ganancia de informacién, el indice de Gini) que se usan con éxito
en los Arboles de Clasificacién.

Podriamos ademéds afiadir restricciones a las caracteristicas, de manera
que se permiten sélo algunas de ellas. Por ejemplo, en [5], se propone el uso
de un conjunto de caracteristicas (llamadas patrones positivos y patrones
negativos) que son similares a las presentadas en el Capitulo 3, pero im-
poniendo, ademas, ciertas condiciones sobre cémo clasifican los objetos de I
cuando no estdn combinadas con otras caracteristicas. En [5], se proponen
varios enfoques para combinar dichas caracteristicas (o patrones), uno de los



cuales es la maximizaciéon del margen. Sin embargo, en el método propues-
to en [5], se debe generar todos los posibles patrones antes de resolver el
problema de maximizacién. Una extension del algoritmo de Generacién de
Columnas propuesto en los Capitulos 2 y 3, permitiria generar esos patrones
s6lo cuando se necesitan.

En el Capitulo 4, formulamos el problema de la maximizacién simultdnea
del margen en cada clase, definido independientemente de la otra clase. Este
problema es titil para encontrar clasificadores en los que la importancia de
cometer un error depende no es igual para las dos clases. La optimizacién
multicriterio nos permite analizar dicha situacién y caracterizar los clasifi-
cadores que no pueden ser mejorados simultaneamente en las dos clases. En
el caso FEuclideo, este resultado nos da un nuevo fundamento tedérico para el
uso de las curvas ROC. Generalizar este resultado a otras normas y al caso
multigrupo es, en nuestra opinién, una interesante linea abierta.

Por 1ltimo, el desarrollo de las herramientas de la Programacién Lineal y
de la Programacién Entera Mixta para resolver problemas multicriterio per-
mite encontrar un conjunto reducido de buenos clasificadores, en el sentido
de que no pueden ser mejorados simultdneamente en todas las propiedades
consideradas. Un ejemplo de esta situacién ha sido presentado en el Capitulo
5, en el que se buscaban clasificadores baratos con buena calidad de clasifi-
cacién.
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