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allá del campo académico.

A mis padres Eduardo y Blanca y al resto de mi familia, por haberme apoya-
do en cada una de las decisiones que he tomado en mi vida, y por haber créıdo
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2.6. Árbol enraizado a través de diferentes nodos. . . . . . . . . . . . 23

2.7. Proyección entre grafos. . . . . . . . . . . . . . . . . . . . . . . 24

2.8. Isomorfismo entre grafos. . . . . . . . . . . . . . . . . . . . . . . 24

2.9. Grados por aristas y por nodos. . . . . . . . . . . . . . . . . . . 28

2.10. Centralidad Betweenness. . . . . . . . . . . . . . . . . . . . . . 29

2.11. Coeficiente de Clustering. . . . . . . . . . . . . . . . . . . . . . 32

2.12. Funcionamiento del algoritmo k-NN. . . . . . . . . . . . . . . . 43
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4.3. Refinamiento añadir condición (Grafos de selección). . . . . . . 138
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4.11. Árbol de decisión PQG (grafo El Hobbit). . . . . . . . . . . . . 157

5.1. Arquitectura de un perceptrón. . . . . . . . . . . . . . . . . . . 161

5.2. Red neuronal con una capa oculta. . . . . . . . . . . . . . . . . 163

5.3. Función sigmoide y derivada. . . . . . . . . . . . . . . . . . . . . 165

5.4. Codificador neuronal. . . . . . . . . . . . . . . . . . . . . . . . . 167

5.5. Arquitecturas CBOW y Skip-gram. . . . . . . . . . . . . . . . . 169

5.6. Arquitecturas CBOW y Skip-gram (detalle). . . . . . . . . . . . 169
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Caṕıtulo 1

Introducción

La inquietud del hombre por comprender el entorno en el que vive le ha per-
mitido avanzar en su forma de enfrentarse a las incógnitas y problemas que el d́ıa
a d́ıa le plantea. Esta necesidad primaria de comprender el funcionamiento de
los fenómenos que le rodean le lleva a generar procedimientos de descubrimiento
y explicación cada vez más eficientes sobre el funcionamiento de lo que puede
percibir a través de los sentidos. Por ejemplo, la enunciación y comprensión de
leyes universales de la f́ısica le permite enunciar hipótesis sobre las condiciones
pasadas de los fenómenos, razonar sobre su relación con el presente que perci-
be, y predecir la evolución futura de los mismos, adelantándose en el proceso
de toma de decisiones de eventos que todav́ıa no han ocurrido. Sin poseer un
sistema perfecto de inferencia, sin duda es la capacidad que más le diferencia
del resto de seres vivos con los que comparte su existencia.

Sin embargo, de forma reiterada ha de rehacer y ampliar los mecanismos
de descubrimiento que utiliza, añadiendo nuevas herramientas que le permi-
tan seguir ampliando las fronteras del conocimiento y modificado aquellas que
muestran debilidades. Entre las herramientas diseñadas en el pasado, el Método
Cient́ıfico, y los paradigmas cient́ıficos que se establecen por su aplicación, se eri-
gen como grandes referentes, ya que se caracterizan por exigir una justificación
racional de los principios que se quieren probar y por rechazar las afirmacio-
nes absolutas a priori asumiendo que cualquiera de ellas es susceptible de ser
refutada. Los paradigmas cient́ıficos más antiguos son el emṕırico (validar una
hipótesis a través de repetición experimental) y el teórico (probar algo a través
de derivaciones lógicas). Posteriormente, madura ya la era de la computación,
apareció en escena un nuevo paradigma cient́ıfico que se ha venido a llamar pa-
radigma computacional (validar algo a través de simulaciones computacionales
que complementan las observaciones experimentales). En los últimos años, y co-
mo consecuencia también del uso de sistemas informáticos para el tratamiento
masivo de datos, ha surgido un nuevo paradigma de inferencia basado en datos,
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2 Caṕıtulo 1. Introducción

que está dando lugar a una disciplina emergente denominada Ciencia de los
Datos que, a pesar de no ser nueva, ha sido en las últimas décadas cuando se ha
realizado un esfuerzo por dotarla de fundamentos teóricos sólidos e implemen-
taciones viables, lo que la ha situado en el punto de mira de muchos intereses
económicos, sociales y de investigación.

De entre los fenómenos que se pueden abordar con este tipo de paradigmas,
son especialmente interesantes aquellos en los que tanto el análisis de los ele-
mentos como de las interacciones que se dan entre ellos son importantes, más
aún cuando pueden existir diferentes tipos de interacciones o cuando hemos
de considerar las propiedades internas que las caracterizan. Las estructuras de
datos que permiten expresar este tipo de fenómenos, y que son necesarias pa-
ra poder manipular después la información almacenada de ellos, deben estar
orientadas por tanto a la descripción de sus elementos, a la de las relaciones
existentes entre éstos, o presentar una orientación h́ıbrida que permite un nivel
de expresividad similar tanto para unos como para otras.

Los métodos más extendidos en Ciencia de los Datos están orientados a
trabajar con estructuras que expresan de manera natural las propiedades de
los elementos, pero normalmente poseen ciertas limitaciones para expresar sus
interacciones de forma natural. Por ejemplo, los vectores o tablas, con los que
habitualmente trabajan los algoritmos de aprendizaje automático más comunes,
son muy adecuados para describir elementos, pero no aśı para expresar sus
relaciones complejas. Paralelamente, las bases de datos clásicas proporcionan
mecanismos para expresar las relaciones complejas entre los elementos, pero
las tareas de consulta y modificación disponibles no están optimizadas para
trabajar en base a caracteŕısticas derivadas de estas relaciones.

La estructura matemática que parece expresar con mayor fidelidad las in-
teracciones entre elementos de un sistema son los grafos, y recientemente han
aparecido extensiones de éstos, como los grafos con propiedades, que permiten
expresar de manera natural y simultánea todos los componentes que conforman
un sistema, sus elementos y las relaciones entre éstos. Basándose en esta estruc-
tura conceptual fueron desarrolladas las bases de datos en grafo, que buscan
almacenar la información de tal manera que tanto el proceso de almacenamien-
to como el posterior proceso de consulta sean eficientes cuando se realiza en
base a la estructura de grafo que tienen los datos almacenados.

1.1. Grafos con Propiedades

Como hemos comentado anteriormente, los objetos matemáticos usados ha-
bitualmente para modelar las propiedades de los elementos de un sistema suelen
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poseer cierta linealidad en su estructura y cuentan con buenas implementacio-
nes computacionales (vectores, registros, tablas,...). Para aquellos casos en los
que ha sido necesario disponer de herramientas de estructuración menos linea-
les se han creado implementaciones ad-hoc que han cubierto los requerimientos
deseados (XML, RDF,...). En busca de un objeto matemático común que mo-
dele este tipo de estructuras de datos, el grafo con propiedades se destaca como
un concepto que proporciona un buen equilibrio entre expresar correctamente la
descripción de los elementos del sistema y la de sus relaciones. Dicha estructura,
que no ha sido definida formalmente hasta hace pocos años, no posee todav́ıa
una teoŕıa robusta que lo soporte, a pesar de que, como veremos, una correcta
definición puede hacerla contener otras muchas estructuras de datos habituales.

Históricamente, los gafos uni-relacionales (aquellos en los que todas las re-
laciones son del mismo tipo) constituyeron las bases de la teoŕıa matemática
clásica de grafos. Los grafos multi-relacionales (aquellos en los que diferentes
relaciones pueden poseer diferentes tipos) se acercan más a la descripción intui-
tiva de un sistema, aunque siguen mostrando algunas carencias obvias. Son los
grafos con propiedades los que permiten que cada elemento (nodo o relación)
posea un número indeterminado de propiedades heterogéneas asociadas. Con es-
tas premisas, esta estructura es capaz de contener prácticamente cualquier otra
estructura relacional, de tal manera que se puede adaptar al nivel de detalle del
sistema que refleja en función de las necesidades de análisis posterior.

Por ello, en este trabajo haremos uso de este tipo de objetos matemáticos
como estructura base, tanto en la fase previa de modelado y almacenamiento
de la información como en la fase posterior de análisis e inferencia sobre ella.

1.2. Aprendizaje Automático en grafos

Una vez seleccionada una estructura matemática adecuada para describir los
sistemas que nos interesan, necesitamos herramientas que nos permitan reali-
zar inferencias de manera automática sobre éstos, normalmente con el objetivo
de predecir su evolución futura o de manipularlos de manera efectiva. Tradi-
cionalmente, los diversos paradigmas cient́ıficos han hecho uso de herramientas
basadas en fundamentos lógicos, geométricos, algebraicos, anaĺıticos, etc., y más
recientemente hacen un uso extensivo de herramientas algoŕıtmicas.

De igual forma a como, en el método cient́ıfico, la enunciación de hipótesis
tras la observación de fenómenos permite extraer leyes generales a partir de la
experiencia, el uso de técnicas computacionales puede ser útil para obtener leyes
generales a partir de ejemplos analizados con herramientas algoŕıtmicas. Este
proceso se puede hacer a diversos niveles. Podemos hacer uso de las herramientas
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computacionales como medio de ayuda al proceso de inferencia del investigador,
o podemos llevarlo al extremo e intentar que sea el propio algoritmo el que realice
la inferencia completa y enuncie leyes de manera automática. En este último
caso decimos que estamos tratando con un proceso de aprendizaje automático
(del que hablaremos más extensamente en el caṕıtulo 2 de Fundamentos).

En su origen, la mayoŕıa de estas técnicas han sido ideadas para extraer
patrones globales en base a una serie de ejemplos aislados, que son descritos a
través de un conjunto de propiedades prefijadas, y normalmente expresados en
forma de registros o tablas. Esta forma de estructurar los ejemplos coincide con
el primer tipo de estructuras presentadas en la sección anterior, aquellas que
permiten expresar con facilidad las propiedades de los elementos que conforman
un sistema, pero no sus relaciones. Este hecho limita la capacidad de aprendi-
zaje, ya que no considera expĺıcitamente una parte importante del mismo. Si
en el fenómeno bajo estudio las interacciones parecen ser determinantes en la
comprensión del mismo, parece natural seleccionar una estructura matemática
que las refleje correctamente. Sin embargo, los esfuerzos en el desarrollo del
aprendizaje automático parecen haber dejado en un segundo plano este tipo de
consideraciones.

Diseñar algoritmos que aprendan a partir de datos estructurados en forma de
grafos con propiedades permite aprender de manera más natural tanto en base
a las propiedades de los elementos de un sistema como a las relaciones existen-
tes entre ellos. Además, aunque siempre se sacrifica información del fenómeno
real, la flexibilidad del concepto de grafo permite una adaptación más fiel a la
realidad, sin necesidad de realizar transformaciones adicionales que nos alejen
en exceso de ella.

Si permitimos que los algoritmos de aprendizaje automático trabajen con
grafos como estructura natural de la que aprender, éstos podrán manipular las
relaciones de manera expĺıcita de igual manera que lo hacen con las propiedades
de los elementos. A este tipo de aprendizaje se le ha venido a llamar aprendiza-
je relacional (multi-relacional en caso de que existan varios tipos de relaciones
entre los datos) y por suerte, y a pesar de que no ha representado un foco de
atención, ha obtenido grandes avances y ha sido un área de investigación activo
durante muchos años. En la literatura es habitual encontrar el aprendizaje re-
lacional clasificado en tres grandes bloques: (1) Statistical Relational Learning
(SRL), dentro del cual se encontraŕıan desarrollos como las redes lógicas de
Markov [195], que utiliza una codificación de grafos multi-relacionales haciendo
uso de modelos probabiĺısticos; (2) Path Ranking Methods [68, 137], que de ma-
nera expĺıcita exploran el espacio de relaciones a través de caminos aleatorios;
y (3) Modelos Basados en Inmersiones, que obtienen una representación vec-
torial del grafo a través de factorización de matrices/tensores [222, 166, 167],
clusterización bayesiana [123, 224] o redes neuronales [175, 90, 37, 178]. Además
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de estos tres bloques, aunque menos estudiados, podemos incluir los algoritmos
que realizan descubrimiento de patrones relacionales refinando una hipótesis a
través de una serie de pasos, en este último bloque podŕıamos incluir algorit-
mos como Top-Down Induction of Logical Decision Trees [32], Multi-Relational
Decision Tree Learning [129] o Graph Based Induction Decision Tree [165], que
detallaremos en el caṕıtulo 4 de esta memoria. Aunque, como se puede observar,
se han logrado avances en el aprendizaje relacional haciendo uso de árboles de
decisión, redes neuronales y modelos probabiĺısticos, aún queda mucho camino
por recorrer. Por ejemplo, hay otros algoritmos que, aún habiendo demostra-
do gran potencial en el aprendizaje no relacional, como es el caso de Random
Forest, todav́ıa no han sido explotados desde esta perspectiva.

Habitualmente, los modelos de aprendizaje automático se clasifican, según
diversos criterios en Supervisado frente a No Supervisado (por el tipo de apren-
dizaje llevado a cabo), Regesión, Calsificación o Ranking (por el tipo de salida
esperada), etc. Además, y respecto a la interpretabilidad del modelo resultante
por parte de un humano, podemos clasificar los modelos en aquellos que son
capaces de ofrecer una explicación que acompaña y justifica el resultado que
arrojan (modelos de caja blanca) y aquellos que sacrifican dicha justificación en
pos de una mejor eficiencia (modelos de caja negra).

Con respecto a los modelos de caja blanca, uno de los más representativos
es el árbol de decisión, que proporciona como resultado una sucesión de tests
que explican la predicción de cada uno de los ejemplos. Con respecto a los de
caja negra, uno de los modelos más representativos son las redes neuronales
que, a pesar de que han demostrado ser muy eficientes en tareas de clasificación
y regresión, presentan grandes dificultades a la hora de ofrecer una justificación
interpretable por un humano.

1.3. Objetivos de la Tesis

Ante el reducido abanico de metodoloǵıas para llevar a cabo tareas de apren-
dizaje automático relacional, el objetivo principal de esta investigación ha sido
realizar un análisis de los métodos existentes, modificando u optimizando en
la medida de lo posible algunos de ellos, y aportar nuevos métodos que pro-
porcionen nuevas v́ıas para abordar esta dif́ıcil tarea. Para ello, y sin nombrar
objetivos relacionados con revisiones bibliográficas ni comparativas entre mo-
delos e implementaciones, se plantean una serie de objetivos concretos a ser
cubiertos:

1. Definir estructuras flexibles y potentes que permitan modelar fenóme-
nos en base a los elementos que los componen y a las relaciones establecidas
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entre éstos. Dichas estructuras deben poder expresar de manera natural
propiedades complejas (valores continuos o categóricos, vectores, matrices,
diccionarios, grafos,...) de los elementos, aśı como relaciones heterogéneas
entre éstos que a su vez puedan poseer el mismo nivel de propiedades com-
plejas. Además, dichas estructuras deben permitir modelar fenómenos en
los que las relaciones entre los elementos no siempre se dan de forma bi-
naria (intervienen únicamente dos elementos), sino que puedan intervenir
un número cualquiera de ellos.

2. Definir herramientas para construir, manipular y medir dichas
estructuras. Por muy potente y flexible que sea una estructura, será de
poca utilidad si no se poseen las herramientas adecuadas para manipularla
y estudiarla. Estas herramientas deben ser eficientes en su implementación
y cubrir labores de construcción y consulta.

3. Desarrollar nuevos algoritmos de aprendizaje automático rela-
cional de caja negra. En aquellas tareas en las que nuestro objetivo
no es obtener modelos explicativos, podremos permitirnos utilizar mode-
los de caja negra, sacrificando la interpretabilidad a favor de una mayor
eficiencia computacional.

4. Desarrollar nuevos algoritmos de aprendizaje automático rela-
cional de caja blanca. Cuando estamos interesados en una explicación
acerca del funcionamiento de los sistemas que se analizan, buscaremos
modelos de aprendizaje automático de caja blanca.

5. Mejorar las herramientas de consulta, análisis y reparación para
bases de datos. Algunas de las consultas a larga distancia en bases de
datos presentan un coste computacional demasiado alto, lo que impide
realizar análisis adecuados en algunos sistemas de información. Además,
las bases de datos en grafo carecen de métodos que permitan normalizar
o reparar los datos de manera automática o bajo la supervisión de un
humano. Es interesante aproximarse al desarrollo de herramientas que
lleven a cabo este tipo de tareas aumentando la eficiencia y ofreciendo
una nueva capa de consulta y normalización que permita curar los datos
para un almacenamiento y una recuperación más óptimos.

Todos los objetivos marcados deben ser desarrollados sobre una base formal
sólida, basada normalmente en Teoŕıa de la Información, Teoŕıa del Aprendiza-
je, Teoŕıa de Redes Neuronales Artificiales o Teoŕıa de Grafos. Esta base debe
permitir que los resultados obtenidos sean suficientemente formales como para
que los aportes que se realicen puedan ser fácilmente evaluados. También se
busca que los modelos abstractos desarrollados sean fácilmente implementables
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sobre máquinas reales para poder verificar experimentalmente su funcionamien-
to y poder ofrecer a la comunidad cient́ıfica soluciones útiles en un corto espacio
de tiempo.

1.4. Aportaciones realizadas

El trabajo realizado ha supuesto una incursión en la formalización de grafos
y el aprendizaje automático relacional y, como se refleja en esta memoria, ha
permitido unificar y condensar diferentes perspectivas en dichas áreas. Además,
ha permitido desarrollar nuevas técnicas para llevar a cabo este tipo de tareas
haciendo uso de formalizaciones más generales y que, por tanto, permiten una
mejor adaptación a diferentes contextos, aśı como haciendo uso de nuevos méto-
dos de aprendizaje que son capaces de trabajar con grafos con propiedades como
estructura básica de la que aprender.

Describimos a continuación las aportaciones concretas que se pueden encon-
trar en este trabajo:

1. Grafo Generalizado, estructura matemática sencilla que generaliza prácti-
camente todas las definiciones clásicas de grafo, desde grafo uni-relacional
hasta hipergrafo con propiedades. En este trabajo se redefinen concep-
tos pertenecientes a la teoŕıa de grafos desde esta nueva perspectiva y se
aporta una base sólida, sencilla y flexible para soportar sistemas en los
que puede resultar esencial tanto la descripción de los elementos como la
de las relaciones.

2. Extensión de las medidas, existentes para grafos uni-relacionales, al
concepto de grafo generalizado. Debido a que esta estructura generaliza la
mayor parte del abanico de definiciones para grafos, esta extensión permite
realizar mediciones sobre los diferentes tipos de grafo existentes.

3. Property Query Graph, herramienta de consulta para grafos generali-
zados que permite evaluar estructuras en base a su contenido y al de los
elementos con los que está relacionado. Generaliza lenguajes como Cyp-
her y otras herramientas de consulta como los Grafos de Selección. Los
PQG se expresan también a través de un grafo generalizado, permitiendo
aśı trabajar con la misma estructura tanto para la fuente de información
como para la consulta.

4. PQG-ID3, algoritmo de aprendizaje automático relacional que permi-
te descubrir patrones en estructuras enriquecidas de datos, y construir
árboles de decisión para clasificar subgrafos a partir de un conjunto de
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ejemplos clasificados. Los patrones relacionales extráıdos por este algorit-
mo se expresan a través de un grafo generalizado, permitiendo aśı su fácil
interpretación por parte de cualquier humano/máquina.

5. Metodoloǵıa para la inmersión de grafos generalizados en es-
pacios vectoriales, manteniendo la semántica original y permitiendo el
descubrimiento de nueva información, recuperación de información faltan-
te, clasificación automática de datos y aportando mejoras en otras tareas
como son las consultas a larga distancia.

6. Implementaciones de las diversas herramientas desarrolladas a lo largo
del trabajo, ofrecidas como libreŕıas Open Source, y que se detallan en al
apéndice de Implementación.

Además, de los puntos indicados, se han realizado aportes no menos impor-
tantes como son: un primer paso hacia una herramienta para la normalización
de datos estructurados en forma de grafo a través del análisis de las estructuras
vectoriales obtenidas a partir de una inmersión; una primera familia de refina-
mientos que permiten manipular automáticamente predicados complejos sobre
grafos; y otros aportes conceptuales y técnicos de menor envergadura que no
han sido nombrados en esta sección.

1.5. Estructura de la memoria

A continuación se describe el contenido de esta memoria, describiendo los
diversos caṕıtulos de que consta y que pretenden cubrir los objetivos marcados
anteriormente.

En el caṕıtulo 2, Fundamentos, se introducen las teoŕıas fundamentales
que sirven de eje transversal a todo el trabajo realizado y se presentan las
estructuras comunes a los diferentes caṕıtulos de esta memoria. Se presenta un
marco para grafos que unifica definiciones como grafo uni-relacional o grafo con
propiedades a través del concepto de grafo generalizado, redefiniendo conceptos
pertenecientes a la Teoŕıa de Grafos en un marco unificado. Además, se realiza
una introducción al área del aprendizaje automático y se presentan, de manera
breve, los modelos que serán utilizados a lo largo de la memoria.

En el caṕıtulo 3, Consulta de patrones en grafos con propiedades, se
realiza un estudio acerca de la evaluación y extracción de información en estruc-
turas relacionales, presentando una revisión de las tecnoloǵıas y fundamentos
que han abordado esta tarea. Además, se presentan los Property Query Graphs
(PQG), nuestra propuesta para evaluar estructuras inmersas en un grafo con
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propiedades, y que funcionan como predicados sobre subgrafos, de tal manera
que son ideales como base en tareas de descubrimiento. El caṕıtulo concluye
mostrando algunos ejemplos concretos de PQG.

Posteriormente, el caṕıtulo 4, Árboles de decisión para grafos con pro-
piedades, plantea el problema de construir automáticamente árboles clasifica-
dores de subgrafos en grafos con propiedades. Se comienza repasando el fun-
cionamiento de los algoritmos de construcción de árboles de decisión, desde
aquellos que aprenden árboles clasificadores de objetos (descritos a través de un
conjunto de propiedades), hasta aquellos que aprenden a clasificar registros de
una base de datos relacional teniendo en cuenta sus relaciones. La parte central
del caṕıtulo presenta el algoritmo PQG-ID3, nuestra propuesta para construir
árboles de decisión multi-relacionales basada en consultas PQG. Terminamos
mostrando una colección de ejemplos de árboles construidos usando esta herra-
mienta y analizando los patrones semánticos resultantes.

A continuación, el caṕıtulo 5, Inmersión semántica de grafos con pro-
piedades, realiza una aproximación diferente al aprendizaje multi-relacional,
esta vez haciendo uso de redes neuronales para aprender una codificación vec-
torial de un grafo con propiedades. Esta codificación permite hacer uso de los
métodos de aprendizaje automático habituales diseñados para trabajar de ma-
nera natural con objetos descritos vectorialmente. Se realiza un repaso por los
métodos de aprendizaje que hacen uso de redes neuronales, y se analizan méto-
dos que han sido utilizados para realizar codificaciones de otros tipos de estruc-
turas. Se presenta una metodoloǵıa que hace uso de codificadores neuronales
para llevar a cabo inmersiones de grafos con propiedades en espacios vectoria-
les, y se realizan experimentos sobre datos reales para verificar que la proyección
obtenida permite capturar propiedades presentes en el grafo original. Además,
se demuestra emṕıricamente que la metodoloǵıa de inmersión propuesta permite
llevar a cabo de manera exitosa tareas habituales de clasificación automática,
extracción de información, recuperación de información faltante y consultas a
larga distancia.

Por último, en Conclusiones y trabajo futuro presentamos las conclu-
siones obtenidas del proceso de investigación estructuradas de manera acorde
a los diferentes bloques de esta memoria, aśı como las conclusiones obtenidas
globalmente y de manera transversal a todo el trabajo. En este último caṕıtulo
también presentamos las ĺıneas de trabajo futuro que se abren con esta inves-
tigación y que están relacionadas con la formalización de grafos, el aprendizaje
relacional, la consulta de patrones en grafos y procedimientos de descubrimiento
en bases de datos.





Caṕıtulo 2

Fundamentos

En este caṕıtulo presentamos los marcos teóricos que sirven de fundamento
para el desarrollo del trabajo. Comenzaremos dando un marco unificado para
manipular estructuras de grafos que extiende a las definiciones habituales ya que
permitirá, en una sola definición, considerar los grafos e hipergrafos clásicos, aśı
como estructuras más generales que consideran información adicional en nodos
y aristas.

Como el objetivo de este trabajo es formalizar y ampliar el marco del re-
conocimiento de patrones en estructuras de tipo grafo, la segunda parte de
este caṕıtulo estará dedicada a introducir los fundamentos del Aprendizaje Au-
tomático, que sirve de soporte teórico e inspiración para algunas de las meto-
doloǵıas que daremos en caṕıtulos posteriores. Esta sección no pretende cubrir
en profundidad esta extensa área de la Inteligencia Artificial, sino únicamen-
te hacer un poco más autocontenido el texto, destacando aquellos modelos y
resultados que tienen una relación directa con los avances que presentamos.

2.1. Un marco unificado para Grafos

Desde hace ya muchos años los grafos juegan un papel fundamental en mu-
chos campos de la ciencia, ya que suponen un nivel de abstracción que facilita
la descripción, a diversos niveles, tanto de las estructuras que componen los
sistemas como de las interacciones que se producen entre dichas estructuras.
Aśı pues, podemos encontrar desde procesos económicos hasta organizaciones
sociales, pasando por interacciones moleculares y relaciones semánticas entre
conceptos, que hacen uso de grafos como el marco común con el que se descri-
ben y analizan de una forma unificada, y bajo la seguridad de unos resultados
matemáticos robustos, dichos procesos. Todo ello gracias a que el concepto ma-
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temático de grafo proporciona una herramienta lo suficientemente flexible para
ser aplicada a marcos tan diversos como los mencionados, y tan potente co-
mo para ser adaptada a las necesidades diferenciadoras que estas aplicaciones
demandan.

Sin embargo, la flexibilidad que lo convierte en una herramienta tan versátil,
puede suponer también una debilidad cuando se intentan proporcionar herra-
mientas transversales que permitan aplicar metodoloǵıas espećıficas, ya que difi-
culta la aceptación de un marco unificado en el que las diversas interpretaciones
y variantes de un concepto tan general tengan cabida.

Como hemos comentado en la introducción, el objetivo central de esta tesis
es proporcionar nuevas herramientas conceptuales y computacionales para la
aplicación de metodoloǵıas de análisis a estructuras de información que vienen
representadas por medio de grafos. Por ello, comenzamos este caṕıtulo presen-
tando una definición de grafo lo suficientemente general como para englobar a
todos los tipos de grafos que vamos a necesitar para la formalización y manipu-
lación de las diversas estructuras y metodoloǵıas que se usan a lo largo de este
trabajo.

En cualquier caso, la definición que se presenta intenta abarcar las variantes
más habituales que se pueden encontrar en la literatura y que nos permiten
generar marcos de trabajo con una mayor capacidad de extensión.

Comenzaremos, pues, haciendo un repaso histórico acerca del concepto de
Grafo con Propiedades, que es la antesala del concepto más general de Grafo
Generalizado con el que trabajaremos.

2.1.1. Grafos con Propiedades

El término Grafo con Propiedades (Property Graph en inglés) hace referencia
a un tipo de multi-grafo (es decir, que admite varias aristas entre los mismos
nodos) dirigido en el que tanto las aristas como los nodos poseen un número
indeterminado de propiedades asociadas.

El concepto de Grafo con Propiedades se ha venido utilizando desde tiempo
atrás en varios contextos distintos, aunque hasta la última década no se han
ofrecido las primeras definiciones formales del mismo. En [200] se da una pri-
mera formalización con el objetivo de proporcionar una definición formal de los
traversals como herramienta fundamental de búsqueda en grafos de este tipo,
orientado principalmente a su uso como soporte de las Bases de Datos en Grafo,
mientras que en [100] se plantea una equivalencia formal entre los Grafos con
Propiedades y el estándar RDF, un modelo de intercambio de datos principal-
mente enfocado a la Web, ampliamente usado en el contexto de las aplicaciones
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orientadas a la Web Semántica, y que permite modelar de manera flexible re-
laciones multi-tipo entre elementos por medio de un conjunto de tripletas de la
forma (sujeto, predicado, objeto) [246].

Habitualmente, las formalizaciones que se dan de los Grafos con Propie-
dades hacen uso y extienden los conceptos de Grafos unirelacionales y multi-
relacionales:

Definición 1. Un Grafo Uni-Relacional Dirigido se define formalmente como

un par G = (V,E) donde V es un conjunto cualquiera que representa los nodos

del grafo, y E ⊆ V ×V representa el conjunto de aristas del grafo, un conjunto

de pares ordenados de elementos de V .
Esta definición de grafo uni-relacional, que prescinde completamente de es-

tructuras enriquecidas en los conjuntos de nodos y aristas, ha sido usada durante
muchos años no solo en el contexto de los resultados matemáticos de Teoŕıa de
Grafos sino también en entornos más aplicados, como la Teoŕıa de Redes Com-
plejas o la Teoŕıa de Redes Sociales, donde ha proporcionado la herramienta
conceptual básica para dar resultados generales.

Figura 2.1: Grafo uni-relacional.

Sin embargo, en much́ısimos fenómenos las relaciones existentes entre los
diferentes elementos a modelar son heterogéneas, es decir, no existe un único
tipo de relación entre los elementos, o precisan de estructuras de representación
más ricas, por lo que la definición anterior debe ser extendida para abarcar este
tipo de situaciones.

Con el objetivo de modelar situaciones en las que las relaciones entre los
elementos son diversas se introduce el concepto de Grafo Multi-relacional, que
extiende ligeramente la definición anterior añadiendo posibles etiquetados a las
aristas del grafo:

Definición 2. Un Grafo Multi-Relacional es una tripleta, G = (V,E, τ), donde

(V,E) es un grafo uni-relacional dirigido y τ : E → Ω es una función que asigna

a cada arista del grafo un tipo de arista de un conjunto Ω.
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Si enriquecemos la definición anterior agregando propiedades en forma de
pares (clave, valor) tanto a los nodos como a las aristas de un grafo multi-
relacional dirigido obtenemos un Grafo con Propiedades, donde las propiedades
permitirán representar información adicional asociada a los elementos del grafo.

Definición 3. Un Grafo con Propiedades es una tupla G = (V,E, τ, µ) donde

(V,E, τ) es un grafo multi-relacional, y µ es una función que relaciona cada

nodo o arista en el grafo con su conjunto de propiedades. Formalmente, µ :

(V ∪ E) × R → S, donde R representa el conjunto de posibles claves, y S el

conjunto de posibles valores asociados.
Obsérvese que un Grafo con Propiedades, aśı definido, es un grafo binario

(es decir, no proporciona una representación para estructuras más generales
como los hipergrafos, donde las aristas pueden conectar más de dos nodos)
y dirigido. Posteriormente, en la generalización que daremos en la siguiente
sección, relajaremos estas condiciones.

El uso de propiedades en grafos es lo suficientemente flexible como para po-
der incluir la función de etiquetado de tipos de aristas, τ , como una propiedad
más a partir de µ, pero en la literatura suele reflejarse por separado para enfa-
tizar el hecho de que un Grafo con Propiedades no es más que una extensión
natural de los Grafos Multi-relacionales habituales. Teniendo en cuenta que por
medio de las propiedades podemos enriquecer la estructura del grafo con liber-
tad, será común que consideremos tipos en aristas y nodos sin necesidad de
explicitarlo por medio de µ.

Un ejemplo de un grafo con propiedades compuesto por dos nodos y una
relación, en el que tanto los nodos como la relación tienen asociado un tipo, se
muestra en la Figura 2.2.

Figura 2.2: Grafo con propiedades asociadas a nodos y aristas.

Como comentamos anteriormente, uno de los objetivos de la formalización
de los Grafos con Propiedades ha sido el de facilitar formas eficientes de al-
macenar y consultar este tipo de estructuras. Las llamadas Bases de Datos en
Grafo hacen uso de este tipo de estructuras para implementar sistemas de al-
macenamiento y consultas computacionalmente eficientes cuando los accesos se
realizan en base a las relaciones entre los elementos.

A diferencia de las bases de datos relacionales, en las que la información
se almacena en tablas (donde las filas representan elementos, y las columnas
propiedades de dichos elementos) y donde las relaciones entre los elementos
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se modelan mediante columnas especiales haciendo uso de claves foráneas, o
mediante tablas intermedias, las Bases de Datos en Grafo utilizan estructuras
en memoria más similares a la estructura formal de un Grafo con Propiedades,
haciendo que los nodos conectados se apunten f́ısicamente entre śı de tal manera
que las consultas en base a relaciones se realizan con un coste computacional
mucho menor [197].

2.1.2. Grafo Generalizado

Debido a que la casúıstica y desarrollo que llevaremos a cabo en nuestro
trabajo precisa de una definición más general de grafo que el Grafo con Pro-
piedades presentado anteriormente, en esta sección daremos una formalización
más precisa y abierta que contendrá a la anterior.

Con el fin de facilitar las definiciones que daremos a lo largo de este caṕıtu-
lo, y que usaremos también a lo largo de la tesis, presentamos aqúı algunas
notaciones y definiciones básicas.

Notación Preliminar

Dado V un conjunto cualquiera, denotaremos por:

V 0 = ∅, V 1 = V, V n+1 = V n × V, V ∗ =
⋃
n≥0

V n

En general, a los elementos de V ∗ los llamaremos secuencias, sucesiones o
listas. Si x ∈ V n entonces diremos que x tiene longitud n, y escribiremos |x| = n.

Si x = (a1, . . . , an), y = (b1, . . . , bm) ∈ V ∗, entonces la concatenación de x e
y es el elemento de V ∗ dado por:

xy = (a1, . . . , an, b1, . . . , bm)

Para cada x = (a1, . . . , an) ∈ V n, llamaremos conjunto soporte de x al
conjunto:

s(x) = {ai : 1 ≤ i ≤ n},

y, por un abuso del lenguaje, escribiremos a ∈ x para denotar que a ∈ s(x).

Para cada a ∈ V , denotamos |a|x = #{i : xi = a} (donde #(A) denota el
cardinal del conjunto A), y llamaremos multiconjunto soporte de x al conjunto
de pares:
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ms(x) = {(a, |a|x) : a ∈ x}

A partir de los multiconjuntos soporte podemos definir la relación ∼, que se
puede probar fácilmente que es de equivalencia en V n, como:

x ∼ y si y solo si ms(x) = ms(y)

y denotaremos por V n
∼ = V n/ ∼ al conjunto cociente de V n bajo la relación

de equivalencia ∼.

Un ejemplo de dos tuplas equivalentes es (v1, v2, v1) ∼ (v1, v1, v2), debido a
que los multiconjuntos soporte de ambas tuplas son los mismos:

ms(v1, v2, v1) = ms(v1, v1, v2) = {(v1, 2), (v2, 1)}

Nuestra interpretación de estos conjuntos será que, aśı como V n denota el
conjunto de tuplas ordenadas de elementos de V , V n

∼ denota el conjunto de
tuplas no ordenadas del mismo conjunto (es decir, tuplas en las que importan
los elementos que aparecen, considerando las posibles repeticiones, pero no el
orden en el que aparecen).

Grafo Generalizado

A continuación presentamos la definición de Grafo Generalizado, que abarca
las diferentes variantes de grafo que necesitamos como marco común en las
diversas metodoloǵıas que vamos a aplicar en nuestro trabajo.

Definición 4. Un Grafo Generalizado es una tupla G = (V,E, µ) donde:

V y E son conjuntos, que llamaremos, respectivamente, conjunto de nodos

y conjunto de aristas del grafo.

µ es una relación (habitualmente la consideraremos funcional, pero no

es necesario) que asocia a cada nodo o arista en el grafo su conjunto

de propiedades, es decir, µ : (V ∪ E) × R → S, donde R representa el

conjunto de posibles claves para dichas propiedades, y S el conjunto de

posibles valores asociados a las mismas.

Habitualmente, para cada α ∈ R y x ∈ V ∪E, escribiremos α(x) = µ(x, α).
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Además, exigiremos la existencia de una clave destacada para las aristas del

grafo, que llamaremos incidencias y denotaremos por γ, que asocia a cada arista

del grafo una tupla, ordenada o no, de vértices del grafo, γ : E → V ∗ ∪ V ∗∼.

Figura 2.3: Grafo generalizado.

En general, también los denominaremos Grafos con Propiedades, aunque la
definición que hemos presentado aqúı es más general que las dadas formalmen-
te en esos contextos y que vimos en el parágrafo anterior, y solo cuando sea
necesario impondremos condiciones adicionales.

Cabe indicar que en los grafos generalizados que acabamos de mostrar, a
diferencia de las definiciones tradicionales, los elementos en E son śımbolos que
representan a las aristas y no pares de elementos de V , y es γ la función que
asocia a cada arista el conjunto de vértices que relaciona.

Gracias a que la longitud de la lista almacenada en la propiedad γ no tiene
restricción en su tamaño se abre la posibilidad de que una arista conecte un
número de nodos en V superior a 2, permitiendo aśı trabajar con hipergrafos
de manera natural. En función de si dicha lista es ordenada o no, hablaremos
de un grafo dirigido o no dirigido.

En algunas definiciones de hipergrafo se dice que una hiperarista es un mul-
ticonjunto de nodos dotados de una relación de orden conexa, no vaćıa y transi-
tiva, que será la que establezca el orden interno entre los nodos que participan
en las hiperaristas. Si el orden es total y simétrico, entonces la hiperarista se
dice no dirigida. Si es total y lineal, se dice dirigida. La forma que presentamos
aqúı es más general, ya que permite hiperaristas parcialmente dirigidas, y pasa
a ser una caracteŕıstica de la propia arista, y no del grafo completo.

Definición 5 (Notación y definiciones). En el contexto de las definiciones an-
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teriores, usaremos la siguiente notación y nomenclatura:

Habitualmente identificaremos e con γ(e), de forma que si v ∈ V escribi-

remos v ∈ e para denotar que v ∈ γ(e). Aśı, interpretamos la arista como

la colección de nodos que conecta, tal y como siguen las definiciones más

clásicas de grafos.

De forma simétrica, para cada u ∈ V escribiremos

γ(u) = {e ∈ E : u ∈ e}

En general, un grafo generalizado puede tener combinación de aristas di-

rigidas y no dirigidas. Si γ : E → V ∗ diremos que el grafo es Dirigido. Si

γ : E → V ∗∼ diremos que el grafo es No Dirigido.

Para cada e ∈ E, se define la aridad de e como
∑

a∈e |a|e.

Si γ : E → V 2 ∪ V 2
∼ diremos que el grafo es Binario (y coincide con la

estructura de grafo más habitual). En caso contrario, diremos que el grafo

es un Hipergrafo.

Una arista, e ∈ E, se dice que es un lazo si conecta un nodo con él mismo,

es decir, si tiene aridad distinta a 2 pero s(e) es unitario.

Una arista, e ∈ E, se dice incidente en un nodo, v ∈ V , si v ∈ e.

Dos nodos distintos, u, v ∈ V se dicen adyacentes, o vecinos, en G si

existe e ∈ E tal que {u, v} ⊆ e.

Si existen aristas distintas en E con la misma incidencia, es decir, aristas

que conectan los mismos nodos, diremos que el grafo es un Multi-grafo.

Si e es una arista binaria dirigida que conecta u con v, e = (u, v), escribi-

remos u
e→ v, y también notaremos eo = u ( output de e) y ei = v ( input

de e). En este caso, para cada u ∈ V escribiremos:

γo(u) = {e ∈ γ(u) : eo = u}

γi(u) = {e ∈ γ(u) : ei = u}

que denotan, respectivamente, el conjunto de aristas salientes de u y el

conjunto de aristas entrantes en u.
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Dado u ∈ V , definimos el entorno de u en G como el conjunto de nodos,

incluyendo a u, que están conectados con él, es decir:

N (u) =
⋃

e∈γ(u)

γ(e)

Cuando sea necesario hablaremos de entorno reducido de u como N ∗(u) =

N (u) \ {u}.

Cuando en G destacamos una propiedad adicional, τ , que denominare-

mos tipo, hablaremos de grafo tipado, que puede asignar tipos a nodos, y

aristas. Si además τ(E) tiene un solo elemento (todas las aristas tienen

el mismo tipo) diremos que G es Uni-Relacional. En caso contrario dire-

mos que G es Multi-Relacional. Por defecto, entenderemos que un grafo

en el que no se ha definido una propiedad tipo en las aristas es un grafo

Uni-relacional.

Podemos dar algunos ejemplos de las definiciones anteriores haciendo uso
del ejemplo de grafo generalizado presentado en la Figura 2.3, donde podemos
encontrar una arista de aridad 2 (binaria) y dos aristas de aridad 3 (ternarias),
por lo que corresponde a un hipergrafo en el que no existen lazos. Dos ejemplos
de entornos seŕıan N (a) = {a, b, c} y N (b) = {a, b, c, d, e}.

La noción de subgrafo se obtiene de la definición habitual añadiendo a las
condiciones habituales de contención de nodos y aristas la condición de que las
propiedades también se mantengan en los elementos comunes.

Definición 6. Un subgrafo de un grafo G = (V,E, µ) es un grafo GS =

(VS, ES, µS) tal que VS ⊆ V y ES ⊆ E y µS = µ|VS∪ES
. Notaremos S ⊆ G.

Cuando sea necesario, podremos dejar fuera de esta igualdad algunas pro-
piedades espećıficas si aśı se explicita.

Conectividad

Un concepto fundamental al trabajar con grafos es el de camino, que permite
estudiar relaciones de distancia y condiciones de conectividad entre diferentes
elementos del grafo, extendiendo la conectividad de las aristas a situaciones más
generales.

Debido a que nuestros grafos son considerablemente más generales que los
habituales (hasta el punto de contener el concepto de hipergrafo, que general-
mente no se cubre en la Teoŕıa de Grafos clásica) hemos de dar previamente
algunas nociones que permitan hablar de la posición de orden que ocupa un
nodo en una arista:
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Figura 2.4: Subgrafo del grafo presentado en la Figura 2.3.

Definición 7. Si e ∈ E y γ(e) = (v1, . . . , vn) ∈ V n, entonces para cada vi ∈ s(e)
definimos su orden en e como orde(vi) = i. Si e ∈ V n

∼ , entonces para cada

v ∈ s(e) definimos orde(v) = 0.

Este orden define de forma natural un orden entre los nodos incidentes en

una arista, y escribiremos u ≤e v para indicar que orde(u) ≤ orde(v).
A partir de esta relación de orden entre los nodos que conecta una arista,

podemos definir de manera general qué entendemos por un camino dentro de
un grafo.

Definición 8. Dado un grafo G = (V,E, µ), el conjunto de caminos en G, que

denotaremos por PG, se define como el menor conjunto verificando las siguientes

condiciones:

1. Si e ∈ E, u, v ∈ e con u ≤e v, entonces ρ = u
e→ v ∈ PG, y sopV (ρ) =

(u, v), sopE(ρ) = (e).

Diremos que ρ une (o conecta) los vértices u y v de G, o que v es accesible

desde u por medio de ρ, y lo notaremos por u
ρ
 v.

2. Si ρ1, ρ2 ∈ PG, con u
ρ1 v, v

ρ2 w, entonces ρ1 · ρ2 ∈ PG, con u
ρ1·ρ2 w,

sopV (ρ1 · ρ2) = sopV (ρ1)sopV (ρ2), sopE(ρ1 · ρ2) = sopE(ρ1)sopE(ρ2) (la

concatenación de las listas).

En caso de que u = v diremos que ρ es un camino cerrado, y si además no se

repiten aristas en ρ diremos que es un ciclo.
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Si ρ ∈ PG, con sopV (ρ) = (u1, . . . , un+1) y sopE(ρ) = (e1 . . . , en), entonces
escribiremos:

ρ = u1
e1→ u2

e2→ . . .
en→ un+1

En general, y como no hay confusión, escribiremos u ∈ ρ para expresar que
u ∈ sopV (ρ), y e ∈ ρ para expresar que e ∈ sopE(ρ).

En la Figura 2.5 se muestra un grafo en el que han sido marcados dos
caminos, v1

ρ1 v7 (en verde) y v7
ρ2 v1 (en rojo). El camino ρ1 · ρ2, resultante

de la concatenación de ambos, representa un ciclo.

Figura 2.5: Caminos en un grafo.

En P(G) se puede considerar una relación de equivalencia que hace que la
operación de concatenación de caminos, ρ1 · ρ2, sea asociativa, de forma que

ρ1 · (ρ2 · ρ3) = (ρ1 · ρ2) · ρ3

A partir de esta definición recursiva es sencillo definir qué entendemos por
longitud de un camino:

Definición 9. Se define la longitud de un camino ρ ∈ PG, y la notaremos por

|ρ|, como:

1. |(u, e, v)| = 1

2. |ρ1 · ρ2| = |ρ1|+ |ρ2|

En caso de que estemos trabajando con grafos binarios (dirigidos o no) esta
definición extiende a la definición habitual de camino, y que podemos ver escrita
como (usando la notación presentada anteriormente):

Definición 10. Un camino de longitud n en un grafo G = (V,E, µ) es una

sucesión de aristas (e1, . . . , en) tal que para cada 2 ≤ i ≤ n − 1 se tiene que

existen u ∈ ei−1 ∩ ei, v ∈ ei ∩ ei+1 con u ≤ei v.
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Diremos que el camino conecta los vértices u y v de G si u ∈ e1, v ∈ en, y

además u y v mantienen el orden en sus aristas, es decir, existen u+ ∈ e1 ∩ e2
y v− ∈ en−1 ∩ en tales que u ≤e1 u+ y v− ≤en v.

Nota.

Siguiendo una notación similar al caso de las aristas binarias dirigidas,

si ρ ∈ P(G) y u
ρ
 v, entonces escribiremos ρo = u y ρi = v.

Y de forma general, notaremos, respectivamente, los caminos que pasan

por u, que comienzan en u, y que acaban en u, por:

Pu(G) = {ρ ∈ P(G) : u ∈ ρ}

Pou(G) = {ρ ∈ P(G) : ρo = u}

P iu(G) = {ρ ∈ P(G) : ρi = u}

A partir del concepto de accesibilidad que proporciona la existencia de ca-
minos, damos la definición habitual de grafo conexo:

Definición 11. Un grafo G se dice conexo si todo par de vértices suyos puede

conectarse por medio de un camino en G. La componente conexa asociada a un

vértice es el conjunto de nodos que son accesibles desde él (y se pueden definir

de forma trivial las componentes entrantes y salientes).
Obsérvese que la relación ser accesible no es una relación de equivalencia

ya que, aunque en general suele ser reflexiva y es transitiva, la simetŕıa solo
se puede asegurar si el grafo es no dirigido. En consecuencia, las componentes
conexas en general no constituyen una partición en forma de clases de V .

A continuación presentamos la definición de árbol, un caso especial de gra-
fo con importantes aplicaciones en numerosas áreas incluyendo el aprendizaje
automático.

Definición 12. Un árbol es un grafo binario, uni-relacional, no dirigido, co-

nexo, y sin ciclos.
Un árbol se dice enraizado si uno de sus nodos ha sido designado como ráız.

En este caso, a pesar de que el grafo original (árbol) no es dirigido, el árbol
enraizado recibe una dirección natural en sus aristas desde la ráız hacia el resto
de los nodos del árbol. Con esta nueva orientación, si una arista conecta el nodo
u con el nodo u diremos que v es el hijo de u y que u es el padre de v. Sólo
puede haber un único nodo sin padre, que es la ráız del árbol. Los nodos que no
tienen hijos se conocen como hojas, y los nodos que no son ni hojas ni la ráız
se dicen interiores.
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Si G es un árbol, dos vértices cualquiera de G están conectados por un único
camino simple.

Figura 2.6: Árbol enraizado a través de diferentes nodos.

Definición 13. Un bosque es un grafo en el que todas sus componentes conexas

son árboles.

Proyecciones e Isomorfismos

Adaptamos las definiciones habituales de proyección e isomorfismo al con-
texto de los grafos generalizados que hemos definido. Estos conceptos serán
imprescindibles en algunas secciones posteriores de la tesis, y también para
comprender las diferencias que presentan las soluciones que aportamos con res-
pecto a las existentes.

En una proyección solo nos preocupamos por las propiedades estructurales
dadas por nodos y aristas, y no interviene la parte semántica que proporciona
µ (salvo γ):

Definición 14. Dados dos grafos con propiedades G1 = (V1, E1, µ1) y G2 =

(V2, E2, µ2), diremos que π = (fV , fE) es una proyección si fV : V1 → V2,

fE : E1 → E2, son funciones totales verificando:

∀v ∈ V1, ∀e ∈ E1(v ∈ e→ fV (v) ∈ fE(e))

En los isomorfismos no solo exigimos una biyección que se comporta co-
mo una proyección (en ambas direcciones) entre las estructuras de los grafos,
sino que además proyectamos propiedades (claves y valores) y pedimos que se
mantenga la coherencia semántica de las mismas:
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Figura 2.7: Proyección entre grafos.

Definición 15. Dos grafos con propiedades G1 = (V1, E1, µ1) y G2 = (V2, E2, µ2)

se dice que son isomorfos si existen aplicaciones biyectivas π = (fV , fE, fR, fS),

donde fV : V1 → V2, fE : E1 → E2, fR : R1 → R2 y fS : S1 → S2, tales que:

1. Si γ1 y γ2 son las propiedades de incidencia en G1 y G2, respectivamente,

entonces fR(γ1) = γ2.

2. ∀v ∈ V1, ∀α ∈ R1, se tiene que fS(µ1(v, α)) = µ2(fV (v), fR(α)).

3. ∀e ∈ E1, ∀α ∈ R1, se tiene que fS(µ1(e, α)) = µ2(fE(e), fR(α)).

Las igualdades anteriores deben entenderse de tal manera que si uno de los dos

términos existe, el otro también y son iguales. En particular, el isomorfismo

mantiene las relaciones de incidencia.

Figura 2.8: Isomorfismo entre grafos.

Obsérvese que, en particular, todo isomorfismo es una proyección biyectiva
cuya inversa también es una proyección.
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Teniendo en cuenta la notación que introdujimos anteriormente, y que nos
permite ver las propiedades como funciones, α(x) = µ(x, α), y si consideramos
que fG = fV ∪ fE está bien definida y es una biyección que mantiene nodos y
aristas, podemos expresar las relaciones anteriores como:

∀x ∈ V1 ∪ E1, ∀α ∈ R1 se tiene que fS(α(x)) = fR(α)(fG(x))

O lo que es lo mismo:

∀α ∈ R1 (fS ◦ α = (fR(α)) ◦ fG)

Viendo fR como una elevación de funciones definidas en V1∪E1 en funciones
definidas en V2 ∪ E2, podemos entonces decir que π = (fV , fE, fS, fR) es un
isomorfismo si, además de ser una colección de funciones biyectivas, fR eleva las
propiedades de G1 a propiedades de G2 de forma consistente con fS, haciendo
el siguiente diagrama conmutativo:

V1 ∪ E1
fG //

α

��

V2 ∪ E2

fR(α)
��

S1 fS
// S2

2.2. Medidas para Grafos Generalizados

La Teoŕıa de Grafos (y su denominación como Teoŕıa de Redes cuando se
aplica a áreas espećıficas fuera de la matemática, quizás cambiando algunos de
sus objetivos fundamentales) ha sido una valiosa herramienta para describir y
analizar sistemas que ocupan rangos tan variados como los sociales, biológicos,
f́ısicos, o de sistemas de información. Como ya hemos comentado, la mayoŕıa
de los estudios aplicados que hacen uso de esta herramienta usan grafos uni-
relacionales. A pesar de que este tipo de grafo ha dado buenos resultados en mul-
titud de aplicaciones, se hace necesario extender tanto las definiciones básicas
como el aparato anaĺıtico desarrollado para poder tratar casos más complejos.

Los primeros avances en métodos de análisis de redes se obtuvieron en el
campo de la socioloǵıa [85] con medidas como la centralidad de los nodos (ba-
sada en el grado de los nodos y en la existencia de caminos mı́nimos). Con el
incremento en la capacidad de procesamiento de las computadoras y la acumu-
lación de grandes conjuntos de datos se han hecho necesarios métodos anaĺıticos
que permitan obtener resultados más potentes y espećıficos en datos altamen-
te relacionados. De esta forma, se han desarrollado medidas de agrupamiento
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(clustering) que detectan grupos densamente conectados, medidas que anali-
zan procesos de difusión a través de la red, o medidas basadas en entroṕıa o
complejidad.

Junto a la respuesta al incremento de tamaño de los grafos analizados, desde
hace algunos años también se han desarrollado herramientas teóricas y aplicadas
con el fin de modelar redes en las que no todos los nodos, ni aristas, representan
el mismo tipo de información. Junto a las soluciones que modelan conjuntos
heterogéneos de nodos y aristas por medio de lo que se llaman Grafos Multi-
relacionales [198] encontramos otras aproximaciones más espećıficas pero muy
extendidas en determinadas áreas, como los denominados Grafos Multi-capa
[63], donde existen diferentes capas y cada una de ellas modela un grafo uni-
relacional, pero con posibilidad de añadir aristas entre nodos de distintas capas.
Además, se han desarrollado también lenguajes de consulta y generación de
grafos multi-relacionales que han intentado dar aproximaciones más abstractas
[201][103].

De forma paralela, la aplicación de técnicas anaĺıticas a redes multi-rela-
cionales ha despertado gran interés en los últimos años debido en parte a la
facilidad de uso y accesibilidad a nuevas formas de almacenamiento compu-
tacional. Un posible método a la hora de aplicar análisis tradicional, de grafos
uni-relacionales, a grafos multi-relacionales es proyectar estos últimos a un gra-
fo uni-relacional para aśı aplicar las medidas habituales. La forma básica de
considerar esta proyección es ignorando los diferentes tipos existentes en la red
original, pero también puede ser llevada a cabo a través de patrones predefinidos
que, al ser detectados en la red, forman una nueva arista en la proyección [202].
También se han desarrollado técnicas anaĺıticas para redes multi-capa, en [127]
se estudian medidas relacionadas con el grado, coeficiente de clustering, comu-
nidades y medidas que relacionan las capas entre śı. Algunos otros ejemplos de
análisis multi-relacional podemos encontrarlos en [174], donde se analiza cómo
dar medidas de agrupamiento para el caso particular de las redes bipartitas (o
Redes Two Mode), [24], donde se dan procedimientos de descubrimiento de nue-
vas relaciones (link discovery) a partir de la asortatividad de los nodos, o [102],
donde se extiende la medida Page Rank para que sea sensible a determinados
tópicos en la red.

A continuación presentaremos algunas medidas sobre grafos generalizados, la
mayoŕıa de las cuales han sido propuestas originalmente para grafos unirelacio-
nales y de las que ofrecemos posibles extensiones. En general, las posibilidades
de definición explotan al considerar las posibles divisiones que se pueden hacer
usando las propiedades de los elementos del grafo. El valor añadido que puedan
aportar unas u otras está claramente asociado al dominio de aplicación concre-
to sobre el que se aplique. En consecuencia, las extensiones que presentamos
deben ser consideradas como una muestra de las posibilidades que se ofrecen al
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trabajar con definiciones más generales, y no como una presentación exhaustiva
con pretensiones de fijar ĺıneas de ningún tipo.

En lo que sigue consideraremos un grafo generalizado prefijado G = (V,E, µ)
en las condiciones (y notación) que hemos visto en este mismo caṕıtulo.

2.2.1. Centralidad

Las medidas de centralidad persiguen localizar los elementos más importan-
tes (respecto de alguna caracteŕıstica comparable) de un conjunto [51]. Cuando
se aplican a grafos, las medidas de centralidad suelen dar una clasificación de
los nodos, aunque hay excepciones que han trabajado sobre aristas.

Grado

Una de las medidas más clásicas a la hora de clasificar los nodos de un grafo
viene dada por su grado. El grado de un nodo en un grafo uni-relacional no
dirigido es el número de aristas incidentes a dicho nodo. En el caso de los grafos
uni-relacionales dirigidos se pueden añadir de forma natural dos variantes a esta
medida distinguiendo entre dos tipos de grado, el grado de entrada y el grado
de salida.

En el caso de lo grafos multirelacionales existen diversas extensiones que
pueden dar información interesante para clasificar la centralidad del nodo.

Definición 16. Dado u ∈ V , α ∈ R y s ∈ S, definimos el grado de u por

aristas respecto de α = s como:

grEα=s(u) = #{e ∈ γ(u) : α(e) = s}

Y el grado por nodos de u respecto de α = s como:

grVα=s(u) = #{v ∈ N ∗(u) : α(v) = s}

Dada una distribución de probabilidad en S, P, podemos considerar los gra-

dos medios de las medidas anteriores como:

grEα (u) = EP[grEα=s(u)]

grVα (u) = EP[grVα=s(u)]
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Si consideramos en S un orden prefijado (por ejemplo, cuando S ⊆ N),

podemos tratar el vector grado dado por (si no, obtenemos una función que

depende de s ∈ S):

GRE
α (u) = (grEα=s(u))s∈S

GRV
α (u) = (grVα=s(u))s∈S

Obsérvese que los grados por nodo y por arista no coinciden en general, ya
que en el caso de grafos generalizados puede haber más de una arista conectando
dos mismos nodos (en el caso de multi-grafos).

Figura 2.9: Grados por aristas y por nodos.

Uno de los casos más habituales en los que encontraremos aplicaciones para
esta generalización del grado es para separar los grados en función de los tipos
(τ) de nodos y aristas.

También podemos generalizar las definiciones anteriores considerando un
predicado θ que haga uso de las propiedades definidas por µ de forma que po-
demos considerar una combinación cualquiera de las restricciones y condiciones
impuestas en el conteo.

Centralidad Betweenness

Una forma habitual de centralidad está basada en la idea de que la impor-
tancia de un nodo en un grafo está relacionada con la posición que el nodo ocupa
con respecto a los caminos en el grafo [85]. Si pensamos en esos caminos como
v́ıas de comunicación, los nodos que estén ubicados en más caminos serán más
importantes en la comunicación. Formalmente, este concepto se define como:
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Definición 17. Dado u ∈ V , definimos la Centralidad Betweenness de u en G

como:

bc(u) =
∑

s,t∈V,s 6=u6=t

σ(s, t|u)

σ(s, t)

donde σ(s, t|u) es el número total de caminos mı́nimos entre s y t que pasan

por u, y σ(s, t) es el número total de caminos mı́nimos entre s y t (indepen-

dientemente de que pasen por u o no).

Figura 2.10: Centralidad Betweenness.

En el caso de lo grafos generalizados de nuevo se nos presentan varias posibi-
lidades a la hora de extender la definición anterior. La primera y más general es
imponiendo restricciones que han de verificar los caminos que vamos a contar
(por ejemplo, por propiedades espećıficas en los nodos y aristas que los for-
man). Además, es fácil extender esta misma idea para que se pueda definir la
centralidad betweenness de aristas también. Aśı pues:

Definición 18. Dado θ predicado definido en P(G) a partir de propiedades de

µ, y x ∈ V ∪E, se define la Centralidad Betweenness de x respecto de θ, como:

bcθ(x) =
∑

s,t∈V,s 6=x 6=t

σθ(s, t|x)

σθ(s, t)

donde σθ(s, t|x) es el número total de caminos mı́nimos entre s y t que pasan

por x y verifican θ, y σθ(s, t) es el número total de caminos mı́nimos entre s y

t que verifican θ (independientemente de que pasen por x o no).
Obsérvese que la definición clásica unirelacional es equivalente a la genera-

lizada cuando θ es una tautoloǵıa. Además, la definición que hemos dado es
igualmente válida para nodos y aristas.

Page Rank

Las medidas de centralidad basadas en caminos mı́nimos son muy útiles
a la hora de clasificar elementos en un grafo debido en gran medida a que
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tienen en cuenta la estructura completa de la red pero tienen el inconveniente
de que su cálculo exacto consume muchos recursos computacionales, lo que
puede hacer que sean intratables para redes grandes. Una excelente alternativa
son las medidas de centralidad basadas en autovectores [168], que miden la
importancia de un nodo en una red en función de la conectividad de éste a
otros nodos que también están bien conectados según este mismo criterio: un
nodo es importante si está conectado a otros nodos importantes.

Aunque el cálculo de este tipo de medidas puede parecer computacionalmen-
te costoso, debido a que se fundamentan en un proceso recursivo, se obtienen
muy buenas aproximaciones haciendo uso de caminos aleatorios [170]. Vamos a
explicar la idea a través del modelo clásico de grafo uni-relacional dirigido:

Supongamos un caminante que se mueve de manera aleatoria de nodo en
nodo a través de las aristas de un grafo uni-relacional dirigido. Para facilitar la
explicación, supongamos que los nodos del grafo son V = {v1 . . . , vn}.

Si denotamos por pti la probabilidad de que el caminante se encuentre en el
nodo vi del grafo en el instante t, y partimos de que originalmente el caminante
puede empezar con igual probabilidad por cualquier nodo, podemos obtener la
relación:

P t+1 = MP t

donde M es la matriz de adyacencia normalizada del grafo de forma que
sus columnas suman 1 (nótese que el elemento mij de esta matriz indica la
probabilidad de pasar del nodo i al nodo j), P t = (pt1, . . . , p

t
n) y P 0 = ( 1

n
, . . . , 1

n
).

En este caso, se puede probar que bajo condiciones relativamente comunes
el vector P t converge a un vector que verifica:

MP = λP

que se corresponde con hallar el vector propio de la matriz de adyacencia
normalizada M .

El algoritmo PageRank [177], utilizado para medir la relevancia de páginas
web en Internet, es una variante de esta medida en la que, para eliminar puntos
muertos en la evolución del caminante, se añade la probabilidad de que éste
salte a una página aleatoria de la red en cualquier instante, a esta probabilidad
la denotaremos por 1 − d (a d se le llama factor de amortiguación, damping
factor).

Definición 19. Fijado d ∈ (0, 1), definimos la centralidad Page-Rank uni-

relacional de un nodo, u ∈ V , como:
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PR(u) =
1− d
|V |

+ d
∑

(v,u)∈E

PR(v)

grs(v)

donde grs(u) es el grado saliente de u.
Por supuesto, una primera opción a la hora de extender esta medida a grafos

generalizados consiste en interpretar la red como un grafo uni-relacional (todas
las aristas se consideran iguales) y calcular la centralidad como en el caso clásico,
y de hecho es aśı como suele hacerse en la mayoŕıa de los paquetes de cálculo
de redes. Sin embargo, teniendo en cuenta las extensiones que hemos realizado
anteriormente para los grados, es fácil dar ahora una extensión de esta definición
que considere restricciones respecto de propiedades de los vecinos considerados:

Definición 20. Fijado d ∈ (0, 1), α ∈ R, y s ∈ S, definimos la centralidad

Page-Rank respecto de α = s de un nodo, u ∈ V como:

PRα=s(u) =
1− d
|V |

+ d
∑

u∈N ∗(v)

PR(v)

grVα=s(v)

Y de forma similar a como hicimos con los grados, podemos considerar un
Page-Rank medio si consideramos una medida de probabilidad asociada a los
diversos valores que pueda tomar una función θ definida a partir de las propie-
dades de µ.

2.2.2. Medidas de Agrupamiento

Una de las medidas de agrupamiento más conocidas es el Coeficiente de
Clustering [111](que también se conoce como Coeficiente de Agrupamiento) que,
sobre un grafo unirelacional (se puede considerar dirigido o no), se define como
sigue:

Definición 21. Dado u ∈ V , el Coeficiente de Clustering de u se define como:

C(u) =
2 ·#{(v, w) ∈ E : {v, w} ⊆ N (u)}

gr(u)(gr(u)− 1)

Que cuenta la proporción de triángulos (ciclos de longitud 3) con un vértice
en u que hay en el grafo: de entre todos los posibles triángulos que se pue-
den formar usando u y los nodos de su entorno, aquellos que realmente están
completos.

La posibilidades a la hora de extender la definición del coeficiente de clus-
tering a grafos multirelacionales son amplias. Podemos reescribir la definición
anterior de la siguiente forma:
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Figura 2.11: Coeficiente de Clustering.

C(v) =
2 ·#{T (u, v, w) : {v, w} ⊆ N (u)}

gr(v)(gr(v)− 1)

donde T (u, v, w) es un triángulo formado por los nodos u, v y w.

Basta, pues, imponer condiciones sobre aristas y/o nodos de G a partir de
las propiedades definidas en µ para obtener una definición del Coeficiente de
Clustering que extiende a la anterior (que seŕıa un caso particular) y que permite
medir el agrupamiento que se produce en un grafo generalizado tomando en
cuenta diversos aspectos del mismo.

C(v) =
2 ·#{Tθ(u, v, w) : {v, w} ⊆ Nθ(u)}

grθ(v)(grθ(v)− 1)

donde, en general, θ es un predicado que permite restringir el conjunto de
elementos que se consideran en la muestra.

2.3. Aprendizaje Automático

El Aprendizaje Automático (Machine Learning, por su nombre en inglés,
que es el término que se ha extendido más en los últimos años) es la rama
de la Inteligencia Artificial que tiene como objetivo desarrollar técnicas que
permitan a las computadoras aprender. De forma más concreta, se trata de
crear algortimos capaces de generalizar comportamientos y reconocer patrones
a partir de una información suministrada en forma de ejemplos [10, 216].

Aunque tiene ya algunos años de antigüedad y ha cosechado grandes éxi-
tos en el pasado (y también algunos fracasos), ha sido recientemente cuando
ha sufrido una explosión de interés por parte de la comunidad cient́ıfica debido,
principalmente, a los buenos resultados que ha obtenido en los últimos años. No
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cabe duda que estos grandes resultados corresponden en gran medida a las in-
tensivas labores de investigación, e inversión, de grandes empresas tecnológicas
como Google, Apple, Microsoft, Facebook, Amazon y Baidu, pero sobre todo
se debe al trabajo continuado de equipos de investigadores que, desde los orga-
nismos públicos, han realizado una investigación de carácter abierto y ajena a
los requerimientos del mercado.

En muchas ocasiones, el campo de actuación del aprendizaje automático se
solapa con el de Data Mining ya que las dos disciplinas están enfocadas en el
análisis de datos. Sin embargo, el Aprendizaje Automático se centra más en el
estudio de la complejidad computacional de los problemas con la intención de
hacerlos factibles desde el punto de vista práctico, no únicamente teórico, y a la
extracción de conocimiento a partir del algoritmo, mientras que el Data Mining
se basa más en una extracción de información a partir de los datos, donde el
objetivo último está en los datos, no en el algoritmo.

A un nivel muy básico, podŕıamos decir que una de las tareas del Apren-
dizaje Automático es intentar extraer conocimiento sobre algunas propiedades
no observadas de un objeto basándose en las propiedades que śı han sido ob-
servadas de ese mismo objeto (o incluso de propiedades observadas en otros
objetos similares)... o, en palabras más llanas, predecir comportamiento futuro
a partir de lo que ha ocurrido en el pasado. Un ejemplo de mucha actualidad
seŕıa, por ejemplo, el de predecir si un determinado producto le va a gustar a
un cliente basándonos en las valoraciones que ese mismo cliente ha hecho de
otros productos que śı ha probado, y de la valoración de otros clientes que han
tenido un comportamiento similar a él.

En cualquier caso, como el tema del que estamos hablando está relacionado
con el aprendizaje, lo primero que hemos de preguntarnos es: ¿Qué entendemos
por aprender? y, ya que queremos dar metodoloǵıas generales para producir un
aprendizaje de forma automática, una vez que fijemos este concepto habremos
de dar métodos para medir el grado de éxito/fracaso de un aprendizaje. En
cualquier caso, ya que estamos trasladando un concepto intuitivo, y que usa-
mos normalmente en la vida diaria, a un contexto computacional, ha de tenerse
en cuenta que todas las definiciones que demos de aprendizaje desde un punto
de vista computacional, aśı como las diversas formas de medirlo, estarán ı́nti-
mamente relacionadas con contextos muy concretos y posiblemente lejos de lo
que, intuitivamente y de forma general, entendemos por aprendizaje.

Una definición relativamente general de aprendizaje dentro del contexto hu-
mano podŕıa ser la siguiente:

Proceso a través del cual se adquieren o modifican habilidades,
destrezas, conocimientos, conductas o valores como resultado del
estudio, la experiencia, la instrucción, el razonamiento y la observa-
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ción.

De esta definición es importante hacer notar que el aprendizaje debe pro-
ducirse a partir de la experiencia con el entorno. No se considera aprendizaje
toda aquella habilidad o conocimiento que sean innatos en el individuo o que
se adquieran como resultado del crecimiento natural de éste. Siguiendo un es-
quema similar, en el Aprendizaje Automático vamos a considerar aprendizaje
a aquello que la máquina pueda aprender a partir de la experiencia, no a par-
tir del reconocimiento de patrones programados a priori. Por tanto, una tarea
central de cómo aplicar esta definición al contexto de la computación va a con-
sistir en alimentar la experiencia de la máquina por medio de objetos con los
que entrenarse (ejemplos) para, posteriormente, aplicar los patrones que haya
reconocido sobre otros objetos distintos (en un sistema de recomendación de
productos, un ejemplo seŕıa un par particular cliente/producto, junto con la
información acerca de la valoración que aquél haya hecho de éste).

En realidad, y desde un punto de vista práctico, en el Aprendizaje Au-
tomático confluyen muchas otras áreas de investigación, no todas estrictamente
contenidas en la Inteligencia Artificial, y que aportan, de una u otra forma, un
contenido teórico robusto a la vez que herramientas y problemas sobre los que
poner en valor los avances realizados. Teniendo en cuenta que cualquier rama
del conocimiento humano es susceptible de ser objeto de este tipo de técnicas,
no debe resultar extraño que las influencias internas y externas de esta activa
área de la computación sean cada vez más numerosas.

Hay un gran número de problemas que caen dentro de la disciplina del
Aprendizaje Automático, y una de las diferencias que podemos destacar entre
ellos estriba en el tipo de objetos que intenta predecir. En este sentido, una
clasificación habitual es:

Problemas de Regresión: Intentan predecir un valor real. Por ejemplo, pre-
decir el valor de la bolsa a partir del comportamiento de la bolsa que está
almacenado (pasado). O predecir el valor de una propiedad numérica de
un nodo basándose en los valores de sus otras propiedades y las conexiones
con el resto de elementos del grafo.

Problemas de Clasificación (binaria o multiclase): Intentan predecir la
clasificación de objetos sobre un conjunto de clases prefijadas. Por ejem-
plo, clasificar si una determinada noticia es de deportes, entretenimiento,
poĺıtica, etc. o poder predecir el tipo de un nodo dentro de un grafo. Si so-
lo se permiten 2 posibles clases, entonces se llama clasificación binaria; si
se permiten más de 2 clases, estamos hablando de clasificación multiclase.

Problemas de Ranking : Intentar predecir el orden óptimo de un conjunto
de objetos según un orden de relevancia predefinido. Por ejemplo, el orden
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en que un buscador devuelve recursos de internet como respuesta a una
búsqueda de un usuario, o el orden que ocupan los nodos de un grafo
respecto a la medida de Page-Rank que vimos en la sección anterior.

Normalmente, cuando se aborda un nuevo problema de Aprendizaje Au-
tomático, lo primero que se hace es enmarcarlo dentro de alguna de las clases
anteriores, ya que la forma en que podemos medir el error cometido entre la pre-
dicción y la realidad dependerá de dicha clase. En consecuencia, el problema de
medir cómo de acertado es el aprendizaje obtenido deberá ser tratado para cada
caso particular de metodoloǵıa aplicada, aunque en general podemos adelantar
que necesitaremos “embeber”la representación del problema en un espacio en
el que tengamos definida una medida.

Por otra parte, y dependiendo del tipo de patrón buscado y de cómo se
aborde el tratamiento de los ejemplos, los diferentes algoritmos de aprendizaje
se pueden agrupar en dos grandes bloques (en todo caso, no es extraño encon-
trar otros bloques adicionales que muestran ligeras diferencias con estos dos
principales, como el semisupervisado, transducción, por refuerzo, etc.):

Aprendizaje supervisado: se genera una función que establece una corres-
pondencia entre las entradas y las salidas deseadas del sistema, donde la
base de conocimientos del sistema está formada por ejemplos etiquetados
a priori (es decir, ejemplos de los que sabemos su clasificación correcta o
su valor de regresión). Un ejemplo de este tipo de algoritmo es el problema
de clasificación al que hemos hecho mención anteriormente.

Aprendizaje no supervisado: donde el proceso de modelado se lleva a ca-
bo sobre un conjunto de ejemplos formados únicamente por entradas al
sistema, sin existir una clasificación/regresión correcta a priori (ni nece-
saria). Lo que se busca es que el sistema sea capaz de reconocer patrones
que puedan determinar cómo se distribuyen los ejemplos y qué relaciones
existen (en probabilidad) entre ellos.

Aunque puntualmente haremos uso de algoritmos de aprendizaje no super-
visado, a lo largo de esta tesis nos centraremos casi siempre en problemas que
requieren una aproximación supervisada y, por ello, la formalización que pre-
sentamos a continuación se ajusta principalmente a este tipo de aprendizaje
supervisado.

2.3.1. Formalización del Aprendizaje

Como el concepto de aprendizaje automático es considerablemente amplio y
puede ser enfocado desde diversos ángulos, nosotros elegiremos lo que hasta el
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momento es la formalización más común y con mayores garant́ıas de aplicación,
y que se deriva de lo que se conoce como Aprendizaje Estad́ıstico. Además,
como hemos indicado, nos enfocaremos en dar aqúı el marco para el aprendizaje
supervisado.

Definición 22. De forma general, el problema de aprendizaje al que nos en-

frentamos es, dado un conjunto finito de ejemplos o muestras, S ⊆ X × Y

(S = {(xi, yi) : i ≤ n}), al que habitualmente se denomina Conjunto de Entre-

namiento, y que es una muestra del proceso que se quiere aprender, encontrar

h : X → Y tal que ∀(xi, yi) ∈ S (h(xi) = yi).

El problema espećıfico del Aprendizaje Automático es un caso particular del

anterior, en el que restringimos h a ser una función computable por medio de un

algoritmo, A, de forma que dado un espacio de posibles funciones computables,

H, al que denominaremos Familia de Hipótesis, A es capaz de proporcionar,

para cada posible conjunto de entrenamiento S, la mejor hipótesis, hS ∈ H, que

resuelve el problema de aprendizaje:

A : Pf (X × Y )→ H
S 7→ hS

donde, para cualquier conjunto A, Pf (A) representa las partes finitas de A (la

colección de subconjuntos finitos de A).
En realidad, dependiendo de las condiciones que impongamos sobre A y

H obtendremos aproximaciones desde diversas disciplinas que trabajan sobre la
extracción de patrones a partir de muestras parciales de un evento, y que pueden
ir desde la F́ısica, hasta el Aprendizaje Automático, pasando por el Análisis
Funcional o el Aprendizaje Estad́ıstico. En el Aprendizaje Automático, el foco
está en el algoritmo A, que muchas veces está asociado a la implementación en
un lenguaje de programación espećıfico y que genera un elemento concreto de
la familia de hipótesis.

Además, y esta es la razón por la que decimos que la formalización presenta-
da toma su base del Aprendizaje Estad́ıstico, haremos una suposición adicional,
y es que supondremos que existe una probabilidad, P, definida en X × Y , de
forma que, aunque sea desconocida durante todo nuestro proceso, podemos ver
las muestras de S como el resultado de n variables aleatorias independientes e
idénticamente distribuidas sobre el espacio de datos (o, si queremos, como la
ejecución de n veces la misma variable aleatoria). Esta suposición únicamente
formaliza nuestra visión de que el proceso que estamos queriendo aprender sigue
alguna ley desconocida pero existente.

Nos queda todav́ıa por definir qué entendemos por la mejor hipótesis pero,



2.3. Aprendizaje Automático 37

en cualquier caso, hemos de indicar que en la mayoŕıa de las situaciones esta
hS ideal no se puede conseguir, bien sea por problemas en S (que podemos
denominar como ruido), por limitaciones en H (que podemos denominar sesgo,
ya que depende de nuestra presunción de que el problema se pueda modelar bajo
ciertas circunstancias), o por problemas en el propioA (que podemos denominar
varianza, ya que depende de la dificultad que tenga el algoritmo de encontrar el
mejor hS de entre todos los elementos disponibles). Es por ello que en la mayoŕıa
de los casos nos conformaremos con una solución que sea suficientemente buena.

Una forma de medir lo buena que es una solución es viendo el error que se
comete entre el valor obtenido, hS(xi), y el valor deseado, yi, pero esta aproxi-
mación es en la práctica muy ineficiente ya que es relativamente fácil encontrar
algoritmos que, bajo suposiciones mı́nimas, consigan reducir este error tanto
como queramos en todo S.

En realidad, aunque en la práctica sea incalculable, lo que buscamos es
minimizar el error que se comete con la función real que estamos intentando
aprender. Para poder expresar esta medida, definimos lo que se conoce como
error de predicción esperado:

Definición 23. El error de predicción esperado, también conocido como error

de generalización o error de test, de hS es 1:

Err(hS) = EX,Y [L(Y, hS(X))]

donde L es una función de error que mide la discrepancia entre sus dos argu-

mentos.
Este error mide cómo se comporta hS sobre todos los posibles elementos

de X, incluyendo no solo los del conjunto de entrenamiento, S, sino también
aquellos no observados. Obviamente, el objetivo no es realizar las predicciones
más acertadas sobre el conjunto de entrenamiento, sino aprender un modelo que
sea capaz de comportarse correctamente en todo el espacio de posibles datos
del problema.

Cuando tratamos un problema de clasificación la función de error más ha-
bitual es:

L(Y, hS) =

{
1 , si Y = hS(X)

0 , si Y 6= hS(X)

1EX [f(X)] denota el valor esperado de f(x) (para x ∈ X ) con respecto a la distribución

de probabilidad de la variable aleatoria X y se define como:

EX [f(X)] =
∑
x∈X

P (X = x)f(x)
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donde todas las clasificaciones erróneas son penalizadas de igual forma. En este
caso, la generalización del error quedaŕıa:

Err(hS) = P (Y 6= hS(X))

Cuando tratamos un problema de regresión la función de error más utilizada
es la función de error cuadrático:

L(Y, hS(X)) = (Y − hS(X))2

donde las diferencias más grandes entre el valor predicho y el valor correcto son
penalizados de manera más intensa que las pequeñas. En este caso, el error de
generalización quedaŕıa:

Err(hS) = EX,Y [(Y − hS(X))2]

El siguiente resultado nos dice que, incluso sin tener conocimientos a priori
de la distribución P, el error de cualquier hipótesis considerada puede descom-
ponerse de forma informativa:

Teorema 1. Para cada h : X → Y se tiene que:

Err(h) = EX [(h(x)− rP(x))2] + Err(rP)

donde rP = EY [Y ] se denomina función de regresión de P.
En esta descomposición:

El primer sumando, EX [(h(x)− rP(x))2], es el error que se comete al usar
h como aproximación de la función de regresión.

El segundo sumando, Err(rP), no depende de h, únicamente de P, que
es el modelo real que sigue el proceso que estamos intentando aprender,
y refleja el ruido inherente en los datos, es decir, cómo de factible es que
realmente esos datos sigan una distribución que pueda ser reflejada por
medio de una relación funcional.

Por tanto, tomar h = rP supone el error mı́nimo posible (es decir, la mejor
solución), pero no podemos calcularla porque no conocemos P.

2.3.2. Estimando el Error

Como ya hemos comentado, en la prática la distribución de probabilidad P
es desconocida (si no fuese aśı, no seŕıa necesario realizar un aprendizaje), por
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lo que realizar la evaluación de Err(hS) es imposible. Además, normalmente es
imposible evaluar datos adicionales a los presentes en S, ya que en la mayoŕıa
de los problemas, S constituye el único conjunto de datos disponible y sobre
él el modelo debe realizar tanto el aprendizaje como la evaluación del error
de predicción esperado. A continuación veremos una forma de estimar el error
de generalización a pesar de esta cantidad de incógnitas en nuestro problema
[229, ?, 130, 162, 101, 21].

La pregunta que debe aparecer en todo proceso de aprendizaje con las condi-
ciones expuestas es: ¿cómo puede A intentar minimizar el error en su búsqueda
en el espacio de hipótesis, H, si no sabe nada acerca de P?

Para llevar a cabo esta tarea, disponemos de dos ĺıneas de acción fundamen-
tales:

1. El conocimiento a priori del problema (y, en consecuencia, de P) puede
reflejarse en la elección de H, tanto en el conjunto de hipótesis que con-
sideraremos como en el proceso de búsqueda que llevaremos a cabo para
seleccionar la hipótesis más adecuada. Por ejemplo, y ha sido muy nor-
mal en estad́ıstica, cuando suponemos que podemos usar un modelo lineal
para realizar el aprendizaje.

2. Aunque el error de generalización no se puede evaluar directamente, śı
que podemos evaluar lo que se conoce como error emṕırico en S de las
distintas hipótesis que podemos ir seleccionando:

RS(h) =
1

n

∑
(xi,yi)∈S

L(yi, h(xi))

En general, esta estimación del error es muy pobre debido a que la ma-
yoŕıa de algoritmos de aprendizaje automático van a conseguir minimizar-
lo (haciendo incluso que RS(h) = 0). Pero intuitivamente, cuando n crece
mucho, se espera que RS(h) ∼ Err(h), por lo que minimizar RS cuando
el tamaño de S se va ampliando debe ser parecido a minimizar el error.

Normalmente, nos enfrentamos a un equilibrio entre el error de generalización
y el de aproximación emṕırica: aunque una v́ıa para minimizar el error de gene-
ralización puede ser enriquecer A, los datos necesarios para mantener el error
de aproximación bajo control crece rápidamente con el tamaño de A.

Un problema similar lo muestra el siguiente teorema de descomposición del
error, que se suele conocer como Descomposición ruido/bias/varianza:

Teorema 2. Tomando S como una variable aleatoria que se distribuye siguien-

do Pn (n aplicaciones de la distribución dada por P), y definiendo h(x) =
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ES[hS(x)] como la predicción esperada para cada x ∈ X fijo. Si ES[Err(hS)] <

∞, entonces:

ES[Err(hS)] = EX [(Y − rP(x))2]+

EX×Y [(h(X)− rP(X))2]+

EX×Y [ES[(hS(X)− h(X))2]]

En la descomposición anterior:

EX [(Y −rP(x))2] solo depende de P, y refleja el ruido inherente a los datos
(similar a la obtenida en la descomposición anterior).

EX×Y [(h(X)− rP(X))2] se denomina bias o sesgo, y refleja lo bien que se
puede comportar la familia de hipótesis considerada, H, para aproximar
la mejor aproximación posible (el regresor).

EX×Y [ES[(hS(X)− h(X))2]] se denomina varianza, y refleja lo dif́ıcil que
es conseguir el mejor aproximador de nuestra familia.

Igual que ocurrió con la descomposición anterior, ahora nos enfrentamos a un
equilibrio entre dos de los sumandos: si enriquecemos H para conseguir que el
sesgo disminuya, haremos más dif́ıcil encontrar la mejor hipótesis dentro de la
familia, por lo que la varianza aumentará.

Hay otro importante concepto relacionado con las posibles modificaciones
de estos sumandos, que se denomina sobreajuste, que se produce cuando una
solución se ajusta tanto a S que hace que el error emṕırico sea excesivamente
optimista, no mostrando que fuera de S no tiene porqué comportarse tan bien:

Definición 24. Diremos que h ∈ H sobreajusta en S si:

∃h′ ∈ H (RS(h) < RS(h′) ∧ Err(h) > Err(h′))

Todo lo que hemos visto relacionado con estas descomposiciones nos llama a
buscar una familia H equilibrada, que sea capaz de comportarse bien incluso en
el panorama de desconocimiento que el propio problema de aprendizaje impone.
Para ello, se han desarrollado varias técnicas:

Desde el punto de vista práctico, y debido a que el error emṕırico de hS
sobre el conjunto S suele ser bastante optimista, una posible aproximación
emṕırica se realiza a través de un conjunto de prueba, lo que consiste en
dividir el conjunto de entrenamiento, S, en dos subconjuntos disjuntos,
Strain y Stest, llamados, respectivamente, conjunto de entrenamiento y
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conjunto de prueba, utilizar Strain para realizar el aprendizaje, Stest para
evaluar el error del modelo.

Una práctica habitual suele ser seleccionar el 70 % de los ejemplos de S
para constituir Strain y el 30 % restante para constituir Stest, aunque la
experiencia propone reducir progresivamente el conjunto de prueba con-
forme el tamaño de S crece [39].

En cualquier caso, se debe tener cuidado al dividir el conjunto S de tal
manera que los ejemplos que acaben en Strain sean independientes de los
que acaban en Stest y que ambos provengan de la misma distribución. Esto
se puede conseguir normalmente haciendo una selección aleatoria de los
elementos en S.

A pesar de que el error emṕırico calculado en el conjunto de prueba pro-
porciona una estimación del error de generalización mucho más fiable que
el calculado sobre el conjunto de entrenamiento, tiene el inconveniente de
que reduce el número de ejemplos sobre los que el modelo aprende. Si S
es lo suficientemente grande esto puede no ser un problema pero, en caso
contrario, esta división puede dar lugar a un conjunto de entrenamiento
demasiado pequeño como para llevar a cabo un aprendizaje correcto y,
por tanto, para que la estimación del error de generalización sea fiable.

Cuando S es pequeño, el estimador basado en la validación cruzada (K-
Fold Cross Validation, en inglés) es preferible frente a la estimación basada
en el conjunto de prueba. Esta estimación consiste en dividir S de manera
aleatoria en K subconjuntos disjuntos, S1, ..., SK , y estimar el error de
generalización como el promedio del error de predicción sobre los diferen-
tes conjuntos Sk de los modelos hS\Sk

, aprendidos sobre el resto de los
ejemplos de S que no se encuentran en Sk [130].

Para prevenir que A seleccione hipótesis demasiado complejas de H, pero
no evitar que existan para cuando sea necesario, se pueden usar versiones
modificadas del método de optimización del error experimental.

Uno de los procedimientos es el llamado minimización del riesgo estruc-
tural, que consiste en considerar una sucesión de familias de hipótesis,
H1 ⊆ H2 ⊆ H3 ⊆ . . . , de complejidad creciente, y añadir al error experi-
mental un factor que penaliza la complejidad de la clase seleccionada.

Una variante de esta idea es la llamada regularización, en la que se to-
ma una sola familia, H, y una función que mide la complejidad de la
hipótesis seleccionada (por ejemplo, si las hipótesis son parametrizaciones
que pueden expresarse de forma vectorial a partir de una determinada
construcción puede tomarse una norma de los parámetros).
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En cualquier caso, seleccionar una familia H adecuada es más un arte que una
ciencia, y depende del problema concreto y de la experiencia.

Además, hay resultados que demuestran que no hay una elección mejor a
priori, como el teorema que popularmente se conoce como No Free-lunch [245],
que nos dice que no hay una elección a priori de H que sea mejor que las demás,
esto es, dadas dos familias, H1 y H2, siempre podremos encontrar problemas
con conjuntos de entrenamiento en el que H1 se comporta mejor que H2, y
viceversa.

2.3.3. Algunos modelos de aprendizaje

En esta última sección del caṕıtulo introduciremos algunos de los modelos
de Aprendizaje Automático que aparecerán en los desarrollos de los caṕıtulos
posteriores. La lista de modelos presentados no pretende ser exhaustiva ni cu-
brir ninguna categorización a priori, salvo la de hacer que este documento sea
autocontenido (en la medida de lo posible).

Debido a que los árboles de decisión (y, en particular, el algoritmo ID3) y las
redes neuronales se desarrollan generosamente en los caṕıtulos correspondientes
para mantener la coherencia de las modificaciones que se proponen en esta tesis,
de estos modelos solo daremos aqúı una presentación muy superficial.

K vecinos más cercanos

El algoritmo de los k vecinos más cercanos (k-NN, de k Nearest Neighbour,
por su nombre en inglés) [59] es un sistema de clasificación supervisado basado
en criterios de vecindad. Recordemos que los sistemas de clasificación supervi-
sados son aquellos en los que, a partir de un conjunto de ejemplos clasificados,
intentamos asignar una clasificación a un segundo conjunto de ejemplos.

En particular, k-NN se basa en la idea de que los nuevos ejemplos serán
clasificados usando la clase a la cual pertenezca la mayor cantidad de vecinos
más cercanos a ellos del conjunto de entrenamiento.

Este algoritmo explora todo el conocimiento almacenado en el conjunto de
entrenamiento para determinar cuál será la clase a la que pertenece una nueva
muestra, pero únicamente tiene en cuenta los vecinos más próximos a ella, por lo
que es lógico pensar que es posible que no se esté aprovechando de forma eficiente
toda la información que se podŕıa extraer del conjunto de entrenamiento.

En problemas prácticos donde se aplica esta regla de clasificación se suele
tomar un número k de vecinos impar para evitar posibles empates (aunque esta
decisión solo resuelve el problema en clasificaciones binarias). En otras ocasio-
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nes, en caso de empate, se selecciona la clase que verifique que sus representantes
tengan la menor distancia media al ejemplo que se está clasificando. En última
instancia, si se produce un empate, siempre se puede decidir aleatoriamente
entre las clases con mayor representación.

Figura 2.12: Funcionamiento del algoritmo k-NN.

Una posible variante de este algoritmo consiste en ponderar la contribución
de cada vecino de acuerdo a la distancia entre él y el ejemplar a ser clasificado,
dando mayor peso a los vecinos más cercanos.

Por ejemplo, podemos ponderar la clase de cada vecino de acuerdo al cua-
drado inverso de sus distancias: Si x es el ejemplo que queremos clasificar, C es
el conjunto de posibles clases, y {(xi, yi) : 1 ≤ i ≤ k} es el conjunto de los k
ejemplos de S más cercanos a x, definimos

wi =
1

d(x, xi)2

y, entonces, la clase asignada a x es aquella que verifique que la suma de los
pesos de sus representantes sea máxima:

hS(x) = arg máx
c∈C

∑
yi=c

wi

Esta mejora es muy efectiva en muchos problemas prácticos. Es robusto ante
ruido en S y suficientemente efectivo cuando S es grande. Además, se puede ver
que, al tomar promedios ponderados de los k vecinos más cercanos, el algoritmo
puede evitar el impacto de ejemplos aislados con ruido.

Árboles de Decisión

Los árboles de decisión constituyen, quizás, uno de los modelos de clasifica-
ción más conocidos. Aunque se diseñaron en el marco de la Teoŕıa de la Decisión
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y la Estad́ıstica pronto se posicionaron como uno de los modelos más versátiles
dentro del aprendizaje automático [203].

Originalmente fueron introducidos como modelos de clasificación, pero pos-
teriormente se introdujeron variantes para resolver problemas de regresión. Da-
da la larga historia y el gran interés en los árboles de decisión, existen numerosas
y buenas referencias que los estudian en profundidad [210, 161, 131].

Un árbol de decisión, que como su nombre indica, tiene estructura de árbol,
está formado por un conjunto de nodos interiores, denominados nodos de deci-
sión, y de nodos hoja, denominados nodos de respuesta y trabajan sobre datos
que están compuestos por un conjunto de atributos y valores (normalmente en
forma de tabla):

Un nodo de decisión se asocia habitualmente a uno solo de los atributos y
tiene tantas aristas salientes como posibles valores pueda tomar el atributo
asociado. La interpretación semántica de un nodo de decisión es la de
una pregunta que se le hace a la muestra analizada y, dependiendo de la
respuesta que proporcione, para clasificar la muestra se pasa al nodo que
se conecta por la arista correspondiente.

Un nodo de respuesta está asociado a la clasificación que se quiere pro-
porcionar, y devuelve la decisión del árbol con respecto al ejemplo de
entrada.

Para ilustrar brevemente el concepto de árbol de decisión vamos a usar un
ejemplo que clasifica un conjunto de datos sobre animales (presentado en la
Tabla 2.1). Cada fila representa un animal, cada columna la existencia, o no, de
alguna propiedad en ellos, y la última columna representa la clase a la que el
animal pertenece (Mamifero, Pez o Ave), y que será la que queremos que el
árbol de decisión aprenda a obtener a partir de las propiedades de los objetos.
La figura 2.13 muestra un árbol de decisión que clasifica correctamente estas
muestras.

Algunas de las ventajas que presentan los árboles de decisión como métodos
de clasificación es que son fáciles de entender e interpretar, requieren de poco
preprocesamiento de los datos para su construcción automática, son capaces de
manejar datos de diversos tipos (tanto numéricos como categóricos), propor-
cionan un modelo de caja blanca que explica porqué devuelven los resultados
que devuelven, funcionan bien ante presencia de ruido en las muestras, y escalan
bien ante la presencia de conjuntos de entrenamiento muy grandes. Representan
también la base de la variante que presentaremos para trabajar en el contexto
de grafos con propiedades.

Se han desarrollado numerosos algoritmos para construir árboles de decisión
de manera automática a partir de un conjunto de entrenamiento [160, 121, ?]
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Tabla 2.1: Datos de animales
Huevos Patas Agua Plumas Tipo

1 Ballena x x X x MAM

2 Atún X x X x PEZ

3 Pato X X X X AVE

4 Cigüeña X X x X AVE

5 Perro x X x x MAM

6 Bacalao X x X x PEZ

Figura 2.13: Árbol de decisión simple.

pero, sin duda, el más extendido y famoso es el algoritmo ID3, ya que constituye
la base de la mayoŕıa de algoritmos de este tipo desarrollados posteriormente.

Redes Neuronales Artificiales

Las redes neuronales artificiales, inspiradas en las estructuras neuronales
de algunos seres vivos, se pueden expresar formalmente por medio de un grafo
dirigido aćıclico con propiedades G = (V,E, σ, w, a), donde V es el conjunto de
nodos (neuronas), E es el conjunto de aristas dirigidas, w : E → R es la función
de pesos asociados a las aristas del árbol, σ es una función de activación asociada
a los nodos (normalmente, la misma para todos), y a : V → R asocia a cada
nodo el valor de activación del mismo.

Vamos a imponer una condición adicional, y es que V se pueda expresar
como una unión disjunta de capas, V0, . . . , Vk, de forma que las conexiones solo
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se dan entre capas sucesivas:

e = (u, v) ∈ E si y solo si ∃i (u ∈ Vi ∧ v ∈ Vi+1)

Figura 2.14: Red neuronal con una capa oculta.

Si V0 = {i1, . . . , in} (capa de entrada) y Vk = {o1, . . . , om} (capa de salida),
podemos asociar a cada red una función, h(V,E,σ,w) : Rn → Rm, de la siguiente
forma:

1. Dados (x1, . . . , xn) ∈ Rn, definimos a(i1) = x1, . . . , a(in) = xn.

2. Calculado a para las capas V0, . . . , Vi−1, para cada v ∈ Vi se define:

a(v) = σv

 ∑
e=(u,v)∈E

w(e)a(u)


3. Entonces h(V,E,σ,w)(x1, . . . , xn) = (a(o1), . . . , a(om)).

A las capas Vi, con 0 < i < k se denominan capas ocultas. Al grafo (V,E, σ) se
le denomina estructura de la red, porque es la parte estática de la red.

En estas condiciones, usar redes neuronales como modelo de aprendizaje
significa usar como familia de hipótesis el conjunto de posibles redes que usan
la misma estructura y que pueden variar en los pesos asociados a las aristas:

H(V,E,σ) = {h(V,E,σ,w) : w : E → R}

Aunque no lo hemos explicitado, suele ser habitual usar una de las neuronas
con un valor de activación fijo (normalmente, 1), denominada nuerona de bias,
que está conectada con todas las demás neuronas y que sirve para introducir
valores de umbral en el cálculo de la activación de las mismas.

Se han demostrado resultados muy interesantes acerca de la capacidad ex-
presiva de estas redes para determinados objetivos, por ejemplo:
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Teorema 3. Para cada n ∈ N, existe un grafo (V,E, signo) que solo hace uso de

2 capas, tal que H(V,E,signo) contiene todas las funciones de {−1, 1}n en {−1, 1}
(donde signo es la función signo habitual).

Y, además, en estas condiciones, se puede probar que el número de neuronas,
|V |, crece exponencialmente con n, el número de entradas.

Desde el punto de vista de capacidad computacional, el siguiente resultado
establece algunas cotas interesantes:

Teorema 4. Sea T : N → N, y para cada n, sea Fn el conjunto de funciones

que pueden ser calculadas por una máquina de Turing en tiempo acotado por

T (n). Entonces, existen constantes b, c ∈ R tales que para cada n existe una red

(Vn, En) de tamaño acotado por cT (n)2 + b tal que Fn ⊆ H(V,E,signo).
Los resultados anteriores hablan de la capacidad expresiva de las redes neu-

ronales, pero no del método de entrenamiento, es decir, cómo calcular la red
(los pesos) que proporciona la mejor aproximación.

El siguiente resultado muestra lo complicado que resulta encontrar estas
redes incluso en los casos más simples:

Teorema 5. Sea k ≥ 3. Para cada n, sea (V,E, signo) una red con 1 sola

capa oculta, n neuronas de entrada, k + 1 nodos en la capa oculta, y una solo

neurona de salida. Entonces, encontrar la red de H(V,E,signo) que minimiza el

error emṕırico, RS, es NP-duro.
Debido a esta dificultad, hay que realizar búsquedas heuŕısticas para poder

encontrar redes suficientemente buenas. A mediados de los años 80 se presentó
un algoritmo, llamado Retro-Propagación (Back Propagation, en inglés), que
aproxima en muchos casos los pesos a partir de S, y que se puede resumir muy
brevemente en los siguientes puntos:

1. Empezar con w cualquiera (generalmente elegida al azar).

2. Seleccionar (x, y) ∈ Strain al azar, y usar x como dato de entrada de la
red.

3. Generar la salida, o(x) usando x como entrada (propagación hacia delante,
tal y como se explicó anteriormente).

4. Comparar la salida generada por al red con la salida deseada, ∆ = |o(x)−
y|.

5. La diferencia obtenida entre la salida generada y la deseada se usa para
ajustar los pesos, w, de las conexiones de las neuronas en la capa de salida.

6. El error se propaga hacia atrás, hacia la capa de neuronas anterior, y se
usa para ajustar los pesos w de las conexiones entrantes en esta capa.
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La forma de modificar estos pesos es por medio de algún procedimiento
gradiente que busca minimizar el error.

7. Se continúa propagando el error hacia atrás y ajustando los pesos hasta
que se alcance la capa de entrada.

8. Este proceso se repetirá con los diferentes elementos de Strain hasta que
se verifique alguna condición adicional de parada (minimización del error
global sobre Stest).

Debido a que la minimización se hace por medio de algún procedimiento basado
en gradientes, este algoritmo es especialmente indicado cuando las funciones σv
son diferenciables. Es por ello, y por la facilidad para calcular su derivada en
un punto a partir del propio valor de la función en ese punto, que es tan común
usar la función sigmoide como función de activación.

σ(x) =
1

1 + e−x
, σ′(x) = σ(x)(1− σ(x))

En general, cuando se usan otro tipo de redes u otras funciones de activación,
se usa un método de optimización por gradiente, que se basa en la diferencia-
ción automática (concretamente, en su versión inversa), y del que el método de
propagación hacia atrás puede ser considerado un caso particular.

2.3.4. Métodos combinados de aprendizaje

En el campo del aprendizaje automático, los métodos combinados (o métodos
ensemble) utilizan múltiples algoritmos de aprendizaje para obtener un rendi-
miento predictivo que mejore el que podŕıa obtenerse por medio de cualquiera
de los algoritmos de aprendizaje individuales que lo constituyen por separado
[258].

Como ya comentamos, la tarea general de aprendizaje a partir de un con-
junto limitado de datos es complicada y, ni siquiera teniendo la certeza de que
en el espacio completo de hipótesis que estamos considerando exista una buena
solución, podemos estar seguros de encontrarla.

La idea de los métodos combinados es considerar múltiples hipótesis si-
multáneamente para formar una hipótesis que, esperamos, se comporte mejor.
El término de métodos ensemble se suele reservar para aquellas combinacio-
nes que hacen uso de múltiples hipótesis pertenecientes a una misma familia,
mientras que se usa el término más general de sistemas de aprendizaje múlti-
ple cuando se permite que las hipótesis que se combinan provengan de diversas
familias.
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Una combinación de algoritmos de aprendizaje supervisado es en śı mismo
un algoritmo de aprendizaje supervisado y puede ser entrenado y usado para
hacer predicciones. Sin embargo, se debe tener en cuenta que una combinación
de hipótesis de una determinada familia no es necesariamente una hipótesis
de la misma familia, por lo que podŕıamos obtener mejores resultados que con
los elementos individuales de la familia, aunque también podemos correr el
riesgo de obtener un modelo sobreajustado si no se tienen algunas precauciones.
En la práctica, la forma en que se seleccionan los modelos individuales que se
combinan hacen uso de algunas técnicas que tienden a reducir los problemas
relacionados con el exceso de ajuste de los datos de entrenamiento y mejoran la
predicción conjunta.

Figura 2.15: Métodos combinados de aprendizaje.

Emṕıricamente, se ha comprobado que cuando existe una diversidad sig-
nificativa entre los modelos individuales, las combinaciones tienden a obtener
mejores resultados, por lo que muchos de los métodos existentes buscan promo-
ver la diversidad entre los modelos que se combinan, y ello provoca a veces que
se usen como modelos aquellos que hacen un uso fuerte de la aleatoriedad, en
vez de modelos más dirigidos y que funcionan mejor individualmente.

Los métodos de combinación más usuales, y que comentaremos a continua-
ción, son el Bagging (o Agregación Bootstrap), el Boosting, y los Subespacios
Aleatorios.
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Bagging

El Bagging es realmente un meta-algoritmo diseñado para conseguir combi-
naciones de modelos a partir de una familia inicial, provocando una disminución
de la varianza y evitando el sobreajuste [42]. Aunque lo más común es aplicarlo
con los métodos basados en árboles de decisión, se puede usar con cualquier
familia.

La técnica consiste en lo siguiente:

Dado un conjunto de entrenamiento, S, de tamaño n, el bagging genera
m nuevos conjuntos de entrenamiento, Si, de tamaño n′, tomando al azar
elementos de S de manera uniforme y con reemplazo, por tanto, algunos
elementos del conjunto original pueden aparecer repetidos en los nuevos
conjuntos generados.

Si n′ = n, entonces para valores de n suficientemente grandes, se espera
que cada Si tenga una fracción de (1− 1

e
) (≈ 63,2 %) elementos únicos de

S, y el resto son duplicados.

A partir de estos m nuevos conjuntos de entrenamiento se construyen m
nuevos modelos de aprendizaje.

La respuesta final de la combinación se consigue por medio de la votación
de las m respuestas (en caso de buscar una clasificación), o por la media
de ellas (en caso de buscar una regresión).

Se ha probado que el bagging tiende a producir mejoras en los casos de mode-
los individuales inestables (como es el caso de las redes neuronales o los árboles
de decisión), pero puede producir resultados mediocres o incluso empeorar los
resultados con otros métodos, como es el caso de K-NN.

Boosting

A diferencia del bagging, en el boosting no se crean versiones del conjunto de
entrenamiento, sino que se trabaja siempre con el conjunto completo de entrada
y se manipulan los pesos de los datos para generar modelos distintos [213]. La
idea es que en cada iteración se incremente el peso de los objetos mal clasificados
por la hipótesis en esa iteración, por lo que en la construcción de la próxima
hipótesis estos objetos serán más importantes y será más probable clasificarlos
bien (aunque, quizás, en este proceso estamos empeorando el resultado en algún
ejemplo que hasta ahora funcionaba bien).

El método de boosting más famoso es el que se conoce como AdaBoost que
consta de los siguientes pasos:
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Figura 2.16: Representación gráfica del método Bagging.

1. Inicialmente a todos los datos del conjunto de entrenamiento se les asigna
un peso idéntico, wi = 1

n
, donde n = |S|. Se toma t = 0·

2. Se entrena el modelo usando S, y se obtiene ht = h0.

3. Se calcula RS(ht), se cuentan cuántos objetos han sido mal clasificados y
se identifica cuáles son, SB.

4. Se incrementan los pesos en SB.

5. Se entrena un nuevo modelo usando el conjunto de pesos modificados,
ht+1.

6. Si t ≤ T , volver al punto 3.

7. El modelo final se consigue por votación ponderada usando los pesos de
todos los modelos.

Concretamente, para modificar los pesos tras el cálculo de ht con los pesos
en el paso t, wi,t, se utilizan las siguientes ecuaciones:
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et =

∑n
i=1wi,t · yt · ht(xi)∑n

i=1wi,t
, αt =

1

2
ln(

1− et
1 + et

)

donde xi es el vector de entrada del objeto, e yi es su clase/valor deseado.

Tras esto, los pesos son actualizados de la siguiente forma:

wi,t+1 = c · wi,t · e−αtyiht(xi)

donde c es una constante de normalización elegida de forma que
∑n

i=1wi,t+1 = 1.

La combinación construida clasifica por medio del voto de la mayoŕıa, pon-
derando cada modelo ht por medio de αt. Es decir:

h(xi) = signo(
T∑
i=1

αtht(xi))

Normalmente se espera una mejora significativa sobre la clasificación produ-
cida por cada uno de los modelos individuales, pero la convergencia no está
garantizada y el rendimiento podŕıa degradarse tras un cierto número de pasos.

Subespacios Aleatorios

En este método cada modelo se entrena con todos los ejemplos, pero solo
considera un subconjunto de los atributos [110]. El tamaño de estos subcon-
juntos es el parámetro del método, y de nuevo el resultado es el promedio o
votación de los resultados individuales de los modelos.

Más concretamente, siX = X1×· · ·×XD, para cada sucesión p = (i1, . . . , ik) ∈
Nk con 1 ≤ i1 < · · · < ik ≤ D podemos considerar la proyección:

πp : X → Xi1 × · · · ×Xik

(x1, . . . , xD) 7→ (xi1 , . . . , xik)

Notaremos Sp = {(πp(x), y) : (x, y) ∈ S}.
Si L es el número de hipótesis individuales que se desea obtener, la combi-

nación se construye siguiendo el siguiente algoritmo:

1. Para cada 1 ≤ i ≤ L:

Se selecciona al azar 1 ≤ k ≤ D, y pi = (i1, . . . , ik) ∈ Nk con
1 ≤ i1 < · · · < ik ≤ D.

Se entrena hi en Spi (siguiendo el algoritmo Ai elegido).
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2. La combinación construida clasifica por medio del voto de la mayoŕıa, es
decir, para cada x ∈ S:

h(x) = signo(
L∑
i=1

hi(x))

o devuelve la media de los valores dados por los hipótesis (también se
puede dar una media ponderada):

h(x) =
1

L

L∑
i=1

hi(x)

Como resultado de este tipo de combinaciones, es especialmente interesante
el modelo de aprendizaje Random Forest [141], un método ensemble a partir
de árboles de decisión que hace uso de técnicas relacionadas con Bagging y
Subespacios Aleatorios.





Caṕıtulo 3

Consulta de patrones en grafos

con propiedades

Debido al rápido crecimiento de las tecnoloǵıas relacionadas con Internet,
y a que los grafos poseen una alta capacidad expresiva y son especialmente
adecuados para modelar estructuras de elevada complejidad [9], el número de
aplicaciones que hacen uso de ellos para modelar tanto sus datos como los
procesos que los manipulan ha crecido espectacularmente en los últimos años.

Al igual que sucediera con los modelos de almacenamiento clásicos, el uso de
nuevas estructuras conceptuales en las aplicaciones del mundo real requiere del
desarrollo de nuevos sistemas para almacenar y consultar dichas estructuras, de
tal forma que los usuarios puedan acceder a los datos almacenados de manera
efectiva y eficiente. Como ocurre con toda nueva tecnoloǵıa que se implementa, a
pesar de que estas aproximaciones han demostrado una gran madurez pudiendo
dar respuesta a muchas de las necesidades de los usuarios, todav́ıa se encuentra
en fase de desarrollo y en búsqueda de un conjunto de estándares que aseguren
un crecimiento continuado y sin sobresaltos.

La creciente popularidad de las Bases de Datos en Grafo ha dado lugar a
la aparición de interesantes problemas relacionados con el almacenamiento y
consulta en este tipo de soluciones. Haciendo un paralelismo con la evolución
tecnológica que vivieron los modelos de datos relacionales, estas bases de datos
han asentado ya unos fundamentos robustos en lo referente a los accesos básicos
de la información (creación, acceso, eliminación y modificación de elementos
individuales de la estructura), pero todav́ıa adolece de estándares robustos en
algunas de las otras tareas necesarias para el almacenamiento y recuperación
de la información, donde destacan principalmente las tareas relacionadas con
mecanismos más avanzados de consulta.

55
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Este caṕıtulo se estructura como sigue. Tras dar unas notas generales acer-
ca del problema de detección de patrones, comenzaremos haciendo un análisis
del estado del arte de Graph Pattern Matching, recorriendo los conceptos fun-
damentales en este área y analizando las diferentes clasificaciones realizadas.
A continuación haremos un repaso por las herramientas más importantes que
permiten realizar consultas de patrones en grafos, que culminará con la pre-
sentación de nuestra propuesta, el Property Query Graph (PQG), presentando
algunas propiedades generales de la herramienta propuesta y una colección de
ejemplos que nos acercarán a posibles usos más elaborados.

3.1. Detección de patrones

Entre los problemas relacionados con el proceso de consulta en estas es-
tructuras, la detección de patrones en grafos está considerada como uno de los
problemas fundamentales, ya que engloba otros subproblemas necesarios para la
obtención de sistemas de consulta potentes, como son la búsqueda de subgrafos,
la búsqueda de caminos mı́nimos, o el estudio de la conectividad [259, 97].

Aunque a lo largo del caṕıtulo daremos definiciones formales de los conceptos
que necesitamos para abordar este problema desde un punto de vista compu-
tacional, comenzaremos dando una definición intuitiva de lo que se entiende por
patrón.

Según la Real Academia Española de la Lengua, un patrón es un modelo que
sirve de muestra para sacar otra cosa igual1. Esta definición exige una igualdad
absoluta entre la estructura buscada y aquella que sirve de modelo original y,
aunque puede ser válida en algunos contextos, limita su uso en el ámbito de las
consultas de datos.

Por ello, estamos más interesados en trabajar con lo que en el contexto
de Ciencia y Tecnoloǵıa se conocen como patrones estructurales, que son un
tipo de sucesos u objetos recurrentes y, en concreto, aquella serie de propieda-
des identificables dentro de un conjunto mayor de datos. Más generalmente, un
patrón abstracto es un modelo (o conjunto de reglas) que pueden ser usadas
para generar o identificar entidades o partes de una entidad 2. En este senti-
do, la abstracción que proporciona se puede entender como la búsqueda, no de
elementos concretos sino de aquellos que cumplan determinadas caracteŕısticas
que pueden ser satisfechas, bien por las propiedades que tienen, o bien por las
relaciones en las que intervienen con los elementos que les rodean.

El proceso por el cual comprobamos la presencia de un determinado patrón

1http://www.rae.es/
2https://es.wikipedia.org/wiki/Patron_abstracto

http://www.rae.es/
https://es.wikipedia.org/wiki/Patron_abstracto
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en un conjunto concreto de datos se denomina detección de patrones, y compu-
tacionalmente comprende el conjunto de procesos mecánicos que permiten dar
como respuesta una (o todas) las apariciones del patrón.

Cuando en un grafo concreto existe un patrón que se repite de manera
recurrente, dicho patrón recibe el nombre de motivo (network motif, en ingleś).
Muchos grafos asociados a sistemas complejos (que cuando se representan con
grafos se conocen como redes complejas) suelen presentar motivos comunes, y
se ha comprobado experimentalmente que los grafos obtenidos a partir de datos
y problemas del mismo área de conocimiento suelen poseer también los mismos,
o similares, motivos. Por ejemplo, los motivos compartidos por las redes de
alimentos son distintos de los motivos compartidos por las redes genéticas o
de los encontrados en la World Wide Web. De esta forma, los motivos pueden
llegar a caracterizar clases universales de redes [156].

En los últimos años se han desarrollado numerosos algoritmos que permiten
encontrar motivos en redes complejas, aśı como otros que permiten evaluar si
un grafo contiene una subestructura determinada. En el año 2004 fue presen-
tado un algoritmo de detección de motivos en redes que utiliza una técnica de
conteo a través de fuerza bruta [157]. Este método funciona correctamente a la
hora de encontrar motivos pequeños, pero tratar de encontrar motivos con más
de 6 nodos no es computacionalmente posible. Kashtan et al. [120] presentaron
también en el año 2004 el primer algoritmo de descubrimiento de motivos en
redes basado en una técnica de muestro. Para ello, realizan un muestreo de las
aristas a través de la red para estimar la concentración de una serie de sub-
grafos inducidos a lo largo del proceso de ejecución del algoritmo, consiguiendo
detectar motivos a partir de un número muy pequeño de muestras en una gran
variedad de redes. Además, la complejidad del algoritmo no depende del ta-
maño de la red, y consigue detectar motivos de mayor tamaño que el método
presentado en [157]. En 2010, Ribeiro y Silva [194] presentan un nuevo algo-
ritmo de descubrimiento de motivos en redes que hace uso de una estructura
de datos en forma de árbol, denominada g-trie, que permite almacenar una co-
lección de grafos (concretamente, cada camino en el árbol desde la ráız hasta
una hoja representa un grafo concreto) y aśı reaprovecha los cálculos realizados
previamente sobre estructuras pequeñas para cálculos de estructuras de mayor
tamaño que las contienen, convirtiéndolo en el más eficiente en tiempo de los
algoritmos de descubrimiento de motivos mencionados. Como contraparte, ha-
ce un uso excesivo de memoria, lo que impide que el algoritmo se ejecute de
manera óptima en un ordenador personal. Otros algoritmos, como GBI [165],
permiten el descubrimiento de motivos en grafos junto a la realización de otros
objetivos complementarios.

Un caso particular de consulta, de menor envergadura que el reconocimiento
de patrones general pero muy común, consiste en saber si existe un camino entre
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un par de nodos de un grafo multi-relacional que cumpla con una determinada
secuencia de tipos en las aristas que lo forman. Una forma de especificar dicha
consulta es a través de una expresión regular definida sobre el alfabeto de tipos
de las aristas [247]. Este tipo de consultas se enmarca en lo que se llama de
forma general Regular Pattern Matching.

Teniendo en cuenta que nuestro marco de trabajo es más general que los
grafos habituales (binarios y unirelacionales), queremos mencionar algunos al-
goritmos que han sido desarrollados para abordar el problema de detección de
patrones en hipergrafos. En concreto, en [255] se trabaja con el problema de
probabilistic hypergraph matching (detección de similitud entre dos hipergrafos
basada en probabilidades) que, partiendo de una matriz de probabilidades de
asociación entre pares de hiperaristas (una de cada hipergrafo que se está com-
parando), devuelve como resultado una matriz que indica la probabilidad de
matching de cada vértice del primer hipergrafo con cada vértice del segundo.
En [14] plantean el concepto de la perfección de un matching entre dos hipergra-
fos, midiéndola a partir del número de vértices de los hipergrafos que se pueden
identificar de forma correcta. De forma más general, en [45] se analiza el pro-
blema de hypergraph matching extendiendo algunos de los algoritmos diseñados
para grafos binarios al caso de los hipergrafos.

Cabe destacar que, a pesar de que las definiciones de grafo utilizadas durante
esta tesis permiten trabajar de manera natural con hipergrafos, las definiciones
que se presentan en este caṕıtulo están orientadas a trabajar principalmente
con grafos binarios, ya que es el modelo más habitual que se encuentra tanto
en la mayoŕıa de referencias como en los conjuntos de datos que servirán de
validación de los algoritmos desarrollados. A pesar de esta restricción, muchas de
las metodoloǵıas y definiciones que daremos se pueden ampliar con facilidad al
caso más general, pero las comprobaciones experimentales seŕıan más artificiales
ya que el conjunto de ejemplos reales que hacen uso de hipergrafos es muy
limitado.

3.2. Graph Pattern Matching

Como hemos visto en la sección anterior, la detección de patrones en grafos
(Graph Pattern Matching) es un área de investigación activa desde hace más de
30 años que ha mostrado su utilidad en muy diversas áreas del conocimiento,
desde la visión artificial, hasta la bioloǵıa, pasando por la electrónica, el diseño
asistido por ordenador, y el análisis de redes sociales, entre otros. Sin duda, su
interés ha crecido aún más al hacer su aparición las bases de datos en grafo
como una herramienta de estructuración y almacenamiento de la información
de forma transversal común a todas las áreas de conocimiento. Por este motivo,
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el problema de la detección de patrones en grafos se expande, con ligeras va-
riantes, a través de diferentes comunidades cient́ıficas, mostrándose no como un
problema único definido bajo una formalización común, sino como un conjunto
de problemas relacionados.

Aunque, como hemos comentado, la definición de patrón puede variar entre
comunidades, e incluso dentro de una misma comunidad de una ĺınea de trabajo
a otra, de forma general podemos enunciar el problema de detección de patrones
en grafos como sigue, en sus variantes de cálculo o de decisión:

Definición 25. Dado un patrón, Q, y un grafo, G, el problema de cálculo

asociado a la detección de patrones para Q y G consiste en encontrar todas

las ocurrencias de Q en G, denotadas como M(Q,G), y que constituyen una

familia de subgrafos de G.

En las condiciones anteriores, el problema de decisión asociado a la detec-

ción de patrones para Q y G consiste en comprobar si M(Q,G) 6= ∅.
A veces, y dependiendo de las necesidades del problema que hace uso de él,

podemos trabajar con una versión reducida que encuentra una ocurrencia de
Q en G, M∗(Q,G), y no todas las ocurrencias posibles. Obsérvese que, en este
caso, M∗ puede depender del algoritmo usado para resolverlo. Además, en el
caso del problema de decisión, y por motivos de eficiencia computacional, suele
hacerse la comprobación con M∗, y no con M . En el caso de la decisión será
habitual interpretar Q como un predicado sobre grafos, y notaremos Q(G) para
indicar que el problema de decisión de detección del patrón Q en el grafo G
tiene una respuesta afirmativa.

La definición exacta de qué se entiende por una ocurrencia de Q en G vaŕıa
según cómo se defina el patrón. Cuando Q viene dado por una estructura de
grafo (aunque no necesariamente usando los mismos conjuntos elementales de
vértices y aristas que G) es habitual asociar esta ocurrencia con la existencia de
identificaciones (quizás no tan fuertes como isomorfismos) entre Q y aquellos
subgrafos de G que respeten algunas restricciones impuestas por Q [74].

Hagamos una rápida panorámica de diferentes aproximaciones a la detección
de patrones en grafos, haciendo especial énfasis en aquellas que se relacionan con
el problema de la detección de patrones semánticos en grafos con propiedades,
por ser la tarea a la que nos enfrentamos en este trabajo.

Atendiendo a las restricciones que impone el patrón de búsqueda podemos
realizar la siguiente clasificación:

1. Detección estructural vs. Detección semántica (structural matching vs. se-
mantic matching [86]). Muchas soluciones al problema de detección de
patrones en grafos están basadas estrictamente en la similitud estruc-
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tural [232, 243]. Sin embargo, ya que los grafos pueden utilizarse como
representaciones conceptuales, puede ser interesante encontrar patrones
en grafos no sólo a partir de la similitud del grafo uni-relacional, sino
también según la similitud de su interpretación en algún dominio de in-
terés. Debido a que la carga semántica de un grafo con propiedades está
almacenada en su mayoŕıa en los tipos y los atributos de sus elementos,
la detección estructural es a menudo insuficiente para encontrar similitu-
des conceptuales entre grafos. La detección semántica consiste en detectar
subgrafos dentro de un grafo que cumplen tanto con la estructura como
con los tipos y atributos presentes en los elementos del patrón [12, 54].
Haciendo uso de la notación que hemos presentado en nuestra definición
de grafo, la detección estructural haŕıa uso únicamente de la función γ,
mientras que la detección semántica haŕıa uso del resto de propiedades
asociadas a nodos y aristas del grafo.

2. Detección exacta vs. Detección inexacta. Un algoritmo de detección de
patrones puede devolver sólo los subgrafos de G que cumplen completa-
mente con el patrón (detección exacta) o puede devolver una colección de
subgrafos ordenada (ranking) por similitud con el patrón dado (detección
inexacta) [86]. Los algoritmos de detección inexacta son denominados en
ocasiones correctores de error ya que permiten detectar patrones en pre-
sencia de ruido [218, 228]. Además, algunos sistemas permiten detectar
patrones sólo parcialmente especificados (utilizando śımbolos especiales a
modo de comodines, u operadores de cardinalidad) [31]. En este caso, a
pesar de que los resultados cumplen completamente con el patrón dado,
se considera una forma de detección inexacta ya que el patrón en śı es
impreciso y no está uńıvocamente determinado.

3. Solución óptima vs. Solución aproximada. Los algoritmos de detección
también pueden variar en términos de la calidad de la solución devuelta
[86]. Los algoritmos óptimos garantizan encontrar una solución correcta
(para la detección exacta, el conjunto de subgrafos que cumplen con el
patrón; para la detección inexacta, el conjunto clasificado de los subgrafos
que más se parecen al patrón), pero en la mayoŕıa de los casos tienen un
coste computacional muy elevado, llegando a ser intratables en el peor
de los casos [219]. Los algoritmos de solución aproximada [52, 233, 227] a
menudo presentan complejidad polinomial, pero no garantizan encontrar
la(s) solución(es) correcta(s).

Junto a esta primera clasificación se puede dar otra atendiendo a la rela-
ción que debe cumplir el patrón con respecto a los subgrafos que se consideren
ocurrencias del mismo. En todos los casos que se detallan a continuación se
supone que Q puede ser identificado con una estructura de grafo subyacente,
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(VQ, EQ, µQ), de forma natural y uńıvoca (donde, habitualmente, µQ contendrá
predicados evaluables en los elementos deG). Además, supondremos que los sub-
grafos de G que se comprueban tienen la forma G′ = (VG′ , EG′ , µG′). Obsérvese
que usamos la notación clásica para grafos (aristas como pares de nodos) ya
que es la usada en los trabajos originales a los que hacemos referencia, pero
puede ser fácilmente adaptada a la notación (y significado) más general que se
ha introducido en este trabajo:

1. Isomorfismo de Subgrafos [232]. En este caso, M(Q,G) está formado por
todos los subgrafos de G que son isomorfos a Q. Es conocido que el iso-
morfismo de subgrafos es un problema NP-completo [243], por lo que esta
opción suele ser muy costosa desde el punto de vista computacional.

2. Graph Simulation [155]. En este caso, M(Q,G) está formado por todos los
subgrafos G′ ⊆ G para los que existe una relación binaria R ⊆ VQ × VG′
verificando:

Para cada nodo, u ∈ VQ, existe al menos un nodo v ∈ VG′ tal que
(u, v) ∈ R y τ(v) = τ(u). Es decir, R identifica nodos del patrón con
nodos del subgrafo manteniendo los tipos.

Por cada relación (u, v) ∈ R y cada arista (u, u′) ∈ EQ, existe una
arista (v, v′) ∈ G tal que (u′, v′) ∈ R. Es decir, R proyecta aristas del
patrón en aristas del subgrafo.

3. Bounded Simulation [77, 259, 155]. Dada una función f : EQ → N∪{∞},
M(Q,G) está formado por todos los subgrafos G′ ⊆ G para los que existe
una relación binaria R ⊆ VQ × VG′ verificando:

Para todo nodo, u ∈ VQ, existe al menos un nodo, v ∈ VG′ , tal que
(u, v) ∈ R.

Para cada par (u, v) ∈ R:

• v debe cumplir con los predicados impuestos por u.

• Para cada arista (u, u′) ∈ EQ, existe v′ ∈ VG′ y ρ ∈ PG′ , con

v
ρ
 v′ y tal que (u′, v′) ∈ R y |ρ| ≤ f((u, u′)).

4. Regular Pattern Matching [76, 193, 25, 155] (basado en Graph Simula-
tion). Dada una expresión regular, reg(e), para cada arista del patrón Q,
M(Q,G) está formado por todos los subgrafos G′ ⊆ G para los que existe
una relación binaria R ⊆ VQ × VG′ verificando:

Para cada nodo, u ∈ VQ , existe un nodo v ∈ VG′ tal que (u, v) ∈ R.
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Para cada par (u, v) ∈ R:

• v cumple con los predicados impuestos por u.

• Para cada arista, e = (u, u′) ∈ EQ, existe v′ ∈ VG′ y existe
ρ ∈ PG′ , con sopE(ρ) = (e1, . . . , en) tal que (u′, v′) ∈ R y la
secuencia τ(e1) . . . τ(en) de tipos en las aristas es una cadena en
el lenguaje de reg(e).

5. Edge Relationships (caso particular de Regular Pattern Matching). Las
aristas en los grafos con propiedades están normalmente tipadas, deno-
tando el tipo de relación. En la práctica, usualmente se quieren encontrar
patrones en grafos compuestos por aristas de varios tipos. Los tipos en
las aristas pueden ser fácilmente incorporados a la detección de patro-
nes extendiendo el concepto de Regular Pattern Matching con una forma
restringida de expresiones regulares.

Algunas observaciones acerca de estas clasificaciones son [75]:

1. Debido a que el isomorfismo de grafos es un problema NP-completo [243],
todos los algoritmos que se conocen para atacar este problema crecen ex-
ponencialmente en su complejidad con respecto al tamaño de los grafos
de entrada. Por tanto, no es viable resolver el isomorfismo de grafos di-
rectamente en grafos grandes. Esto nos deja dos opciones para realizar
detección de patrones en grafos por isomorfismos en un tiempo tratable:
(1) utilizar un algoritmo de solución aproximada, o (2) utilizar un al-
goritmo de solución óptima pero aplicado sólo a un subconjunto de los
posibles subgrafos en G [46]. Debido a que nuestro objetivo no será de-
tectar cuándo un grafo G contiene un subgrafo que cumple con Q, sino
dado un subgrafo en G verificar si cumple con Q, nos encontramos ante
la segunda opción, por lo que sigue siendo viable utilizar algoritmos de
solución óptima basados en isomorfismos.

2. En contraste con el Isomorfismo de Subgrafos, Bounded Simulation sopor-
ta (a) relaciones en lugar de funciones biyectivas entre los elementos, (b)
predicados especificando condiciones de búsqueda basados en los conteni-
dos de los nodos, y (c) proyectar aristas a caminos (acotados) en lugar de
proyecciones arista a arista.

3. Graph Simulation puede verse como un caso restringido de Bounded Si-
mulation en el que solo se permiten patrones simples en los que (a) los
nodos poseen el tipo como único requisito presente en sus predicados aso-
ciados, y (b) todas las aristas tienen asociado el valor 1 (por lo que pasa
a ser una proyección arista a arista).
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4. En contraste con la intratable complejidad del Isomorfismo de Subgrafos,
la detección de patrones en grafos basada en Bounded Simulation presenta
complejidad cúbica. Concretamente, el problema de encontrar el patrón Q
en G a través de Graph Simulation tiene complejidad O((|V |+ |VQ|)(|E|+
|EQ|) (además, en la práctica Q suele ser pequeño en comparación con G,
por lo que la complejidad termina dependiendo, esencialmente, de G) [75].

5. Se ha comprobado experimentalmente ([77, 76]) que la detección de pa-
trones en grafos basada en Bounded Simulation permite identificar correc-
tamente un gran número de comunidades en redes sociales reales que los
otros métodos no han sido capaces de localizar. Por ello, se considera que,
hasta el momento, es el método que permite mayor expresividad a la hora
de hacer consultas en grafos.

6. Considerando las siguientes relaciones topológicas en la detección de pa-
trones:

a) Relaciones hijo. Si un nodo u en el patrón Q se asocia con el nodo
v en el grafo G, entonces cada hijo de u en Q debe asociarse con un
hijo de v en G.

b) Relaciones padre. Si un nodo u en Q se asocia con un nodo v en el
grafo G, entonces cada padre de u debe estar asociado con un padre
de v en G.

c) Conectividad. Si Q es conexo, entonces también lo son las ocurrencias
de Q en G.

d) Ciclos. Un ciclo no dirigido (respectivamente, dirigido) en Q debe
asociarse con un ciclo no dirigido (respectivamente, dirigido) en G.

Graph Simulation no preserva las relaciones de tipo padre, conectividad,
ni ciclos no dirigidos, pero śı las relaciones de tipo hijo y los ciclos dirigidos.
La detección basada en el Isomorfismo de Subgrafos preserva todas estas
propiedades estructurales.

Debido a la complejidad existente en la detección de patrones en grafos se
han desarrollado numerosas técnicas para tratar de reducirla. Algunas de ellas
son: algoritmos incrementales, que permiten volver a evaluar la existencia de
subgrafos que cumplen con un patrón Q en un grafo G sin necesidad de repetir
todos los cálculos cuando G se actualiza [75]; técnicas que permiten buscar los
subgrafos en un espacio más reducido (compresión de grafos) [75]; o técnicas de
computación distribuidas, que permiten distribuir la carga de trabajo en varias
máquinas o procesadores que trabajan en paralelo [75, 113].
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3.3. Herramientas de consulta relacionadas

Los lenguajes de consulta han sido siempre la clave del éxito de los diferentes
Sistemas de Gestión de Bases de Datos. El predominio que las Bases de Datos
Relacionales han ejercido durante los últimos años se debe en gran parte al éxito
de SQL (Structured Query Language), el lenguaje de consultas estructurado que
se definió para ellas a finales de los años 70 [53, 231] y que facilitó la creación
e implantación de sistemas de gestión que usaban el modelo relacional.

Esta correlación entre el éxito de un paradigma de almacenamiento y la exis-
tencia de un lenguaje de consulta adecuado ha hecho que, desde entonces, tras
la aparición de cada nuevo sistema de gestión de base de datos, se haya creado
un nuevo lenguaje de consulta para acceder a sus datos de forma adecuada.
Este camino no siempre ha sido directo, y en numerosas ocasiones ha sido habi-
tual la aparición de diversos lenguajes de consulta que luchaban por convertirse
en el estándar. Por ejemplo, en el caso del formato RDF ha existido una seria
competición entre múltiples lenguajes de consulta, como RQL, RDQL, SeRQL,
hasta que finalmente parece haberse impuesto SPARQL como claro vencedor
[112].

Los sistemas de almacenamiento basados en grafos no han sido ajenos a esta
tendencia. Los lenguajes de consulta para bases de datos en grafo comenza-
ron a investigarse hace más de 20 años, cuando el uso de este paradigma de
almacenamiento estaba restringido a experiencias académicas y puramente ex-
perimentales. Durante muchos años ha estado durmiendo el interés por crear un
lenguaje de consulta adecuado, pero con la cantidad de datos disponibles en la
actualidad que pueden sacar ventaja de este tipo de estructuras, donde desta-
can las redes sociales y la información que generan, ha habido un resurgimiento
del interés por proporcionar un sistema de consulta adecuado y estandarizado
[247].

Las herramientas actuales que permiten realizar consultas de patrones en
grafos utilizan, o bien un lenguaje declarativo (como Cypher, SPARQL, o el
propio SQL), o un lenguaje imperativo (con Gremlin como más claro represen-
tante). En el caso de los lenguajes declarativos, queda a responsabilidad del
sistema (idealmente) el llevar a cabo la optimización automática de las consul-
tas, preocupándose el usuario únicamente de declarar el objeto de su consulta.
En el caso de las aproximaciones imperativas el plan de ejecución es responsa-
bilidad del usuario (se espera que con conocimientos de desarrollo), por lo que
suelen proporcionar aproximaciones a más bajo nivel.

A continuación presentaremos algunos de los lenguajes de consulta que so-
portan detección de patrones en grafos, analizando su capacidad expresiva, su
potencia y sus caracteŕısticas en cuanto a la capacidad de realizar este tipo de
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consultas. La selección de las herramientas a analizar se ha hecho, o bien en base
a la extensión de su uso, o bien por haber servido de fundamento a herramientas
posteriores. En la Figura 3.1 se muestra Pex, un patrón multi-relacional diri-
gido y etiquetado que será utilizado a modo de ejemplo para analizar algunas
de las herramientas presentadas y comparar la capacidad expresiva para poder
reconocerlo.

Figura 3.1: Patrón ejemplo Pex.

3.3.1. XPath (XML Path Language)

Los oŕıgenes de los lenguajes de marcado se remontan a la creación del
Lenguaje de Marcado Generalizado (GML), desarrollado en la década de los
60 por Charles Goldfarb, Edward Mosher y Raymond Lorie para el formato de
texto de IBM, SCRIPT [93].

Utilizando GML, un documento queda marcado a través de etiquetas que
definen qué tipo de contenido se encuentra en cada región del documento, de esta
forma puede ser formateado de manera automática para diferentes dispositivos.
El marcado generalizado está basado en dos postulados:

El marcado debe ser declarativo: debe describir la estructura del do-
cumento y otras propiedades, pero no especificar el procesado que debe
hacerse sobre él.

El marcado debe ser riguroso: de tal forma que las técnicas disponibles
para procesar programas y bases de datos puedan ser utilizados para pro-
cesar documentos de este tipo también.

El lenguaje de marcado extensible (XML) es un lenguaje abierto de marcado
que proviene de GML y que define una serie de reglas para codificar documentos
en un formato que es legible, simultáneamente, por humanos y máquinas. Los
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objetivos en el diseño de XML se idearon pensando en la simplicidad, la genera-
lidad y la usabilidad en Internet [6]. Aunque el diseño de XML se centra en los
documentos, el lenguaje es ampliamente usado para la representación de cual-
quier tipo de datos [80]. Se ha desarrollado una gran variedad de especificaciones
de lenguajes para definir grafos usando XML, algunas de ellas son GraphXML
[106], GraphML y XGMML [183]. A pesar de que XML define originalmente
información estructurada en forma de árbol, los lenguajes para definir grafos
sobre XML hacen uso de dicha estructura para almacenar la información de un
grafo (a través de identificadores y referencias). Un documento XML puede ser
analizado para saber si está bien formado (verificación sintáctica), o validado,
para saber si cumple con un lenguaje espećıfico definido en XML (verificación
semántica).

XPath (XML Path Language) es un lenguaje de consulta declarativo definido
por el World Wide Web Consortium (W3C) diseñado para seleccionar nodos de
un documento XML. Además, XPath puede usarse para calcular valores (núme-
ros, textos, valores lógicos, etc) desde un documento XML. El lenguaje XPath
está basado en una representación en forma de árbol de un documento XML, y
permite navegarlo seleccionando nodos bajo diversos criterios [8]. XPath utiliza
path expressions para seleccionar los nodos en un documento XML, que son
muy similares a las expresiones que se utilizan habitualmente para especificar
la ruta de un fichero en un ordenador.

Para construir una consulta en Xpath se utilizan los siguientes elementos:

Eje: permite seleccionar un subconjunto de nodos del documento, corres-
ponde a recorridos en el árbol.

Predicado: se escribe entre corchetes a continuación del eje. Si el eje ha se-
leccionado varios nodos, el predicado permite filtrarlos para dejar aquellos
que cumplan determinadas condiciones.

Selección de campos : se escribe a continuación del eje y del predicado. Si
el eje y el predicado han seleccionado nodos, la selección de campos indica
qué parte de esos nodos es la que extraemos.

En la Figura 3.2 se muestra un ejemplo de consulta XPath sobre un docu-
mento XML. En concreto, la consulta /wikimedia/projects/project/editions/*[2]
devolverá todos los objetos de tipo editions en la ruta especificada que ocupen
la posición 2. Si hubiéramos añadido la cadena @language al final de la consulta
obtendŕıamos el valor asociado al campo language de dichos objetos.

Como se puede observar en el ejemplo anterior, las consultas en XPath son
relativamente sencillas de construir y de entender por un humano. XPath es un
lenguaje de consulta para árboles XML que devuelve resultados exactos, por lo



3.3. Herramientas de consulta relacionadas 67

Figura 3.2: Consulta XPath.

que no está ideado para llevar a cabo consultas complejas de patrones en grafos.
A pesar de que XPath puede referirse a un nodo a través de varios padres, no
puede expresar un patrón con ciclos de manera directa. Sin embargo, gracias
a las funciones anónimas que presentó la actualización XPath 3.0 se pueden
escribir rutinas recursivas que detectan este tipo de patrones ćıclicos. Además,
se han ideado mecanismos que hacen uso de consultas XPath para realizar
consultas de patrones en grafos cuando estos se encuentran almacenados en
XML [47].

3.3.2. XQuery

XQuery es un lenguaje de consulta diseñado también para colecciones de
datos XML, y proporciona los medios para extraer y manipular información en
este tipo de documentos, o de cualquier fuente de datos que pueda ser repre-
sentada mediante este formato. XQuery utiliza expresiones XPath para acceder
a determinadas partes del documento XML, pero añade expresiones similares a
las usadas en SQL (conocidas como expresiones FLWOR, ya que pueden estar
compuestas por 5 tipos de sentencias: FOR, LET, WHERE, ORDER BY y RETURN [94])
y algunas capacidades de programación.

XQuery también incluye la posibilidad de construir nuevos documentos XML
a partir de los resultados de la consulta. El siguiente ejemplo de código XQuery
lista los personajes que aparecen en cada acto de la obra Hamlet, de Shakespeare,
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obtenidas a partir del documento hamlet.xml 3:

<html><head/><body>

{

for $act in doc("hamlet.xml")//ACT

let $speakers := distinct-values($act//SPEAKER)

return

<span>

<h1>{ $act/TITLE/text() }</h1>

<ul>

{

for $speaker in $speakers

return <li>{ $speaker }</li>

}

</ul>

</span>

}

</body></html>

Esta consulta XQuery, además de extraer los datos, construye un nuevo do-
cumento XML como respuesta. En este caso, el documento HTML construido
tiene como ráız en su etiqueta <body> una etiqueta de tipo <span> de la que na-
cen los t́ıtulos de cada acto en etiquetas <h1> seguidos, cada uno de ellos, de una
lista no ordenada (<ul>) con los personajes que intervienen en el mismo (cada
uno de ellos inmerso en una etiqueta <li>). Las consultas XPath utilizadas en
XQuery siguen siendo declarativas, pero las capacidades de programación que
añade introducen un enfoque imperativo en este lenguaje.

Como puede observarse en la consulta ejemplo, XQuery mezcla la declaración
de la consulta con el código que indica cómo debe representarse el resultado,
por este motivo, las consultas en XQuery son menos intuitivas a la hora de ser
analizadas a simple vista por un humano.

Debido a que XQuery utiliza rutas XPath para realizar sus consultas, no
permite expresar directamente consultas generales de patrones en grafos. Sin
embargo, se han llevado a cabo algunos desarrollos que han ampliado XQuery
para que posea esta funcionalidad. En [196] presentan una implementación de
Graph Pattern Matching estructural, exacto, óptimo y basado en el isomorfis-
mo de subgrafos construida en Java sobre XQuery para minar bases de datos
en RDF. Debido a que la consulta de patrones en grafos es habitualmente más

3http://www.ibiblio.org/xml/examples/shakespeare/hamlet.xml
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costosa que la consulta de patrones jerárquicos en árboles, en [248] se propone
un método que reduce el problema de consulta de patrones en grafos a consulta
de patrones en árboles, consumiendo un grafo expresado en XML y transfor-
mando la consulta de patrón en grafo a una serie de consultas de patrones en
el árbol subyacente XML. En [240], con el fin de permitir consultas sobre datos
XML estructurados en forma de grafo de manera eficaz, se extiende XQuery
agregándole caracteŕısticas de representación de grafos y nuevas funcionalida-
des que permiten evaluar conceptos como conectividad y solapamiento, además
se define un nuevo tipo de datos XGraph como una extensión de XPath pa-
ra expresar consultas estructurales como un grafo general que puede contener
ciclos.

3.3.3. SQL

SQL (Structured Query Language), siglas de Lenguaje de Consulta Estruc-
turada, es un lenguaje declarativo para acceder a Sistemas de Gestión de Bases
de Datos Relacionales (RDBMS). Una base de datos de este tipo se basa en un
modelo relacional que se compone de varias tablas, y en el que cada tabla es
a su vez un conjunto de campos (columnas) y registros (filas). Las relaciones
entre tablas se representan por medio de claves almacenadas en campos.

SQL fue desarrollado inicialmente por IBM a principios de 1970 y no fue
hasta finales de esa década cuando Relational Software (ahora Oracle) vio el
potencial de los conceptos descritos en SQL y desarrolló su propio RDBMS
basado en SQL con intención de comercializarlo. En junio de 1979, se presentó
la primera implementación comercial de SQL.

El lenguaje SQL se compone de varios elementos, incluyendo:

Consultas/Sentencias, que recuperan/modifican los datos de la base de
datos según criterios espećıficos.

Cláusulas, que son componentes constitutivos de las consultas y senten-
cias.

Expresiones, que pueden producir valores escalares o tablas formadas por
columnas y filas de datos.

Predicados, que especifican condiciones, y se utilizan para limitar los efec-
tos de las sentencias y las consultas o para cambiar el flujo de la ejecución.

En la Figura 3.3 se muestra una sentencia SQL a modo de ejemplo en el que
se señalan varios de los elementos que la componen.
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Figura 3.3: Consulta SQL.

La operación más común en SQL, la consulta, hace uso de la cláusula SELECT,
utilizada para recuperar datos de una o más tablas en una base de datos rela-
cional. Normalmente, la cláusula SELECT no tiene efectos persistentes en la base
de datos. Al ser SQL un lenguaje declarativo, la consulta permite al usuario
describir los datos que desea obtener de la base de datos, dejando que sea el
RDBMS el que lleve a cabo la planificación, la optimización y la realización de
las operaciones f́ısicas necesarias para producir el resultado.

Una consulta incluye la lista de columnas que deben ser incluidas en el
resultado final, normalmente después de la cláusula SELECT, con palabras claves
y cláusulas opcionales que incluyen:

La cláusula FROM, que indica la(s) tabla(s) de las que recuperar los datos.
Puede incluir subcláusulas JOIN opcionales para especificar reglas para
unir las tablas.

La cláusula WHERE, que incluye un predicado de comparación que restringe
las filas devueltas por la consulta.

La cláusula GROUP BY, que proyecta filas que tienen valores comunes en
un conjunto de filas más pequeño agrupando sus valores.

La cláusula ORDER BY, que identifica qué columna utilizar para ordenar
los datos resultantes y en qué dirección ordenarlos (ascendente o descen-
dente).

La palabra clave DISTINCT, que elimina los datos duplicados.

Una de las caracteŕısticas más beneficiosas de los sistemas de bases de datos
SQL, y la que supone uno de los mayores problemas en cuanto a la eficiencia
de este tipo de sistemas, es la operación JOIN. Intuitivamente, la operación
JOIN permite enlazar datos de dos o más tablas en el resultado de una única
consulta. Las operaciones de tipo JOIN se encuentran en todas las consultas SQL
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que tengan más de una tabla después de la palabra clave FROM. Por ejemplo, en
la siguiente consulta:

SELECT customer_info.firstname, customer_info.lastname, purchases.item

FROM customer_info, purchases

WHERE customer_info.customer_number = purchases.customer_number;

se observa que ambas tablas (customer_info y purchases) deben tener una
columna (un campo) denominada customer_number que contendrá el número
de cliente único y se utilizará para unir las dos tablas en un único resultado.
Intuitivamente, esta operación de tipo JOIN requiere que para cada registro
de la tabla customer_info se recorra la tabla purchases al completo para
encontrar los registros cuyo campo customer_number contiene el mismo valor
que el campo customer_number del registro de la tabla customer_info. Cuando
las tablas contienen muchos registros, este tipo de operaciones puede requerir
demasiado tiempo de ejecución. Además, si la consulta requiere enlazar varias
tablas (algo muy común en consultas de patrones en grafos), este hecho puede
hacer que se produzca una explosión de complejidad y consumo de recursos de
computación, lo que resulta en un aumento en los tiempos de respuesta de la
consulta y puede provocar que su ejecución sea inviable desde un punto de vista
práctico. Esencialmente, este problema se debe a que, a pesar de su nombre,
las bases de datos relacionales no almacenan f́ısicamente las relaciones entre los
datos, haciéndolas inadecuadas para este tipo de tareas.

Los sistemas de gestión de bases de datos relacionales están dotados de
planificadores y optimizadores cuyo objetivo es crear planes de ejecución de
consultas óptimos. El planificador obtiene todas las posibles formas de cruzar
(join) las relaciones que aparecen en una consulta, y es trabajo del optimizador
estimar el coste de ejecutar cada una de ellas para encontrar la más económica.

Las bases de datos relacionales fueron diseñadas para datos tabulares con es-
quema fijo. Por ello, trabajan mejor en contextos que están bien definidos desde
el principio y en el que las relaciones entre los registros son menos importantes
que los registros en śı (las consultas se llevan a cabo habitualmente imponien-
do restricciones sobre propiedades de los registros y no sobre las relaciones en
las que participan). Sin embargo, intentar responder a preguntas en las que se
involucran muchas relaciones entre los datos (por ejemplo, realizar consultas
de patrones en grafos) con una base de datos relacional implica numerosas y
costosas operaciones JOIN entre las tablas.

SQL es un lenguaje de consulta lo suficientemente potente como para poder
expresar cualquier consulta de patrones en grafos con propiedades de los tipos
presentados en este caṕıtulo (aunque algunas de ellas requieren de funciones
definidas por el usuario para poder ser llevadas a cabo).
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Figura 3.4: Esquema Base de Datos Relacional.

La Figura 3.4 muestra un modelo relacional que permite almacenar grafos
dirigidos y etiquetados en un sistema relacional clásico. La clave primaria de
la tabla nodos es el atributo id, esta tabla además contiene un campo para
almacenar la etiqueta. La tabla de aristas posee dos atributos, source y target,
que se corresponden con identificadores de nodos en la tabla correspondiente y
que constituyen la clave primaria. La tabla de aristas también posee un campo
para almacenar la etiqueta.

Un ejemplo de consulta SQL para encontrar todas las incidencias del patrón
Pex en un grafo almacenado a través de dicho modelo relacional podŕıa ser:

SELECT v0.id, v1.id, v2.id, v3.id

FROM nodes v0, nodes v1, nodes v2, nodes v3, edges e0, edges e1, edges e2,

edges e3

WHERE v0.label=0 AND v1.label=1 AND v2.label=0 AND v3.label = 0

AND v0.id<>v1.id AND v0.id<>v2.id AND v0.id<>v3.id

AND v1.id<>v2.id AND v1.id<>v3.id AND v2.id<>v3.id

AND e0.source=v0.id AND e0.target=v1.id AND e0.label=0

AND e1.source=v0.id AND e1.target=v2.id AND e1.label=1

AND e2.source=v1.id AND e2.target=v2.id AND e1.label=1

AND e3.source=v2.id AND e3.target=v3.id AND e1.label=1;

Para un patrón sencillo como Pex esta consulta SQL requiere cuatro opera-
ciones de tipo JOIN en la tabla de aristas con su respectivo coste en rendimiento.
Además, a pesar de que se podŕıa haber aplicado alguna optimización directa,
como por ejemplo eliminar las restricciones que exigen que el identificador de
v1 sea diferente al de v0 y v2 (debido a que sus etiquetas son diferentes), este
ejemplo muestra que SQL no es adecuado para este tipo de tareas, ya que genera
consultas largas y poco intuitivas para un humano.

La forma más sencilla de generar consultas de este tipo en SQL es a través
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de una sola sentencia. Desafortunadamente, el rendimiento de estas consultas
es pobre ya que requiere una operación JOIN de la tabla de aristas para cada
arista en el patrón. En [118] el rendimiento de consultas de patrones en grafos a
través de instrucciones SQL individuales se contrasta con un enfoque que genera
una instrucción SQL para cada camino en el patrón, utilizando un recorrido
depth first. La consultas son traducidas a SQL recorriendo el patrón a consultar
y construyendo varias instrucciones SQL, mejorando aśı el rendimiento de la
consulta. Este tipo de problemas de rendimiento encontrados reflejan que tanto
el planificador de consultas como el optimizador no están preparados para este
escenario.

Conseguir que la ejecución de consultas de patrones en grafos a través de
SQL sobre grafos almacenados en bases de datos relacionales tenga un rendi-
miento aceptable puede ser un problema dif́ıcil. Se ha demostrado que no se
puede confiar en el optimizador SQL para ejecutar de manera eficiente sen-
tencias SQL individuales que implementan consultas de patrones en grafos.
También se ha demostrado que para obtener un rendimiento aceptable en la
ejecución de consultas de patrones en grafos se debe generar código SQL que
optimice la estructura de las consultas. Esta complejidad podŕıa evitarse si el
optimizador de consultas de las bases de datos relacionales se ampliara para
manejar de manera eficiente consultas de este tipo [118].

Otro problema que aparece cuando se intenta llevar a cabo una consulta de
patrones en grafos en SQL es la duplicación de resultados debido a la diferente
disposición que pueden tomar los elementos devueltos por la consulta. Resulta-
dos que difieren sólo en su disposición geométrica no tienen interés y aumentan
considerablemente el tamaño del resultado de la consulta. Para evitar la devo-
lución de estos resultados duplicados, el código SQL que se genera para una
consulta de patrones en grafos debe obligar a ordenar de alguna manera los
elementos.

Las bases de datos relacionales han sido la opción de almacenamiento de
la mayoŕıa de los proyectos de software durante décadas y SQL su lenguaje de
consulta por excelencia. Debido a que la mayoŕıa de las colecciones de datos se
han almacenado en bases de datos relacionales, los primeros sistemas de consulta
de patrones en grafos con propiedades también usaron consultas SQL, como es
el caso de los Grafos de Selección que veremos más adelante.

3.3.4. GraphLog

GraphLog es un lenguaje de consulta desarrollado en la década de los 90,
basado en una representación en forma de grafo tanto de los datos como de las
consultas [56] y que fue implementado sobre el lenguaje de programación lógico
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Datalog [114]. Las consultas son representadas como grafos y las aristas en una
consulta representan aristas o caminos en la base de datos, haciendo uso de
expresiones regulares para dotarlos de mayor expresividad.

GraphLog trabaja con multi-grafos etiquetados (en vértices y aristas) y diri-
gidos. Un Query Graph, en este contexto, se define también como un multigrafo
etiquetado y dirigido con una arista distinguida, sin nodos aislados y con las
siguientes propiedades: (1) los nodos están etiquetados a través de variables; (2)
cada arista está etiquetada con un predicado aplicado a una serie de variables
y constantes, dichos predicados pueden estar seguidos del cierre positivo (+); y
(3) la arista distinguida solo puede estar asociada a un predicado no seguido
del cierre positivo.

Figura 3.5: Ejemplo de Query Graph (GraphLog).

En la Figura 3.5 se muestra un Query Graph en el formato de GraphLog.
La arista distinguida es representada mediante una ĺınea más gruesa. El literal
descendant+, que etiqueta la arista entre P1 y P3, es un predicado seguido del
cierre positivo (las aristas asociadas a un literal con el cierre positivo son repre-
sentadas con ĺıneas intermitentes). El literal not descendant+, etiquetando la
arista entre P2 y P3, es la negación de un literal con cierre positivo (represen-
tado a través de la arista tachada y dejando el literal en positivo). Por último,
person es un predicado unario. Este query graph se corresponde con la consulta
que devuelve un predicado ternario not-desc-of(P1,P2,P3) que se interpreta
en lenguaje natural como: los descendientes, P3, de una persona, P1, que no son
descendientes de otra persona, P2.

En general, la semántica que se asocia a un Query Graph en GraphLog se
puede enunciar como sigue: si cada una de las aristas en el patrón se cumple,
entonces la relación definida por la arista distinguida también debe ser cierta.
Esta interpretación corresponde de manera natural a la forma en que leemos las
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reglas de un programa lógico. Por ello, para traducir una consulta de este tipo
a su sistema lógico subyacente, se debe asignar un predicado por arista.

En este sentido, GraphLog no es un sistema de consultas general en grafos,
sino que está diseñado para inferir nuevas relaciones entre los datos (la indi-
cada por la arista distinguida) a partir de las relaciones existentes. Dentro de
la restricción comentada en cuanto al tipo de consultas, GraphLog representa
un tipo de consulta de patrones en grafos con propiedades semántica, exacta,
óptima y basada en el isomorfismo de subgrafos (a pesar de que permite un tipo
de Regular Pattern Mathcing). Además, permite una representación gráfica de
los patrones en grafos muy expresiva. Como contraparte, está limitado por el
sistema lógico sobre el que se soporta y por la orientación de las consultas.

Podŕıamos intentar representar el patrón Pex como un Query Graph en
GraphLog de forma similar a como hemos dado su representación en grafo,
donde las etiquetas de las aristas representaŕıan un predicado involucrando sus
dos nodos incidentes. Sin embargo, habŕıa que producir una transformación ade-
cuada que permitiera la transformación de los Query Graphs en GraphLog en
herramientas de consulta más generales para poder llevar a cabo este tipo de
consultas.

3.3.5. SPARQL

En el modelo de datos RDF (Resource Description Framework 4) las en-
tidades participan en tripletas (sujeto, predicado, objeto) que se interpretan
como: sujeto está relacionado con objeto a través de la relación predicado. Los
datos basados en RDF pueden ser interpretados como un grafo semántico en
el que tanto los sujetos como los objetos representan nodos y los predicados
representan relaciones entre ellos.

SPARQL es un lenguaje de consulta declarativo para atacar datos almacena-
dos en formato RDF [215]. Fue convertido en estándar por el RDF Data Access
Working Group (DAWG) del World Wide Web Consortium, y es reconocido
como una de las tecnoloǵıas claves de la Web Semántica. Existen numerosas
implementaciones para diferentes lenguajes de programación [5], aśı como he-
rramientas que permiten construir consultas SPARQL de manera automática o
que traducen consultas SPARQL a consultas en otros lenguajes [4, 3].

A continuación se presenta un ejemplo de consulta SPARQL que modela la
pregunta ”¿Cuáles son las capitales de los páıses de África?”:

PREFIX ex: <http://example.com/exampleOntology#>

4https://www.w3.org/RDF/

https://www.w3.org/RDF/
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SELECT ?capital

?pais

WHERE

{

?x ex:cityname ?capital ;

ex:isCapitalOf ?y .

?y ex:countryname ?pais ;

ex:isInContinent ex:Africa .

}

De forma similar a como funciona SQL, en SPARQL el bloque WHERE se uti-
liza para restringir la consulta. En la consulta anterior, ex identifica la ontoloǵıa
utilizada para interpretar cityname, isCapitalOf o Africa. ?capital y ?pais

son las variables que almacenarán el nombre de cada capital y páıs. Por último,
?x e ?y son las variables que representan las entidades de tipo ciudad y páıs,
respectivamente. La consulta anterior se interpreta como: selecciona valores pa-
ra las variables ?capital y ?pais que verifiquen las cuatro tripletas descritas
en el bloque WHERE. El procesador de consultas SPARQL se encarga de bus-
car los conjuntos de tripletas que cumplan con los cuatro patrones planteados,
asignando los valores que cumplan con dichos patrones a las variables.

Para modelar el patrón Pex en SPARQL podemos codificar el grafo en RDF
modelando cada nodo como una entidad y las aristas como tripletas entre nodos
conectados. El código SPARQL para realizar esta consulta podŕıa ser:

SELECT ?V0 ?V1 ?V2 ?V3

WHERE

{

?V0 e:0 ?V1 . ?V1 e:1 ?V2 . ?V2 e:1 ?V0 . ?V2 e:1 ?V3

?V0 rdfs:label 0 . ?V1 rdfs:label 1 . ?V2 rdfs:label 2 . ?V3 rdfs:label 0

FILTER ( (?X0 != ?X1) && (?X0 != ?X2) &&

(?X0 != ?X3) && (?X1 != ?X2) && (?X2 != ?X3))

}

En esta consulta se utilizan dos ontoloǵıas, e y rdfs, que almacenan los tipos
de las aristas y los conceptos label asociados a los nodos, respectivamente.
Nótese que se ha añadido la cláusula FILTER con una serie de restricciones para
asegurar la inyectividad en la proyección (isomorfismo de subgrafos). En el caso
de que al patrón buscado no se le exija la inyectividad se podŕıa prescindir de
dicha cláusula.
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Como puede observarse, la capacidad expresiva de una consulta de este tipo
en SPARQL es muy superior a la que se obtiene con la consulta equivalente en
SQL, pero queda lejos de ser intuitiva para un usuario humano.

SPARQL permite consultas de patrones estructurales, semánticos, óptimos,
y exactos basados en el isomorfismo de subgrafos. A pesar de que SPARQL no
permite realizar ningún tipo de Graph Simulation ni Regular Pattern Matching
se han desarrollado extensiones del lenguaje como PSPARQL [13] que permiten
consultar bases de datos RDF utilizando patrones basados en expresiones regu-
lares. Además, su esquema de datos basado en grafo facilita la construcción de
programas en otros lenguajes que generen código SPARQL para estos fines.

3.3.6. Gremlin

Gremlin es, simultáneamente, un lenguaje de consultas en grafo y una máqui-
na virtual desarrollada por la Apache Software Foundation, especialmente orien-
tado a Apache TinkerPop5. Gremlin está basado en Blueprints6, lo que le permi-
te trabajar con sistemas de persistencia que implementen dicha interfaz. Algunas
bases de datos que implementan Blueprints son: Neo4j 7, OrientDB8 y Titan 9.
Trabaja sobre bases de datos en grafo de tipo OLTP10, aśı como para sistemas
de análisis de grafos OLAP11, y está construido sobre Groovy12.

Como lenguaje, Gremlin soporta de manera natural consultas imperativas
y declarativas (aunque su enfoque es imperativo) y es independiente a la base
de datos utilizada, por lo que no se ajusta a un paradigma de programación
concreto. Como máquina virtual, posee un planificador de consultas en tiem-
po de compilación y otro en tiempo de ejecución, un compilador/optimizador
extensible, modelos de ejecución distribuidos, y es Turing completo [199].

Su sintaxis recuerda a la programación funcional, permitiendo realizar con-
sultas declarativas e imperativas, ya que está basado en un flujo de datos que
permite a los usuarios expresar de manera sencilla consultas complejas en gra-

5Apache TinkerPop es un framework de computación sobre grafos.
6Blueprints es una interfaz para el modelo de grafos con propiedades.
7http://www.neo4j.com
8http://www.orientdb.com
9http://titan.thinkaurelius.com/

10On-Line Transaction Processing, es un tipo de procesamiento que facilita y administra

aplicaciones transaccionales, usualmente para entrada de datos, recuperación y procesamiento

de transacciones.
11On-Line Analytical Processing, es una solución cuyo objetivo es agilizar la consulta de

grandes cantidades de datos.
12Lenguaje de programación orientado a objetos implementado sobre la plataforma Java.

http://www.neo4j.com
http://www.orientdb.com
http://titan.thinkaurelius.com/
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fos (no hipergrafos) con propiedades. Cada consulta en Gremlin está compuesta
por una secuencia de pasos que realizan operaciones atómicas en el flujo de da-
tos. Cada paso puede ser de tipo map (transformando los datos), de tipo filter
(eliminando algunos de los objetos del flujo), o de tipo side effect (cálculo de
valores auxiliares). Gremlin extiende estas tres operaciones fundamentales para
proporcionar a los usuarios una rica colección de pasos que permiten definir
cualquier pregunta concebible sobre los datos.

Una consulta en Gremlin es denominada traversal, y cada uno de los procesos
de computación que se involucran en su ejecución son denominados traversers.
Una consulta imperativa en Gremlin indica a los traversers cómo proceder en
cada paso del traversal. Por ejemplo, el traversal imperativo que se muestra
a continuación parte del conjunto de vértices del grafo y utiliza un paso para
filtrar los vértices y obtener sólo aquellos cuyo nombre es Juan. El traverser se
divide entonces entre todos los colaboradores de Juan que no son el propio Juan

(han creado los mismos nodos). A continuación, los traversers seleccionan los
administradores de esos colaboradores para finalmente contar cuántos adminis-
tradores han colaborado con Juan. Esta consulta es imperativa ya que indica a
los traversers qué hacer de manera expĺıcita y procedural.

g.V().has("name","Juan").as("a").

out("created").in("created").

where(neq("a")).

in("manages").

groupCount().by("name")

Un traversal declarativo en Gremlin no indica a los traversers el orden en
el que ejecutar su recorrido, sino que expresa el patrón que deben cumplir
los diferentes elementos para satisfacer la consulta. Para producir este tipo de
traversal declarativo en Gremlin se hace uso del paso match(), que es de tipo
map y permite expresar de manera declarativa un patrón que se corresponde
con el conjunto de nodos que debe cumplir. A través de este paso, el usuario
puede describir un patrón que posee una serie de variables involucradas que
deben cumplir con las restricciones impuestas. Cuando un traverser se encuentra
en un paso de este tipo, un algoritmo propio de Gremlin analiza el estado
actual del traverser (los objetos pertenecientes a él) y las estad́ısticas de los
patrones, y devuelve un traversal que el traverser debe resolver. El algoritmo
por defecto que lleva a cabo este proceso revisa de manera dinámica el plan de
ejecución del patrón ordenando las diferentes restricciones impuestas de acuerdo
a la capacidad de filtro (las restricciones que produzcan la mayor reducción del
conjunto de nodos a tratar serán evaluadas primero).

En bases de datos grandes, donde el usuario no suele tener control sobre
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las estad́ısticas del grafo, esta capacidad del método match() de ordenar las
restricciones según su capacidad de filtro es una gran ventaja, ya que se obtiene
una optimización de manera automática.

El traversal declarativo presentado a continuación produce el mismo resul-
tado que el traversal imperativo anterior, pero con la ventaja de que no sólo
aprovecha el planificador de consultas en tiempo de compilación (como los tra-
versals imperativos), sino también el planificador de consultas en tiempo de
ejecución que elige el paso óptimo para ser ejecutado en cada caso basado en
las estad́ısticas históricas, favoreciendo aquellos pasos que tienden a reducir/fil-
trar la mayoŕıa de los datos.

g.V().match(

as("a").has("name","Juan"),

as("a").out("created").as("b"),

as("b").in("created").as("c"),

as("c").in("manages").as("d"),

where("a",neq("c"))).

select("d").

groupCount().by("name")

Cuando se compila el traversal, y dependiendo del motor de ejecución sub-
yacente (una base de datos en grafo OLTP, o un procesador de grafos OLAP),
la consulta del usuario es reescrita de tal manera que el plan de ejecución se
optimiza basándose en un análisis de los costos de acceso a los datos del grafo
y en las capacidades de los sistemas de datos subyacentes.

A continuación presentamos un ejemplo de consulta declarativa en Gremlin
que solicita las incidencias del patrón Pex en un grafo con propiedades (donde
suponemos que las etiquetas se encuentran almacenadas en la propiedad label

de los elementos):

g.V().match(

as("v0").has("label","0"),

as("v0").out("0").as("v1"),

as("v0").in("1").as("v2"),

as("v1").has("label","1"),

as("v1").out("1").as("v2),

as("v2").has("label","0"),

as("v2").out("1").as("v3),

as("v3").has("label","0"),



80 Caṕıtulo 3. Consulta de patrones en grafos con propiedades

as("c").in("manages").as("d"),

where("v0",neq("v1")),

where("v0",neq("v2")),

where("v0",neq("v3")),

where("v1",neq("v2")),

where("v1",neq("v3")),

where("v2",neq("v3")))

Esta consulta solicita sólo los vértices, y no las relaciones que participan,
pero con pocas modificaciones se podŕıan incluir también éstos en la respuesta
de la consulta.

Como puede observarse, el método match() de Gremlin es muy útil para
crear consultas de patrones en grafos con propiedades. Además, este método
puede ser utilizado como un traverser más dentro de un flujo de instrucciones de
tipo imperativo. También se observa que es un lenguaje expresivo, requiriendo
poco código para expresar consultas complejas. Además, al ser Turing completo,
Gremlin puede realizar cualquier tipo de consultas en grafos con propiedades,
convirtiéndolo en un lenguaje muy adecuado para las consultas de patrones en
grafos.

Gremlin permite realizar consultas semánticas, exactas, óptimas, y basadas
en el Isomorfismo de Subgrafos de manera natural. Dado que Gremlin es un len-
guaje, un juego de instrucciones y una máquina virtual, es posible diseñar otros
lenguajes de consulta en grafos que compilen al lenguaje Gremlin. Por ejemplo,
el lenguaje de consulta de patrones en grafos SPARQL puede ser compilado
para ejecutarse en una máquina Gremlin13.

3.3.7. Grafos de Selección

Knobbes et al. [129] desarrollaron un tipo de patrones multi-relacionales para
consultar bases de datos basadas en la tecnoloǵıa SQL. Las representaciones en
forma de grafo de estos patrones son llamadas grafos de selección. Los grafos
de selección representan los cimientos sobre los que está construido el algoritmo
de inducción de árboles de decisión multi-relacionales MRDTL [139] (que será
presentado con detalle en el siguiente caṕıtulo) aśı como otros algoritmos de
aprendizaje automático multi-relacionales [176].

Los principios que se persiguen con la definición de los grafos de selección,
y que determinan su definición formal, son similares a los que seguiremos en

13https://github.com/dkuppitz/sparql-gremlin

https://github.com/dkuppitz/sparql-gremlin
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nuestra definición posterior de consulta para grafos generalizados:

Reflejar la estructura del modelo. Que la representación sea cercana a
la estructura relacional permite entender mejor el patrón. Además, a nivel
de implementación, es más fácil comprobar la cobertura de un objeto si
la estructura de datos subyacente corresponde a la estructura del patrón.

Ser intuitivo. Las descripciones lógicas estructurales o de primer orden,
especialmente aquellas que involucran estructuras complejas y negaciones,
son notoriamente dif́ıciles de interpretar por humanos. En consecuencia,
es deseable cualquier proceso que facilite la comprensión de estos patrones
por los usuarios.

Soportar refinamientos locales y atómicos. Debido a que es común
realizar búsquedas por el espacio de posibles grafos de selección (los grafos
de selección se utilizan en algoritmos que hacen búsquedas de este tipo),
se necesitan operadores que permitan modificar a través de pequeños cam-
bios un grafo de selección dado.

Permitir refinamientos complementarios. Si la aplicación de un ope-
rador particular produce un cierto subconjunto de registros, también de-
beŕıa existir un operador complementario que produzca el subconjunto
complementario (respecto del patrón original). Esta restricción deriva del
hecho de que el objetivo final de los grafos de selección es ser utilizados
en procedimientos de búsqueda de patrones tipo top-down [129].

A partir de estos requerimientos, un Grafo de Selección se define formal-
mente como un grafo dirigido donde:

El conjunto de vértices viene dado por un conjunto de tripletas de la forma
(T,C,s), llamadas nodos de selección, donde T es una tabla del modelo
relacional de datos, C es un conjunto (posiblemente vaćıo) de predicados
simples sobre los atributos de T (si A es un atributo de la tabla T, se
permiten predicados del tipo A = valor, A < valor, etc.), y s toma dos
posibles valores: abierto o cerrado.

El conjunto de aristas viene dado por un conjunto de tuplas de la forma
(p, q, a, e), llamadas aristas de selección, donde p y q son nodos de
selección, a es una relación existente entre las tablas asociadas a p y q en
el modelo de datos, y e toma dos posibles valores: presente o ausente.

Dado el esquema de datos relacional presentado en la Figura 3.6, la Figura
3.7 muestra un grafo de selección que selecciona a los padres que tienen un niño
con un juguete, pero que no tienen un niño que sea varón, con un juguete.
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Figura 3.6: Esquema de datos relacional.

Figura 3.7: Grafo de selección.

Obsérvese que tachamos, o no, nodos (aristas) para indicar si son cerrados

o abiertos (presentes o ausentes).

En general, la interpretación semántica de un grafo de selección es:

Una arista (p, q, a, presente) que conecta el nodo p con un nodo q

a tavés de una relación a combinada con una lista de condiciones en q,
selecciona aquellos nodos en p.T que están conectados con al menos un
nodo en q.T a través de una relación de tipo a que respeta la lista de
condiciones q.C.

Una arista (p, q, a, ausente) que conecta el nodo p con un nodo q

a tavés de una relación a combinada con una lista de condiciones en q,
selecciona aquellos nodos en p.T que no están conectados con un nodo en
q.T a través de una relación de tipo a que respeta la lista de condiciones
q.C.

Cualquier subgrafo que es accesible por un nodo abierto a través de una
arista ausente debe considerarse como un conjunto de condiciones negati-
vas.
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Siguiendo [129], el Algoritmo 3.8 (que a su vez hace uso del Algoritmo 3.9)
muestra cómo un grafo de selección puede ser traducido a SQL. Esta traducción
proporciona una semántica formal para los grafos de selección y proporciona,
en última instancia, la formalización de cómo las consultas a través de grafos
de selección deben ser llevadas a cabo en bases de datos relacionales:

El algoritmo produce una lista de tablas (table_list), una lista de con-
diciones join (join_list) y una lista de condiciones (condition_list) y las
combina para producir una sentencia SQL. El algoritmo produce una operación
de tipo join por cada tabla asociada a un nodo abierto. Para cada subgrafo ac-
cesible a través de una arista ausente, se produce una subconsulta llamando al
procedimiento translate_subgraph que será utilizada para verificar si el nodo
target está conectado con algún subgrafo con esas caracteŕısticas. El hecho de
utilizar select distinct en la consulta principal en lugar de select es de-
bido a que un registro en t_0 puede ser cubierto por el grafo de selección de
múltiples maneras (diferentes disposiciones geométricas del patrón) pero debe
ser contado sólo una vez (indicando que verifica el patrón).

Es habitual que las sentencias SQL resultantes no se utilicen directamente en
los sistemas habituales de bases de datos relacionales, ya que una arquitectura
espećıfica puede llevar a cabo la consulta de manera mucho más eficiente. Por
motivos de eficiencia, los grafos de selección tal y como se presentan en [129] no
permiten la existencia de ciclos.

La aplicación del algoritmo translate sobre el grafo de selección dado en
la Figura 3.7 produce la siguiente sentencia SQL:

select distinct T0.Name

from Parent T0, Child T1, Toy T2

where T0.Name = T1.ParentName and T1.Name = T2.OwnerName

and T0.Name not in

(select T3.ParentName

from Child T3, Toy T4

where T3.Name = T4.OwnerName and T3.Gender = ’M’)

Los grafos de selección representan un tipo de Graph Pattern Matching exac-
to, óptimo y basado en el isomorfismo semántico de grafos. Además, los grafos
de selección permiten una representación gráfica muy expresiva y pueden ser
construidos en pasos sucesivos a través de refinamientos (como veremos en el
siguiente caṕıtulo), ofreciendo buenas condiciones para ser utilizados en proce-
dimientos de descubrimiento. Como contraparte, presentan el inconveniente de
que los patrones que representan no pueden contener ciclos, limitando aśı la po-
tencia expresiva de las consultas. Además, al ser una representación gráfica de
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Figura 3.8: Algoritmo translate.

las consultas SQL, hereda los problemas de eficiencia que presentan los sistemas
basados en esta tecnoloǵıa.

3.3.8. Cypher

Cypher es un lenguaje de consulta declarativo desarrollado espećıficamente
para consultar la base de datos en grafo Neo4j que permite consultas expresivas
y eficientes para obtener o actualizar la información almacenada. Consultas
de patrones en grafos que habitualmente son complicadas en otros lenguajes
resultan muy sencillas en Cypher [2], mostrando una alta capacidad expresiva.
Combinando la sintaxis que proporciona para referenciar nodos, relaciones, y sus
propiedades, podemos expresar patrones complejos de consulta [1]. Es posible
acceder y modificar datos en Neo4j a través de consultas Cypher haciendo uso
de diferentes canales, como son una API de Java y una API REST.

Cypher está diseñado para ser un lenguaje de consulta humano, cercano
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Figura 3.9: Algoritmo translate_subgraph.

tanto para desarrolladores como para usuarios finales. Sus constructores usan
palabras del inglés y la simboloǵıa utilizada en su sintaxis hace que las consul-
tas se puedan interpretar muy fácilmente de manera visual. Además, comparte
palabras clave, como WHERE y ORDER BY, con SQL, las expresiones para la de-
tección de patrones se inspiran parcialmente en SPARQL y su semántica está
inspirada en lenguajes como Haskell o Python.

La base de datos Neo4j sigue con mucha fidelidad el modelo de grafo (no
hipergrafo) con propiedades, pero obliga que las aristas tengan un tipo asocia-
do. En el contexto de los nodos, una etiqueta es una caracteŕıstica opcional
que facilita su agrupación, y cada nodo puede tener un número indefinido de
ellas. Además, Neo4j permite la creación de ı́ndices sobre propiedades de nodos
que estén agrupados bajo la misma etiqueta con el fin de mejorar la eficien-
cia en los accesos. Por este motivo, es habitual crear ı́ndices para propiedades
de nodos que habitualmente son utilizadas como restricciones de las consultas.
Tras crear un ı́ndice, éste es manejado de manera automática e interna por
Neo4j, actualizándolo cada vez que el grafo subyacente es modificado. Debido a
que una base de datos como Neo4j está optimizada para acelerar las consultas
cuyas restricciones están fundamentalmente basadas en relaciones, cuando las
consultas imponen restricciones a través de propiedades en los nodos, el uso de
ı́ndices puede mejorar considerablemente su rendimiento. Los ı́ndices imponen
requerimientos adicionales de espacio y hacen más lentas las escrituras en la
base de datos, por lo que no es recomendable crear demasiados. Decidir cuándo
un ı́ndice es necesario no es una tarea trivial.
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Por el hecho de ser un lenguaje declarativo, Cypher se centra en la clari-
dad al expresar lo que se quiere obtener de un grafo, y no en cómo obtenerlo.
Esta caracteŕıstica contrasta con Gremlin, que también puede trabajar sobre
Neo4j pero tiene caracteŕısticas imperativas y permite cierto control sobre las
optimizaciones por parte del desarrollador de la consulta.

Al igual que hemos visto en los casos de SQL y SPARQL, en Cypher las
consultas son construidas por concatenación de cláusulas, de forma que cada
una proporciona resultados intermedios que son pasados a la cláusula siguiente.
Las cláusulas más importantes en Cypher son:

MATCH: Se utiliza para describir la estructura del patrón buscado, basado
en relaciones.

WHERE: Añade restricciones adicionales a los patrones.

RETURN: Especifica qué datos deben ser devueltos.

Además de estas cláusulas, existen muchas otras en el lenguaje, como COUNT

o GROUP BY. Cypher permite la asignación de variables identificadoras a cada
uno de los elementos que se definen en un patrón (para tener la posibilidad de
referenciarlos a lo largo de la consulta), restricciones sobre los elementos del
patrón en la propia cláusula MATCH, aśı como una representación gráfica de las
aristas en la propia consulta textual.

Un ejemplo de consulta en Cypher, que solicita los actores que participaron
en la peĺıcula Matrix, es:

MATCH (a:Actor)-[r:ACTED_IN]->(m:Movie{title:"The Matrix"}) RETURN a

En esta consulta se busca un patrón compuesto por dos nodos y una arista.
Concretamente, un nodo asociado a la etiqueta Actor (identificado por a), un
nodo asociado a la etiqueta Movie (identificado por m) y cuyo campo title

tiene el valor The Matrix, y una arista (identificada por r) desde el nodo a

hasta el nodo m de tipo ACTED_IN. Obsérvese que la restricción que exige la
etiqueta asociada al segundo nodo es añadida en la propia cláusula MATCH, estas
restricciones podŕıan haber sido incluidas en la cláusula WHERE, pero de esta
forma la consulta es más expresiva.

La inclusión de Regular Pattern Matching en consultas Cypher es muy sen-
cilla, tal y como muestra el siguiente ejemplo:

MATCH (a:Crew)-[:KNOWS|LOVES*..3]->(b:Crew) RETURN a,b

donde se muestra cómo Cypher permite especificar caminos de longitud va-
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riable en los patrones, y añadir restricciones según los tipos que posean las
aristas que lo forman. En este ejemplo se buscan los pares de elementos asocia-
dos a la etiqueta Crew que están conectados por un camino de longitud menor
o igual que 3 y compuesto por aristas de tipo KNOWS o LOVES.

Además, para incrementar la modularidad y reducir la redundancia, Cypher
permite asignar identificadores a los patrones. Por ejemplo:

p = (a:Crew)-[:KNOWS|LOVES*]->(b:Crew)

Posteriormente, podremos acceder a los detalles de un camino por medio
de funciones auxiliares, por ejemplo: nodes(p) (sopV (p)), rels(p) (sopE(p)),
o length(p) (|p|).

Pasamos ahora a mostrar una posible consulta Cypher que localiza todas las
incidencias del patrón Pex en un supuesto grafo almacenado en Neo4j (hemos
convertido los valores numéricos de las etiquetas en Pex a sus correspondientes
cadenas de texto para respetar la sintaxis de Cypher):

MATCH (v3:ZERO)<-[e4:ONE]-(v2:ZERO)-[e2:ONE]->(v0:ZERO)-[e1:ZERO]->

(v1:ONE)-[e3:ONE]->(v2)

WITH DISTINCT v0,v1,v2,v3,e1,e2,e3,e4

RETURN v0,v1,v2,v3

Nótese que se ha añadido la cláusula WITH DISTINCT para asegurar la inyec-
tividad en la proyección (isomorfismo de subgrafos). En el caso de que al patrón
buscado no se le exija la inyectividad con el subgrafo se podŕıa prescindir de
esta cláusula. Al igual que Gremlin (y a pesar de que no se han incluido en el
resultado de la consulta), Cypher permite no sólo devolver los diferentes con-
juntos de nodos que coinciden con el patrón, sino también las aristas (para ello
sólo se debeŕıan añadir los identificadores e1,e2,e3 y e4 a la cláusula RETURN).
Esto es importante debido a que en muchas consultas de patrones en grafos no
sólo se buscan los nodos que cumplen con el patrón sino también las aristas.

A diferencia con Gremlin, Cypher no es Turing completo, por lo que pre-
senta algunas limitaciones. Por ejemplo, no es capaz de llevar a cabo algunos
algoritmos de análisis de grafos, o no es capaz de expresar la forma en la que
se quiere paralelizar una consulta. Para estos casos (igual que SQL) Cypher
permite añadir funciones definidas por el usuario (extensiones del lenguaje) que
hacen uso de la API de bajo nivel y alto rendimiento de Neo4j.

A pesar de las limitaciones, es un gran candidato para ser seleccionado como
un estándar en consultas de bases de datos en grafo y, a pesar de que no es una
solución ideada originalmente para convertirse en una propuesta de carácter



88 Caṕıtulo 3. Consulta de patrones en grafos con propiedades

general, en los últimos tiempos se está convirtiendo en un estándar de facto
como lenguaje de consulta a través del proyecto OpenCypher14, entre otras
cosas porque Cypher es un lenguaje relativamente sencillo pero muy potente.

Para consultas generales, Cypher es suficiente y es probablemente más rápido
que Gremlin. La ventaja de Gremlin sobre Cypher es cuando se llega a un nivel
alto de consultas de patrones. En Gremlin se puede definir mejor la forma en la
que se debe recorrer el patrón (incluso se pueden definir algoritmos de recorrido
propios), mientras que en Cypher esta tarea recae en el optimizador. Por ello,
es habitual utilizar Cypher en situaciones habituales debido a su simplicidad,
y utilizar Gremlin como un fallback cuando la expresividad de Cypher no es
suficiente, o si se desea realizar una optimización manual de las consultas.

Las consultas sencillas en Cypher poseen un buen rendimiento, sin embargo
no siempre es aśı cuando las consultas siguen patrones complejos. Esto ocurre
porque, cuando hay condiciones múltiples, Cypher no permite que se le indique
en qué orden aplicar dichas condiciones. Debe indicarse que a lo largo de las
diferentes versiones que se han ido publicando de la base de datos Neo4j se
han logrado grandes avances en cuanto a la eficiencia de las consultas Cypher,
e incluso ya se pueden incluir consultas Cypher en una consulta Gremlin. Por
ejemplo:

g.cypher("MATCH (a {name:’pedro’}) RETURN a").select("a").

out("knows").name

Actualmente, debido a que Cypher todav́ıa utiliza el mismo núcleo basado
en JAVA que Blueprints (la misma API que utiliza Gremlin), no es más rápi-
do que expresiones optimizadas escritas en el lenguaje imperativo subyacente.
Sin embargo, según sus creadores, esto cambiará en el futuro debido al uso
de estad́ısticas de consultas en la optimización, el indexado de registros, y la
optimización transparente de datos basada en patrones usados, sin ni siquiera
modificar la sintaxis actual de Cypher.

Con respecto a la potencia de Cypher en nuestro contexto, de manera natural
este lenguaje permite consultas de patrones en grafos estructurales y semánticas,
óptimas, exactas, y basadas en el isomorfismo de subgrafos. Permite un tipo de
bounded simulation que, a pesar de que no permite definir el matching a través
de relaciones en lugar de funciones, śı permite que las aristas en el patrón se
proyecten sobre caminos del grafo. Además, se pueden imponer restricciones a
esos caminos a través de expresiones que hacen uso del operador disyunción
(|) y del cierre de Kleene (∗). A través de funciones definidas por el usuario se
podŕıa extender Cypher para que permitiera el resto de tipo de consultas de

14http://www.opencypher.org/

http://www.opencypher.org/
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patrones en grafos con propiedades presentadas en este caṕıtulo.

Una limitación desde el punto de vista académico es que carece de un modelo
formal asociado, y se ha construido con un carácter completamente aplicado, por
lo que hay algunas formas de operar que no han sido validadas. A pesar de ello,
por su excelente expresividad y aceptable rendimiento, y porque consume los
datos de una base de datos en grafo muy extendida en su uso, con una versión
de uso libre completa y con una gran comunidad de desarrolladores detrás,
Cypher es el lenguaje de consulta de grafos que se ha elegido para implementar
los diferentes modelos que se han desarrollado en esta tesis.

3.3.9. Otras Herramientas de Consulta

Acabaremos esta sección haciendo un breve repaso por algunas herramientas
adicionales que nos han parecido interesantes y que pueden ayudar a entender
la propuesta que daremos posteriormente.

En [18] proponen utilizar la Lógica Dinámica Proposicional (PDL) [81] como
herramienta de consulta en bases de datos en grafo debido a que combina unas
buenas propiedades de evaluación con una gran expresividad, proporcionando
evaluaciones en tiempo polinomial, e incluso en tiempo lineal, para un gran
número de patrones. Pero esta eficiencia tiene un coste, ya que solo permite
trabajar con grafos dirigidos, con aristas etiquetadas, pero sin propiedades ni
en nodos ni en aristas. Y lo que es más restrictivo, las expresiones en PDL deben
ser aćıclicas, es decir, no pueden expresar propiedades interesantes sobre ciclos
en la estructura en grafo subyacente.

GraphQL15 es un lenguaje de consulta declarativo desarrollado por la com-
pañ́ıa Facebook para permitir el acceso a su información por parte de aplica-
ciones externas. Para ello, fue necesario desarrollar una API de consumo de
datos lo suficientemente expresiva para describir todo el contenido almacenado
en Facebook y lo suficientemente sencilla como para ser utilizada por la mayoŕıa
de desarrolladores. Las consultas en GraphQL tienen forma de árbol y poseen
gran expresividad.

GraphFrames [62] es una libreŕıa de procesamiento de grafos para Apache
Spark16 que fue desarrollada por la UC de Berkeley en colaboración con el MIT.
Está construida sobre el concepto de DataFrame de Spark, por lo que se bene-
ficia de su escalabilidad y su alto rendimiento. Además, proporciona una API
para poder manipular grafos haciendo uso de esta libreŕıa desde lenguajes como
Python, JAVA o Scala. A partir de la versión 1.4, Spark incorpora GraphFrames

15http://graphql.org/
16http://spark.apache.org/

http://graphql.org/
http://spark.apache.org/
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de forma nativa.

Graql17 es un lenguaje de consulta declarativo orientado a grafos de cono-
cimiento (un tipo de red semántica soportada por un modelo y un conjunto de
reglas entre los datos) de tipo Grakn que utiliza métodos de razonamiento para
obtener información tanto expĺıcita (almacenada de manera directa en el grafo)
como impĺıcita (obtenida tras una serie de procedimientos automáticos a partir
de los datos).

En [236] se presenta el lenguaje de consulta para grafos con propiedades
PGQL, la intención es que el lenguaje posea las funcionalidades t́ıpicas de SQL
extendiéndolo con caracteŕısticas propias de las consultas en grafos: análisis de
accesibilidad entre nodos, localización de caminos, y construcción de grafos.
La sintaxis de PGQL es muy similar a la de SQL, y permite definir consultas
de caminos con condiciones tanto en las etiquetas como en las propiedades (la
sintaxis de consultas de caminos es muy similar a Cypher). A continuación se
muestra un ejemplo de consulta PGQL que consulta el patrón Pex en una base
de datos (de nuevo, las etiquetas se presentan en formato de texto para no
interferir con la sintaxis de PGQL):

SELECT v0.id, v1.id, v2.id, v3.id

FROM Graph

WHERE

(v0 WITH label = "ZERO") -[:ZERO]-> (v1),

(v1 WITH label = "ONE") -[:ONE]-> (v2),

(v2 WITH label = "ZERO") -[:ONE]-> (v3),

(v2) -[:ONE]-> (v0),

(v3 WITH label = "ZERO"),

v0.id != v1.id, v0.id != v2.id, v0.id != v3.id,

v1.id != v2.id, v1.id != v3.id, v2.id != v3.id

De nuevo, en la consulta presentada se exige que cada nodo del patrón se
proyecte sobre un nodo diferente en el grafo (inyectividad). Si elimináramos las
dos últimas filas de condiciones permitiŕıamos que varios nodos del patrón se
proyectasen sobre el mismo nodo en el grafo. Todas las consultas de patrones en
grafos con propiedades que se pueden construir con PGQL pueden ser definidas
a través de una consulta Cypher, haciendo que la potencia de ambos lenguajes
sea equivalente. En cuanto a la expresividad, Cypher es más sencillo debido a
que es capaz de ubicar el patrón y las restricciones en la misma cláusula. Las
razones que han motivado el desarrollo de un lenguaje de consulta como PGQL
es la baja eficiencia de determinadas consultas Cypher y el hecho de que éste

17https://grakn.ai

https://grakn.ai
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no posee un tipo de dato para modelar un objeto de tipo grafo.

En [132] se define un lenguaje de consulta y un motor para llevar a cabo
Graph Pattern Matching que trabaja con un concepto de patrón similar al
que proponemos en este trabajo: un patrón está compuesto por un grafo y
un conjunto de predicados, que están definidos sobre los nodos en el patrón.
Una coincidencia de un patrón en un grafo dado estará caracterizada por una
proyección de los nodos del patrón a nodos del grafo (llamados los nodos target
de la coincidencia), que verifica:

1. Cada nodo del patrón está asociado con un nodo del grafo del mismo tipo.

2. Cada arista del patrón está asociada con una arista del grafo del mismo
tipo.

3. Todos los predicados se satisfacen.

Las condiciones 1 y 2 describen un homomorfismo de grafos tipados. En
general este tipo de homomorfismo no requiere que la proyección sea inyectiva
pero, si es necesario, es fácil añadir predicados para garantizar la inyectividad.
Además, permiten el uso de un tipo de nodo/arista especial, que denotan con
ANY , que permite que un nodo/arista en el patrón se asocie con un nodo/arista
en el grafo de cualquier tipo.

3.4. Property Query Graph

A continuación presentamos los Property Query Graphs (PQG, para abre-
viar, a partir de ahora), nuestra propuesta para llevar a cabo consultas de
patrones en grafos. Teniendo en cuenta las diversas clasificaciones apuntadas
anteriormente, podemos decir que esta propuesta permite llevar a cabo con-
sultas estructurales y semánticas, exactas, óptimas, y basadas en un tipo de
Regular Pattern Matching que permite, además de proyectar aristas del patrón
en caminos (no necesariamente aristas) que cumplan las restricciones impuestas,
expresar restricciones más complejas sobre cada elemento del patrón y realizar
consultas que posean ciclos.

Una de las caracteŕısticas que buscamos en nuestra herramienta es que per-
mita obtener (de alguna manera) patrones complementarios a un patrón dado.
Esto significa que si una estructura no verifica un patrón debe verificar siempre
uno de sus patrones complementarios. Como hemos visto en la sección anterior,
muchas de las herramientas desarrolladas para llevar a cabo consultas de patro-
nes en grafos exigen que se cumpla una proyección entre el patrón y la estructura
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a evaluar. Dicha proyección impide evaluar la no existencia de elementos, algo
que vamos a necesitar para generar estos patrones complementarios, por lo que
nuestra propuesta no se basa en una proyección a la hora de verificar si una
estructura cumple con un patrón determinado, sino que será construida en base
a predicados lógicos, que facilitarán la generación de patrones complementarios.

Hemos de indicar que nuestro objetivo principal es el de proporcionar una
formalización completa del modelo (frente a implementaciones incompletas des-
de el punto de vista formal, pero operativas), pero con el objetivo secundario
de proporcionar una implementación que sea utilizable desde un punto de vista
práctico (aunque más como una prueba de concepto que como una herramienta
profesional en esta primera etapa).

En busca de nuestros objetivos, nos apoyaremos en el concepto de Grafo
de Selección visto anteriormente, ampliándolo para añadirle Regular Pattern
Matching y algunas caracteŕısticas adicionales que nos permitirán obtener una
mayor potencia expresiva en los patrones que se pueden construir.

Como principales caracteŕısticas diferenciadoras respecto de los sistemas de
consulta vistas en el apartado anterior, podemos indicar que:

Los PQG pueden contener ciclos. Será un problema posterior considerar
implementaciones de los PQG que manipulen los ciclos adecuadamente,
considerar restricciones adicionales para asegurar ciertos niveles de eficien-
cia en su ejecución real, o preocuparse en la etapa de diseño de la consulta
de crear un patrón que sea eficiente en la implementación disponible.

Los PQG pueden evaluar subgrafos. Recordemos que en los Grafos de
Selección clásicos sólo es posible evaluar un único nodo que representa
a la tabla target. En el caso de los PQG, los elementos fijos (elementos
que deben pertenecer al subgrafo bajo evaluación) serán representados a
través de un predicado que obliga a que dichos elementos estén contenidos
en el subgrafo a evaluar.

Las aristas individuales del PQG pueden ser proyectadas sobre caminos
en el grafo en el que se comprueba el patrón. Para ello se hará uso de
predicados de forma similar a como se hace en Regular Pattern Matching.

Los predicados asociados a nodos o aristas en el PQG pueden evaluar
caracteŕısticas estructurales y semánticas más allá de las propiedades al-
macenadas a través de la función µ (por ejemplo, a través de medidas
como las definidas en el Caṕıtulo 2).

Aunque ya hemos usado en la sección anterior la idea de que podemos dis-
poner de un conjunto de predicados asociados a los elementos del patrón, vamos
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a formalizar brevemente qué entendemos concretamente por un predicado defi-
nido sobre un grafo.

Tal y como muestra su definición, asociado a un grafo con propiedades te-
nemos una función µ que representa un conjunto de funciones (en particular,
pueden ser predicados) asociados a nodos y aristas del grafo. Consideremos Θ,
una colección de śımbolos de función, predicados y constantes, que contiene
todas las funciones de µ junto con constantes asociadas a cada elemento del
grafo y, posiblemente, algunos śımbolos adicionales, tanto de funciones como de
predicados y constantes (por ejemplo, medidas definidas sobre los elementos del
grafo). A partir de este conjunto de śımbolos podemos definir un Lenguaje de
Primer Orden con igualdad, L, haciendo uso de Θ como conjunto de śımbolos
no lógicos, sobre el que construimos, de la forma usual, el conjunto de términos
del lenguaje y el conjunto de fórmulas, FORM(L), que llamaremos predicados.

Aunque, en general, las fórmulas definibles en L se pueden aplicar a todos
los objetos del universo, que en nuestro contexto estará compuesto por elemen-
tos de grafos (nodos, aristas, y estructuras formadas a partir de éstos), cuando
queramos explicitar sobre qué tipos de objetos estamos trabajando en cada mo-
mento, podremos escribir FORMV (L) para indicar que son fórmulas aplicables
sobre nodos, FORME(L) para indicar que son fórmulas aplicables sobre aristas,
FORMP(L) para indicar que son fórmulas aplicables sobre caminos, etc.

En lo que sigue supondremos prefijado un Lenguaje sobre grafos, L, por lo
que, con el objetivo de simplificar las expresiones que usemos, notaremos de
forma general FORM para denotar FORM(L) cuando no haya posibilidad de
confusión.

Además, y aprovechando la capacidad expresiva de los grafos generalizados,
definimos las consultas sobre ellos haciendo uso de las mismas estructuras:

Definición 26. Un Property Query Graph (PQG) sobre L es un grafo binario

con propiedades sobre L, Q = (VQ, EQ, µQ), donde existen α y θ, propiedades

destacadas en µQ, tales que:

α : VQ ∪ EQ → {+,−} total.

θ : VQ∪EQ → FORM(L) asocia un predicado binario, θx, a cada elemento

x de VQ ∪ EQ.

Escribiremos Q ∈ PQG(L) para denotar que Q es un Property Query Graph
sobre L (si el lenguaje está prefijado y no hay posibilidad de confusión, escribi-
remos simplemente Q ∈ PQG).

El sentido de usar predicados binarios es que en la semántica asociada a un
PQG usaremos la segunda entrada de estos predicados para poder hablar de
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condiciones de pertenencia sobre subgrafos de G (el grafo general sobre el que
estamos evaluando las consultas), mientras que la primera esperará recibir como
entrada elementos adecuados al tipo de elemento al que está asociado. Aśı, si
S es un subgrafo y a ∈ VQ entonces θa(., S) ∈ FORMV , y si e ∈ EQ entonces
θe(., S) ∈ FORMP . Por ejemplo:

θa(v, S) = ∃z ∈ S (z  v)

θe(ρ, S) = ∃y, z(y ρ
 z ∧ y /∈ S ∧ z ∈ S)

El primer predicado tendrá sentido para nodos, y se verificará cuando exista un
camino en G que conecta un nodo de S (el subgrafo que estamos evaluando)
con v, el nodo de entrada sobre el que se evalúa. El segundo predicado tendrá
sentido para caminos, y se verificará cuando el camino evaluado, ρ, conecta S
con su complementario (en G).

Dado un PQG en las condiciones anteriores, notaremos x+, respectivamente
x−, para indicar que α(x) = +, respectivamente α(x) = −, y V +

Q /V
−
Q (respecti-

vamente, E+
Q/E

−
Q ) el conjunto de nodos (respectivamente, aristas) positivos/ne-

gativos. Si para un elemento x, θx no está expĺıcitamente definida, supondremos
que θx es una tautoloǵıa, que podemos denotar en general por T .

Tal y como veremos a continuación, intuitivamente, los elementos positivos
del patrón representan elementos que deben estar presentes en el grafo sobre el
que se realiza la consulta y que verifican los predicados asociados, mientras que
los elementos negativos en el patrón representan elementos que no deben estar
presentes en el grafo.

Para poder expresar con más facilidad las condiciones necesarias que definen
la aplicación de un PQG sobre un grafo, aśı como los resultados que veremos en
lo que queda de caṕıtulo, introducimos a continuación una serie de notaciones
que generan predicados aplicables sobre elementos del grafo:

Definición 27. Dado Q = (VQ, EQ, µQ) un PQG, el conjunto de Q-predicados

asociados a Q es:

1. Para cada arista, e ∈ EQ, definimos los Q-predicados asociados como:

Qeo(v, S) = ∃ρ ∈ Pov (G)
(
θe(ρ, S) ∧ θeo(ρo, S) ∧ θei(ρi, S)

)
Qei(v, S) = ∃ρ ∈ P iv(G)

(
θe(ρ, S) ∧ θeo(ρo, S) ∧ θei(ρi, S)

)
En general, escribiremos Qe∗(v, S), donde ∗ ∈ {o, i}, y notaremos:

Q+
e∗ = Qe∗ , Q−e∗ = ¬Qe∗



3.4. Property Query Graph 95

2. Para cada nodo, n ∈ VQ, definimos el Q-predicado asociado como:

Qn(S) = ∃v ∈ V

 ∧
e∈γo(n)

Q
α(e)
eo (v, S) ∧

∧
e∈γi(n)

Q
α(e)

ei
(v, S)


= ∃v ∈ V

 ∧
e∈γ∗(n)

Q
α(e)
e∗ (v, S)


Y que podemos escribir en general como:

Qn(S) = ∃v ∈ V

 ∧
e∈γ(n)

Qα(e)
e (v, S)


ya que para cada nodo no hay posibilidad de confusión. Además, notare-

mos:

Q+
n = Qn, Q−n = ¬Qn

A partir de estas notaciones, podemos definir formalmente cuándo un sub-
grafo verifica un PQG determinado:

Definición 28. Dado un subgrafo S de un grafo con propiedades, G = (V,E, µ),

y un Property Query Graph, Q = (VQ, EQ, µQ), ambos sobre el lenguaje L,

diremos que S verifica Q, y lo denotaremos S � Q, si se verifica la fórmula:

Q(S) =
∧
n∈VQ

Qα(n)
n (S)

En caso contrario, escribiremos: S 2 Q.
En la Figura 3.10 se muestra un PQG genérico a modo de ejemplo.

Uno de los objetivos que persiguen los PQG es proporcionar la capacidad
expresiva suficiente para expresar condiciones que hacen uso de elementos que
están fuera del subgrafo que se está evaluando, algo que se ha demostrado
necesario para disponer de un lenguaje de consultas potente y que no está
presente en las soluciones vistas anteriormente en este caṕıtulo.

Obsérvese que, en particular, usando S = G podemos definir cuándo un
grafo verifica un PQG.

Aunque la definición de PQG que hemos presentado hace uso de grafos bina-
rios (no hipergrafos), ya que proyecta aristas sobre caminos que conectan pares
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Figura 3.10: Ejemplo de Property Query Graph.

de nodos, el concepto de grafo generalizado es suficientemente flexible como
para permitir otras interpretaciones en las que se pueden considerar PQGs que
hagan uso de estructuras más generales. Además, y es importante resaltar este
hecho, aunque un PQG sea binario, puede aplicarse sobre grafos con propie-
dades que no lo sean (es decir, G podŕıa ser un hipergrafo generalizado), ya
que el concepto de camino que conecta pares de nodos se define independien-
temente de la aridad de las aristas que intervienen. En estos casos, se debeŕıa
usar una notación algo más compleja para poder definir los Q-predicados, pero
es completamente factible. Por motivos de simplicidad, y por la falta de bases
de datos de hipergrafos, hemos restringido las definiciones presentadas a estos
casos particulares, pero quedan abiertas para ser extendidas a los casos más ge-
nerales en el momento en el que el uso de hipergrafos se generalice como medio
de modelado y almacenamiento, ya que en las pocas ocasiones en que se han
precisado siempre se ha resuelto el problema por medio de la creación de nuevos
tipos de nodos y aristas binarias que simulan la presencia de hiperaristas.

Antes de pasar a analizar algunas propiedades interesantes sobre los PQG y
la forma de construirlos, veamos algunos ejemplos que permitan entender cómo
se interpretan y qué capacidad expresiva permiten.

3.4.1. Ejemplos de Property Query Graphs

A lo largo de este parágrafo, y a modo de ejemplo, presentaremos una colec-
ción de pequeños PQG sobre un grafo con propiedades concreto con el objeto
de mostrar la forma en que funcionan y su capacidad expresiva.

En la Figura 3.11 se presenta un grafo con propiedades que se corresponde
con una sección de una base de datos basada en grafos que contiene información
acerca de los personajes principales de la serie Starwars y que es utilizada fre-
cuentemente como ejemplo sencillo para hacer demostraciones relacionadas con
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las capacidades de las bases de datos en grafo 18. En lo que sigue haremos uso
de este grafo para presentar algunos patrones que hagan uso del lenguaje sobre
el que está definido y para comprobar su verificación sobre algunos subgrafos
concretos del mismo.

Figura 3.11: Grafo Starwars para ilustrar ejemplos de Property Query Graphs.

Con el fin de simplificar la representación de consultas y subgrafos, una de las
propiedades en µ, a la que denominaremos τ , será expresada directamente sobre
la aristas. En el caso de los nodos, la propiedad τ será representada a través
de colores. Estas dos propiedades representan una clasificación de tipo sobre
nodos y aristas. Además, la propiedad name de los nodos será representada
directamente sobre los mismos, y las aristas no dirigidas, que conectan dos
nodos pero no imponen un orden concreto en la relación, serán representadas
como aristas bidireccionales.

La representación gráfica de los PQG de ejemplo se muestran en las figuras
3.12 a 3.17. Cuando analicemos la interpretación de estas consultas, también
indicaremos algunos subgrafos de G que los verifican. Cada elemento en estos
PQG tiene asociada la representación de su propiedad α directamente por medio
de un śımbolo +/−, y de su propiedad θ directamente en el elemento (si el
predicado asociado a un elemento en un PQG es una tautoloǵıa, dicho predicado
no será representado). En expresiones del tipo τ(ρ) = X en el predicado de una

18http://console.neo4j.org/?id=StarWars
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arista, X será interpretada como una expresión regular que debe ser cumplida
por la secuencia de propiedades τ de las aristas en el camino ρ.

Figura 3.12: Ejemplo 1 PQG.

El PQG P1 (Figura 3.12) se puede interpretar en lenguaje natural a través
de la siguiente sentencia: Personajes y relación alumno-maestro en la que ambos
son devotos de los Jedi y el maestro tenga más de 500 años. En este caso
se imponen restricciones estructurales a través de la presencia de aristas y a
través de predicados que hacen uso de atributos (τ , name, y age). Este PQG
se verificará en subgrafos en los que puedan ser proyectados dos nodos y una
arista que los une (los tres elementos marcados como elementos positivos en
el subgrafo) que cumplan con las restricciones impuestas. En el caso de que
existiera un personaje que se haya enseñado a śı mismo (que posea un lazo de
tipo TEACHES) que tenga más de 500 años y sea devoto de los Jedi, un subgrafo
que contenga este nodo también verificaŕıa este patrón. El subgrafo marcado
como S1 en la Figura 3.11 verifica P1.

Figura 3.13: Ejemplo 2 PQG.

El PQG P2 (Figura 3.13) se puede interpretar en lenguaje natural a través
de la siguiente sentencia: Darth Vader y personaje que provenga del mismo
planeta que él y que posea un camino que lo conecte con Chewbaka. Este PQG
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presenta un nodo positivo que representa al personaje Chewbaka (por medio de
la propiedad name) e impone una restricción que exige que uno de los nodos
en el subgrafo evaluado esté conectado con él. Un subgrafo que verifica P2 es el
subgrafo destacado como S2 en la Figura 3.11.

Figura 3.14: Ejemplo 3 PQG.

El PQG P3 (Figura 3.14) presenta un ciclo a través de relaciones de amistad,
y S3 (subgrafo resaltado en la Figura 3.11) es un subgrafo que lo verifica. Cual-
quier subgrafo que contenga tres personajes que son amigos entre śı (existen
relaciones bidirecciones de tipo FRIENDS entre ellos) verificará P3. Por ejemplo,
subgrafos que contengan el ciclo formado por Luke Skywalker, R2D2 y C3PO, o
el ciclo formado por Han Solo, Princess Leia y Chewbaka.

Figura 3.15: Ejemplo 4 PQG.

El PQG P4 (Figura 3.15) puede ser interpretado en lenguaje natural a través
de la siguiente sentencia: Personaje que esté conectado a través de relaciones
de tipo FRIENDS o TEACHES con alguien que provenga de Alderaan, que
tenga grado de salida superior a tres, y que sea devoto de un clan que no sean
los Sith. En este caso, se ha utilizado una expresión regular para expresar un
camino compuesto de relaciones de tipo FRIEND o TEACHES. Además, se ha
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usado una función auxiliar, grs(v), para referirse al grado de salida del nodo
v. Cualquier subgrafo conteniendo el nodo Luke Skywalker o el nodo Obi Wan

Kenobi verificará P4.

Figura 3.16: Ejemplo 5 PQG.

El PQG P5 (Figura 3.16) representa la consulta: Nodos que no sean institu-
ciones ni clanes, pero tengan devotos, y sólo es verificado por los nodos de tipo
side. En este caso, se ha utilizado un nodo cuya propiedad θ es una tautoloǵıa
(que, como indicamos, ha sido representado a través de un nodo vaćıo).

Figura 3.17: Ejemplo 6 PQG.

El PQG P6 (Figura 3.17) podŕıa ser interpretado a través de la siguiente
sentencia: Caminos que relacionen a Yoda con personajes del Lado Oscuro.
Cualquier subgrafo que contenga el camino (Yoda) → (Count Dooku) → (Qui
Gong Jin) → (Obi Wan Kenobi) → (Darth Vader) verificará P6.

3.4.2. Conjuntos de refinamiento

En la sección anterior hemos visto que los PQG se pueden interpretar como
predicados sobre la familia de subgrafos de un grafo prefijado G. Seŕıa intere-
sante obtener formas computacionalmente efectivas de construir PQG a partir
de operaciones básicas para obtener familias de predicados que nos permitan
analizar la estructura de los subgrafos de G de una forma automática.

A continuación vamos a dar una primera aproximación a un método cons-
tructivo que sea de utilidad para realizar este tipo de tareas sobre un grafo.
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Aunque no se proporcione un aparato completo desde el punto de vista lógico,
veremos en el siguiente caṕıtulo que es lo suficientemente potente como para
permitirnos resolver algunos interesantes problemas de clasificación automática
en grafos.

Comenzamos dando una definición natural cuando se trabaja con consultas
sobre estructuras, y que nos permite ver cuándo un PQG tiene más capacidad
que otro para discriminar entre subgrafos.

Definición 29. Dados Q1, Q2 ∈ PQG, diremos que Q1 refina Q2 en G, y lo

notaremos como Q1 �G Q2 (escribiremos, simplemente, � cuando trabajemos

sobre un grafo G prefijado) si:

∀S ⊆ G (S � Q1 ⇒ S � Q2)

Teniendo en cuenta que los PQG pueden ser tratados como predicados,
también lo podremos escribir como:

∀S ⊆ G (S � Q1 → Q2)

o también:
�G Q1 → Q2

En la Figura 3.18 se muestra un ejemplo de un PQG que refina a otro. En
este caso, el PQG de la izquierda refina al PQG situado a la derecha ya que,
además de exigir que uno de los nodos en el subgrafo a evaluar esté conectado
con un nodo que no pertenece a dicho subgrafo a través de una relación de tipo
publish, también se exige que el nodo destino de dicha relación posea una arista
entrante que parta de un nodo que no pertenece al subgrafo bajo evaluación.

Figura 3.18: Refinado entre PQG.

De forma natural, podemos definir cuándo dos PQG son equivalentes co-
mo consultas, que se tendrá cuando los dos verifiquen exactamente los mismos
subgrafos.
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Definición 30. Dados Q1, Q2 ∈ PQG, diremos que son equivalentes en G, y

lo notaremos como Q1 ≡G Q2 (usaremos, simplemente, ≡ cuando trabajemos

sobre un grafo G prefijado) si:

Q1 �G Q2 ∧ Q2 �G Q1

Figura 3.19: Equivalencia de PQG.

En la Figura 3.19 se muestra un ejemplo de dos PQG que son equivalentes.
Nótese que la única diferencia estructural del PQG de la izquierda con respecto
al de la derecha es la existencia de un nodo perteneciente al subgrafo a evaluar
que posea una arista de salida cuyo destino sea un nodo que no esté incluido en
el subgrafo a evaluar. Dicha restricción está incluida en el PQG de la derecha,
ya que de existir un nodo en el subgrafo bajo evaluación con una arista de tipo
publish conectada con un nodo que no pertenezca a dicho subgrafo, también
existe una arista con las mismas restricciones excepto el tipo impuesto a la
arista.

Es fácil probar el siguiente resultado, que nos dice que �G genera una rela-
ción de orden sobre los PQG considerando la equivalencia como igualdad (o lo
que es lo mismo, trabajando en el espacio cociente que determina la equivalen-
cia).

Teorema 6. Para todo Grafo con Propiedades, G, se tiene que (PQG,�G) es

un conjunto ordenado. Es decir:

1. ∀Q ∈ PQG (Q �G Q).

2. Q1 �G Q2 ∧ Q2 �G Q1 ⇒ Q1 ≡G Q2.

3. Q1 �G Q2 ∧ Q2 �G Q3 ⇒ Q1 �G Q3.
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Es fácil comprobar que, en general, �G no genera una relación de orden
total. Para ello, basta encontrar dos PQG, Q1 y Q2, para los cuales no se cumpla
(Q1 → Q2)∨(Q2 → Q1). Por ejemplo, si Q1 es un PQG compuesto por un único
nodo positivo con la restricción v ∈ S, y Q2 es un PQG compuesto también
por un único nodo positivo con la restricción v /∈ S, entonces Q1 exigirá que
el subgrafo bajo evaluación no esté vaćıo, y Q2 exigirá que exista algún nodo
en el grafo que no pertenezca al subgrafo bajo evaluación. Ambas restricciones
son independientes por lo que no existe implicación entre los predicados que los
PQG representan.

Vamos a analizar la relación existente entre la estructura topológica de un
PQG y su funcionalidad como predicado sobre subgrafos. En general, es un pro-
blema complicado intentar extraer propiedades lógicas del predicado a partir de
las propiedades estructurales del grafo que lo representa, pero podemos obtener
algunas condiciones útiles que nos permitirán manipular constructivamente las
estructuras para modificar la interpretación de los PQG de forma controlada.

Definición 31. Dados Q1, Q2 ∈ PQG, diremos que Q1 es una extensión Q−-

conservativa de Q2, y lo notaremos como Q2 ⊆− Q1, si:

1. Q2 ⊆ Q1 (como grafos con propiedades, por lo que en los elementos de Q2

coinciden los valores de α y θ para ambos PQG).

2. Para cada nodo negativo de Q2, n ∈ V −Q2
, y cada arista incidente en él en

Q1, e ∈ γQ1(n), existe una arista incidente en él en Q2, e′ ∈ γQ2(n), que

impone la misma restricción, es decir: Qe ≡ Qe′.

Figura 3.20: Extensión Q−-conservativa.

En la Figura 3.20 se muestra un ejemplo de una extensión Q−-conservativa.
La extensión realizada en el PQG de la izquierda para obtener el PQG de la
derecha, ha impuesto nuevas restricciones sobre el nodo positivo, pero no ha
añadido nuevas restricciones al nodo negativo.
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Como los nodos negativos añaden restricciones a la verificación de subgrafos,
las extensiones Q−-conservativas aseguran que no estamos añadiendo restriccio-
nes adicionales a éstos(añadiendo más información a las aristas incidentes en
los nodos negativos), por lo que podemos dar el siguiente resultado:

Teorema 7. Dados Q1, Q2 ∈ PQG, si Q2 ⊆− Q1 entonces Q1 � Q2.

Demostración. Debido a que los Q-predicados para aristas dependen exclusiva-

mente de la información en la propia arista (que considera el valor de θ en sus

extremos, sin importar el valor de α en los mismos), podemos afirmar que:

∀e ∈ EQ2 (Q1
α(e)
e = Q2

α(e)
e )

Teniendo en cuenta este hecho, vamos a analizar cómo se comportan los

Q-predicados asociados a los nodos para ambos PQG:

Si n ∈ V −Q2
, debido a que Q2 ⊆− Q1, es inmediato que Q1

−
n = Q2

−
n (es la

misma fórmula, no solo son equivalentes).

Si n ∈ V +
Q2

, entonces Q1
+
n → Q2

+
n , ya que (notaremos por γ1, γ2 las

funciones de incidencia de Q1 y Q2, respectivamente):

Q1
+
n = ∃v ∈ V

 ∧
e∈γ1(n)

Q1
α(e)
e


= ∃v ∈ V

 ∧
e∈γ1(n)∩EQ2

Q1
α(e)
e ∧

∧
e∈γ1(n)rEQ2

Q1
α(e)
e


= ∃v ∈ V

 ∧
e∈γ2(n)∩EQ2

Q2
α(e)
e ∧

∧
e∈γ1(n)rEQ2

Q1
α(e)
e


→ Q2

+
n

En consecuencia:

Q1 =
∧

n∈VQ1

Q1
α(n)
n =

∧
n∈VQ2

Q1
α(n)
n ∧

∧
n∈VQ1

rVQ2

Q1
α(n)
n

=
∧

n∈V +
Q2

Q1
α(n)
n ∧

∧
n∈V −Q2

Q1
α(n)
n ∧

∧
n∈VQ1

rVQ2

Q1
α(n)
n
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→
∧

n∈V +
Q2

Q2
α(n)
n ∧

∧
n∈V −Q2

Q2
α(n)
n ∧

∧
n∈VQ1

rVQ2

Q1
α(n)
n

=
∧

n∈VQ2

Q2
α(n)
n ∧

∧
n∈VQ1

rVQ2

Q1
α(n)
n

→ Q2

El resultado anterior sugiere que se puede refinar un PQG añadiendo nodos
(de cualquier signo) y aristas a los nodos positivos ya existentes, pero debido
a la interpretación (negada) de los Q-predicados asociados a nodos negativos,
hay que tener la precaución de mantener el entorno de los mismos para estar
seguros de que añadir más aristas a ellos no debilita las condiciones impuestas a
los subgrafos evaluados (y, por tanto, no conseguiŕıamos predicados que refinan).

Con el fin de dar métodos controlados de generación de consultas, en lo que
sigue daremos un método constructivo para ir refinando un PQG por pasos
unitarios. Para ello, comenzaremos viendo cómo se comportan los PQG cuando
se clonan nodos.

Un clon consiste en hacer copias de nodos existentes, clonando todas las
aristas incidentes en ellos (y entre ellos, en caso de que clonemos varios nodos que
están conectados en el PQG original). Por supuesto, la operación de clonación
se puede hacer sobre grafos con propiedades cualesquiera, y aśı la presentamos.

Definición 32. Dado G = (V,E, µ) un grafo con propiedades, y W ⊆ V ,

definimos el clon de G por duplicación de W , y lo notaremos por ClWG , como

el grafo con propiedades siguiente:

ClWG = (V ∪W ′, E ∪ E ′, µ ∪ {(n′, µ(n))}n∈W ∪ {(e′, µ(e))}e′∈E′)

donde:

para cada n ∈ W , n′ es un nodo nuevo, W ′ = {n′ : n ∈ W}, y

E ′ es un conjunto de aristas nuevas que se consiguen a partir de las aristas

incidentes en nodos de W donde se sustituyen de todas las formas posibles

los nodos de W por copias de W ′ (de forma que aparecen aristas clonadas

que conectan nodos originales con nodos copia, y también aristas clonadas

que conectan nodos copia).
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Figura 3.21: Clon de un grafo.

En la Figura 3.21 se muestra un ejemplo de un grafo clonado por dupliación
de dos de sus nodos. En el grafo original a la izquierda se han marcado los dos
nodos a ser clonados. El resultado de la clonación se observa en el grafo a la
derecha.

El siguiente resultado nos indica que la clonación de nodos positivos no
altera la interpretación de las consultas.

Teorema 8. Si Q ∈ PQG y W ⊆ V +
Q , entonces ClWQ ≡ Q.

Demostración. Para facilitar la notación, sea Q1 = ClWQ . Entonces, siguiendo

un razonamiento similar al de la demostración anterior:

Q1 =
∧

n∈VQ1

Q1
α(n)
n

=
∧
n∈VQ

Q1
α(n)
n ∧

∧
n∈W

Q1
α(n′)
n′

=
∧

n∈VQrγQ(W )

Q1
α(n)
n ∧

∧
n∈γQ(W )

Q1
α(n)
n ∧

∧
n∈W

Q1
α(n′)
n′

=
∧

n∈VQrγQ(W )

Qα(n)
n ∧

∧
n∈γQ(W )

Qα(n)
n ∧

∧
n∈W

Qα(n)
n

= Q

Siguiendo con la idea de obtener herramientas que nos permitan construir
PQG de manera automática, el concepto de refinamiento que introducimos
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a continuación completa las operaciones que podemos hacer para refinar un
PQG. En cierta forma, un conjunto de refinamiento forma una partición por
refinamientos de un PQG dado.

Definición 33. Dado Q ∈ PQG. Diremos que R ⊆ PQG es un conjunto de

refinamiento de Q en G si verifica:

1. ∀ Q′ ∈ R (Q′ �G Q)

2. ∀ S ⊆ G (S � Q⇒ ∃! Q′ ∈ R (S � Q′))

Teniendo en cuenta que los PQG se pueden interpretar como funciones que
toman subgrafos y devuelven 0, cuando S 2 Q, o 1, cuando S � Q, un conjunto
de refinamiento para Q es una conjunto de PQG que verifica:

Q =
∑
Q′∈R

Q′

Estamos ya en condiciones de dar algunos conjuntos de refinamiento que
nos permitirán automatizar los procesos de creación y modificación de Property
Query Graphs. Comenzaremos por la operación más sencilla, que consiste en
ver de qué formas se pueden añadir nuevos nodos a un PQG existente:

Teorema 9 (Añadir nodo nuevo a Q). Dado Q ∈ PQG y m /∈ VQ, entonces el

conjunto que notaremos como Q+ {m}, formado por:

Q1 = (VQ ∪ {m}, EQ, αQ ∪ (m,+), θQ ∪ (m,T ))

Q2 = (VQ ∪ {m}, EQ, αQ ∪ (m,−), θQ ∪ (m,T ))

es un conjunto de refinamiento de Q en G.

Demostración. Hemos de comprobar que se verifican las dos condiciones nece-

sarias para que sea un conjunto de refinamiento:

1. Es evidente que Q ⊆− Q1 y Q ⊆− Q2, por lo que Q1 � Q y Q2 � Q.

2. Sea S ⊆ G tal que S � Q. Tenemos que:

Q1 = Q ∧ Qm

Q2 = Q ∧ ¬Qm

donde Qm = ∃v ∈ V (T ).

Si G 6= ∅, entonces S � Q1 y S 2 Q2.

Si G = ∅, entonces S 2 Q1 y S � Q2.
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Como norma general, G 6= ∅, por lo que esta operación realmente no refina,
en el sentido de que Q1 ≡ Q y Q2 ≡ ¬T . Sin embargo, a pesar de que obtenemos
un PQG equivalente, esta operación es muy útil para añadir nuevos nodos a un
PQG a los que posteriormente se le podrán ir añadiendo nuevas restricciones.
En la Figura 3.22 se muestra un diagrama explicativo de este primer conjunto
de refinamiento.

Figura 3.22: Refinamiento añadir nodo.

Teniendo en cuenta los resultados anteriores que daban relaciones entre las
propiedades estructurales del PQG y su interpretación semántica como consul-
ta, pasamos a dar un segundo conjunto de refinamiento que nos indica cómo
interviene la creación de aristas entre nodos existentes. Para mantener que to-
dos refinen al PQG original, hemos de restringir la adición de aristas a los nodos
positivos.

Teorema 10 (Añadir arista nueva entre nodos positivos de Q). Dado Q ∈ PQG
y n,m ∈ V +

Q , entonces el conjunto que denotaremos como Q + {n+ e∗−→ m+}
(∗ ∈ {+,−}), formado por (donde Q′ = Cl

{n,m}
Q ):

Q1 = (VQ′ , EQ′ ∪ {n+ e∗−→ m+}, θQ′ ∪ (e, T ))

Q2 = (VQ′ , EQ′ ∪ {n+ e∗−→ m−}, θQ′ ∪ (e, T ))

Q3 = (VQ′ , EQ′ ∪ {n−
e∗−→ m+}, θQ′ ∪ (e, T ))

Q4 = (VQ′ , EQ′ ∪ {n−
e∗−→ m−}, θQ′ ∪ (e, T ))

es un conjunto de refinamiento de Q en G.

Demostración.
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1. Como Q′ es un clon de Q, y {n,m} ⊆ V +
Q , tenemos que Q ≡ Q′. Además,

por construcción, Q′ ⊆− Q1, Q2, Q3, Q4, por lo que Q1, Q2, Q3, Q4 � Q′ ≡
Q.

2. Consideremos los predicados:

Pn = ∃v ∈ V

 ∧
a∈γ(n)

Qα(a)
a ∧Qα(e)

eo


Pm = ∃v ∈ V

 ∧
a∈γ(m)

Qα(a)
a ∧Qα(e)

ei


Si S � Qn y S � Qm, entonces tenemos 4 opciones mutuamente excluyen-

tes, según se verifique S � Pn y/o S � Pm, que son:

S � Pn ∧ S � Pm ⇒ S � Q1

S � Pn ∧ S 2 Pm ⇒ S � Q2

S 2 Pn ∧ S � Pm ⇒ S � Q3

S 2 Pn ∧ S 2 Pm ⇒ S � Q4

En la Figura 3.23 se muestra un diagrama explicativo de este conjunto de
refinamiento. Si n = m (la arista añadida es un lazo), entonces el conjunto de
refinamiento anterior queda reducido a dos PQG, los equivalentes a Q1 y Q4.

Figura 3.23: Refinamiento añadir arista.

La siguiente modificación necesaria es la de añadir un predicado adicional
a una arista existente. Para mantener las condiciones estructurales necesarias,
restringimos esta operación a las aristas positivas que conectan nodos positivos.
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Teorema 11 (Añadir predicado a arista positiva entre nodos positivos de Q).

Dado Q ∈ PQG n,m ∈ V +
Q , con n+ e+−→ m+, y ϕ ∈ FORM(L), el conjunto

que notaremos como Q+ {n+ e∧ϕ−→ m+}, formado por (donde Q′ = Cl
{n,m}
Q ):

Q1 = (VQ′ , EQ′ ∪ {n+ e′−→ m+}, θQ′ ∪ (e′, θe ∧ ϕ))

Q2 = (VQ′ , EQ′ ∪ {n+ e′−→ m−}, θQ′ ∪ (e′, θe ∧ ϕ))

Q3 = (VQ′ , EQ′ ∪ {n−
e′−→ m+}, θQ′ ∪ (e′, θe ∧ ϕ))

Q4 = (VQ′ , EQ′ ∪ {n−
e′−→ m−}, θQ′ ∪ (e′, θe ∧ ϕ))

es un conjunto de refinamiento de Q en G.

Demostración. La demostración es similar a la realizada en los casos anteriores.

En la Figura 3.24 se muestra un diagrama explicativo de este conjunto de
refinamiento.

Figura 3.24: Refinamiento añadir predicado a arista.

Por último, la modificación que nos queda es la de añadir predicados a
nodos existentes. De nuevo, hemos de restringir esta operación a los casos que
no plantean problemas, cuando los nodos afectados son positivos (el nodo al
que se añade el predicado, y los conectados a él).

Teorema 12 (Añadir predicado a nodo positivo con entorno positivo en Q).

Dado Q ∈ PQG, n ∈ V +
Q , con NQ(n) ⊆ V +

Q , y ϕ ∈ FORM(L). Definimos el

conjunto que denotaremos como Q+ {n ∧ ϕ} formado por:

{Qσ = (VQ′ , EQ′ , αQ′ ∪ σ, θQ′ ∪ (n′, θn ∧ ϕ)) : σ ∈ {+,−}NQ(n)}
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donde Q′ = Cl
NQ(n)
Q , y {+,−}NQ(n) es el conjunto todas las posibles asigna-

ciones de signo a los elementos de NQ(n) (el entorno, en Q, del nodo n).

Entonces Q+ {n ∧ ϕ} es un conjunto de refinamiento de Q en G.

Demostración. La demostración es similar a la realizada en los casos anteriores.

Solo hay que tener en cuenta que cuando se modifica el nodo n no solo queda

modificado el Q-predicado asociado a él sino también el de todos sus nodos

adyacentes.

Por ello, el procedimiento que se ha seguido para cubrir todas las posibles

opciones de asignación de signos para los nodos involucrados es por medio del

conjunto de funciones {+,−}NQ(n) (recordemos que en NQ(n) también se tiene

en cuenta el centro, n).

En la Figura 3.25 se muestra un diagrama explicativo de este conjunto de
refinamiento.

Figura 3.25: Refinamiento añadir predicado a nodo.

Se debe tener en cuenta que los refinamientos anteriores generan estructuras
que pueden ser simplificadas. A continuación vamos a definir la operación prin-
cipal que, cuando se puede aplicar, permite simplificar un PQG determinado
obteniendo otro equivalente con menor número de elementos.

Definición 34. Dado Q ∈ PQG, diremos que Q′ ⊆ Q es redundante en Q si

Q ≡ Q−Q′. Donde Q−Q′ es el subgrafo de Q dado por:
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(VQ r VQ′ , EQ r (EQ′ ∪ {γ(n) : n ∈ VQ′}), µQ)

Veamos un primer resultado que, analizando nodos, nos permite obtener
versiones simplificadas de un PQG por medio de la eliminación de nodos redun-
dantes positivos:

Teorema 13. Sea Q ∈ PQG, y n ∈ V +
Q tal que existe m ∈ VQ verificando:

α(n) = α(m), θn ≡ θm.

Para cada e ∈ γ(n), existe e′ ∈ γ(m), verificando α(e) = α(e′), θe = θe′ y

γ(e) r {n} = γ(e′) r {m}.

Entonces, n es redundante en Q.
Esencialmente, la condición que impone el resultado anterior es que m sea

un clon de n pero, posiblemente, con más aristas conectadas. Teniendo en mente
esta idea intuitiva, la prueba es directa a partir de las condiciones impuestas.

Podemos obtener un resultado similar para aristas por medio del siguiente
resultado:

Teorema 14. Sea Q ∈ PQG, y dos aristas, e, e′ ∈ EQ, tales que n+ e−→ m+ y

n+ e′−→ m+. Si θe → θe′ entonces e′ es redundante en Q.
A partir de los resultados anteriores podemos dar versiones simplificadas

de los conjuntos de refinamiento vistos, agrupando nodos positivos y aristas
positivas en aquellos casos en los que, tras la clonación inicial, el signo del
elemento duplicado se ha mantenido con el original, aśı como en los casos en
los que el signo se ha mantenido y se ha añadido un predicado adicional. En
las Figuras 3.26 a 3.28 se muestran diagramas de los conjuntos de refinamiento

Q + {n ∧ ϕ}, Q + {n+ e∧ϕ−→ m+} y Q + {n ∧ ϕ} aplicando las simplificaciones
presentadas.

Por ejemplo, para construir el patrón P5 una posibilidad seŕıa seguir la
siguiente secuencia de refinamientos:

Q1 = Q∅ + {n1}
Q2 = Q1 + {n1 ∧ (v ∈ S ∧ τ(v) 6= institution ∧ τ(v) 6= clan}
Q3 = Q2 + {n2}
Q4 = Q3 + {n2

e1−→ n1}

P5 = Q4 + {n2
e1∧(τ(ρ)=DEVOTED TO)−→ n1}

El proceso de construcción seguido por esta secuencia de refinamientos es
presentado en la Figura 3.29.
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Figura 3.26: Refinamiento añadir arista (simplificado).

Figura 3.27: Refinamiento añadir predicado a arista (simplificado).

A partir de la estructura como grafo de un PQG no es fácil obtener un PQG
complementario con él. Sin embargo, como veremos en el caṕıtulo siguiente, hay
muchos procesos de análisis sobre grafos con propiedades en los que necesita-
mos trabajar con sucesiones de consultas que verifiquen algunas propiedades de
contención y complementariedad como predicados. Los refinamientos vistos en
esta sección vienen a cubrir esta carencia. De esta forma, por medio de refi-
namientos, podemos construir un árbol de particiones encajadas que tiene los
nodos etiquetados de la siguiente forma (Figura 3.30):

El nodo ráız está etiquetado con Q0 (un PQG inicial cualquiera).

Si un nodo del árbol está etiquetado con Q, y R = (Q1, . . . , Qn) es un con-
junto de refinamiento de Q, entonces sus nodos hijos estarán etiquetados
por los elementos de R.

Obsérvese que la construcción del árbol anterior depende por completo de
la elección de conjuntos de refinamiento que se elija en cada ramificación.
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Figura 3.28: Refinamiento añadir predicado a nodo (simplificado).

Figura 3.29: Sucesión de refinamientos.

Los refinamientos que hemos presentado en los resultados anteriores son
una opción, pero no es la única posible. Por ejemplo, se pueden considerar
refinamientos que, en vez de añadir restricciones a elementos positivos, aligere
las impuestas por los elementos negativos, consiguiendo nuevos PQG que refinan
al anterior, y usando la adición de predicados por medio de la disyunción en
vez de la conjunción.



3.4. Property Query Graph 115

Figura 3.30: Árbol de refinamientos.





Caṕıtulo 4

Árboles de decisión para grafos

con propiedades

Como ya comentamos en el caṕıtulo de Fundamentos, un árbol de decisión
es un modelo de clasificación (y regresión) que, a partir de las caracteŕısticas de
un objeto dado, y aplicando una serie de reglas, es capaz de asociar una clase
a dicho objeto (o un valor continuo en el caso de regresión). La inducción de
árboles de decisión a partir de un conjunto de objetos previamente clasificados es
uno de los modelos de aprendizaje automático más populares debido, entre otras
cosas, a la baja demanda computacional en su entrenamiento y a la facilidad
de interpretación de sus resultados por parte de los humanos.

La generación automática de árboles de decisión a partir de conjuntos de da-
tos es una tarea muy útil en muchas áreas del conocimiento ya que nos permite
predecir caracteŕısticas de nuevos objetos de manera automática a partir de un
conjunto de ejemplos dado [203, 210]. En este caṕıtulo analizaremos diferentes
técnicas que permiten la construcción automática de árboles de decisión a partir
de datos estructurados en forma de grafos tal y como hemos visto en caṕıtulos
anteriores. Algunas de ellas provienen de metodoloǵıas que están orientadas a la
detección de patrones frecuentes en grandes conjuntos de datos (y que habitual-
mente se enmarcan dentro de la Mineŕıa de Datos [138]), otros, por el contrario,
provienen de metodoloǵıas orientadas a la generalización de comportamientos
(y que, en consecuencia, se enmarcan más naturalmente dentro del Aprendizaje
Automático). Veremos que algunas de las metodoloǵıas que analizaremos indu-
cen árboles de decisión que permiten clasificar automáticamente elementos de
un grafo (nodos, aristas, o subgrafos) según sus caracteŕısticas locales, mientras
que otros inducen árboles de decisión que permiten clasificar automáticamente
grafos completos según las caracteŕısticas generales del mismo.

117
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La mayoŕıa de los modelos de aprendizaje automático poseen la limitación
de que están preparados para trabajar con datos no relacionales, es decir, obje-
tos con una serie de atributos propios, sin tener en cuenta los atributos de otros
objetos con los que están relacionados y que también pueden aportar informa-
ción sobre los mismos. Los algoritmos de aprendizaje automático que tienen
en cuenta las relaciones existentes entre las diversas muestras del conjunto de
entrenamiento (y los atributos de otros objetos con los que el objeto a predecir
está relacionado) caen dentro de las denominadas Tecnoloǵıas de Aprendizaje
Automático Relacionales (Multi-Relacionales en caso de que se tenga en cuen-
ta más de un tipo de relación en la estructura de los datos [140]), un área de
investigación emergente en los últimos años [206].

El sistema FOIL [187] (First-Order Inductive Learner), desarrollado por
Quinlan et al. en la década de los 90, permite generar automáticamente reglas
de clasificación en lógica de primer orden para datos relacionales. Permitiendo a
FOIL utilizar predicados binarios o de aridad superior que representan relacio-
nes entre conceptos, este puede ser considerado el primer sistema de aprendizaje
en datos relacionales para tareas de clasificación. En 1998, Blockeel y De Readt
presentaron el algoritmo TILDE [33], que construye árboles de decisión con lógi-
ca de primer orden utilizando el algoritmo C4.5 [188] (una extensión del famoso
ID3 presentado también por Quinlan para la creación automática de árboles de
decisión) y que permite el aprendizaje relacional a través de una orientación
similar a la seguida por FOIL. En 1999, Knobbe et al. propusieron el algoritmo
MRDTL [129] (Multi-Relational Decision Tree Learning) como una mejora del
algoritmo TILDE [33] orientado a la clasificación de registros en una base de da-
tos relacional. Los algoritmos para construcción de árboles de decisión clásicos
[185], árboles de decisión proposicionales [187], árboles de decisión con lógica
de primer orden [33], y árboles de decisión multi-relacionales [129] son idénticos
en su estructura: los nodos internos contienen tests, y los nodos hoja contienen
los valores a predecir.

Aunque el algoritmo MRDTL ya fue nombrado en el Caṕıtulo 3 en el con-
texto de los sistemas de consulta en grafos, aqúı lo presentaremos completo. A
pesar de que MRDTL y TILDE se basan en la misma idea, el algoritmo TILDE
utiliza predicados de primer orden para representar los nodos en el árbol de
decisión, mientras que MRDTL utiliza el concepto de grafo de selección que ya
hemos analizado [70].

Existen otras técnicas que persiguen objetivos similares. Por ejemplo, Graph-
Based Induction (GBI) es una técnica de Mineŕıa de Datos relacional que extrae
de manera eficiente patrones frecuentes de datos estructurados en forma de grafo
a través de la unión de pares de nodos conectados, y Decisión Tree Graph-Based
Induction (DT-GBI) es un algoritmo de construcción de árboles de decisión pa-
ra datos estructurados en forma de grafo utilizando los principios de GBI [87].
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La diferencia principal entre los algoritmos anteriores es que aquellos que cons-
truyen árboles de decisión a partir de datos estructurados en forma de grafo
pertenecientes a la familia de MRDTL están orientados a construir árboles cla-
sificadores de nodos, mientras que los métodos basados en GBI están orientados
a construir árboles clasificadores de grafos completos.

La propuesta de inducción automática de árboles clasificadores a partir de
grafos con propiedades que presentaremos aqúı tiene como objetivo proporcio-
nar un marco que permita clasificar cualquier tipo de estructura en un grafo,
desde simples nodos (como en MRDTL) hasta aristas, caminos o cualquier otra
estructura multi-relacional, haciendo uso del concepto de Property Query Graph
presentado en el caṕıtulo anterior.

En todos los algoritmos de aprendizaje automático relacionales el principal
cuello de botella para mejorar su eficiencia es el espacio de hipótesis. Puede
haber una gran cantidad de atributos relacionados con la estructura a clasificar
que no proporcionan información relevante a la clasificación buscada. Al tener
en cuenta las relaciones, el espacio de búsqueda se hace más grande, lo que con-
lleva una pérdida de eficiencia de los algoritmos habituales. Como veremos más
adelante, el algoritmo MRDTL-2 [140] lucha contra este problema por medio de
la reducción del espacio de búsqueda limitando los posibles refinamientos que
se pueden realizar sobre un grafo de selección. Siguiendo una estrategia similar,
nuestra propuesta permitirá acotar los posibles refinamientos que se permiten
aplicar a un Property Query Graph para la construcción de los diversos nodos
interiores del árbol de decisión.

En este caṕıtulo comenzaremos profundizando en el concepto de árbol de
decisión, que se presentó superficialmente en el caṕıtulo 2, y analizaremos los
algoritmos más representativos que hacen uso de los mismos y que han servido
como base para muchos desarrollos posteriores. A continuación realizaremos un
repaso por las diferentes técnicas existentes de inducción de árboles de decisión
relacionales, y presentaremos nuestra propuesta basada en el uso de Property
Query Graphs como herramienta de evaluación en los nodos del árbol. Una vez
planteada nuestra propuesta, presentaremos algunos ejemplos de aplicación de
la misma.

4.1. Árboles de Decisión

Los árboles de decisión constituyen, quizás, uno de los modelos de clasifi-
cación más conocidos. Originalmente se diseñó en el marco de la Teoŕıa de la
Decisión y la Estad́ıstica, pero más adelante se posicionó como un buen mo-
delo dentro del aprendizaje automático [203]. Aunque al principio se diseñaron
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como modelos de clasificación, también existen árboles de regresión (es el caso
del algoritmo M5 [84] que hace uso de modelos de regresión lineal en los nodos
del árbol construido), aśı como algoritmos para construirlos automáticamente
a partir de datos, donde el objetivo es construir el árbol que mejor aproxime la
salida a predecir.

Dada la larga historia y el gran interés en los árboles de decisión, existen
numerosas y buenas referencias que los estudian en profundidad [210, 161, 131].
Remitimos al lector al caṕıtulo 2, donde se presentan brevemente los fundamen-
tos de los árboles de decisión.

Algunas de las caracteŕısticas que hacen de los árboles de decisión un buen
método de aprendizaje son:

Sencillo de entender e interpretar: Los humanos son capaces de entender
los árboles de decisión directamente al contemplar su estructura, si no
contiene una cantidad excesiva de nodos y niveles. Además, es sencillo
convertir un árbol de decisión en un conjunto de reglas implementable en
cualquier lenguaje de programación.

Requiere poca preparación de datos: Otras técnicas a menudo requieren de
procesos de normalización de datos y/o la construcción de nuevas variables
a partir de las originales, aśı como otras tareas de preparación de datos
previa a la construcción del modelo.

Capaz de manejar datos numéricos y categóricos: Otras técnicas suelen
estar especializadas en el análisis de conjuntos de muestras que presentan
un único tipo de dato. (Por ejemplo, determinados sistemas de reglas
pueden usarse con datos lógicos, mientras que las redes neuronales sólo
pueden usarse con datos numéricos). Los árboles de decisión se adaptan
con facilidad a cualquier tipo de dato en los atributos de los objetos.

Utiliza un modelo de caja blanca: Si una situación dada es observable en
una muestra del modelo, el camino seguido por la muestra en su evaluación
por el árbol proporciona una explicación acerca de su clasificación. Por
el contrario, en un modelo de caja negra (por ejemplo, una red neuronal
artificial) la relación entre el comportamiento interno del modelo y el
resultado ofrecido es mucho más difusa.

Posibilidad de ser validado mediante pruebas estad́ısticas: Permite estu-
diar la fiabilidad del modelo.

Robusto: Puede funcionar bien aunque haya sido construido en presencia
de ruido.
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Funciona bien con conjuntos de datos grandes: Pueden ser construidos de
manera automática a partir de grandes cantidades de datos utilizando una
cantidad de recursos razonable.

Durante los últimos 30 años se han desarrollado numerosos algoritmos que
construyen árboles de decisión de manera automática a partir de un conjunto
de datos de ejemplo [160, 121, ?]. Aunque no es el único posible, de entre todos
ellos probablemente ID3 sea el más representativo debido a que constituye la
base de la mayoŕıa de algoritmos de este tipo desarrollados posteriormente.

Por ello, y debido a que el método que usaremos para nuestra propuesta se
basa completamente en este famoso algoritmo, pasamos a presentar sus funda-
mentos, aśı como diferentes mejoras que han sido desarrolladas posteriormente
y que han dado lugar a nuevas versiones del mismo.

4.1.1. Algoritmo ID3

ID3 es un algoritmo ideado por R. Quinlan en 1983 [185] utilizado para crear
árboles de decisión clasificadores a partir de un conjunto de datos que debe estar
conformado por una serie de objetos que son descritos a través de una colección
de propiedades. Cada objeto del conjunto de entrenamiento pertenece a una
clase (normalmente, representado por medio del valor del atributo target) de un
conjunto de clases mutuamente excluyentes. ID3 ha sido una de las técnicas más
utilizadas en aplicaciones de aprendizaje automático, y ha sido aplicado a tareas
tan diversas como predicción de epidemias, control de robots o clasificación
automática de clientes en bancos o entidades aseguradoras [225, 211, 105].

Este algoritmo realiza un proceso de inducción para construir una serie de
reglas que permitan clasificar cada uno de los objetos en el conjunto de en-
trenamiento en la clase correspondiente. La primera pregunta a realizar para
construir reglas de este tipo es: ¿qué propiedades de los objetos son adecuadas
(proporcionan suficiente información) para realizar esta tarea? Hay condiciones
a priori que podemos determinar para la viabilidad de esta labor. Por ejemplo,
si el conjunto de entrenamiento contiene objetos con exactamente las mismas
propiedades y que pertenecen a clases distintas, es claro que es imposible dife-
renciar los objetos teniendo en cuenta las propiedades disponibles. En este caso,
los atributos tenidos en cuenta no serán los adecuados para realizar la tarea de
inducción (o se ha podido producir un error en la toma de datos previa al análi-
sis). En caso contrario, siempre es posible construir un árbol de decisión que
permita clasificar correctamente cada objeto de nuestro conjunto, ya que si el
conjunto de entrenamiento es finito y permite una clasificación correcta, siem-
pre podemos construir un árbol que recorra todas las posibles combinaciones
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de valores de los atributos construyendo un árbol con la anchura y profundidad
adecuadas.

Sin embargo, normalmente no estamos interesados en un árbol cualquiera
de decisión, buscamos un árbol simple que dé explicación a la clasificación,
y para conseguir un árbol de tamaño menor podemos hacer uso del concepto
de reducción de impureza (que será presentado en una sección posterior) para
decidir qué propiedades de los objetos son las que nos permiten construir las
mejores reglas clasificadoras en cada caso.

Algorithm 1 ID3(Examples, TargetAttribute, Attributes) [33]

1: Create a Root node for the tree

2: if Stop criteria is reached then

3: return The single-node treeRoot, with most frequent label in Examples.

4: else

5: A = The Attribute in Attributes that best classifies Examples.

6: for each possible value, vi, of A do

7: Add a new tree branch below Root, corresponding to the test A = vi.

8: Let Examples(vi) be the subset of examples that have the value vi for

A.

9: if Examples(vi) is empty then

10: Below this new branch add a leaf node with label = most common

target value in the examples

11: else

12: Below this new branch add the subtree

ID3(Examples(vi), TargetAttribute, Attributes \ {A})
13: end if

14: end for

15: return Root

16: end if

El algoritmo comienza creando un árbol que contiene un único nodo (nodo
ráız) y al que están asociados todos los objetos pertenecientes al conjunto de
entrenamiento. En cada paso, el algoritmo evalúa qué propiedad permite dividir
de mejor manera el conjunto de objetos actual (máxima reducción de impureza)
y se elige para ser evaluada en el nodo actual. A continuación se crean tantas
ramas como valores posibles toma dicha propiedad y se transmiten por ellas los
objetos que tienen el valor asociado, además se elimina la propiedad utilizada del
conjunto de posibles propiedades a utilizar de manera que no pueda ser utilizada
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en los nodos que derivan del actual (tampoco serviŕıa de nada mantenerla, ya
que no aportará más información en las sucesivas agrupaciones conseguidas).
En el caso de que un nodo herede un conjunto de objetos que pertenecen a una
única clase, este nodo se convertirá en una hoja asociada a dicha clase y en él no
se repite el proceso (la pureza del conjunto de objetos asociado ya es máxima).
Este proceso se repite en los nodos que presentan alguna impureza de manera
recursiva hasta que se alcanza algún criterio de parada (algunos de los criterios
de parada disponibles serán presentados en la sección 4.1.3).

Debemos indicar que es conveniente que el número de ejemplos utilizados
para la construcción del árbol de decisión sea muy superior al de posibles clases,
ya que el proceso de generalización está basado en un análisis estad́ıstico que
no podŕıa distinguir patrones de interés a partir de coincidencias aleatorias.
Dependiendo del número de atributos a considerar y de la distribución de las
muestras en el espacio de entrada, un problema real puede llegar a requerir
cientos de miles de ejemplos de entrenamiento [135].

Podemos ver el proceso seguido por el algoritmo ID3 como una búsqueda en
un espacio de árboles de decisión. El algoritmo realiza una búsqueda en escalada
en este espacio comenzando con un árbol de decisión que posee sólo un nodo
(el nodo ráız del resto de árboles) que contiene todas las muestras y, en pasos
sucesivos, se van añadiendo hijos al árbol de forma recursiva disminuyendo el
grado de impureza de las hojas.

Para un conjunto de atributos prefijado, el espacio de todos los árboles de
decisión que se pueden construir es el espacio completo de funciones discretas
finitas definidas en el producto de los espacios de valores de los atributos [158].
Además, la búsqueda realizada por ID3 sigue el principio de divide y vencerás,
realizando una división recursiva del árbol en subárboles en los que se busca
una mayor homogeneidad (pureza) en las clases existentes, de tal forma que el
proceso se realiza hasta que cada partición contenga ejemplos que pertenecen a
única clase (o más comúnmente, hasta que se alcance alguno de los criterios de
parada).

Desde el punto de vista del proceso de búsqueda, la estrategia utilizada por
este algoritmo pertenece a la categoŕıa de los métodos que llevan a cabo una
búsqueda voraz (se elige la mejor opción en cada paso y no se reconsideran
las decisiones anteriores en pasos sucesivos, no hay, por tanto, ningún tipo de
retroceso ni se consideran las consecuencias a largo plazo de las opciones no
elegidas), y por ello tiene el problema de que puede converger a óptimos locales
que no sean óptimos globales (es decir, son solución, posiblemente buena, pero
no necesariamente la mejor).

La heuŕıstica que sigue ID3 consiste en preferir árboles que tengan atributos
con mayor aporte de información (disminuyen más la impureza) más cerca de la
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ráız, por lo que se suelen obtener árboles relativamente cortos. También debido
a la heuŕıstica que emplea, favorece atributos con muchos valores.

En cuanto a la complejidad del algoritmo, el espacio ocupado por ID3 es
el espacio ocupado por el árbol de decisión actual. En el peor de los casos,
habrá un nodo hoja por cada ejemplo, con un número de nodos internos igual
al número de hojas menos uno, que se puede producir cuando en el conjunto de
entrada cada ejemplo pertenece a una clase diferente. En el mejor de los casos,
el árbol poseeŕıa un único nodo, que se produciŕıa cuando todos los ejemplos del
conjunto de entrenamiento pertenecen a la misma clase. El tiempo de ejecución
del algoritmo crece linealmente con el número de ejemplos de entrenamiento y
exponencialmente con el número de atributos [144].

Pasemos ahora a analizar algunas de las formas más habituales de calcular
la reducción de impureza, las diferentes condiciones de parada que se pueden
considerar, las técnicas de poda que permiten que los árboles generados ofrezcan
una mejora en rendimiento y expresividad, y algunas de las modificaciones que
han permitido mejorar su eficiencia a lo largo de los años.

4.1.2. Medidas de Impureza

Hemos visto que en cada paso de la construcción del árbol de decisión se
debe elegir el atributo que permita dividir mejor al conjunto de objetos, aunque
no se ha especificado cómo calcular la reducción de impureza. Para ello, nor-
malmente se utiliza el concepto de ganancia de información como medida, pero
hay numerosos criterios para seleccionar el atributo que mejor divide a un con-
junto determinado [203]. Veremos a continuación las medidas de impureza más
comunes en la literatura, pero antes definamos formalmente qué entendemos
por impureza.

Definición 35. Dada una variable aleatoria X, con k posibles valores discretos,

que sigue una distribución P = (p1, p2, ..., pk) (es decir, P [X = xi] = pi), una

medida de impureza para X es una función φ : [0, 1]k → [0, 1] que satisface las

siguientes condiciones:

φ(P ) = 0 si existe i (1 ≤ i ≤ k) tal que pi = 1.

φ(P ) = 1 si para todo i (1 ≤ i ≤ k) se tiene que pi = 1/k.

φ(P ) es simétrica con respecto a los elementos de P .

φ(P ) es continua y diferenciable.
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Obsérvese que se pueden identificar las distribuciones de probabilidad sobre
X con elementos (p1, . . . , pk) ∈ [0, 1]k tales que

∑
i pi = 1.

Definición 36. Dado un conjunto de entrenamiento S, formado por un con-

junto de elementos compuestos por pares de la forma {(A : v)}A∈A, donde A es

un conjunto de atributos, y notando SA=v como el subconjunto de elementos en

S que contienen el par (A : v) (es decir, poseen el valor v en su atributo A),

podemos definir el vector de probabilidad del atributo A (que supondremos que

puede tomar los valores {c1, . . . , ck}) como:

PA(S) = (
|SA=c1|
|S|

, ...,
|SA=ck |
|S|

)

Es decir, para calcular el vector de probabilidad PA(S) de un conjunto de
datos S según su propiedad A sólo debemos calcular la proporción de objetos
asociados a cada posible valor de A.

Como nuestro objetivo es usar árboles de decisión para aprender un clasifi-
cador (o un regresor) a partir de los datos definidos por medio de sus atributos,
destacamos uno de los atributos, Y ∈ A, como el atributo objetivo, o target. En
este sentido, podemos medir la variación de impureza que se obtiene respecto a
la clasificación (regresión) que se realiza de este atributo:

Definición 37. Fijada una función de impureza, φ, la bondad de la división

realizada por un atributo discreto se define como la reducción de impureza con

respecto al atributo target, Y , después de particionar S de acuerdo a los valores

vj de A:

∆φ(A, S) = φ(PY (S))−
|rang(A)|∑
vj=1

|SA=vj |
|S|

φ(PY (SA=vj))

Existen numerosas medidas de impureza que cumplen con las restricciones
presentadas y que, por tanto, pueden ser utilizadas para medir la bondad de las
divisiones en cada uno de los pasos del algoritmo ID3. Las más comunes son:

Ganancia de Información

La ganancia de información [186] es un criterio de división que utiliza la
entroṕıa como medida de impureza.

Dada una variable aleatoria discreta X, podŕıamos plantearnos cuánta in-
formación recibimos al conocer el valor de X en un determinado evento. Si
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sabemos que un evento X = xi es muy improbable, estaremos recibiendo mu-
cha información al descubrir que este evento ha ocurrido. Por el contrario, si
tenemos la certeza de que un evento X = xi va a ocurrir seguro no recibiremos
ninguna información al descubrirlo. La cantidad de información, I(X = xi), que
recibimos al conocer el evento xi puede entenderse como la cantidad de sorpresa
recibida al descubrir ese valor de X, por lo que tiene sentido imponer que I sea
una función monótona decreciente de la probabilidad pi (cuanto mayor es la
probabilidad del evento, menor es la información que proporciona).

Además, dados dos eventos, x e y, de la variable X no relacionados, la in-
formación obtenida debe ser la suma de las informaciones obtenidas al observar
ambos eventos por separado, es decir:

I(x, y) = I(x) + I(y)

Sabemos que, desde el punto de vista de la distribución de probabilidad
asociada, dos eventos no relacionados deben cumplir:

P (X = x,X = y) = P (X = x)P (X = y)

A partir de las dos ecuaciones anteriores, y usando las propiedades numéricas
del logaritmo, tenemos la opción de definir la información a partir del logaritmo
de pi, de modo que podemos intentar definir:

I(xi) = − log pi

Supongamos que un emisor quiere transmitir el valor de la variable aleatoria
discreta X a un receptor. La información media que es transmitida en el proceso
corresponde al valor esperado de la información con respecto a la distribución
p(X), y viene dada por:

E(X) = −
|K|∑
i=1

pi log pi

y que se denomina entroṕıa de la variable aleatoria X. Se puede comprobar
fácilmente que la función de entroṕıa verifica las propiedades impuestas a las
medidas de impureza anteriormente.

Debe indicarse que asignamos p log p = 0 cuando se da el caso p = 0. La
elección de la base para el logaritmo es libre aunque es común utilizar la base 2
debido a que de esta forma la entroṕıa se refiere a la cantidad de bits promedio
que se requieren para codificar el valor de la variable X [217].
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En el caso que nos ocupa, la Ganancia de Información (Information Gain)
que aporta la división del conjunto de datos respecto de un atributo A ∈ A
puede ser definida como la reducción de entroṕıa tras haber hecho la división
respecto de ese atributo (la distribución de probabilidad asociada vendrá dada
por la frecuencia asociada a la aparición de cada valor de los atributos):

IG(A, S) = E(y, S)−
∑

vj∈rang(A)

|SA=vj |
|S|

E(y, SA=vj)

donde:

E(y, S) =
∑

cj∈rang(y)

−
|Sy=cj |
|S|

log2
|Sy=cj |
|S|

Esta medida de impureza es con la que se presentó originalmente el algoritmo
ID3 ideado por R. Quinlan. Aunque es utilizada normalmente como una medida
de reducción de impureza adecuada para seleccionar qué atributo divide mejor
a un conjunto de ejemplos dado, no es perfecta. Existe un problema notable
cuando la ganancia de información se aplica a atributos que pueden tomar un
valor de entre un gran número de posibilidades. Por ejemplo, supongamos que
estamos construyendo un árbol de decisión para datos que describen el com-
portamiento de los clientes en un negocio. Si se tuviera en cuenta, por ejemplo,
el número de tarjeta de crédito como un atributo de los clientes, dicho atribu-
to aportaŕıa una gran ganancia de información pues (normalmente) identifica
uńıvocamente a cada cliente en el sistema, pero no es coherente utilizarlo como
un atributo clasificador ya que provoca un claro sobreajuste en el aprendizaje.
Para evitar este problema, se utiliza en ocasiones la ganancia de información
normalizada que definimos a continuación.

Ganancia de Información Normalizada

La Ganancia de Información Normalizada (Gain Ratio) condiciona la cons-
trucción del árbol para que no considere atributos con un gran número de po-
sibles valores. Aunque resuelve el problema apuntado en el parágrafo anterior,
presenta la desventaja de que atributos con valores de aporte de información
muy bajos pueden verse afectados negativemente. Quinlan [188] propuso la ga-
nancia de información normalizada como una medida que normaliza la ganancia
de información de la siguiente forma:

GR(A, S) =
IG(A, S)

E(A, S)
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Nótese que esta medida no estará definida para el caso en el que el denomi-
nador sea nulo. Por lo que habrá que definir dicho caso como especial. Quinlan
demostró que la Ganancia de Información Normalizada consigue mejores resul-
tados tanto en precisión de resultados como en la complejidad de ejecución con
respecto a la Ganancia de Información [184].

Impureza de Gini

La Impureza de Gini es una medida de impureza que calcula la divergencia
entre distribuciones de probabilidad [41]. En concreto, en el caso de la inducción
de árboles de decisión, calcula la divergencia entre diferentes distribuciones de
probabilidad del atributo target.

Se define formalmente como:

Gini(A, S) = 1−
∑

cj∈rang(A)

(
|SA=cj |
|S|

)2

Por lo que el criterio de evaluación para seleccionar el atributo A quedaŕıa:

GiniGain(A, S) = Gini(Y, S)−
∑

vj∈rang(A)

|SA=vj |
|S|

Gini(Y, SA=vj)

El ı́ndice de Gini ha sido la medida de impureza utilizada en el algoritmo
CART aśı como en otros trabajos relacionados con árboles de decisión [89].

4.1.3. Criterios de Parada

Como se ha comentado, la construcción del árbol de decisión a través del
algoritmo ID3 continúa hasta que algún criterio de parada es alcanzado. Los
criterios de parada más comunes son [203]:

1. Todas las instancias en el conjunto de entrenamiento del nodo pertenecen
a un mismo valor del atributo target, Y .

2. La profundidad máxima del árbol ha sido alcanzada.

3. El nodo actual tiene un número de elementos asociados menor que un
umbral determinado.
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4. Ningún atributo disponible aporta menos reducción de impureza que un
umbral determinado.

El primer criterio puede producir árboles sobreajustados a los datos de entre-
namiento, mientras que los otros criterios pueden provocar que la construcción
del árbol finalice antes de que se haya obtenido toda la información útil del
conjunto de entrenamiento.

También se puede usar un criterio de parada basado en la división del con-
junto de entrenamiento, S = Strain ∪Stest, que vimos en el caṕıtulo 2, con el fin
de controlar los efectos del sobreajuste.

4.1.4. Procesos de Poda

Utilizar un criterio de parada estricto favorece la creación de árboles de
decisión pequeños y poco ajustados a los datos en el conjunto de entrenamiento
(aśı que se espera que generalicen bien). Por otro lado, utilizar un criterio de
parada suave tiende a generar árboles de decisión grandes y sobreajustados a
los datos en el conjunto de entrenamiento.

Los métodos de poda sugeridos originalmente por Breiman et al. [41] fueron
desarrollados para solucionar este dilema. La idea es permitir que los árboles
crezcan hasta sobreajustarse a los datos en el conjunto de entrenamiento y
una vez finalizada la construcción del árbol éste es recortado convirtiendo los
subárboles que menos contribuyen a la reducción del error generalizado en hojas
para obtener un árbol más pequeño y menos sobreajustado [203]. Estos procesos
de recorte se conocen con el nombre genérico de podas.

La poda es muy útil cuando el objetivo del aprendizaje es construir modelos
sencillos pero con una buena eficiencia en la predicción. Se ha demostrado en
varios estudios que el empleo de técnicas de poda puede mejorar la tarea de
generalización de los árboles de decisión, especialmente en dominios ruidosos.
Otra de las claves del uso de técnicas de poda es obtener el equilibrio entre
precisión en la clasificación y simplicidad en el modelo [40].

Existen varias técnicas para podar los árboles de decisión y la mayoŕıa de
ellas llevan a cabo un recorrido top-down o bottom-up a través de los nodos
del árbol, cada nodo será podado si su eliminación mejora ciertos criterios en
el árbol. Las técnicas de poda más populares son: poda del enlace más débil
[41], poda por reducción de error [186], poda pesimista [188], y poda basada en
el error [203], introducidas en mejoras sucesivas del algoritmo ID3.
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4.1.5. Algoritmo C4.5 y mejoras adicionales

EL algoritmo C4.5 es una mejora del algoritmo ID3 presentada también
por Quinlan [188] que cubre algunas deficiencias del ID3 original y presenta
algunas diferencias notables: utiliza la Ganancia de Información Normalizada
como criterio de división del conjunto de objetos, permite trabajar con atributos
continuos, la división termina cuando el número de objetos en una rama es
menor que un umbral determinado, y utiliza poda basada en el error (EBP).

Además, C4.5 permite trabajar con un conjunto de objetos con valores fal-
tantes, estos valores simplemente no se usan en los cálculos de la ganancia y la
entroṕıa cuando intervienen los atributos con valores desconocidos [60, 203].

Para el tratamiento de valores continuos en sus atributos este algoritmo,
esencialmente, efectúa un proceso de clusterización (agrupamiento) y crea arti-
ficialmente nuevos atributos que representan a los diversos clusters (agrupacio-
nes) que ha encontrado.

Como es muy común que los atributos continuos sean valores de un espacio
continuo completamente ordenado (como R) en su diseño hace uso de un me-
canismo de clusterización restringido pero que es especialmente eficiente desde
el punto de vista computacional. Para ello, se ordenan los valores existentes
para el atributo y se especifica la clase a la que pertenecen los ejemplos que
corresponden a cada uno de dichos valores, eliminando los demás atributos. Se
agrupan estas clases y se consideran puntos intermedios en los que se producen
los diversos cambios de clase observados.

Posteriormente, S. Ruggieri mejoró el algoritmo C4.5 generando el EC4.5
(C4.5 eficiente) [207]. Los resultados muestran que para un mismo árbol de
decisión la eficiencia de EC4.5 es seis veces mayor que la de C4.5, pero utiliza
más memoria [142]. En 2003, C. Olaru desarrolló un árbol de decisión basado
en lógica difusa llamado Soft Decision Tree [173] que sintetiza la generación y la
poda de árboles de decisión a la hora de construirse, e incorpora determinadas
técnicas para mejorar la capacidad de inducción del árbol. La exactitud del
árbol de decisión difuso es mayor que la del árbol de decisión general.

Además, se han planteado versiones incrementales del algoritmo como son
ID4 [135] e ID5 [234]. En el caso de ID4, el algoritmo mantiene estad́ısticas de
la distribución de los valores de los atributos clasificados debajo de cada nodo y
si el valor de reducción de impureza de un atributo baja con respecto al de otro,
el subárbol se rehace. Desde el punto de vista de búsqueda tiene un operador
de especialización (crecer un árbol) y un operador de generalización (borrar un
subárbol), lo que realmente supone un retroceso simulado. En el caso del ID5 en
lugar de borrar o hacer crecer subárboles, los reorganiza si determina que se han
degradado. Generalmente, necesita muchos menos ejemplos de entrenamiento
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que el algoritmo original, aunque es computacionalmente más costoso.

4.1.6. Random Forest

De forma genérica, se denominan Random Forest (Bosques Aleatorios) a
los métodos agregados que hacen uso de árboles de decisión como elementos
constitutivos básicos.

Todos los métodos de combinación que vimos en los Fundamentos se pue-
den aplicar sobre árboles de decisión para conseguir Random Forest de manera
eficiente, aunque el más común suele ser el de los subespacios aleatorios.

En la literatura se pueden encontrar numerosas referencias que describen
al detalle este tipo de métodos agregados [141, 235], los cuales resultan espe-
cialmente interesantes a la hora de extender las capacidades de predicción de
árboles aislados y de manera independiente al tipo de test que se realice en los
nodos internos del árbol, verificación de atributos, predicados lógicos o evalua-
ción multi-relacional.

4.2. Árboles de Decisión Multi-Relacionales

Hasta ahora hemos realizado un análisis de diferentes técnicas de generación
automática de árboles de decisión a partir de datos planos, es decir, datos en
forma de tabla en la que cada fila representa un objeto y cada columna alguna
de sus propiedades.

Uno de los objetivos que se persiguen en esta tesis es ofrecer metodoloǵıas
que permitan llevar a cabo tareas de aprendizaje automático a partir de datos
en forma de grafos con propiedades, por lo que el número de posibles atributos
de cada elemento va mucho más allá de las propiedades que tiene asociadas
directamente por medio de la función µ. En un grafo con propiedades, las pro-
piedades de los elementos que se relacionan con un objeto determinado también
pueden ser considerados atributos del mismo, es más, incluso la estructura to-
pológica que forman los elementos en su entorno y las diversas medidas que se
pueden tomar de esa estructura podŕıan ser consideradas como atributos.

A continuación vamos a presentar las técnicas de aprendizaje automático
y mineŕıa de datos relacionales más importantes que podemos encontrar en la
literatura, ya sea por su capacidad de predicción, su eficiencia computacional,
o porque han servido de base a otras técnicas relevantes.
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4.2.1. Pogramación Lógica Inductiva

La Programación Lógica Inductiva (ILP) [179] es un área del aprendizaje
automático que utiliza fundamentos de Programación Lógica para representar
de manera uniforme ejemplos, base de conocimientos, e hipótesis.

Dada una codificación de la base de conocimientos y un conjunto de ejem-
plos representados a través de una base de datos lógica de hechos, un sistema
ILP obtendrá un programa que discriminará todos los ejemplos positivos de
los negativos. La potencia de ILP es su expresividad, ya que las reglas que ex-
trae son interpretables por un humano, pero su desventaja suele radicar en su
ineficiencia a la hora de trabajar con bases de datos complejas, aśı como su
incapacidad para trabajar adecuadamente con atributos continuos [176].

A pesar de que la ILP por śı misma (sin una transformación adecuada de las
relaciones entre datos a predicados lógicos) no nos va a permitir generar árboles
de decisión relacionales, śı nos permite generar de manera automática árboles
de decisión lógicos que pueden ser considerados la base de uno de los algoritmos
más importantes de generación automática de árboles de decisión relacionales
y que será presentado más adelante (hablamos, de nuevo, de MRDTL).

En el paradigma de aprendizaje a partir de interpretaciones de la Progra-
mación Lógica Inductiva [189] cada ejemplo es un conjunto de cláusulas que
codifican sus propiedades (una base de datos de conocimiento en Prolog [55],
por ejemplo), y está clasificado en una de entre las posibles clases. Además, se
debe especificar una base de conocimientos expresada también a través de un
conjunto de cláusulas. Formalmente, podemos expresar el problema a resolver
de la siguiente forma:

Definición 38. Dado un conjunto de clases, C, un conjunto de ejemplos clasi-

ficados, E, y una base de conocimientos, B, el problema consiste en encontrar

una hipótesis H (un conjunto de cláusulas) tal que para cada ejemplo, e ∈ E,

se tiene:

(H ∧ e ∧B) � c,

(H ∧ e ∧B) 2 c′

donde c es la clase a la que pertenece el ejemplo, y c′ ∈ C − {c}.
A continuación presentamos los árboles de decisión lógica, aśı como un al-

goritmo para la generación automática de los mismos, a partir de un conjunto
de ejemplos previamente clasificados, una base de conocimientos, y un lenguaje
que indica qué tipo de preguntas están permitidas en el árbol.
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Árboles de Decisión Lógica

Un Árbol de Decisión Lógica es un árbol de decisión binario que verifica
[32]:

Todos los test de los nodos internos se expresan como conjunción de lite-
rales (en una Lógica de Primer Orden prefijada).

Una variable introducida en un nodo determinado del árbol (no aparece
en sus ancestros) no puede aparecer en su subárbol derecho.

Un ejemplo de árbol de decisión lógica se muestra en la Figura 4.1, que
clasifica un objeto en una de las tres posibles clases (sendback, fix, ok) a través
de una serie de conjunciones de predicados aplicados sobre el mismo [33].

Figura 4.1: Árbol de decisión lógica.

Se utilizará la siguiente notación: un nodo es, o bien una hoja perteneciente a
la clase k (leaf(k)), o bien un nodo interno con una conjunción c asociada, donde
su rama izquierda será denotada por l, y la rama derecha por r (node(c, l, r))
[33].

El Algoritmo 2 implementa un árbol de decisión lógica para clasificación
evaluando si un ejemplo, e, es consistente con una clase, c, en el contexto de
una base de conocimientos, B. El conjunto de literales, C, va acumulando la
información otorgada por cada nodo en el camino desde la ráız hasta la hoja, de
esta forma se verifica que cumple con todas las conjunciones impuestas. Nótese
que cuando se clasifica el objeto a la derecha, C no necesita ser actualizado,
una evaluación fallida no introduce nuevas variables [33].

El Algoritmo 3 se corresponde con el algoritmo TILDE (Top-Down Induction
of Logical Decision Trees) [32] y construye árboles de decisión lógica (como el
utilizado por el Algoritmo 2 para clasificar instancias) a partir de un conjunto
de ejemplos clasificados, E, una base de conocimientos, B, y un lenguaje, Q,
que indica qué tipo de preguntas están permitidas en el árbol [33].
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Algorithm 2 Classify ILP(e) [33]

1: C := true

2: N := root

3: while N 6= leaf(c) do

4: N = node(conj, left, right)

5: if C ∧ conj succeeds in B ∧ e then

6: C := C ∧ conj
7: N := left

8: else

9: N := right

10: end if

11: end while

12: return c

Algorithm 3 Build Logic Tree(E,B,Q) [33]

1: Create a Root node for the tree

2: if Stop criteria is reached then

3: return The single-node tree Root, with most frequent label in E.

4: else

5: Qb = The element in Q that best classifies E.

6: Q′ := Q \Qb

7: E1 := {e ∈ E|e ∪B |= Qb}
8: E2 := {e ∈ E|e ∪B 2 Qb}
9: return node(Qb, Build Logic Tree(E1,B,Q′), Build Logic Tree(E2 ,B,

Q′))
10: end if

11: return Root
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El único punto en el que este algoritmo se diferencia del ID3 presentado por
Quinlan (sin tener en cuenta las posibles optimizaciones implementadas en C4.5
u otros) es con respecto a los tests llevados a cabo en cada nodo del árbol.

Tras el auge de la ILP se lograron algunos avances importantes en la mineŕıa
de datos multi-relacional [122, 256]. Yin Xiaoxin [252] diseñó CrossMine, un
modelo de clasificación multi-relacional que mezcla ILP y las bases de datos
relacionales, mejorando la eficiencia en este tipo de tareas a través de un método
para realizar uniones virtuales de tablas en bases de datos relacionales [140].

4.2.2. Multi-Relational Decision Tree Learning (MRDTL)

MRDTL es un algoritmo para el aprendizaje de árboles de decisión multi-
relacionales [139] basado en las ideas de Knobles et al. [129], que trabaja con
el concepto de Grafo de Selección (Selection Graph), presentado en el caṕıtulo
3. Cabe destacar que la especificación de este método está orientada a bases de
datos relacionales debido, en parte, a que en el tiempo en el que se presentó aún
no se hab́ıan desarrollado otro tipo de bases de datos más adecuadas para este
tipo de tareas.

Esencialmente, MRDTL, como el resto de algoritmos que generan árboles
de decisión clasificadores a partir de un conjunto de ejemplos, añade nodos de
decisión al árbol a través de un proceso de refinamiento recurrente hasta que
se verifica algún criterio de parada. Cuando esto ocurre, se introduce un nodo
hoja con la correcta clasificación.

La gran diferencia que introduce este método con respecto a los presentados
anteriormente es que utiliza grafos de selección como atributos binarios en cada
nodo de decisión del árbol, que tendrá dos ramas que lo conectarán con sus
nodos hijos: la rama positiva (a la que se transmitirán los objetos/registros
que cumplan con el grafo de selección asociado) y la rama negativa (a la que
se transmitirán los objetos/registros que no cumplan con el grafo de selección
asociado). La elección del nodo de decisión a añadir en cada paso está guiada
por alguna medida de impureza.

MRDTL comienza con un único nodo (la ráız del árbol), que representa a
todos los registros en el conjunto de entrenamiento y que tendrá asociado un
grafo de selección compuesto a su vez por un único nodo que se corresponde con
la tabla target (tabla del modelo relacional donde se encuentran los registros a
clasificar). El pseudocódigo del algoritmo MRDTL se presenta en el Algoritmo
4 [129].

La función Optimal Refinement considera cada posible refinamiento que
puede hacerse al grafo de selección (patrón) actual, Q, con respecto a la base
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Algorithm 4 MRDTL(E : registers to classify, D : database, Q :

selection graph)

1: Create a Root node for the tree

2: if Stop criteria is reached then

3: return The single-node tree Root, with most frequent label in E.

4: else

5: R = Optimal Refinement(E,Q,D)

6: Q′ = R(Q)

7: Q̄′ = R̄(Q)

8: E1 = {e ∈ E|Q′(e)}
9: E2 = {e ∈ E|Q̄′(e)}

10: Add 2 new tree branches below Root with values MRDTL(E1, D,R(Q))

and MRDTL(E2, D, R̄(Q)).

11: return Root

12: end if

de datos, D, y selecciona, de manera voraz, el refinamiento óptimo (aquel que
minimice la medida de impureza seleccionada). El conjunto de posibles refina-
mientos que se pueden aplicar en cada caso estará gobernado por el grafo de
selección actual y por la estructura de la base de datos, D. R̄ denota el refi-
namiento complementario a R (el concepto de refinamiento complementario se
explica a continuación).

Refinamientos

La forma de ir refinando el grafo de selección asociado a cada uno de los
nodos internos del árbol de decisión es a través de un conjunto de posibles
refinamientos que permiten definir hipótesis que sean consistentes con los datos.
A continuación presentamos los refinamientos introducidos en [129] y que serán
ilustrados utilizando el grafo de selección de la figura 4.2.

Los algoritmos que inducen árboles de decisión requieren que los subconjun-
tos pertenecientes a patrones derivados del mismo nodo padre sean mutuamente
excluyentes. Por este motivo, los dos refinamientos (añadir condición a nodo, y
añadir arista y nodo) son introducidos con su refinamiento complementario.

Nótese que el algoritmo MRDTL no permite trabajar con Grafos de Selección
que presenten ciclos, por lo que a través de los refinamientos presentados sólo
se podrán construir Grafos de Selección de tipo árbol.
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Figura 4.2: Grafo de selección.

1. Añadir condición: Este refinamiento añade una condición al conjunto de
condiciones asociado a alguno de los nodos sin modificar la estructura del
grafo de selección. Para el grafo de selección de la Figura 4.2 añadir la
condición Expression corr=0.5 al nodo ITERACTION produce el grafo de
selección mostrado en la Figura 4.3(a).

2. Añadir condición (negada): Este es el refinamiento complementario al
anterior y se define como sigue: Si el nodo que está siendo refinado no
representa a la tabla target, este refinamiento introduce una arista ausente
desde el padre del nodo de selección a refinar a un nuevo nodo cerrado.
Las condiciones del nodo a refinar y los nodos descendientes aśı como sus
relaciones deben ser copiadas al nuevo nodo. Además, la nueva lista de
condiciones será extendida añadiendo la condicion negada.

Si el nodo que está siendo refinado representa a la tabla target, simple-
mente se le añade la condición negada. El grafo de selección resultante
de añadir la misma condición que en el ejemplo anterior pero negada se
muestra en la Figura 4.3(b).

3. Añadir arista y nodo: Este refinamiento introduce una arista presente y
su correspondiente nodo abierto. Para el grafo de selección de la Figura
4.2 añadir una arista desde el nodo GENE a un nodo COMPOSITION produce
el grafo de selección de la Figura 4.4(a).

4. Añadir arista y nodo (negada): Este refinamiento es el complementario
del anterior e introduce una arista ausente y un nodo cerrado. No tiene
sentido que un nodo cerrado sea refinado añadiendo más condiciones a sus
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(a) Añadir condición. (b) Añadir condición (negada).

Figura 4.3: Refinamiento añadir condición (Grafos de selección).

atributos o a sus aristas salientes, debido a que es utilizado únicamente
como herramienta auxiliar. Para el grafo de selección de la Figura 4.2, el
refinamiento complementario de añadir una arista desde el nodo GENE a
un nodo COMPOSITION produce el grafo de selección de la Figura 4.4(b).

El algoritmo MRDTL, los grafos de selección y sus refinamientos, supo-
nen una primera aproximación a la inducción de árboles de decisión multi-
relacionales pero poseen grandes invonvenientes en cuanto a su eficiencia y
potencia. Además de que sólo pueden evaluar registros (no estructuras más
complejas), los patrones aprendidos no pueden contener ciclos y sólo represen-
tan predicados lógicos sobre el registro bajo evaluación. Estos predicados sólo
permiten evaluar la participación del registro actual en caminos de determinado
tipo, no permiten realizar evaluaciones completas sobre estructuras en las que
participa y con las que está relacionado.

Los experimentos realizados con MRDTL demostraron rendimientos com-
parables a los obtenidos con otros algoritmos de aprendizaje de la época sobre
datos multi-relacionales. Sin embargo, MRDTL tiene dos limitaciones impor-
tantes desde el punto de vista del aprendizaje de datos multi-relacionales en
grandes conjuntos de datos:

Tiempo de ejecucion lento: Los experimentos de evaluación de rendimiento
realizados con MRDTL en los datos de la KDD Cup 2001 [50] muestran
que la ejecución de las consultas SQL derivadas de los grafos de selección
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(a) Añadir arista y nodo. (b) Añadir arista y nodo (negada).

Figura 4.4: Refinamiento añadir arista y nodo (Grafos de selección).

suponen un gran cuello de botella en términos del tiempo de ejecución del
algoritmo.

Imposibilidad de trabajar con valores faltantes en los atributos: En las
bases de datos multi-relacionales es habitual encontrar datos a los que le
falta algún valor en los atributos. Aunque ha habido implementaciones del
algoritmo MRDTL [139] que han intentado tratar con ellos, lo hacen como
un caso especial y no incluyen ninguna técnica estad́ıstica bien fundada
para tratar este problema. Por tanto, la precisión de los árboles de decisión
construidos están lejos de lo óptimo en la tarea de clasificación cuando se
encuentran numerosos valores faltantes [256].

El algoritmo MRDTL-2 [22] nace con el objeto de resolver las limitaciones
mostradas en el original, y presenta algunas mejoras:

MRDTL-2 incluye técnicas para acelerar de manera significativa la eje-
cución de algoritmos de mineŕıa de datos multi-relacionales que, como
MRDTL, se basan en el uso de Grafos de Selección, aplicando técnicas
de optimización a las consultas SQL que derivan de la evaluación de los
mismos.

MRDTL-2 incluye una técnica simple y computacionalmente eficiente que
utiliza clasificadores de Bayes para el completado de valores faltantes en
atributos.
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Además, para acelerar la ejecución, y debido a que determinadas conexiones
no representan enlaces con una carga semántica considerable [140], MRDTL-2
sólo considera algunas de las conexiones presentes en la base de datos.

A pesar de estas mejoras, sigue presentando las limitaciones anotadas acerca
de la capacidad de reconocer estructuras topológicas más complejas.

Ya vimos que nuestra propuesta de consultas en grafos, Property Query
Graph, supone un avance con respecto a estas limitaciones y, en consecuencia,
el algoritmo derivado de usar los PQG en la construcción de árboles de decisión
multi-relacionaes puede suponer una ventaja sobre este método.

4.2.3. Decision Tree Graph-Based Induction (DT-GBI)

Graph-Based Induction (GBI) es una técnica de mineŕıa de datos que extrae
patrones frecuentes (network motifs) de grafos etiquetados y dirigidos a través
de la unión de pares de nodos conectados (pairwise chunking) [165] y que es
muy eficiente debido a que utiliza una técnica voraz.

A partir de esta técnica, Decisión Tree Graph-Based Induction (DT-GBI)
es un algoritmo de construcción de árboles de decisión para clasificar grafos
utilizando los principios de GBI. En DT-GBI los atributos (llamados patrones o
subestructuras) son generados durante la ejecución del algoritmo [87], por lo que
DT-GBI es un generador de árboles de decisión con capacidad de construcción
de atributos [164].

GBI ha sido utilizado para extraer patrones t́ıpicos en grafos dirigidos etique-
tados, y ha demostrado su eficacia para resolver una gran variedad de problemas
de aprendizaje mapeando las estructuras de los diferentes problemas a grafos
dirigidos y etiquetados [254].

Comenzaremos describiendo el método GBI, aśı como algunas de sus me-
joras, que servirá de base para poder presentar el algoritmo de construcción
automática de árboles de decisión (DT-GBI).

Graph-Based Induction

En la definición original de GBI se asume que los patrones t́ıpicos en grafos
representan conceptos y que su tipicidad es caracterizada por la frecuencia de
aparición de dicho patrón o por el valor de alguna función de evaluación de su
frecuencia [88]. Vamos a describir su funcionamiento a través de un ejemplo.

La Figura 4.5[88] muestra un patrón (sombreado) consistente en los nodos
etiquetados con 1, 2 y 3 que es t́ıpico porque ocurre tres veces en el grafo.
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GBI encuentra primero el par 1→ 3 basado en su frecuencia, une dichos nodos
formando un nuevo nodo (nodo 10), en la siguiente iteración descubre el par 2→
10 y lo une en un nuevo nodo (nodo 11), que representa el patrón sombreado.

Figura 4.5: Método GBI.

Algorithm 5 GBI(G)

Require: G

1: Enumerate all the pairs P all in G

2: Select a subset P of pairs from P all (all the pairs in G) based on typicality

criterion

3: Select a pair from P all based on chunking criterion

4: Chunk the selected pair into one node c

5: Gc := contracted graph of G

6: while termination condition not reached do

7: P := P ∪GBI(Gc)

8: end while

9: return P

Es posible extraer patrones t́ıpicos de varios tamaños repitiendo el procedi-
miento anterior, pero obsérvese que la búsqueda es voraz y no se aplica ningún
procedimiento de backtracking. Debido a esto, no se garantiza que todos los pa-
trones t́ıpicos que existen en el grafo de entrada sean extráıdos. Además, GBI
trata de extraer sólo los patrones t́ıpicos de un cierto tamaño. En GBI, para
encontrar un patrón de interés todos los subpatrones presentes en él deben ser
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también interesantes para que hayan sido seleccionados en algún momento. Esta
limitación también está presente en el método MRDTL, y es parte inherente al
método constructivo voraz que caracteriza los algoritmos derivados de ID3. Sin
embargo, en algunos algoritmos es más evitable que en otros.

La salida del algoritmo GBI es un conjunto de patrones t́ıpicos ponderados.
Es capaz de restaurar los patrones originales ya que se mantiene la información
sobre qué nodo en la unión de un par es conectado durante el proceso recursivo
[88].

Debido a que la búsqueda en el método GBI es voraz, los patrones que se
extraen finalmente de un grafo a través de dicho método dependen de qué pares
se hayan elegido en cada paso para su unión, por lo que puede haber determi-
nados patrones importantes que no sean extráıdos a través del método GBI.
Para tratar de relajar este inconveniente se incorpora la técnica beam-search
a GBI [145] incrementando el espacio de búsqueda para extraer patrones más
representativos manteniendo la complejidad computacional a un nivel tolerable.

Decision Tree Graph-Based Induction

Para obtener DT-GBI a partir de GBI se consideran pares de la forma
(atributo : valor) para los grafos [87], donde atributo es un patrón o subgrafo,
y valor indica la existencia, o no, del patrón en el grafo. Como los valores son
binarios, los árboles de decisión construidos a través de este método también
serán binarios.

Al construir un árbol de decisión, se enumeran todos los pares de nodos
presentes en los datos y se selecciona un par. Los datos (grafos) son divididos
en dos grupos: uno que contendrá los grafos que contengan el par seleccionado,
y otro en el que estarán los grafos que no lo contengan. El par seleccionado es
entonces colapsado (por medio de un nuevo nodo) en los grafos que lo contienen.
Este proceso se aplica de manera recursiva en cada nodo del árbol de decisión,
creando los atributos (pares de nodos) durante la ejecución. El algoritmo 6
muestra el pseudocódigo correspondiente, y la Figura 4.6 un ejemplo de árbol
obtenido.

Este procedimiento hace que los atributos interesantes (patrones más com-
plejos) para la tarea de clasificación se obtengan de forma constructiva. Por
este motivo, DT-GBI puede ser interpretado como un método de extracción de
caracteŕısticas que son útiles para discriminar el conjunto de datos (grafos) [87].

Cabe destacar que el método DT-GBI construye árboles de decisión para
clasificar grafos completos, a diferencia del método MRDTL y de nuestra pro-
puesta, cuya misión es construir árboles de decisión que clasifiquen elementos
inmersos de un grafo (nodos en el caso de MRDTL, y cualquier subestructura
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Algorithm 6 DT–GBI(D) [88]

1: Create a Root node for the tree

2: if Stop criteria is reached then

3: return The single-node tree Root, with most frequent label in D.

4: else

5: P = GBI(D)

6: Select a pair p from P

7: Divide D into Dy (with p) and Dn (without p)

8: Chunk the pair p into one node c

9: Dyc = contracted data of Dy

10: DT1 = DT–GBI(Dyc)

11: DT2 = DT–GBI(Dn)

12: Augment Root by attaching DT1 (DT2) as its child along yes(no) branch

13: end if

14: return Root

–

en el caso de nuestra propuesta).

4.2.4. Random Forest Relacionales

De forma similar a como se definen Random Forest que hacen uso de árboles
de decisión no relacionales, podemos considerar métodos agregados para mejorar
la eficacia de los árboles de decisión relacionales y multi-relacionales que hemos
visto en esta sección.

En [30] se presenta un método para la construcción de Random Forest Re-
lacionales que asume independencia, en cuanto a la tarea de clasificación, entre
las tablas de una base de datos, de tal manera que las predicciones basadas
en árboles de decisión, que se han aprendido de diferentes tablas en la base
de datos, se pueden combinar de manera probabiĺıstica. Para ello, se asignan
diferentes pesos a cada uno de los árboles construidos a partir de las diferentes
tablas y se eliminan los irrelevantes. Para la asignación de pesos a los árboles
se hace uso de regresión loǵıstica. Este método, que ha sido evaluado en bases
de datos del mundo real, ha demostrado buenos resultados.

En [235] hacen uso de Random Forest en el aprendizaje de datos relaciona-
les trabajando con el algoritmo TILDE [33] como algoritmo base y utilizando
consultas lógicas que pueden evaluar resultados agregados calculados a partir
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Figura 4.6: Método DT-GBI.

de las relaciones en la base de datos. Por ser un caso en el que el espacio de
parámetros es muy elevado, Random Forest es un buen candidato para llevar a
cabo el aprendizaje.

4.3. ID3 basado en Property Query Graphs

A continuación presentaremos PQG-ID3, una adaptación del algoritmo ID3
para crear árboles de decisión capaces de clasificar correctamente estructuras
inmersas en un Grafo con Propiedades haciendo uso de Property Query Graphs
como herramientas de test en cada nodo interno del árbol de decisión.

De forma similar a como trabaja MRDTL, nuestra propuesta buscará los
PQG que mejor clasifiquen los ejemplos del conjunto de entrenamiento obte-
niendo los atributos a evaluar a lo largo de la construcción del árbol (extracción
de caracteŕısticas). Para generar un árbol que es capaz de obtener PQG intere-
santes a partir de uno inicial necesitamos utilizar refinamientos que den lugar
a particiones encajadas del conjunto de estructuras bajo evaluación. De esta
forma, en cada nodo interno del árbol se realizará una discriminación entre las
estructuras que cumplen cada PQG resultante de un refinamiento. La forma en
la que es elegido el mejor refinamiento en cada nodo del árbol de decisión será
llevada a cabo haciendo uso de alguna de las medidas de impureza presentadas
en la sección 4.1.2. De esta forma, la estrategia que elige la mejor ampliación
del patrón asociado a un nodo interno es un hiper-parámetro del algoritmo.

El algoritmo PQG-ID3 posee una estructura muy similar a los diferentes
algoritmos de construcción de árboles de decisión presentados a lo largo de este
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caṕıtulo, pero presenta la novedad de recibir como conjunto de entrenamiento
estructuras (subgrafos) inmersas en un grafo con propiedades. Por medio de
PQG adecuados, el árbol resultante de la ejecución del algoritmo podrá no solo
evaluar propiedades de la estructura a clasificar, sino también propiedades de
cualquier elemento (subgrafo) en su entorno (el entorno de una estructura puede
llegar a contener todo el grafo en el que se encuentra inmersa).

El conjunto de entrenamiento completo, L, estará formado por pares de
la forma (S, valor), donde S es un subgrafo de un grafo con propiedades G =
(V,E, µ). En consecuencia, cada nodo, n, del árbol de decisión construido tendrá
asociadas las siguientes estructuras:

Ln = {(S1, y1), ..., (SN , yN)} ⊆ L, un subconjunto del conjunto de entre-
namiento.

Qn = (VQn , EQn , αQn , θQn), un PQG que verifican todos los subgrafos de
Ln.

El algoritmo 7 presenta formalmente el algoritmo PQG-ID3. Nótese que el
conjunto de refinamientos disponibles, REFS, para ampliar el PQG en cada
paso, permanece como un parámetro libre del modelo. La condición de parada
y el criterio de selección del refinamiento en cada paso quedan abiertas en esta
especificación del algoritmo.

Algorithm 7 PQG-ID3(G,Q,L, REFS)

1: Create a Root node for the tree

2: if Stop criteria is reached then

3: return The single-node tree Root, with most frequent label in L.

4: else

5: (Q1, .., Qk) = Optimal Refinement(G,Q,L,REFS)

6: L1 = {(S, y) ∈ L : S � Q1}, ...,Lk = {(S, y) ∈ L : S � Qk}
7: Add k new tree branches below Root with values PQG-

ID3(G,Qi,Li, REFS) for every 1 ≤ i ≤ k.

8: end if

Obsérvese que la construcción del árbol se hace de forma recursiva, siendo la
instrucción 3 la que representa el caso base que construye los nodos hojas. En
un proceso habitual de aprendizaje a partir de subgrafos de G, los parámetros
de la llamada inicial del algoritmo serán:

G = (V,E, µ), grafo en el que se encuentran inmersos las estructuras a
clasificar.
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L = {(S1, y1), ..., (SN , yN)}, conjunto de pares (Si, yi) donde Si ⊆ G re-
presenta un subgrafo e yi es su valor de salida asociado.

Q = (VQ, EQ, µQ), PQG inicial (normalmente un PQG con la estructura
común más grande en S1, ..., SN).

REFS, conjunto de refinamientos disponibles.

El algoritmo sigue el procedimiento habitual en un algoritmo que sigue las
directrices de ID3. Comienza creando un árbol que contiene un único nodo (nodo
ráız) al que están asociados todos los objetos del conjunto de entrenamiento y
cuyo PQG es el PQG inicial. Al nodo del árbol de decisión con el que estemos
trabajando lo denominaremos nodo actual y al conjunto de ejemplos (pares)
de entrenamiento asociado, conjunto actual. En cada paso, el algoritmo evalúa
qué refinamiento permite dividir de mejor manera el conjunto actual (máxima
reducción de impureza) y éste será elegido para ser aplicado al PQG inicial,
y por tanto para discriminar los pares en el nodo actual. A continuación se
crearán tantas ramas a partir del nodo actual como PQGs tenga el refinamiento
elegido y por cada una de ellas se transmitirán los pares del conjunto actual
que cumplan con el PQG asociado. Cada nodo hijo del nodo actual heredará
cada PQG resultante del refinamiento y procederá a buscar (si no se alcanza la
condición de parada) el mejor refinamiento para el nuevo PQG. De esta manera,
por cada rama del árbol se heredará, no sólo un conjunto de pares, sino un PQG
que verifican todos ellos. En caso de que se cumpla la condición de parada, el
nodo se convertirá en una hoja asociada a la clase correspondiente. Este proceso
se repite de manera recursiva.

Los árboles de decisión que se obtienen en la mayoŕıa de los procedimien-
tos automáticos dividen los datos en subconjuntos complementarios de manera
recursiva [188]. Habitualmente, la división se lleva a cabo mediante la evalua-
ción de una condición sobre el conjunto de objetos actual y su correspondiente
división binaria: una rama recibirá el conjunto de objetos que cumplen con la
condición, mientras que la otra recibe aquellos que no la cumplen. En un entorno
(atributo, valor), los patrones complementarios se pueden producir simplemente
negando la condición. En un entorno multi-relacional, la producción de patrones
complementarios de este tipo no es tan directa. Por ejemplo, si estamos conside-
rando personas y la estructura de su hogar, y hemos establecido que el conjunto
de personas que tienen al menos un hijo es interesante, podŕıamos querer dividir
este conjunto en personas que tienen un hijo varón, y el complementario de ese
conjunto. Claramente, este complementario no es igual al conjunto de personas
que tienen una hija, ya que esto no excluye a las personas que tienen hijos e
hijas. Es por ello que en el caṕıtulo 3 se presentaron una serie de refinamientos
que generan PQG complementarios. Nosotros usaremos esos refinamientos como
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conjunto REFS en la llamada del algoritmo en los ejemplos que se mostrarán
a continuación, pero podŕıa enriquecerse con cualquier refinamiento adicional
que se considerase de valor.

4.3.1. Ejemplo de aplicación del algoritmo PQG-ID3

Vamos a presentar un caso concreto de aplicación del algoritmo PQG-ID3
sobre un pequeño grafo con propiedades a modo de demostración. Los refina-
mientos serán los vistos en el caṕıtulo anterior; usaremos la condición de parada
más restrictiva, es decir, que todos los pares del nodo actual pertenezcan a la
misma clase; y se ha seleccionado la Ganancia de Información como medida de
impureza.

Trabajaremos con el grafo social mostrado en la Figura 4.7, en el que se
representan algunas conexiones de tipo marital entre usuarios, y otras rela-
cionadas con la publicación de fotograf́ıas por estos usuarios. Podemos encon-
trar nodos de tipo user y photo, y relaciones de tipo husband, wife, publish
y likes. No haremos uso de propiedades topológicas que hacen uso de me-
didas en el grafo, por lo que en el caso del refinamiento añadir predicado a
nodo los predicados disponibles serán {type = photo, type = user}, y en el ca-
so del refinamiento añadir predicado a arista, los predicados disponibles serán
{type = publish, type = likes, type = husband}.

Figura 4.7: Grafo Social.
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Adicionalmente, tenemos una propiedad en algunos nodos (los de tipo user)
que indica su género, con posibles valores F (female) y M (male), los nodos de
tipo photo tendrán asociado un valor de género None. Predecir este atributo
constituirá el problema de clasificación sobre nodos. Aunque como hemos indi-
cado el algoritmo PQG-ID3 está preparado para construir árboles de decisión
capaces de clasificar cualquier estructura (subgrafo) en un grafo con propieda-
des, con el fin de mostrar un primer ejemplo simple, abordamos un problema
que solo intenta clasificar nodos. Con el objetivo de que la exposición resulte
más clara, y para evitar confusiones con la terminoloǵıa, a los nodos pertene-
cientes al conjunto de entrenamiento los denominaremos objetos, mientras que
dejaremos el término nodos para los nodos del árbol de decisión en construcción.

El algoritmo PQG-ID3 construye el árbol de decisión de la Figura 4.8 (los
nodos/aristas positivas son marcados en negro y los negativos en rojo) que es
capaz de clasificar correctamente todos los nodos del grafo social de la Figura
4.7 según su género: male, female o None. Todas las indicaciones que se hagan
acerca de la construcción siguen la representación mostrada en la citada figura.

El conjunto de entrenamiento lo forman todos los nodos del grafo. En la
ejecución del algoritmo el PQG inicial, Q0, está compuesto por dos nodos po-
sitivos, uno de ellos con un predicado que exige pertenencia al subgrafo bajo
evaluación (v ∈ S) y otro que exige la condición contraria (v /∈ S). Como se
ha comentado anteriormente, es habitual que el PQG inicial corresponda a la
mayor subestructura común en los subgrafos a clasificar, en este caso, la mayor
estructura común está compuesta por un único nodo sin restricciones. Además,
y por motivos de eficiencia computacional, en cada paso del algoritmo se creará
un nodo positivo aislado con un predicado que exige la no pertenencia al sub-
grafo bajo evalacuión (v /∈ S) si es que no existe ningún nodo aislado de este
tipo en el PQG actual. Si el subgrafo bajo evaluación no cubre todos los nodos
del grafo en el que se encuentra inmerso (lo cual se cumple en todos los ejemplos
presentados), añadir un nodo de este tipo no modifica la semántica asociada al
PQG al que es añadido, como vimos en el caṕıtulo anterior al analizar este tipo
de refinamiento.

Como primer paso, el algoritmo analizará qué refinamiento de REFS (y
con qué parámetros) aporta una mayor ganancia de información, dando como

resultado el refinamiento +{ e+−→} entre los únicos dos nodos existentes en Q0.
Por lo que el primer nodo (ráız) del árbol de decisión será el que realice el test
sobre la existencia o no de una arista saliente en alguno de los nodos en el
subgrafo a evaluar. Aunque, como vimos en el caṕıtulo anterior, el refinamiento
añadir arista genera cuatro PQG que refinan a Q0, consideramos solo aquellos
que intervienen en el proceso de clasificación de objetos, y no los que transmiten
un conjunto vaćıo de objetos.
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Debido a que los subgrafos que se quieren clasificar están compuestos por un
único objeto, este refinamiento evalúa la existencia o no de una arista saliente
en este objeto. Las ramas correspondientes a la existencia (respectivamente, no
existencia) de dicha relación trasmitirán los objetos que posean (respectivamen-
te, no posean) una relación saliente. De acuerdo a la representación dada en la
Figura 4.8, por la rama derecha se trasmitirán todos los objetos que no posean
una relación saliente (en este caso concreto, todos los objetos del grafo de da-
tos de tipo photo y ninguno de tipo user), ninguno de estos objetos poseen
valor asociado a la propiedad genre por lo que directamente esta rama queda
asociada al valor de salida None y genera una hoja del árbol de decisión (ya
que presenta pureza máxima respecto de la clasificación buscada). Por la rama
izquierda se trasmitirán todos los objetos que posean una relación saliente (en
este caso, todos los objetos del grafo de datos de tipo user y ninguno de tipo
photo).

Como los valores de la propiedad genre no son homogéneos para estos obje-
tos (este nodo del árbol de decisión actual presenta impureza), el algoritmo no
acaba y es necesario aplicar un nuevo refinamiento a esta rama que produzca
alguna ganancia de información adicional. Recordemos que hasta este nodo han
llegado los objetos que reflejan usuarios masculinos y femeninos con una arista
saliente. De nuevo, se debe evaluar qué refinamiento aporta una mayor ganancia
de información.

El refinamiento +{e∧{type=publish}−→ }, añadir un nuevo predicado a la arista
saliente, es el que mayor ganancia de información aporta. De nuevo, aunque este
refinamiento de añadir propiedad a arista entre nodos positivos genera cuatro
PQG que refinan, representamos solo aquellos que intervienen en el proceso de
clasificación de objetos, y no los que transmiten un conjunto vaćıo de objetos.

Los refinamientos aplicados a este nodo del árbol de decisión discriminarán
qué objetos (de los que le llegan, que son los que tienen una arista salien-
te) verifican que esta arista es de tipo publish y cuáles no. De acuerdo a la
representación dada en la Figura 4.8, por la rama derecha de dicho nodo se
transmitirán los objetos que no tengan una arista saliente de tipo publish.
En el caso que estamos clasificando, todos estos objetos son usuarios de género
masculino, por lo que se alcanza la condición de parada de máxima pureza y
el nodo pasa a ser una hoja del árbol de decisión asociada a la clase male. Por
la rama izquierda del nodo se transmitirán los objetos del grafo de datos que
tengan una arista saliente de tipo publish. En este caso, de nuevo los valores
de la propiedad genre no son homogéneos (presentan impureza) por lo que el
algoritmo debe continuar buscando un nuevo refinamiento en esta rama.

Procedemos, pues, a repetir el procedimiento a este nodo, al que han llegado
los objetos que se corresponden con usuarios masculinos y femeninos con una
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arista saliente de tipo publish. El refinamiento que mayor ganancia de infor-

mación aporta es +{ e+−→}, añadir una arista entre el nodo aislado (v /∈ S) y el
nodo destino de la relación tipo publish. De nuevo, tomamos en cuenta solo
aquellos refinamientos por los que se transmiten objetos del grafo de datos origi-
nal. La interpretación a este nivel del árbol de decisión es discriminar, entre los
objetos que han publicado algo, aquellos cuya publicación recibe alguna arista
entrante por otro objeto que no pertenece a la estructura bajo evaluación y los
que no.

De las dos ramas que producen algún tipo de filtrado efectivo, por la derecha
(siempre según la representación de la Figura 4.8) se transmitirán los objetos
que no cumplan con dicha condición. Todos estos objetos son usuarios de género
masculino (y representan usuarios que han publicado una foto que no le gusta a
nadie), por lo que se alcanza la condición de parada (máxima pureza) y el nodo
se convierte en una hoja del árbol de decisión asociada a la clase male. Por la
rama izquierda se transmitirán los usuarios que hayan publicado una fotograf́ıa
y les haya gustado a alguien (esta fotograf́ıa publicada tiene una arista entrante
que no proviene del nodo bajo evaluación). Todos estos usuarios son mujeres
por lo que se verifica también la condición de parada y la hoja producida queda
asociada a la clase correspondiente.

De esta manera, hemos conseguido construir un árbol de decisión que es ca-
paz de clasificar correctamente todos los objetos en el grafo de datos asignándo-
los correctamente a la clase a la que pertenecen según su género haciendo uso
de la estructura multi-relacional en la que se encuentran inmersos.

Además, la interpretación de los diversos nodos del árbol de decisión mues-
tra claramente cómo, por medio de los Property Query Graphs y el sistema de
refinamientos construido, se pueden conseguir refinamientos que evalúan pro-
piedades del contexto diferenciando entre los objetos que deben estar dentro de
la estructura analizada y aquellos que deben estar fuera, ampliando considera-
blemente la capacidad expresiva del sistema de consulta y, en consecuencia, su
capacidad discriminadora.

4.4. Algunos Ejemplos Representativos

A continuación presentamos algunos ejemplos de árboles de decisión multi-
relacionales que hacen uso de PQG y que han sido obtenidos siguiendo el al-
goritmo PQG-ID3 presentado. Al igual que en la ejecución correspondiente al
ejemplo paso a paso, en las ejecuciones correspondientes a dichos ejemplos se
han ido añadiendo nodos positivos aislados no pertenecientes al subgrafo bajo
evaluación en cada paso si no exist́ıan en el PQG y se ha partido de PQG ini-
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ciales que conteńıan un nodo positivo con un predicado que lo fija al subgrafo
bajo evaluación y otro nodo positivo con la restricción contraria. Los ejemplos
han sido extráıdos de bases de datos en grafo pequeñas pero con la suficiente
complejidad como para mostrar la capacidad de descubrimiento de patrones
que posee el algoritmo PQG-ID3. Además, en esta sección, no mostraremos
los árboles completos resultantes (debido a que su tamaño es grande para ser
mostrados aqúı directamente) sino que en algunas ocasiones sólo mostraremos
las hojas clasificadoras pertenecientes a los mismos y, en otras, algunas de las
ramas más interesantes.

4.4.1. StarWars

El primer ejemplo de árbol de decisión multi-relacional obtenido a través del
algoritmo PQG-ID3 lo conseguimos minando el grafo presentado en la Figura
3.11 con información sobre StarWars presentado en el caṕıtulo anterior.

Los PQG presentados en la Figura 4.9 permiten discriminar cada personaje
presente en el grafo según si es devoto del Imperio, de la Rebelión o de nin-
guno de los dos bandos. Se corresponden con las diversas hojas clasificadoras
del árbol de decisión calculado automáticamente. Para ello, los nodos de tipo
institution (junto con las aristas en las que participan) han sido eliminados
de dicho grafo. Las posibles clases en las que clasifica el árbol obtenido son:
empire, rebellion o None (en el caso en el que el personaje no sea devoto de
ninguna de las dos instituciones).

Los PQG obtenidos en las hojas muestran que incluso trabajando con gra-
fos relativamente pequeños el nivel de complejidad que pueden alcanzar las
consultas proporcionan ejemplos muy interesantes de aprendizaje de patrones
de forma automática usando la metodoloǵıa presentada.

4.4.2. El Hobbit

El segundo ejemplo de árbol de decisión multi-relacional obtenido a través
del algoritmo PQG-ID3 lo obtenemos minando otro grafo de juguete habitual en
las pruebas realizadas para bases de datos en grafo, en este caso uno relacionado
con la historia del Señor de los Anillos. Este grafo contiene 105 nodos distri-
buidos a través de 7 tipos de nodos (Character, Event, Item, Clan, Aligment,
Location y Chapter) y 209 aristas distribuidas a través de 65 tipos. Un subgrafo
de ejemplo extráıdo de dicha base de datos se muestra en la Figura 4.10.

Es un grafo interesante para hacer pruebas de aprendizaje de estructuras
porque presenta una tipoloǵıa en aristas muy elevada, con muy pocos represen-
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tantes de algunos tipos de aristas, por lo que mecanismos ineficientes tenderán a
crear árboles muy grandes como único método para poder realizar clasificaciones
multi-relacionales.

Figura 4.10: Sección del grafo El Hobbit.

El árbol presentado en la Figura 4.11 permite discriminar cada ubicación
(Location) presente en el grafo según su topograf́ıa, donde las posibilidades son
Hills, Forest, Valley, Mountain, Caves y Lake. Para ello, dicha propiedad ha
sido eliminada de los nodos para no poder ser utilizada en el aprendizaje. En
la construcción del árbol se ha impuesto una profundidad máxima de 5 niveles
y se han eliminado algunas ramas por motivos de presentación.

4.5. Algunas Notas sobre la Implementación

La implementación del algoritmo PQG-ID3 ha sido llevada a cabo en el len-
guaje de programación Python. Como sistema de persistencia ha sido utilizada
la base de datos en grafo Neo4j (por motivos similares a los expuestos en caṕıtu-
los anteriores). La verificación de un PQG por parte de una estructura inmersa
en Neo4j ha sido llevada a cabo haciendo uso del lenguaje de consultas Cypher,
debido principalmente a que en dicho lenguaje las evaluaciones relacionadas con
la existencia de caminos son muy expresivas y están altamente optimizadas.

Esta implementación ganaŕıa en eficiencia si, en lugar de haber desarrollado
el sistema de consulta sobre el lenguaje Cypher, se hubiera diseñado utilizando
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la API Java de Neo4j o incluso implementando un sistema de persistencia ad hoc
orientado a soportar este tipo de tareas. Pero, como hemos indicado anterior-
mente, nuestro objetivo en esta etapa es la de demostrar que el sistema formal
de consultas es capaz de realizar esta tarea de forma sencilla e informativa para
el usuario.

Se aprovecha la complementariedad de los PQG resultantes de un refina-
miento para ahorrar tiempo en las consultas y, además, las hojas a las que no
llega ningún elemento del conjunto de entrenamiento son podadas directamente.

Por la forma en que se construyen los refinamientos, y como se almacenan
en el árbol de decisión, si un objeto verifica un PQG, también verificará todos
los PQG antecesores de éste, por lo que la potencia clasificadora de un árbol de
decisión obtenido a través del algoritmo PQG-ID3 está contenida en las hojas
del árbol. Sin embargo, para ganar eficiencia, a la hora de clasificar un ejemplo
nuevo a partir del árbol obtenido, se aconseja usar el árbol completo, ya que solo
serán necesarias, a lo sumo, k evaluaciones (con k la profundidad del árbol), pero
puede haber una cantidad exponencial de hojas clasificadoras. Además, como de
un nivel al siguiente se ha producido una modificación atómica, aportada por el
refinamiento correspondiente, la evaluación de un subgrafo en un nodo del árbol
de decisión supone considerar únicamente algunas comprobaciones adicionales
a la evaluación de su nodo padre.

4.6. Random Forest a partir de PQG-ID3

Como se ha comentado a lo largo de este trabajo, los árboles de decisión
constituyen una herramienta idónea para ser combinada a través de algún mo-
delo ensemble como Random Forest. Los motivos que hacen que los árboles de
decisión sean adecuados para ser utilizados de manera combinada son el bajo
coste computacional en el entrenamiento y la aletoriedad conseguida en el mo-
delo a partir de pequeños cambios en el conjunto de datos de los que aprender.

Otra caractert́ıstica importante de los métodos de aprendizaje basados en
árboles de decisión es que representan un modelo de caja blanca, ofreciendo una
explicación interpretable por un humano de las decisiones tomadas a la hora
de realizar regresión o clasficación sobre un dato. Esta última caracteŕıstica de
los modelos de aprendizaje basados en árboles de decisión puede difuminarse
cuando combinamos varios árboles para llevar a cabo una tarea de decisión.

El hecho de que perdamos capacidad en la interpretación de un resultado al
combinar árboles multi-relacionales no impide que algoritmos como PQG-ID3
puedan ser combinados en este tipo de métodos agregados para llevar a cabo
tareas de predicción de tipo caja negra. Sin embargo, existen posibilidades para
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combinar diferentes árboles de este tipo y que sigan ofreciendo justificaciones
interpretables por los humanos. Una posibilidad es combinar los PQG de hojas
aociadas a la misma clase en los diferentes árboles, dando lugar a patrones com-
binados (posiblemente de manera probabiĺıstica) que son capaces de condensar
los diferentes predicados que caracterizan a una misma clase en un predicado
más potente.
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Figura 4.8: Árbol de decisión PQG (grafo social).
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Figura 4.9: Hojas del árbol de decisión PQG (grafo Starwars)
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Figura 4.11: Árbol de decisión PQG (grafo El Hobbit).





Caṕıtulo 5

Inmersión semántica de grafos

con propiedades

En este último caṕıtulo presentamos una nueva aproximación al tratamiento
de Grafos con Propiedades, en este caso haciendo uso de técnicas derivadas del
aprendizaje automático por medio de redes neuronales codificadoras. Concreta-
mente, trataremos aqúı el problema de la inmersión de Grafos con Propiedades
en espacios vectoriales.

Durante este caṕıtulo utilizaremos el término inmersión como una operación
que permite considerar una estructura matemática, X, dentro de otra estructura
Y , y que vendrá dada por una función inyectiva que preserve su estructura,
f : X → Y . En el caso que nos ocupa no nos interesa cualquier inmersión, ya
que la mayoŕıa de ellas no mantendrán las estructuras topológicas (dadas por
las relaciones existentes en el grafo) y semánticas (dadas por los tipos asociados
a tales relaciones) que confieren su interés al tipo de grafos que es nuestro
foco de estudio, sino solo aquellas que sean capaces de reflejar, dentro de las
caracteŕısticas propias de un espacio vectorial (relaciones de distancia, linealidad
y clusterización), las caracteŕısticas interesantes del grafo.

Por ejemplo, seŕıa interesante conseguir inmersiones que, al proyectar los
nodos del grafo en puntos de un espacio vectorial, hagan que las relaciones
existentes queden proyectadas automáticamente en vectores que mantengan los
tipos. De esta forma, interpretamos que la carga semántica asociada a la relación
ha sido capturada por la inmersión del grafo en el espacio vectorial. Otra opción
es comprobar si la inmersión verifica propiedades de clusterización respecto a los
tipos de nodos, sus propiedades, o algunas de las métricas que podemos definir
sobre el grafo.

Posteriormente, haremos uso de estas buenas propiedades de inmersión para

159
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ver si somos capaces de obtener herramientas de predicción / clasificación /
descubrimiento en la red semántica original.

Para ello, y aunque dimos una breve introducción de las redes neuronales
artificiales como modelos de aprendizaje en el caṕıtulo de Fundamentos, espe-
cificaremos ahora su uso como máquinas codificadoras, y presentaremos nuestra
propuesta de inmersión por medio de un codificador neuronal que extrae un
conjunto de entrenamiento de las caracteŕısticas de un grafo con propiedades.

Acabaremos el caṕıtulo presentando algunos de los experimentos que hemos
realizado haciendo uso de nuestra propuesta y viendo qué posibilidades abre
para el análisis semántico de grandes cantidades de información.

5.1. Redes Neuronales Artificiales

Las Redes Neuronales Artificiales son un modelo matemático inspirado en
el comportamiento biológico de las neuronas y en cómo éstas interactúan entre
śı en el cerebro. Los primeros algoritmos inspirados en este tipo de sistemas fue-
ron desarrollados a mediados del siglo XX por W. McCulloch y W. Pitts [146],
y más de medio siglo de desarrollo práctico e importantes resultados teóricos
han proporcionado unos fundamentos robustos que los han convertido en una
herramienta fundamental en aplicaciones de Ingenieŕıa, y uno de los modelos
más usados dentro del Aprendizaje Automático. Hoy en d́ıa, y tras diversas
modificaciones y mejoras desde las primeras propuestas, las redes neuronales
artificiales son modelos adecuados para resolver problemas en los que la clasifi-
cación, regresión, o codificación son fundamentales para dar soluciones.

Uno de los primeros modelos matemáticos que se dieron de una neurona
con fines computacionales fue el Perceptrón [205], que en una primera instan-
cia funciona como un clasificador binario muy simple. El perceptrón recibe un
conjunto de entradas numéricas y, tras un proceso de combinación lineal de sus
entradas y discretización, devuelve un resultado binario. Podemos representar
gráficamente su funcionamiento por medio de la Figura 5.1, donde el esqueleto
mı́nimo del modelo intenta capturar las partes fundamentales de una neurona
real:

un conjunto de sinapsis, que le permiten recibir información (entradas)
del exterior, que es traspasada a

un núcleo, donde se procesa la información, y se manda a

una salida, por la que la neurona devuelve una respuesta a los impulsos
recibidos.
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Figura 5.1: Arquitectura de un perceptrón.

Los parámetros libres del perceptrón original son los diversos pesos asocia-
dos a los canales de entrada, wi, y un umbral que determina el comportamiento
de respuesta según la intensidad alcanzada en su núcleo, θ. Obsérvese que el
funcionamiento del núcleo se ha separado en dos procesos secuenciados: por una
parte, la agregación de las entradas (representado por Σ), y por otra, la activa-
ción de la salida (que viene dada por la acción de una función ϕ). Aunque en el
modelo original esta función de activación estaba restringida a algunas funcio-
nes básicas discretizadoras (como la función escalón), en los modelos posteriores
se convierte en una opción más de diseño.

Más formalmente, si denotamos el vector de entradas por ~x y el vector de
pesos por ~w, el resultado del cálculo de un perceptrón a partir de sus entradas se
calcula haciendo la suma ponderada, a través de los pesos ~w, de dichas entradas,
seguido de una función de activación que recibe dicha suma y ofrece como salida
un 1, si la suma supera el umbral θ, o un 0, en caso contrario. De esta forma,
el perceptrón calcula una salida:

o =

{
1 , si ~x~w ≥ θ

0 , si ~x~w < θ

Con el fin de uniformizar la notación, suele ser habitual tratar el valor del
umbral, θ, a través de una entrada adicional constante, xb = 1, con un peso aso-
ciado wb = −θ (al que llamamos bias) de tal manera que podemos representar
la nueva entrada xb dentro del vector ~x, y el nuevo peso wb dentro del vector de
pesos ~w como un elemento más:

~x =
[
x1, . . . , xn, xb

]
, ~w =

[
w1, . . . , wn, wb

]
En consecuencia, la función que calcula el perceptrón se puede reescribir de for-
ma sencilla haciendo uso de la función de Heaviside como función de activación:

h(~x) = H(~x~w) =

{
1 , si ~x~w ≥ 0

0 , en otro caso
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Debido a que el perceptrón aśı definido devuelve un resultado binario, suele ser
común usarlo como clasificador binario, donde h(~x) es usado para clasificar ~x
como una instancia positiva (si h(~x) = 1) o negativa (si h(~x) = 0).

Desde el punto de vista del aprendizaje automático, el problema de apren-
dizaje supervisado se convierte en encontrar los pesos adecuados para que el
perceptrón devuelva la clasificación correcta para un conjunto de entrenamiento
dado, y existen algoritmos sencillos que permiten (cuando es posible) encontrar
los pesos adecuados de forma directa.

Es fácil ver las limitaciones que tiene este modelo, ya que solo si el conjunto
de entrenamiento es linealmente separable (Figura 5.2(a)) se garantiza la con-
vergencia del perceptrón con una función de activación Heaviside [171], pero en
caso contrario (Figura 5.2(b)), es claro que un perceptrón de este tipo no podŕıa
clasificar adecuadamente los elementos del conjunto.

(a) Conjunto con dos clases

linealmente separable.

(b) Conjunto con 2 clases no lineal-

mente separable.

Una posible solución para conseguir modelos más flexibles se basa en conside-
rar diferentes funciones de activación. En estos casos, o bien podemos clasificar
correctamente conjuntos no linealmente separables, o bien podemos aproximar
funciones no lineales en el caso de que estemos buscando un procedimiento de
regresión. Pero incluso considerando estas modificaciones sigue siendo un mode-
lo bastante limitado. La extensión natural para obtener modelos más potentes
pasa por combinar varias neuronas para que las salidas de algunas de ellas
se conviertan en las entradas de otras, de forma que podamos obtener mayor
complejidad que la que un solo perceptrón proporciona.

Aunque la primera intención es combinarlas con absoluta libertad, tal y
como aparecen en los seres vivos, las estructuras topológicas que siguen las
neuronas de un sistema nervioso real son redes excesivamente complejas y no
disponemos de las herramientas matemáticas adecuadas para asegurar su correc-
to funcionamiento, por lo que es habitual trabajar con estructuras topológicas
más limitadas pero que proporcionan un entorno controlado en el que pode-
mos dar resultados teóricos robustos acerca de su capacidad expresiva. En este
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contexto, las redes más habituales suelen ser las Redes Feedforward, o Redes
Unidireccionales, formadas por un conjunto de perceptrones interconectados de
tal forma que las conexiones entre ellos no forman ciclos (no se produce el efecto
de retroalimentación) y donde la función de activación puede ser cualquiera (no
únicamente la función Heaviside). La formalización de estas redes (Figura 5.2)
es la que se mostró en el caṕıtulo 2.

Figura 5.2: Red neuronal con una capa oculta.

Aunque estas redes parezcan muy restrictivas en cuanto a su complejidad es-
tructural, el Teorema de Aproximación Universal [61] demuestra que una
red neuronal feedforward con una única capa oculta conteniendo un número fini-
to de neuronas, y bajo condiciones concretas de la función de activación, puede
aproximar funciones continuas en subconjuntos compactos de Rn. Formalmente,
y para el caso de funciones reales, quedaŕıa:

Teorema 15 (Teorema de Aproximación Universal). Sea σ una función de acti-

vación continua, monótona, no constante, y acotada (esto es, con ĺımx→+∞ σ(x) =

c, ĺımx→−∞ σ(x) = d y c 6= d), y K ⊆ R un compacto. Entonces, ∀f ∈
C(K), ∀ε > 0, ∃n ∈ N, y ~w,~a,~b ∈ Rn tal que:

sup
x∈K
|f(x)−

n∑
i=1

wiσ(aix+ bi)| < ε

Sin embargo, este teorema de densidad no proporciona un algoritmo, A,
que permita obtener la red (los parámetros del modelo) que asegura cierta
aproximación a la función objetivo, únicamente asegura su existencia.

Como suele ser habitual cuando se buscan resultados de aproximación, tene-
mos la opción de encontrar un buen aproximador haciendo uso de los algoritmos
iterados de optimización habituales que intentan minimizar el error cometido
entre la función objetivo y el cálculo actual de nuestro candidato. De entre estos
métodos, uno de los más comunes es el del Descenso del Gradiente, donde por
medio de las derivadas (o derivadas parciales) somos capaces de modificar los
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parámetros del modelo para conseguir sucesivas reducciones del error cometido.
Por ello, han de tenerse en cuenta varias consideraciones:

En primer lugar, para poder aplicar este método es necesario que el cálculo
de la función de salida se pueda expresar como una función derivable de
los parámetros del modelo (los pesos), lo que nos lleva a trabajar con
funciones de activación que, además de las condiciones que impone el
teorema anterior, sean derivables.

En segundo lugar, debe recordarse que, en general, estos métodos no ase-
guran la obtención de un óptimo global, por lo que puede ocurrir (y con
frecuencia ocurre) que nos quedemos atrapados en un óptimo local que no
aproxima suficientemente bien nuestra función objetivo.

La implementación más habitual de este algoritmo para el entrenamiento de
redes feedforward se conoce como algoritmo de retropropagación (o de propa-
gación hacia atrás). A pesar de su buen funcionamiento en much́ısimos casos,
es conveniente hacer algunos comentarios que pueden arrojar luz acerca de la
evolución que ha sufrido el campo de redes neuronales hasta la actualidad y que
justifican algunas de las decisiones que hemos tomado en nuestra aproximación:

Las modificaciones que este algoritmo realiza sobre los pesos de conexiones
que provienen de neuronas con una baja activación son menores que las
realizadas sobre aquellas que provienen de una neurona con un alto valor
de activación (se dice que el aprendizaje realizado sobre estas conexiones
es menor).

La elección de la función de activación es esencial a la hora de conse-
guir que una red aprenda una función determinada de manera eficiente
(aunque el Teorema de Aproximación Universal confirma la existencia de
parámetros adecuados para una buena aproximación, no asegura que po-
damos acercarnos a los valores óptimos haciendo uso de gradientes). Si
utilizamos una función lineal como función de activación no podremos
conseguir que la red aprenda una función que no sea lineal, ya que la
combinación lineal de funciones lineales da como resultado una función
lineal. De hecho, aunque las funciones lineales son continuas y derivables,
no están en las condiciones del Teorema de Aproximación Universal, ya
que no están acotadas, por lo que no aseguran una correcta aproximación.
Por otra parte, la función Heaviside śı está acotada y verifica las condicio-
nes del Teorema de Aproximación Universal, pero no es continua, y por
tanto no es derivable, por lo que a pesar de existir aproximaciones bue-
nas usándola, no podemos usarlas en el método del gradiente (de hecho,
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alĺı donde es derivable, la función Heaviside tiene derivada nula, por lo
que no podŕıamos ajustar los parámetros haciendo uso del algoritmo de
retropropagación).

Una función muy adecuada para ser utilizada como función de activación
es la función sigmoide (o loǵıstica) (ver Figura 5.3):

σ(x) =
1

1 + e−x

Figura 5.3: Función sigmoide y derivada.

Por una parte, está acotada, con (0, 1) como rango de salida, lo que hace
que esté en las condiciones del Teorema de Aproximación Universal. Por
otra parte, es derivable, por lo que está en las condiciones para usar un
algoritmo de retropropagación basado en el descenso del gradiente, y la
derivada de la función sigmoide es muy sencilla, y también está acotada:

σ′(x) = σ(x)(1− σ(x))

lo que implica que, una vez que se ha calculado σ(x), el cálculo de σ′(x)
sea inmediato, permitiendo que los cálculos en la fase de retropropaga-
ción sean más rápidos (basta almacenar en cada neurona el valor de su
activación en el paso de propagación, para ser reutilizado en el paso de
retropropagación).

Pero una función como la función sigmoide también presenta algunos in-
convenientes a la hora de ser utilizada como función de activación. Si la
activación de una neurona en la capa de salida está cercana a 0 o a 1 la
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derivada de ésta es prácticamente nula y, por tanto, el aprendizaje de los
pesos de las conexiones que llegan a ella se producirá de una manera muy
lenta. Esta situación puede ocurrir cuando la entrada total de la neurona
es muy grande en valor absoluto, en este caso se dice que la neurona está
saturada. Además, la derivada de la función sigmoide es relativamente
pequeña en todos sus puntos (siempre por debajo de 0,3), por lo que el
aprendizaje en las capas más alejadas de la capa de salida es casi nulo (ya
que en ellas interviene el producto acumulado de los valores de aprendizaje
de las capas posteriores). Este es el motivo por el que no suele ser posible
entrenar por retropropagación redes neuronales con un número de capas
elevado y ha sido necesario buscar métodos alternativos de aproximación
o estructuras distintas a las feedforward para estos fines.

5.1.1. Codificadores

El uso más habitual de las redes neuronales feedforward ha sido como máqui-
nas de cálculo, pero en esta sección presentamos un uso que será (y ha sido) de
fundamental importancia para los nuevos resultados que se han obtenido con
ellas.

Obsérvese que cuando una red feedforward tiene capas ocultas toda la co-
municación que se produce entre la capa de entrada y la capa de salida pasa
por cada una de las capas ocultas. De esta forma, si estamos intentando aproxi-
mar una función por medio de una red feedforward que tiene una capa oculta,
tras el ajuste de los parámetros de la red (se haga por el procedimiento que se
haga), podemos pensar que la capa oculta mantiene la información necesaria
de los datos de entrada que son necesarios para el cálculo de la función. Por
ello, siempre desde el punto de vista de la función que calcula la red, podemos
decir que la capa oculta codifica los datos de entrada; y los pesos (y bias) que
se han usado definen la función de codificación entre ambos espacios [108]. De
igual forma, podemos entender que la parte de la red original que va desde la
capa oculta que consideremos hasta la capa de salida define una decodificación
hacia el espacio de llegada (ver Figura 5.4.

De forma general, el objetivo de los codificadores neuronales es aprender
una codificación a partir de un conjunto de datos. Si prescindimos de las capas
posteriores (incluida la capa de salida original) y de los parámetros que tienen
asociados, obtenemos una nueva red neuronal que produce como salida una
representación del espacio de entrada en un espacio de dimensión concreta (el
número de neuronas en la capa oculta que se ha considerado). Debemos recordar
que esta representación se consigue como aplicación parcial de una función que
se ha obtenido a partir de una red feedforward completa que aproxima una
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Figura 5.4: Codificador neuronal.

función prefijada y, consecuentemente, la codificación obtenida es relativa a
esta función (y, por supuesto, al proceso de aproximación).

Los autocodificadores son un caso concreto de codificador neuronal en el que
se ha intentado aprender la función identidad y, en consecuencia, las capas de
entrada y salida poseen el mismo número de neuronas. Es decir, el conjunto
de muestras de entrenamiento seŕıa S = {(~x1, ~x1), . . . , (~xN , ~xN)}. Al igual que
ocurre cuando trabajamos con codificadores, cuando la red alcanza un estado
aceptable (es capaz de mostrar una salida suficientemente parecida a la en-
trada para cada uno de los ejemplos), las activaciones en las unidades de las
capas ocultas capturan información del dato original ~x presentado en la capa
de entrada [27].

Si el número de unidades en la capa oculta usada para la codificación difie-
re del número de unidades en la capa de entrada (y salida) estaremos además
haciendo un cambio dimensional al realizar la codificación. De hecho, es uno
de los métodos que pueden usarse para realizar cambios de dimensionalidad
manteniendo las caracteŕısticas estructurales presentes en los conjuntos de en-
trenamiento (por ejemplo, las relaciones de proximidad o similitud).

Si los tamaños de las capas ocultas son los mismos que las capas de entrada
y salida se deben imponer condiciones adicionales para asegurar que no estamos
aprendiendo la función identidad de forma trivial.

Como hemos indicado, en este caṕıtulo usaremos codificadores neuronales
como medio de inmersión de nuestras estructuras de Grafo con Propiedades en
un espacio Rn adecuado. Para ello, haremos uso de redes neuronales entrenadas
con funciones adecuadas con el fin de comprobar hasta qué punto las estructuras
semánticas del grafo se conservan en las propiedades vectoriales de la inmersión.
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Pero antes presentaremos un modelo que ha servido de inspiración para nuestro
trabajo y que realiza un proceso de inmersión de textos en espacios vectoriales
manteniendo muchas propiedades de las estructuras gramaticales presentes en
los textos originales.

5.1.2. Word2vec

La aplicación de los codificadores neuronales a textos ha proporcionado
resultados muy interesantes. En 2013, T. Mikolov et al.[151] presentaron dos
nuevas arquitecturas, denominadas bajo el nombre genérico de word2vec, para
aprender representaciones vectoriales de palabras que tratan de minimizar la
complejidad computacional a la vez que mantener muchas de las propiedades
gramaticales presentes en los textos de donde se extraen: Continuous bag-of-
words (CBOW) y Skip-gram.

El proceso para ambas arquitecturas pasa por una primera fase de prepro-
cesamiento en la que se extrae la información de los textos de los que queremos
aprender las estructuras. Para ello, se fija un vocabulario de trabajo extráıdo a
partir de los textos que sirven de corpus para el aprendizaje. En muchas oca-
siones, este vocabulario es procesado de forma que se trabaja únicamente con
los lemas de las palabras (la ráız informativa de las palabras, eliminando los
prefijos y sufijos que determinan su género, número, forma verbal, etc.), y es
habitual trabajar únicamente con un subconjunto de palabras significativas, eli-
minando lo que se llaman stopwords (palabras vaćıas de significado, tales como
preposiciones, pronombres, art́ıculos, etc). El conjunto de palabras a considerar
dependerá del problema de representación final que queramos obtener.

En esta tarea se define el contexto de una palabra en un texto como el
conjunto de palabras que aparecen en posiciones adyacentes a ella. El tamaño
del contexto, también llamado ventana, es variable y se decide en función de
la codificación a realizar, por lo que se convierte en un parámetro libre de los
modelos que puede ser ajustado para mejorar los resultados.

Las dos arquitecturas presentadas en [151] consisten en redes neuronales ar-
tificiales feedforward con 3 capas: una capa de entrada, una capa oculta (capa
de proyección) y una capa de salida; pero se diferencian en la función objetivo
que intentan aproximar. Por una parte, los codificadores neuronales con arqui-
tectura CBOW toman el contexto de una palabra determinada como entrada
y tratan de predecir dicha palabra en su salida. Por el contrario, los codifica-
dores con arquitectura Skip-gram reciben la palabra como entrada y tratan de
predecir el contexto asociado a ella en su salida. Las capas de entrada y de sa-
lida (de igual tamaño) tendrán tantas neuronas como palabras distintas tenga
el vocabulario, de forma que si ordenamos el vocabulario, V = {w1, . . . , wk},
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entonces la neurona i-ésima de esas capas codificará a wi (es decir, se da una
representación 1-aria del vocabulario) (Figura 5.5).

Figura 5.5: Arquitecturas CBOW y Skip-gram.

La capa de entrada de la red representa un vector de tipo one-hot que
posee una neurona por cada palabra en el vocabulario de tal forma que, para el
caso Skip-gram, la palabra w a ingresar activará (pondrá a 1) la única entrada
asociada a ella en la capa de entrada y el resto de entradas permanecerán a 0,
la red deberá aprender a mostrar por la salida el contexto C asociado a dicha
palabra codificado también a través del vector one-hot en la salida de la red,
de tal forma que se activen sólo las salidas asociadas a las palabras en dicho
contexto C y el resto deberá permanecer a 0. En el caso de la arquitectura
CBOW se ingresa el vector promedio de los vectores contexto asociados a una
palabra determinada y la red deberá aprender a activar sólo la palabra asociada
a dicho contexto en la capa de salida. Ver Figura 5.6. [204].

Figura 5.6: Arquitecturas CBOW y Skip-gram (detalle).

Formalmente, la tarea de entrenamiento supervisado se realizará con el con-
junto de muestras de la forma (w,C) en el caso de la arquitectura Skip-gram, y
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a través de un conjunto de muestras de la forma (C,w) en el caso de la arquitec-
tura CBOW, donde w representa una de las palabras de V , y C representa uno
de los posibles contextos asociados a dicha palabra. Debe tenerse en cuenta que
la misma palabra puede (y normalmente aśı será) aparecer asociada a varios
contextos, y viceversa.

Por ejemplo, dado el siguiente texto:

Creo en la vida eterna en este mundo, hay momentos en que el tiempo se
detiene de repente para dar lugar a la eternidad.

En el caso de que consideremos las preposiciones y los art́ıculos como stop-
words, el vocabulario de dicho texto seŕıa [creer, vida, eterno, mundo, momento,
tiempo, detener, repente, dar, lugar, eternidad] y, si consideramos un tamaño
de contexto 4, ejemplos de posibles pares (w,C) seŕıan:

(eterno, [creer, vida,mundo,momento])

(mundo, [vida, eterno,momento, tiempo)

(momento, [eterno,mundo, tiempo, detener])

El objetivo principal del trabajo de Mikolov et al. es reducir la complejidad
en el modelo neuronal para permitir al sistema aprender a partir de un gran
volumen de datos textuales. Hasta la llegada de word2vec, ninguna arquitectura
de este tipo hab́ıa sido capaz de entrenarse con más de unos pocos millones de
palabras.

Por medio de la relación que se establece entre las palabras del vocabulario
y sus contextos, el modelo captura diferentes tipos de similaridad [154], tanto
funcionales como estructurales, y proporciona una inmersión en el espacio vec-
torial que refleja estas similaridades. Por ejemplo, puede capturar similaridades
entre palabras que juegan el mismo papel en las oraciones en las que intervienen
[152] o incluso encontrar relaciones semánticas más complejas entre conceptos.
Además, estas relaciones se proyectan en relaciones lineales en el espacio vecto-
rial. Por ejemplo, si realizamos operaciones vectoriales entre las palabras (donde
+ representa la suma habitual de dos vectores y − su diferencia) se obtienen
resultados como:

w2v(”Hombre”)− w2v(”Mujer”) + w2v(”Rey”) ≈ w2v(”Reina”)

donde w2v es la codificación obtenida tras el entrenamiento, y que podŕıamos
interpretar como

Hombre es a Mujer como Rey es a ... Reina

que demuestra la potencia de este tipo de codificaciones, siendo capaz de encon-
trar relaciones semánticas subyacentes tan sólo a partir de grandes volúmenes
de textos y el adecuado entrenamiento.



5.2. Trabajos relacionados 171

5.2. Trabajos relacionados

En los últimos años se han desarrollado diferentes métodos que tratan de
aprender representaciones vectoriales de entidades y relaciones en bases de co-
nocimiento [90, 37, 223]. Todas ellas representan las entidades como vectores
en un espacio vectorial determinado y las relaciones como combinación de las
representaciones de las entidades que participan en ella.

En [37] se propone una inmersión de datos multi-relacionales en un espacio
vectorial intentando verificar algunas propiedades adicionales. Concretamente,
se busca una proyección de nodos y tipos de aristas, π, en el espacio vectorial
buscando:

1. Minimizar la distancia d(π(s) + π(l), π(t)) de cada relación (s
l−→ t) exis-

tente (observada) en el conjunto de datos, donde s representa el elemento
origen de la relación, l representa el tipo de relación, y t representa el
elemento destino de la relación.

2. Maximizar las distancias d(π(s′)+π(l), π(t)), d(π(s)+π(l′), π(t)) y d(π(s)+
π(l), π(t′)), donde s′ y t′ representan nodos del grafo, y l′ representa un

tipo de relación del grafo, para los que las relaciones s′
l−→ t, s

l−→ t′ y

s
l′−→ t no existen (relaciones no observadas) en el grafo.

Para mejorar la eficiencia del algoritmo, los autores hacen un muestreo aleatorio
del grafo original, tanto para las relaciones existentes como para las no existen-
tes. El proceso de optimización se realiza posteriormente siguiendo el método del
descenso por el gradiente en modo mini-batch (es decir, por bloques de muestras
de entrenamiento de tamaño prefijado, no todas en cada iteración). En [90], y
con el fin de conseguir mejores resultados en la proyección, los autores siguen
un procedimiento similar pero haciendo uso de una red neuronal siamesa1 en
vez de una red neuronal estándar. En [249] se agrupan algunas de estas técnicas
sobre un mismo marco teórico general que permite la comparación tanto en
complejidad de los modelos como en los resultados.

Pese a la relación existente entre estos trabajos y nuestra aproximación, el
segundo requerimiento que imponen de maximizar las relaciones no observadas
(y que es imprescindible para los resultados que obtienen) va en contra de uno
de los objetivos que perseguimos, ya que no suponemos que el grafo original con
propiedades tenga información completa y, en consecuencia, las relaciones no
observadas pueden deberse a una carencia informativa y no a una inexistencia

1Una red neuronal siamesa es un tipo de red neuronal comparativa compuesta por dos

redes que comparten pesos y arquitectura (cada una recibe un dato a ser comparado) y cuyas

salidas son comparadas mediante una función de distancia.



172 Caṕıtulo 5. Inmersión semántica de grafos con propiedades

real. Aún más, precisamente la predicción de este tipo de relaciones no obser-
vadas es una de las razones por las que buscamos una inmersión en un espacio
que nos ofrezca una capacidad de análisis adicional.

Además, la mayoŕıa de los trabajos que realizan aprendizaje de represen-
taciones vectoriales de entidades y relaciones en bases de conocimiento tienen
como objetivo evaluar la posibilidad de existencia de determinadas relaciones
(Link Prediction), condicionando con un aprendizaje supervisado la represen-
tación de las entidades. En nuestro caso, la codificación que trataremos de
aprender estará sólo condicionada por conseguir representaciones vectoriales
que capturen la similitud de los contextos en los que se encuentran inmersas las
entidades que representan, abriendo aśı la posibilidad de usar estas representa-
ciones a un abanico más amplio de tareas.

DeepWalk [178] es una metodoloǵıa reciente que utiliza codificadores neu-
ronales para representar los nodos de un grafo uni-relacional haciendo uso de
una idea muy similar a la que Mikolov et al. presentaron para la inmersión de
grandes conjuntos de textos en espacios vectoriales. En concreto, en el citado
trabajo el grafo uni-relacional es linealizado a partir de la generación de ca-
minos aleatorios truncados, interpretando los caminos obtenidos como frases y
considerando a partir de ellos un conjunto de entrenamiento con la forma

S = {(n1, C1), . . . , (nN , CN)}

donde ni representa un nodo concreto del grafo y Ci un contexto generado a
partir de dichos caminos aleatorios truncados, es decir, el conjunto de nodos que
aparecen en el mismo camino según el orden de recorrido. Posteriormente, y de
forma completamente equivalente a word2vec, S es utilizado para entrenar un
codificador neuronal con arquitectura Skip-gram y obtener aśı una inmersión de
los nodos del grafo uni-relacional en un espacio vectorial. El método propuesto
no permite trabajar con grafos multi-relacionales grandes de manera eficiente.

En [226] se presenta la metodoloǵıa LINE para aprender una representación
d-dimensional de los elementos inmersos en un grafo uni-relacional a través de
dos fases: primero se aprenden d/2 dimensiones generando caminos aleatorios
en modo Breath-First Search, posteriormente, se aprenden las d/2 dimensiones
restantes haciendo un muestreo de los nodos que están estrictamente a distancia
2 del nodo origen.

Node2vec [95] agrupa y extiende las ideas presentadas en DeepWalk y LINE
ampliando las posibilidades a la hora de construir los caminos aleatorios en el
grafo. Concretamente, desarrollan un algoritmo flexible que, a través de dos
hiperparámetros, permite modificar la generación de los caminos aleatorios que
exploran el entorno de los nodos y dan lugar a su contexto. A partir de dos
estrategias estándar de búsqueda, Breath-First Sampling (BFS) y Depth-First
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Sampling (DFS), los dos parámetros permiten controlar si el camino aleatorio
tiende a una estrategia BFS o DFS. En particular, afirman que un sampleo
guiado por una estrategia BFS da lugar a inmersiones que reflejan la equivalencia
estructural entre las entidades y que un sampleo guiado por una estrategia
DFS da lugar a una inmersión en la que se refleja la homofilia. Por medio de
epxerimentos se evalúa su capacidad para llevar a cabo Multi-Label Classification
y Link Prediction. En este sentido, DeepWalk seŕıa un caso concreto en el que
el valor de ambos parámetros es el mismo.

En ninguno de los trabajos anteriores ([178, 226, 95]) se trabaja con grafos
multi-relacionales, y se limitan las caracteŕısticas a detectar la homofilia y la
equivalencia estructural en las representaciones vectoriales.

En los últimos años han sido publicados algunos trabajos que hacen uso de
Redes Neuronales Convolucionales (CNN) para crear representaciones vectoria-
les de los nodos de un grafo uni-relacional. En [125], el objetivo es aprender una
función que codifique las caracteŕısticas de los nodos de un grafo a partir de una
descripción de las mismas (almacenadas en una matriz de descripciones) y de la
matriz de adyacencias del grafo. También se pueden obtener salidas que repre-
senten el grafo completo aplicando alguna operación de tipo pooling [69]. En [65]
sin embargo, se trabaja con el operador de convolución en el campo de Fourier,
y generalizan las redes convolucionales para pasar de su definición original en
espacios eucĺıdeos regulares de baja dimensión (donde se trabaja naturalmente
con imágenes, v́ıdeos o audios) a poder trabajar con dominios irregulares de alta
dimensión (grafos multi-relacionales obtenidos de redes sociales o de fenómenos
biológicos). En [214] se presenta una extensión del modelo Graph Convolutional
Network [125] denominado Relational Graph Convolutional Network, que per-
mite realizar aprendizaje a través de las operaciones de convolución y pooling
t́ıpicas de las redes convolucionales sobre grafos multi-relacionales.

En [212] se define el modelo Graph Neural Network Model, que convierte el
grafo de datos en una red neuronal recurrente, y cada nodo del mismo en una
red feedforward multi-capa. La combinación de estas estructuras permite llevar
a cabo un aprendizaje en el que muchos de los pesos de la red son compartidos,
reduciendo aśı el coste en el aprendizaje.

En [49] presentan HNE (Heterogeneous Network Embedding), un frame-
work para hacer inmersiones de redes que conectan datos de diferentes tipos
en espacios de baja dimensión utilizando una red neuronal profunda. Como el
aprendizaje que se lleva a cabo es no supervisado, la nueva representación es
adecuada para aplicar cualquier algoritmo de aprendizaje automático ya que no
se ha condicionado el aprendizaje a una tarea determinada. Haciendo uso de
estas representaciones, en [115] se enfrentan a la tarea de asignación automática
de etiquetas a nodos de diferentes tipos en una red heterogénea que no tiene
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tipos en las aristas. El algoritmo que presentan está diseñado para aprender
las dependencias existentes entre los conjuntos de etiquetas asociadas a los di-
ferentes nodos y para inferir las etiquetas asociadas a un nodo explotando las
propiedades del grafo global y las caraceristicas de los nodos vecinos. Para ello,
imponen dos objetivos: (1) intentar agrupar nodos del mismo tipo que estén
conectados (con menos intensidad cuanto más largo sea el camino que los co-
necta), y (2) intentar agrupar nodos de diferentes tipos si comparten contextos.
Para trabajar con grafos con propiedades, representan cada propiedad como un
nodo nuevo.

5.3. Inmersiones de Grafos con Propiedades

La metodoloǵıa que presentamos a continuación hace uso de un codificador
neuronal, similar al usado en la arquitectura CBOW, para codificar los elemen-
tos de un grafo con propiedades en un espacio vectorial adecuado.

Aunque un grafo con propiedades tiene muchos elementos constitutivos, en
una primera aproximación, y con el fin de evaluar hasta qué punto se mantiene la
estructura semántica dada por las aristas, haremos una proyección usando úni-
camente el conjunto de nodos sobre el espacio vectorial. De esta forma, siguiendo
con la analoǵıa que nos ofrece el algoritmo word2vec, nuestro vocabulario será
el conjunto de nodos del grafo (y también sus propiedades asociadas).

Un contexto, C, asociado a un nodo n ∈ V se obtiene seleccionando, alea-
toriamente y con repetición, un número determinado de nodos vecinos a n y
propiedades suyas, independientemente del tipo de relación que los conecta y del
tipo de propiedad. El número de nodos/propiedades seleccionados determina el
tamaño de la ventana de selección.

Siguiendo una metodoloǵıa similar a las vistas en el apartado anterior, gene-
raremos un conjunto de entrenamiento formado por pares (n,C), donde n ∈ V
y C es uno de sus contextos asociados. El conjunto de muestras es utilizado
para entrenar el codificador neuronal y, a continuación, las activaciones de la
capa oculta de la red neuronal se utilizan como representación vectorial de cada
uno de los nodos.

Una vez entrenado el codificador, usaremos estas representaciones vectoriales
para intentar resolver algunas tareas de clasificación y descubrimiento en el
grafo original. Los resultados de estas tareas nos darán una medida de fiabilidad
sobre las inmersiones conseguidas (Figura 5.7). El Algoritmo 8 muestra la forma
en la que obtenemos codificaciones vectoriales de cada vértice en un gafo con
propiedades haciendo uso de una arquitectura tipo CBOW .

En el procedimiento de inmersión los parámetros libres del modelo, que habrá
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Algorithm 8 Graph2Vec(G,N ,ws,D)

1: training set = {}
2: for each 0 < i ≤ N do

3: n = randomly selected element from VG

4: C = {}
5: for each 0 < i ≤ ws do

6: e = randomly selected element from N (n) ∪ µG(n)

7: C = C ∪ {e}
8: end for

9: training set = training set ∪ {(v, C)}
10: end for

11: Train a CBOW -like architecture with D neurons in hidden layer using

training set

12: return The resulting encoding for each element in V

que ajustar en los diversos experimentos para analizar su eficacia y viabilidad,
son:

D, tamaño de la capa oculta, determina la dimensión del espacio vectorial
de inmersión en el que proyectaremos los elementos del grafo.

N , tamaño del conjunto de entrenamiento, número de pares (n,C) utili-
zados para entrenar el codificador.

Tamaño de la ventana de selección, ws, número de vecinos y propiedades
considerados para construir los contextos de nodos de V .

En lo que sigue, notaremos por π : V → RD la proyección que hemos
obtenido a partir del codificador neuronal entrenado.

Debido a que en la implementación y experimentos sobre bases de datos
reales vamos a trabajar con grafos binarios con propiedades (no hipergrafos),
tras haber obtenido una proyección sobre los nodos del grafo, se induce una
proyección de las aristas en el mismo espacio vectorial (que notaremos también
por π):

Definición 39. Si G = (V,E, τ, µ) es un Grafo con Propiedades, y π : V → RD

es una inmersión de los nodos del grafo, damos una extensión de la inmersión

al conjunto de aristas, π : E → RD de la siguiente forma:

e ∈ E, s e→ t, entonces π(e) =
−−−−−→
π(s)π(t)
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Figura 5.7: Representación esquemática de la metodoloǵıa propuesta.

Como las operaciones habituales en espacios vectoriales son de uso exten-
dido en las actuales unidades de cálculo (procesadores y GPUs), esta nueva
representación puede ayudar a desarrollar algoritmos más eficientes para anali-
zar, reparar y extraer información de conjuntos de datos multi-relacionales, en
general, y más concretamente, de bases de datos en grafos. Por ejemplo, algunas
tareas que pueden verse mejoradas con este tipo de inmersiones son:

Clústers formados por nodos/aristas en el nuevo espacio vectorial pue-
den ayudar a asignar propiedades faltantes a los elementos de un grafo
(haciendo uso de relaciones de distancia, linealidad o clusterización, por
ejemplo).

La representación vectorial de los elementos de un grafo puede ayudar a
obtener medidas de similitud entre ellos.

El análisis de los vectores asociados a las diferentes familias de relaciones
(aquellas que comparten un tipo común, o verifican propiedades similares,
por ejemplo) puede ayudar a detectar relaciones faltantes en el conjunto
de datos original pero que en la nueva representación se hacen evidentes
(la disposición de dos nodos cumple con el vector representante de algún
tipo de relación, a pesar de que esa relación no aparece en el grafo).

El análisis de la representación de las aristas que forman caminos en el
grafo original puede ayudar a desarrollar formas más eficientes de detectar
la existencia de dichos caminos en el grafo original.
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5.4. Evaluación Emṕırica

Es momento ahora de realizar una evaluación emṕırica de nuestro método
con dos objetivos claramente diferenciados:

1. analizar que las representaciones vectoriales que se obtienen a partir de
grafos con propiedades mantienen caracteŕısticas semánticas presentes en
los mismos, y

2. evaluar diferentes aplicaciones que hacen uso de la inmersión propuesta
para realizar tareas de clasificación y descubrimiento.

Para hacer estas comprobaciones, las diversas inmersiones que vamos a cal-
cular no recibirán información acerca de los tipos de nodos o aristas que com-
ponen el grafo (formalmente, no recibirán información sobre la función τ). Los
contextos asociados a los diferentes nodos del grafo, y que son utilizados para
crear el conjunto de entrenamiento, son generados seleccionando aleatoriamente
un número (tamaño de la ventana de selección) de nodos vecinos y de valores
de sus diferentes propiedades en µ (sin τ).

Con el objetivo de verificar que determinadas estructuras semánticas pre-
sentes en la representación original G = (V,E, τ, µ) se mantienen en la nueva
representación del grafo analizaremos en qué medida la función τ , que determina
los tipos de cada nodo o arista, puede ser deducida en la nueva representación
a pesar de que el proceso de inmersión de G nunca recibió información sobre
ella. Si es aśı, se verificaŕıa que los tipos asociados a nodos y aristas pueden
ser deducidos a partir de la estructura topológica original de la red y de las
propiedades internas de sus elementos (V,E, µ) haciendo uso de algoritmos de
aprendizaje.

5.4.1. Detalles de la implementación y experimentos

Entre las opciones barajadas, la arquitectura seleccionada para el codificador
neuronal fue la arquitectura CBOW debido a que, a pesar de su simplicidad y
el bajo coste computacional en su entrenamiento, obtiene buenos resultados
en la tarea de capturar relaciones tanto sintácticas como semánticas entre los
elementos codificados [151].

Como en el resto de aproximaciones que hemos realizado hasta el momento,
se ha elegido Python 2.7 como lenguaje de programación para llevar a cabo
la evaluación experimental señalada. Para la implementación de la arquitectura
CBOW se ha utilizado el conjunto de herramientas Gensim2 (versión 0.12.4), ya

2https://radimrehurek.com/gensim
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que presenta grandes avances con respecto a las implementaciones anteriores de
codificadores neuronales, consiguiendo mejoras como: posibilidad de analizar
un corpus con tamaño mayor a la RAM disponible, API más intuitiva, fácil
implantación y nuevas implementaciones (mejoradas y más escalables) de los
algoritmos más populares de este tipo [191, 239]. Además, se ha utilizado Neo4j3

(versión 2.2.5) como sistema de persistencia para los grafos con propiedades
analizados. Para la comunicación con Neo4j desde Python se ha utilizado la
libreŕıa py2neo4 (versión 1.6.4).

Cada experimento de inmersión de los grafos con propiedades (en el espacio
vectorial con los parámetros determinados) se ha repetido 10 veces, valor ex-
perimental que nos ha asegurado que la desviación estándar en los resultados
experimentales con respecto a la predicción de los tipos de nodos y aristas haya
sido inferior al 2 %. En el caso de las tareas relacionadas con Entity Retrieval
estas desviaciones suben hasta el 7,8 %, y en el caso de la obtención de los nodos
destino de un traversal han quedado acotadas por 8,9 %.

En lo relativo a las tareas de aprendizaje y modelos considerados para validar
la inmersión se han utilizado: k-NN, Random Forest y Redes Neuronales. Para
los test de clasificación generales, y salvo que se indique lo contrario, se ha
utilizado k-NN con k = 3.

5.4.2. Datasets

Los experimentos se han llevado a cabo en 3 grafos con propiedades di-
ferentes. Dos de ellos son ampliamente conocidos por la comunidad cient́ıfica
relacionada con el análisis de datos semánticos: WordNet y TheMovieDB. El
tercero es un conjunto de datos desconocido para la comunidad denominado
Ecuadorian Intangible Cultural Heritage.

Los conjuntos de datos han sido parcialmente manipulados para reducir su
tamaño y complejidad por motivos de eficiencia. La Tabla 5.1 muestra algunas
estad́ısticas sobre los conjuntos de datos tal y como han sido empleados en los
experimentos.

A continuación damos algunos detalles acerca de cada uno de estos conjun-
tos para contextualizar las caracteŕısticas que encontraremos en los resultados
obtenidos.

WordNet R© [79] es una base de datos de nombres, verbos, adjetivos y ad-
verbios de la lengua inglesa. Es uno de los recursos más importantes en el área
de lingǘıstica computacional, y se ha construido como una combinación de dic-

3http://neo4j.com
4http://py2neo.org
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Tabla 5.1: Estad́ısticas de los datasets
Relation types Node Types Nodes Relations

WordNet 12 4 97.539 240.485

TheMovieDB 4 5 66.020 125.624

EICH 10 11 38.990 55.358

Tabla 5.2: Tipos de aristas en WordNet

also, domain category, domain member usage, domain region,

domain usage, hypernym, hyponym, instance hyponim

member meronym, part holonym, part meronym,member holonym.

cionario y tesauro, ideado para que su uso sea intuitivo. Nació en el Laboratorio
de Ciencias Cognitivas de la Universidad de Princeton gracias a la aportación
de numerosos lingüistas, estudiantes e ingenieros de software, con el objetivo de
dar soporte al análisis automático de textos y a diversas aplicaciones de Inteli-
gencia Artificial, con un claro énfasis en aquellas que precisan del tratamiento
semántico del lenguaje. Cada elemento en la base de datos representa lo que
se ha llamado un synset : una lista de palabras sinónimas, y las relaciones que
se establecen entre los elementos se dan tanto a nivel léxico como semántico,
razón por la cual Wordnet ha sido ampliamente usada en el análisis sintáctico
de textos y en entornos de extracción automática de información semántica.

Para este trabajo hemos utilizado una sección de la versión 3.0, considerando
únicamente las entidades que están conectadas con relaciones pertenecientes a
los tipos que se muestran en la Tabla 5.2 (de manera similar a [90]), obteniendo
de esta forma un grafo con 97.593 nodos y 240.485 relaciones. Ejemplos de
relaciones consideradas en WordNet son:

correction
hyponim→ retribution

spasm
domain category→ pathology

En la Figura 5.8 mostramos la distribución por tipos de nodos y aristas en
el grafo obtenido a partir de la sección de WordNet considerada, y la Figura
5.9 muestra una representación gráfica del esquema de datos presente en este
dataset.

Por las caracteŕısticas de la base de datos, las aristas no poseen propiedades,
y los nodos presentan las siguientes propiedades:

id: Identificador único del synset en la base de datos.
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lexical domain: Dominio léxico al que pertenece el synset. Esta propie-
dad ha sido manipulada para nuestros experimentos, ya que originalmente
contiene el tipo de synset (tipo de nodo) y es precisamente uno de nuestros
objetivos de predicción para evaluar la corrección de la inmersión realiza-
da. Ejemplos de cambios realizados son: noun.substance / substance, o
verb.perception / perception.

label: Etiqueta escrita en lenguaje natural definiendo el conjunto de pala-
bras pertenecientes al synset. Ejemplos de esta propiedad son: sexual ac-

tivity o scientific method.

(a) Distribución de nodos por tipo. (b) Distribución de aristas por tipo.

Figura 5.8: Distribución de nodos y aristas en WordNet.

Figura 5.9: Esquema de datos de WordNet.
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TheMovieDB (TMDb)5 es un conjunto de datos que contiene información
sobre actores, peĺıculas y contenidos de televisión. TMDb empezó en el año 2008
como un proyecto para ayudar a recopilar imágenes en alta resolución sobre
peĺıculas, pero se ha convertido en una gran bases de datos sobre peĺıculas
con una comunidad on-line altamente participativa y, en la actualidad, es la
mayor base de datos de cine con acceso libre. Para nuestros experimentos hemos
considerado todas las entidades de TMDb que están conectadas por relaciones
pertenecientes a los tipos acts in, directed, genre y studio, obteniendo un
grafo con 66.020 nodos y 125.624 relaciones. Ejemplos de las relaciones presentes
en TMDb son:

steven spielberg
directed→ jurassic park

keanu reeves
acts in→ the matrix

En la Figura 5.10 se muestra la distribución por tipos de nodos y aristas en el
suconjunto de TMDb considerado y la Figura 5.11 muestra una representación
gráfica del esquema de datos presente en este dataset.

(a) Distribución de nodos por tipo. (b) Distribución de aristas por tipo.

Figura 5.10: Distribución de nodos y aristas en TMDb.

Figura 5.11: Esquema de datos de TMDb.

Cabe destacar que los tipos Actor y Director están solapados, concreta-
mente, en nuestro conjunto existen 44.097 nodos que sólo tienen asignado el

5Disponible en https://www.themoviedb.org
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tipo Actor, 5.191 nodos que sólo tienen asignado el tipo Director, y 846 nodos
que poseen los tipos Actor y Director al mismo tiempo (nodos multi-tipo).

Las aristas en esta base de datos no poseen propiedades, y en los nodos se
han considerado las siguientes propiedades:

name: Propiedad presente en todos los nodos del grafo y que los identifica.
Ejemplos de esta propiedad son Keanu Reeves, o The Matrix.

language: Propiedad presente en los nodos de tipo MOVIE, indica la lengua
original en la que la peĺıcula fue rodada. Ejemplos de esta propiedad son
en (inglés), o es (español).

Ecuadorian Intangible Cultural Heritage (EICH o Base de Datos del
Patrimonio Cultural Inmaterial del Ecuador) corresponde a una sección de la
base de datos del Instituto Nacional de Patrimonio Cultural Ecuatoriano 6 que
contiene 38.990 nodos y 55.358 relaciones distribuidas a través de 11 tipos de
nodos y 10 tipos de aristas, con información sobre el patrimonio cultural inma-
terial del Ecuador. Esta base de datos es la más heterogénea de las 3 analizadas,
presentando mayor tipoloǵıa tanto en nodos como en aristas, y además sus ele-
mentos poseen más propiedades que las de los elementos de las otras dos bases
consideradas. Ejemplos de relaciones en EICH son:

quito
localizacion→ pichincha

canciones tradicionales pastaza
lengua→ achuar

En la Figura 5.12 se muestra la distribución de nodos y aristas en EICH según
sus tipos y en la Figura 5.13 mostramos una representación gráfica del esquema
de datos presente en este dataset.

Las aristas en esta base de datos no poseen propiedades, y las propiedades
consideradas en los nodos son:

Descripcion: Está presente en todos los nodos y los identifica. Ejemplos
de esta propiedad son Pichincha, o Juegos Rituales o Festivos.

Denominacion2: Presente en algunos nodos de tipo Inmaterial. Ofre-
ce una denominación alternativa a la que se encuentra almacenada en
Descripción.

Denominacion3: Presente en algunos nodos de tipo Inmaterial. Ofrece
una denominación alternativa a las que se encuentran almacenadas en
Descripción y Denominacion2.

6Accesible desde http://www.inpc.gob.ec
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(a) Distribución de nodos por tipo. (b) Distribución de aristas por tipo.

Figura 5.12: Distribución de nodos y aristas en EICH.

EntidadInvestigadora: Presente en los nodos de tipo Inmaterial. In-
dica la entidad que anotó dicho patrimonio inmaterial en la base de datos.

FotoFotografo: Presente en algunos nodos de tipo Inmaterial. Indica
la persona que realizó la fotograf́ıa asociada a un patrimonio inmaterial,
en caso de que exista.

AnioFoto: Presente en algunos nodos de tipo Inmaterial. Indica el año
en el que se tomó la fotograf́ıa asociada a un patrimonio inmaterial, en
caso de que exista.

Tipo: Presente en los nodos de tipo Anexo. Indica el tipo de anexo asocia-
do a un patrimonio inmaterial, puede tomar los valores: audio, archivo,
imagen y video.

Original: Presente en los nodos de tipo Anexo. Indica el nombre del fi-
chero asociado al que hace referencia.

Si medimos, de forma muy primitiva, la riqueza semántica de un nodo como:

rs(n) = #(N (n)) + #(dom(µ(n)))

es decir, la suma de la cantidad de relaciones en las que participa más la cantidad
de propiedades que posee, podemos construir el histograma de riqueza semántica
para cada uno de los conjuntos de datos anteriores (Figura 5.14). En el caso de
WordNet, el promedio de riqueza semántica es 5, 56, en el caso de TMDb es 3, 21
y en el caso de EICH es 7, 86. Esta información puede ayudarnos a entender
la composición de los casos estudiados y la interpretación de los resultados
obtenidos.
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Figura 5.13: Esquema de datos de EICH.

Evaluación de la inmersión

Como se ha puesto de manifiesto, la inmersión que podemos hacer de un gra-
fo con propiedades no es única, y no solo porque técnicamente es el resultado
de una codificación neuronal que depende del proceso de entrenamiento com-
pleto, sino porque depende además de algunos hiperparámetros que intervienen
en la ejecución del algoritmo, como son la dimensión del espacio de inmersión,
el tamaño de la ventana utilizada para tomar los contextos de cada elemento,
y el conjunto de entrenamiento (tanto del tamaño del conjunto, como de los
elementos concretos que lo forman).

Ante esta situación, un primer problema que nos encontramos es determinar
un proceso de evaluación que permita medir la bondad de las distintas inmer-
siones, indicando hasta qué punto son más o menos válidas. Tal y como mencio-
namos anteriormente, y teniendo en cuenta que uno de los objetivos deseados
en las inmersiones es que mantengan las propiedades semánticas existentes en
los datos originales, hemos decidido evaluar la capacidad de las nuevas repre-
sentaciones para realizar tareas posteriores de clasificación automática haciendo
uso de las nuevas representaciones obtenidas.
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(a) WordNet (b) TMDb

(c) EICH

Figura 5.14: Riqueza semántica (inferiores a 20).

5.4.3. Predicción de Tipos de Nodos

Como primera prueba intentaremos predecir la función τ que asocia tipos a
los nodos del grafo y que, como comentamos anteriormente, no se proporciona
durante el proceso de entrenamiento que calcula la inmersión. Por supuesto,
de la misma manera que podemos intentar predecir la función τ , podŕıamos
hacer una evaluación para predecir cualquier valor de la función µ que asigna
diferentes propiedades a los elementos del grafo, pero teniendo la precaución de
que la caracteŕıstica evaluada no haya sido utilizada durante el entrenamiento
de inmersión.

Una primera intuición acerca de que las inmersiones conseguidas mantienen
las estructuras semánticas (concretamente, el tipo de cada nodo) la podemos
obtener analizando cómo se distribuyen los diversos tipos en el espacio vectorial
sobre el que se ha hecho la inmersión.

La figura 5.15 muestra dos proyecciones de una sección de la inmersión
obtenida para el grafo TMDb. La representación de la izquierda muestra una
selección aleatoria de los vectores asociados a los nodos de tipo Movie y Actor

haciendo uso de una inmersión en un espacio de dimensión 200 (que ha sido
proyectada posteriormente sobre un espacio bidimensional haciendo uso de la
técnica Multi-Dimensional Scaling [38] para facilitar su visualización), mientras
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Figura 5.15: Representaciones 2D de nodos de tipo Movie y Actor en TMDb.

Tabla 5.3: Parámetros de inmersión
N D Tam. ventana Predicción

TMDb 400.000 150 3 ' 72 %

WordNet 1.000.000 50 8 ' 96 %

EICH 300.000 20 2 ' 83 %

que la representación de la derecha muestra la misma sección del grafo haciendo
uso de una inmersión sobre un espacio de dimensión 2 directamente. A pesar
de que la reducción de dimensionalidad considerada es a todas luces excesiva
(pero necesaria para poder visualizar estos conjuntos en estas páginas), ambas
representaciones muestran que las inmersiones de los nodos del grafo TMDb no
se distribuyen aleatoriamente respecto del tipo, sino que siguen ciertos patrones,
lo que evidencia que, en efecto, la inmersión obtenida mantiene información
relativa al tipo de los nodos a pesar de que, como comentamos, la función τ
nunca ha sido utilizada en su construcción.

Además de la libertad de elección en los parámetros que intervienen en la
codificación, encontramos algunos grados de libertad adicionales al decidir qué
máquina de aprendizaje se usará posteriormente para clasificar la inmersión
de los nodos del grafo. Como primera aproximación, y a pesar de la alta car-
ga computacional que demanda, se ha realizado un estudio exhaustivo de los
parámetros libres del modelo haciendo uso del método de clasificación k-NN
para explorar la dependencia que muestra la inmersión respecto del parámetro
k. La razón por la que se ha elegido este modelo se centra en dos aspectos fun-
damentales: solo depende de un parámetro propio (el valor de k), que se sabe
que funciona relativamente bien para k = 3 de forma general; y, a pesar de
su simplicidad, proporciona resultados robustos que sirven de primer nivel de
comparación para otros modelos de clasificación más sofisticados.

La Tabla 5.3 muestra valores de los parámetros en los que se han obteni-
do resultados de clasificación buenos usando k-NN como modelo posterior de
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aprendizaje (con k = 3). La Figura 5.16 (al final de este caṕıtulo) muestra los re-
sultados de este análisis para los tres datasets considerados, donde se consiguen
tasas de predicción superiores al 70 % para todos ellos.

En todos los casos se cumple que el tamaño del conjunto de entrenamien-
to, N , óptimo para realizar la predicción automática de los tipos de nodo es
proporcional al número de nodos en el grafo. Tanto EICH como TMDb (para
WordNet no conocemos el valor óptimo, porque es creciente en el rango analiza-
do) muestran una reducción en la tasa de predicción a partir del valor óptimo,
esto puede deberse a un sobreajuste relacionado con la existencia de nodos de
diferentes tipos que poseen la misma etiqueta.

Respecto a la dimensión del espacio vectorial, se pueden observar leves cam-
bios cuando aumentamos D por encima de 10-15, una dimensión relativamente
baja, pero es casi imperceptible.

El estudio del parámetro tamaño de la ventana de selección muestra que se
requieren valores pequeños de este parámetro para obtener buenos resultados
en la predicción del tipo asociado a los nodos. Es importante señalar que la
mejor predicción no se consigue en ningún caso con un tamaño de la ventana de
selección igual a 1, ya que esto supondŕıa que el sistema no necesita recibir pares
nodo-contexto como elementos del conjunto de entrenamiento sino que bastaŕıa
con mostrarle instancias de las relaciones/propiedades presentes en cada nodo.

Comparación con otros modelos de predicción

Una vez fijados los parámetros de la inmersión que proporciona la Tabla
5.3, procedemos a comparar la capacidad predictiva con algunos métodos au-
tomáticos de clasificación sobre la misma tarea. Concretamente, compararemos
estos resultados con los obtenidos a través de redes neuronales feedforward y
Random Forest.

En la Figura 5.17 (también al final de este caṕıtulo) se muestran los resul-
tados obtenidos. La gráfica (a) muestra la variación de los resultados propor-
cionados por k-NN cuando vaŕıa el valor k; en (b) se muestran los resultados
arrojados por Random Forest cuando se modifica el número de árboles; final-
mente, en (c) se muestran los resultados de la red neuronal cuando se modifica
el número de neuronas en la capa oculta. En cualquier caso, los valores de los
parámetros de estos modelos se mantienen relativamente bajos para la tarea
que se está llevando a cabo.

También presentamos las matrices de confusión promediadas tras realizar 10
experimentos utilizando los parámetros óptimos indicados anteriormente: Word-
Net (Tabla 5.4), TMDb (Tabla 5.5), y EICH (Tabla 5.9, al final del caṕıtulo).
Estas matrices capturan las similitudes semánticas entre los tipos de nodo. En
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Tabla 5.4: Matriz de confusión: Predicción de tipos de nodos (WordNet)

adjective verb noun adverb

adjective 90.01 % 1.75 % 8.2 % 0.05 %

verb 0.44 % 88.36 % 11.19 % 0.0 %

noun 0.2 % 1.56 % 98.23 % 0.01 %

adverb 10.16 % 1.63 % 29.27 % 58.94 %

Tabla 5.5: Matriz de confusión: Predicción de tipos de nodos (TMDb)

Director Movie Genre Studio Actor

Director 11.45 % 9.54 % 0.02 % 1.48 % 77.51 %

Movie 6.51 % 65.8 % 0.02 % 0.29 % 27.37 %

Genre 9.66 % 33.79 % 2.07 % 3.45 % 51.03 %

Studio 9.66 % 8.49 % 0.01 % 1.23 % 80.61 %

Actor 5.77 % 7.87 % 0.0 % 0.7 % 85.66 %

EICH, por ejemplo, Canton, Parroquia y Provincia muestran un comporta-
miento solapado debido a que todos ellos representan información geoespacial.
En TMDb ocurre algo similar, ACTOR y DIRECTOR aparecen relacionados debido
a que, como comentamos, existen numerosos nodos en esta base de datos que
tienne ambos tipos.

5.4.4. Predicción de Tipos de Aristas

De forma similar al caso anterior, pasamos a realizar ahora un estudio orien-
tado a determinar la bondad que presentan las inmersiones en la predicción de
los tipos de aristas, que tampoco han sido usados en el proceso de entrenamiento
del codificador neuronal.

La figura 5.18 muestra una proyección bidimensional (obtenida también apli-
cando el método MDS) de un conjunto de aristas seleccionadas aleatoriamen-
te del conjunto de datos TMDb. Se puede observar que las aristas de tipo
Genre no forman un único cluster, sino que está conformado por un conjunto
de clústers periféricos que corresponden a los valores Action, Comedy, Drama,

Documentary, Horror y Crime, mostrando un comportamiento semántico di-
ferente al del resto de tipos. Esto podŕıa indicarnos que Genre quizás no forma
un tipo único desde el punto de vista semántico, y que su comportamiento re-
fleja información acerca de cierta heterogeneidad que ha sido incluida en las
decisiones de diseño al formar la base de datos original. Es aqúı donde este
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tipo de análisis muestra caracteŕısticas que lo pueden hacer adecuado para ser
usado como normalizador adicional a las bases de datos que cubre información
semántica y no solo estructural.

Figura 5.18: Representación 2D aristas de TMDb.

En la Figura 5.19 (también al final del caṕıtulo) se muestran los resultados
de la eficiencia de k-NN respecto a cambios en los parámetros de la inmersión.
Teniendo en cuenta que el porcentaje de acierto está por encima del 80 % en
todos los conjuntos de datos estudiados (incluso superando el 95 % en alguno de
ellos), podemos concluir que la metodoloǵıa seguida para la inmersión mantiene
las propiedades semánticas también respecto de las aristas.

En general, podemos observar que el tamaño del conjunto de entrenamiento
necesario para obtener buenos resultados a la hora de predecir los tipos de las
aristas es superior al requerido para realizar una buena predicción de los tipos
de nodo para los tres datasets analizados. Además, observando los resultados
descubrimos que, a pesar de que WordNet es el grafo con propiedades que
mejores resultados ofrećıa en la predicción del tipo de los nodos, en el caso de
la predicción de aristas se consiguen mejores resultados para EICH, logrando
tasas con un valor ' 97 % para los parámetros de la inmersión estudiados.

Al igual que en el caso anterior, las inmersiones requieren una dimensión
relativamente baja, con pequeños cambios a partir de D = 15.

El comportamiento en la predicción de tipos de aristas según el tamaño de
la ventana de selección muestra valores más elevados que los requeridos para la
predicción en los tipos de nodos (superior a 20). En cualquier caso, es importante
señalar que, de nuevo, la mejor predicción no se consigue en ningún caso con un
tamaño de la ventana de selección igual a 1, lo que evidencia que muestrear los
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Tabla 5.6: Matriz de confusión: Predicción de tipos de aristas (TMDb)

GENRE DIRECTED STUDIO ACTS IN

GENRE 99.51 % 0.02 % 0.21 % 0.26 %

DIRECTED 0.01 % 15.28 % 2.04 % 82.67 %

STUDIO 0.13 % 7.22 % 62.87 % 29.79 %

ACTS IN 0.01 % 4.75 % 0.94 % 94.3 %

contextos locales de un nodo consigue mejores resultados que el que se podŕıa
conseguir capturando sólo las relaciones binarias entre los nodos que ofrecen las
aristas.

Comparación con otros modelos de predicción

Siguiendo la misma metodoloǵıa que para tipos de nodos, en la Figura 5.20
(al final del caṕıtulo también) se muestran los resultados obtenidos por los tres
métodos de clasificación automática utilizados en el apartado anterior. Estas
tareas de clasificación se han realizado con inmersiones que hacen uso de los
parámetros presentados en la tabla 5.3, y se analizan modificando los mismos
hiperparámetros de cada modelo concreto.

Las matrices de confusión tras promediar 10 experimentos para cada grafo
se muestran en: TMDb (Tabla 5.6), EICH (Tabla 5.10), WordNet (Tabla 5.8),
poniendo en evidencia que las inmersiones capturan similitudes entre diversos
tipos de aristas. En el caso de EICH los tipos de aristas relacionados con infor-
mación geo-espacial muestran un comportamiento solapado con las aristas de
tipo LENGUA, debido a que existe una correlación entre las lenguas habladas y
los territorios en los que se habla. WordNet muestra un comportamiento similar
entre tipos de aristas hypernym y hyponim, debido a que tienen un comporta-
miento semántico similar. En el caso de TMDb, como era de esperar, las aristas
de tipo DIRECTED se confunden con las aristas de tipo ACTED IN debido al so-
lapamiento entre los tipos de nodo ACTOR y DIRECTOR que intervienen en las
mismas.

Los resultados experimentales correspondientes a la clasificación automática
muestran que, para los conjuntos de datos analizados, la metodoloǵıa propuesta
conserva la semántica asociada a los tipos de aristas y muestra que la inmersión
obtenida es capaz de detectar similitudes semánticas entre los tipos de aristas.

Cabe destacar que, debido a que pueden existir aristas de diferentes tipos
entre el mismo par de nodos, el resultado en la predicción en el tipo de arista
entre dos nodos puede haberse visto afectado. Si estamos tratando de predecir
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el tipo de una arista entre dos nodos sólo a partir de las posiciones vectoriales
de dichos nodos, y entre ellos existen aristas de diferentes tipos, la solución no
es única, ya que cualquiera de estos tipos seŕıa una solución válida. Este hecho
no se ha tenido en cuenta a la hora de llevar a cabo los experimentos, por lo que
los resultados en la predicción de tipos de aristas suponen un ĺımite inferior y
podŕıan ser mejorados teniendo en cuenta que la respuesta correcta no es única.

5.4.5. Entity Retrieval

Para seguir poniendo a prueba la bondad de las inmersiones que conseguimos
respecto a la semántica interna de los grafos, y para poner de manifiesto su
utilidad en otras tareas de predicción, vamos a evaluar hasta qué punto somos
capaces de predecir relaciones faltantes haciendo uso de las inmersiones.

Para ello, consideraremos un subconjunto de aristas, E ′ ∈ E, que pertenecen
al grafo original G = (V,E, τ, µ) y que posteriormente eliminaremos, consiguien-
do un subgrafo del anterior, G′ = (V,E \ E ′, τ, µ), sobre el que entrenaremos
la inmersión. Posteriormente, trataremos de obtener el nodo destino asociado a
cada arista en E ′ usando únicamente su nodo origen y π(G′).

Formalmente, dada una arista e = (s, t) ∈ E ′, y dado el tipo de la rela-
ción, τ(e), que ha sido eliminada de manera previa a la inmersión del grafo,
trataremos de obtener t a partir de π(G′), τ(e) y s. Esta tarea de obtener el
target de una relación dado el nodo origen y el tipo de la misma es denominada
habitualmente en la literatura como Entity Retrieval [48].

Vamos a utilizar el vector representante de los tipos para obtener el nodo
destino de las relaciones faltantes, que definimos como:

Definición 40. Dado un grafo con propiedades G = (V,E, τ, µ), el vector re-

presentante, π(ω), asociado a un tipo de arista ω ∈ τ(E), es el vector promedio

de todos los vectores que representan a aristas de tipo ω.

Si denotamos Eω = τ−1({ω}) = {e ∈ E : τ(e) = ω}, entonces:

π(ω) =
1

#(Eω)

∑
e∈Eω

π(e)

Si queremos obtener un candidato del destino de una relación e a partir del
origen haciendo uso del vector representante de la relación y del vector asociado
al nodo origen, basta hacer:

π(te) = π(s) + π(τ(e))
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Tabla 5.7: Ranking de Entity Retrieval usando la relación hypernym

foam spasm justification neconservatism

1 hydrazine ejection reading pruritus

2 pasteboard rescue explanation conservatism

3 silicon dioxide putting to death analysis sight

4 humate sexual activity proposition hawkishness

5 cellulose ester behavior modification religious doctrine coma

6 synthetic substance disturbance accusation scientific method

7 silver nitrate mastectomy assay autocracy

8 cast iron sales event confession judiciousness

9 sulfide instruction research reverie

10 antihemorrhagic factor debasement discouragement racism

El vector π(te) representa la posición a la que apunta el vector representante
de τ(e) desde el vector que representa el nodo origen π(s) de la relación e. Una
vez obtenido el vector π(te) podemos obtener un ranking para los nodos del
grafo, que se puede construir a partir de las distancias a π(te) de cada vector
asociado a los nodos del grafo original, de tal manera que los nodos que más cerca
se encuentren del vector π(te) serán posicionados en las primeras posiciones de
dicho ranking.

En la tabla 5.7 se muestran los diez primeros resultados del ranking obtenido
tras aplicar Entity Retrieval a través del vector representante, π(hypernym),
de las relaciones de tipo hypernym a diferentes nodos origen del grafo WordNet,
los resultados están filtrados de tal manera que sólo se muestran los nodos de
tipo NOUN.

Como nuestra metodoloǵıa para construir la inmersión se realiza a partir de
muestras aleatorias de diferentes contextos locales del grafo, es posible que en
algunos casos el nodo origen de la relación no haya sido considerado en ningún
momento y, por tanto, no podamos construir su representación vectorial. Para
que este hecho no afecte a los resultados, en estos casos la arista no podrá ser
evaluada y no influirá en el resultado experimental obtenido.

Para evaluar la bondad de la inmersión respecto de esta tarea haremos uso de
la métrica Mean Reciprocal Rank, una métrica habitual en el área de Information
Retrieval, y que ha sido utilizada en varios estudios de este tipo [48, 250].

Definición 41. El Reciprocal Rank asociado a un resultado concreto, en una

lista de posibles respuestas dada una consulta, es el inverso de la posición que

ocupa ese resultado en dicha lista. El Mean Reciprocal Rank (MRR) es el pro-
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medio de los Reciprocal Ranks de todos los resultados en la lista asociada a una

consulta determinada:

MRR =
1

|Q|

|Q|∑
i=1

1

ranki

donde Q representa el conjunto de consultas a evaluar y ranki la posición que

ocupa en cada ranking la respuesta correcta.
En la Figura 5.21 se muestran los resultados obtenidos usando esta métrica

sobre los datasets EICH, TMDb y WordNet en función del tamaño del conjunto
de entrenamiento utilizado para realizar la inmersión, y eliminando del ranking
aquellos nodos que no son del tipo que indica el nodo destino del tipo de rela-
ción evaluada. Como se puede observar en la gráfica, el método propuesto para
llevar a cabo este tipo de tareas produce unos excelentes resultados que mejoran
cuanto mayor es el conjunto de entrenamiento (en este caso, es un problema de
multi-clasificación, por lo que no se pueden esperar resultados que se acerquen
al 100 %).

Figura 5.21: Análisis MRR en Entity Retrieval.

Este buen comportamiento nos permite obtener ciertas conclusiones sobre
la estructura que los diferentes vectores (asociados a nodos y aristas) forman
en la nueva representación: si el vector representante sirve para obtener el nodo
destino de una arista significa que existe poca desviación entre las aristas del
mismo tipo. Por otro lado, los nodos origen y destino del tipo de arista que
se usa deben estar lo suficientemente dispersos para que, utilizando el vector
representante, se consigan buenos resultados en cuanto a tareas relacionadas
con Entity Retrieval.
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5.4.6. Inmersión de caminos tipados

Por último, y solo a modo de demostración de las posibilidades que abre
el tener una correcta representación vectorial de los elementos de un grafo con
propiedades, presentamos una técnica basada en la inmersión para obtener el
nodo destino de un camino tipado dado el tipo del camino y el nodo origen del
mismo.

Un camino tipado no es más que la sucesión de tipos en nodos y aristas que
corresponde a un camino dentro del grafo (en algunos contextos a estos caminos
tipados se les conoce como traversals, pero preferimos no usar esta nomenclatura
debido al solapamiento que produce con los traversals como métodos de consulta
en determinados lenguajes de consulta sobre grafos). Formalmente:

Definición 42. Un camino tipado de un grafo con propiedades G = (V,E, τ, µ)

es una sucesión

T = t1
r1→ t2

r2→ . . .
rq→ tq+1

donde ti ∈ τ(V ) (es un tipo válido para los nodos) y ri ∈ τ(E) (es un tipo

válido para las aristas). Denotaremos por Tp(G) el conjunto de posibles caminos

tipados de G.

Definición 43. En las condiciones anteriores, podemos definir la aplicación

Tp que asocia a cada posible camino tipado de G el conjunto de caminos que

verifican el patrón de tipos especificado por él:

Tp : Tp(G)→ P(G)

tal que si T = t1
r1→ t2

r2→ . . .
rq→ tq+1, entonces para todo ρ ∈ Tp(T ) se verifica

que:

1. τ(sopV (ρ)) = (t1, . . . , tq+1).

2. τ(sopE(ρ)) = (r1 . . . , rq).

Nuestro objetivo es obtener el nodo destino de un camino existente dado
el nodo origen del mismo y el camino tipado que verifica. En este caso no eli-
minamos los tipos antes de realizar la inmersión, pues no tratamos de hacer
predicción sino de ofrecer un nuevo mecanismo para la obtención del nodo des-
tino de un camino que permita mejorar los tiempos que requieren este tipo de
consultas, ya que en los sistemas tradicionales tienen un coste computacional
muy elevado.

Para ello, definimos el vector representante de un camino de forma similar
a como lo hicimos en la tarea anterior (que realmente se puede considerar un
caso particular de camino tipado para caminos de longitud 1).
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Definición 44. El vector representante de un camino, n1
ρ
 n2, en un grafo con

propiedades, es el vector que separa la representación vectorial del nodo origen

del camino, π(n1), y la representación vectorial del nodo destino del mismo,

π(nk). Es decir:

π(ρ) =
−−−−−−−→
π(n1)π(nk) = π(nk)− π(n1)

El vector representante asociado a un camino tipado, T , es el vector prome-

dio de todos los vectores que verifican el patrón de tipos especificado por T , es

decir:

π(T ) =
1

|Tp(T )|
∑

ρ∈Tp(T )

π(ρ)

Como ocurŕıa con los tipos de aristas, es posible que en algunos casos el
nodo origen del camino no haya sido tomado en la muestra de la inmersión y,
por tanto, no exista su representación vectorial. En estos casos, dicho camino
no podrá ser evaluado y no influirá en el resultado experimental obtenido.

A partir de esta definición se han realizado experimentos para evaluar la
tarea de obtener el nodo destino de un camino dado el nodo origen y el vector
representante del camino tipado asociado. Para ello, hemos filtrado los nodos
destino según el tipo indicado por el último elemento de la secuencia que define
el camino tipado y hemos utilizando de nuevo la métrica MRR presentada en el
apartado anterior. Los experimentos han sido realizados sobre el dataset EICH
debido a que presenta una estructura más compleja en sus tipos que el resto de
datasets y permite la construcción de caminos tipados más complejos.

En la figura 5.22 se muestran los resultados obtenidos en los experimentos
haciendo uso de los siguientes caminos tipados (los tipos de los nodos se repre-
sentan en minúsculas, y los de las aristas se omiten porque representan el único
tipo de arista que permite el esquema mostrado en la figura 5.13):

1. T1 = (Inmaterial
r1→ DetSubambito

r2→ Subambito
r3→ Ambito)

Está asociado a caminos de longitud 3 y contiene información sobre a qué
Ambito (existen 5 ámbitos diferentes en EICH) pertenece cada elemento
del patrimonio inmaterial almacenado en el grafo.

2. T2 = (Inmaterial
r1→ Parroquia

r2→ Canton
r3→ Provincia)

Está asociado a caminos de longitud 3 y contiene información sobre a
qué Provincia (existen 24 provincias diferentes en EICH) pertenece cada
elemento del patrimonio inmaterial almacenado en el grafo.
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Figura 5.22: Análisis MRR en caminos tipados.

En los resultados se aprecia el buen desempeño de la tarea propuesta para
caminos tipados de tipo T1, cercana al 70 %, para un tamaño del conjunto
de entrenamiento de tamaño superior a 3 millones, (o superior). En el caso
del camino tipado T2, sin embargo, su resultado tiende a empeorar cuando
aumentamos el tamaño del conjunto de entrenamiento por encima de 1 millón,
llegando a estar por debajo del 25 %. En cualquier caso, el problema asociado a
T2 es considerablemente más complejo, ya que hay más de 20 provincias, frente
a los 5 posibles ámbitos para el primer caso.

Aunque, por supuesto, haŕıan falta más pruebas para validar la validez de
esta metodoloǵıa, esta aplicación muestra que un sistema como éste podŕıa
utilizarse para aproximar el resultado de consultas a larga distancia en bases
de datos, que son especialmente ineficientes en el caso de los sistemas clásicos
de persistencia, por lo que la inmersión se presenta como una alternativa in-
teresante que, aunque reduciendo la fiabilidad del resultado, permite agilizar
enormemente la carga computacional requerida.
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(a) En función del tamaño del conjunto de entrenamiento.

(b) En función del número de dimensiones.

(c) En función del tamaño de la ventana de selección.

Figura 5.16: Análisis de la inmersión (predicción de tipos de nodo).
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(a) k-Nearest Neighbor.

(b) Random Forest.

(c) Red Neuronal Artificial.

Figura 5.17: Análisis clasificación tipos de nodo por diferentes métodos.
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(a) En función del tamaño del conjunto de entrenamiento.

(b) En función del número de dimensiones.

(c) En función del tamaño de la ventana de selección.

Figura 5.19: Análisis de la inmersión (predicción de tipos de arista).
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(a) k-Nearest Neighbor.

(b) Random Forest.

(c) Red Neuronal Artificial.

Figura 5.20: Análisis clasificación tipos de arista por diferentes métodos.





Caṕıtulo 6

Conclusiones y Trabajo Futuro

Como se ha comentado en diversos apartados de esta memoria, y a pesar

de su potencial, el aprendizaje automático que hace uso de información relacio-

nal ha estado en un segundo plano en relación al aprendizaje automático más

estándar, que hace uso de información no relacional, habitualmente en forma

de tablas y otras estructuras más regulares. Tras el trabajo de estudio realiza-

do, podemos identificar ciertos motivos que han llevado a que se produzca esta

situación, algunos de ellos, por supuesto, no se presentan únicamente en este

contexto.

Por una parte, hemos detectado que la comunidad cient́ıfica posee cierta iner-

cia en su investigación, lo que le lleva a priorizar la optimización y modificación

de los algoritmos existentes por encima de la creación de nuevos algoritmos, o

el uso de nuevas estructuras de datos, a partir de los cuales realizar el aprendi-

zaje. En cierto sentido, determinadas publicaciones cient́ıficas obtienen impacto

superando resultados anteriores bien fundados y, sin duda, este puede ser un

motivo por el cual adentrarse en nuevos caminos no es tan fruct́ıfero (curricular-

mente hablando) para el investigador como continuar por una senda ya trazada,

pues esta última opción habitualmente no encuentra las plataformas adecuadas

para la presentación de su trabajo o, simplemente, exige un mayor esfuerzo de

validación si plantea una metodoloǵıa nueva que si mejora una metodoloǵıa que

ya ha demostrado estar bien fundada y ser útil. Además, las nuevas v́ıas suelen

ir acompañadas de un tiempo inicial de escasez de resultados publicables.

Por otro lado, las bases de datos que más habitualmente se han utilizado,

y en las que se encuentra almacenada la información referente a la mayoŕıa de

203
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los fenómenos estudiados, hacen uso de esquemas y sistemas basados en bases

de datos relacionales. Como ponen de manifiesto muchos estudios realizados,

estas bases de datos clásicas no muestran un desempeño óptimo al trabajar con

relaciones complejas, lo que supone una razón más para el impedimento de que

se desarrollen metodoloǵıas orientadas a ponderar de igual forma los elementos

almacenados y sus relaciones.

Adicionalmente, la mayor riqueza expresiva de las estructuras de represen-

tación de la información más complejas impone una mayor dificultad a la hora

de realizar nuevos algoritmos y proporciona, al menos en las primeras aproxi-

maciones, resultados menos llamativos que los métodos más depurados y más

tradicionales.

Por último, se produce un proceso de retroalimentación del tipo rich gets

richer (el dinero llama al dinero), en el que los métodos más convencionales

son más conocidos por la comunidad cient́ıfica y, por tanto, llegan a más in-

vestigadores porque son más distribuidos, lo que provoca que la mayoŕıa de

los investigadores que trabajan en Aprendizaje Automático acaban conociendo,

principalmente, las metodoloǵıas más clásicas de almacenamiento y aprendizaje.

Nos gustaŕıa enfatizar nuestra creencia en que razonar sobre las estructuras

formales utilizadas para almacenar la información referente a los sistemas que

analizamos es esencial si se quiere llevar a cabo este tipo de tareas de manera

óptima y extraer el mayor beneficio de los datos adquiridos. Muchas veces, los

investigadores transforman los datos obtenidos al medir un sistema a alguno

de los formatos regulares habituales, normalmente vectores o tablas, perdiendo

con frecuencia facetas de información relacional importante cuya expresión no

es natural en estos formatos. A la hora de analizar un sistema a través de técni-

cas derivadas del Aprendizaje Automático puede llegar a ser tan importante la

estructura de datos utilizada para expresar la información como el propio mo-

delo de aprendizaje utilizado. Tras el estudio realizado para llevar a cabo esta

investigación, consideramos que no existe un esfuerzo proporcional en el área

entre optimizar las estructuras de las que se aprende y los métodos de apren-

dizaje elegidos. Paralelamente, y como ya se ha comentado, se debe realizar

un esfuerzo por crear modelos de aprendizaje que sean capaces de aprender de

estructuras más allá de las comunes y regulares.

En este trabajo hemos explorado la capacidad de aprendizaje a partir de
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datos estructurados en forma de grafos con propiedades pero existen otras es-

tructuras que, con seguridad, merece la pena ser consideradas. Por ejemplo, la

información adquirida de los fenómenos dinámicos, normalmente almacenados

en forma de series temporales, no han gozado tampoco del mismo nivel de aten-

ción, posiblemente debido a la mayor complejidad que presentan, aunque en los

últimos años se ven indicios de un mayor interés por parte de la comunidad

cient́ıfica que las aborda por medio de herramientas de aprendizaje automático.

Esta es la razón principal por la que se ha considerado de interés introducir en

el caṕıtulo 2 una estructura matemática más general que las tradicionales y que

proporciona el soporte para poder desarrollar modelos de aprendizaje complejos

sobre datos relacionales.

Con respecto al aprendizaje en grafos con propiedades, cabe destacar que

existen varias ĺıneas de trabajo que transforman los datos originales (en forma

de grafo) hacia otras estructuras que los algoritmos más extendidos son capaces

de manejar de manera más natural (debido a que fueron creados para trabajar

espećıficamente con dichas estructuras). Es el caso de las inmersiones de grafos

en espacios vectoriales [178, 226, 95], aśı como de la propuesta presentada en el

apartado 5.3, que muestrean el grafo a partir de subestructuras para acomodar-

lo a una colección de objetos (pares (elemento, contexto)) que los algoritmos

tradicionales pueden consumir de manera óptima. También es el caso de los

trabajos que usan Redes Neuronales Convolucionales para realizar tareas de

aprendizaje en grafos [125, 65, 69], que suelen ser habituales en procesamiento

de imágenes. Una aproximación similar se ha seguido en trabajos relacionados

con el análisis de series temporales [242], transformando éstas a una estructura

que pueda ser tratada de manera natural por una red neuronal convolucional.

Para poder utilizar este tipo de modelos sobre grafos debemos definir qué se en-

tiende por el contexto espacial de un elemento del grafo, haciendo suposiciones

que incluyen un sesgo adicional a la información analizada. Desde nuestro punto

de vista, éstas son aproximaciones válidas que deben seguir siendo investigadas,

pero se deben considerar otras opciones como la de trabajar directamente con

la estructura de grafo, que ha sido una de las ĺıneas de investigación seguidas

en este trabajo y que ha demostrado ser válida.

En ocasiones, los esfuerzos al trabajar con datos se centran en conseguir

predicciones automáticas que mejoren cuantitativamente resultados anteriores,
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normalmente medidos a través de benchmarks que son utilizados como herra-

mientas evaluadoras. Sin embargo, hay métodos relacionados con la predicción

que pueden aportar resultados (cuantitativos y cualitativos) que no son fácil-

mente medibles a través de este tipo de técnicas. Además, existen otras tareas

interesantes, y no relacionadas con la predicción, que se pueden llevar a cabo

con datos y que no han recibido la atención que merecen en el área. Por ejemplo,

los análisis relacionados con la pureza semántica de un conjunto de datos pue-

den ser interesantes a la hora de evaluar la estructura de los mismos y detectar

incongruencias tales como el solapamiento entre tipos de datos o la presencia

de redundancia en los datos o en el esquema, aśı como mejorar la eficiencia de

consultas sobre estos conjuntos de datos.

Otra tarea relacionada, pero que consideramos que no recibe la atención

que merece, es el descubrimiento de información a través de modelos de caja

blanca. Si analizamos la tendencia en el aprendizaje, relacional o no, podemos

observar que en los últimos años se han invertido muchos esfuerzos en métodos

de caja negra, quedando en un segundo plano los métodos explicativos. Del lado

de modelos de caja blanca en el área relacional, algoritmos explicativos como

MRDTL surgieron al final de la década de los 90 y parece que su desarrollo se

ha estancado en los últimos años. Sin duda, los modelos de caja negra están

mostrando resultados impactantes, e inesperados hace pocos años, por medio de

su máximo exponente, el Deep Learning, pero cuya interpretación es demasiado

difusa para ser comprendida por un humano (aunque hay muchos esfuerzos por

crear herramientas adicionales que puedan disminuir esta brecha). Considera-

mos que este hecho puede ser peligroso ya que, a pesar de que los métodos de

caja negra nos permiten predecir hasta cierto punto la evolución de los sistemas,

al prescindir de una explicación que pueda ser entendida por un humano evita

que éste realice un aprendizaje real sobre cómo funciona el sistema, limitándose

a proporcionar una herramienta que lo predice pero que no añade un conoci-

miento adicional al investigador. De esta forma se convierten en herramientas

útiles para la Ingenieŕıa (lo que justifica, por supuesto, el trabajo realizado so-

bre ellos), pero en menor medida para la Ciencia menos aplicada. Si queremos

conocer los fenómenos que nos rodean y avanzar en el entendimiento de nuestro

entorno no podemos conformarnos con crear máquinas que lo predigan, sino

que debemos buscar formas de comprenderlo. Por todo ello, consideramos que

se debe realizar un esfuerzo superior en el estudio y desarrollo de métodos de
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aprendizaje automático de caja blanca.

A continuación haremos un recorrido más detallado sobre algunas conclu-

siones que se pueden derivar de las diversas aproximaciones que conforman este

trabajo.

6.1. De los PQG y su uso para PQG-ID3

En el caṕıtulo 3 se abordó el objetivo de obtener una herramienta para

evaluar subgrafos inmersos en grafos con propiedades que pueda ser utilizada

en procedimientos de descubrimiento de información relacional. Para conseguir

una herramienta de este tipo se deb́ıan cumplir varios requisitos. Por una parte,

resultaba necesario disponer de una gramática que expresase las consultas a

evaluar de una forma cercana a las propias estructuras sobre las que iba a tra-

bajar. Y gracias a la capacidad expresiva de los grafos con propiedades, hemos

presentado una herramienta de consulta que se puede expresar de forma natural

por medio de un grafo con propiedades. Además, era necesario dotar al conjun-

to de consultas generadas por esta gramática de una base bien fundamentada

de propiedades que nos asegurasen que, al ser usadas como predicados lógicos

sobre grafos, se comportaban de manera coherente y robusta. Este resultado se

ha obtenido presentando las relaciones existentes entre la estructura topológica

de la consulta y las relaciones de implicación por medio del refinado. Además,

era necesario, ya que en última instancia también las usaremos para generar

métodos automáticos de aprendizaje, que las consultas pudiesen ser modifica-

das de manera controlada por medio de operadores atómicos que tradujesen el

control topológico en un control lógico. En este sentido, se ha introducido una

primera familia de refinamientos (un refinamiento actúa como una partición

de una consulta) que permiten construir a partir de una consulta inicial (que

puede ser vaćıa) una colección ordenada de consultas que recorren las diversas

opciones de verificación, formando un ret́ıculo completo de consultas.

Debido a que cualquier estructura de datos relacional puede ser vista como

un grafo y a que cualquier consulta puede ser vista como la búsqueda de un

patrón, la mayoŕıa de lenguajes de consulta en bases de datos pueden ser vistos

como herramientas (quizás primitivas) de consulta de patrones en grafos con

propiedades. En el caṕıtulo 3 también se han analizado algunas de las herra-
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mientas de consulta existentes, aśı como la viabilidad para ser utilizadas en

procedimientos automáticos. Una de las herramientas analizadas, los grafos de

selección, permite evaluar registros en bases de datos relacionales a través de

patrones aćıclicos que pueden ser refinados a partir de operaciones básicas, per-

mitiendo obtener patrones complementarios en cada caso. Para ello, no requiere

una proyección exacta del patrón que representa el grafo de selección sobre el

subgrafo a evaluar, sino el cumplimiento de una serie de predicados expresados

a través de dicho patrón. Debemos señalar que si se exige una proyección a la

hora de realizar la verificación de un patrón se complica la tarea de evaluar

la no existencia de determinados elementos. Concretamente, los grafos de se-

lección, evalúan la existencia / no existencia de caminos incidentes al registro

bajo evaluación (solo son capaces de evaluar registros individuales), para ello

se verifica si se cumple una conjunción de predicados sobre caminos que parten

del registro analizado, lo cual puede ser visto como la evaluación de existencia

de un árbol enraizado en el nodo que representa el registro bajo evaluación.

El Property Query Graph, la herramienta presentada en este caṕıtulo, ex-

tiende el concepto de grafo de selección permitiendo la evaluación de subgrafos

generales, más allá de un único nodo, predicados abiertos a través de la defi-

nición de un lenguaje sobre los elementos del grafo y patrones ćıclicos. Como

se convierte en un requisito no usar una proyección para la verificación de un

patrón, estos objetivos los hemos conseguido extendiendo la forma de evalua-

ción, que puede ser vista como la evaluación de un árbol enraizado por cada

nodo presente en el patrón. A pesar de que por cada nodo de un PQG se evalúa

la existencia de un nodo que cumpla con las condiciones impuestas por su predi-

cado y las aristas en las que participa, al permitir que las aristas se identifiquen

con caminos en el grafo (Regular Pattern Matching) se produce la evaluación

de un árbol por cada nodo, y no de una simple estrella. Es a través de las

intersecciones que se producen entre los diversos árboles y de las restricciones

impuestas en los nodos como se permite la evaluación de patrones ćıclicos en

los PQG.

Como hemos comentado, al igual que los grafos de selección, los PQG se

pueden modificar y construir a partir de refinamientos, pero a diferencia del caso

simple de los grafos de selección, normalmente los refinamientos no son binarios,

ya que su aplicación puede modificar más de un predicado en el patrón, dando



6.1. De los PQG y su uso para PQG-ID3 209

lugar a conjuntos de tamaño 2k (siendo k el número de predicados modificados).

Tal y como muestra el caṕıtulo 4, esto no supone ningún problema a la hora de

ser utilizados en la construcción de modelos de aprendizaje, como los árboles

de decisión, ya que éstos no tienen porqué ser binarios. A través de la definición

de determinadas operaciones de simplificación y equivalencia, los refinamientos

mostrados pueden ser simplificados dando lugar a herramientas sencillas que

permiten expresar consultas complejas en grafos.

En general, los refinamientos dan lugar a particiones encajadas de las es-

tructuras que evalúan, lo que los convierte en herramientas ideales para proce-

dimientos de caja blanca. Tras haber llevado a cabo una primera implementación

como prueba de concepto (pero totalmente funcional), se ha demostrado expe-

rimentalmente que los PQG son viables bajo condiciones suaves y que cumplen

con los objetivos planteados de extensión de las herramientas existentes.

Un uso expĺıcito de estas capacidades se muestran en el caṕıtulo 4, con

la presentación del algoritmo PQG-ID3, que hace uso de los Property Query

Graphs como herramientas de test para la construcción de un árbol de decisión

siguiendo los fundamentos del famoso algoritmo ID3. En los resultados de los

experimentos llevados a cabo, se muestra que PQG-ID3 es capaz de extraer

patrones interesantes que pueden ser utilizados en tareas de aprendizaje com-

plejas. Para ello, basta considerar los PQG contenidos en las hojas como nuevos

atributos descubiertos por el algoritmo. De esta forma, además de construir un

árbol clasificador, el algoritmo es capaz de descubrir patrones que caracterizan

diferentes estructuras en el grafo (graph pattern mining) y que pueden ser uti-

lizados como atributos de las estructuras que clasifican en tareas posteriores

(feature extraction).

El algoritmo MRDTL presentado en el apartado 4.2.2 puede ser visto como

un caso particular del algoritmo PQG-ID3 en el que sólo se permiten PQG con

forma de árbol (ya que hacen uso de grafos de selección) y donde sólo se permite

aprendizaje a partir de estructuras formadas por un único nodo. En este sentido,

PQG-ID3 supone un salto adelante en una ĺınea de trabajo iniciada hace años

y que se consideraba abierta desde entonces. Como curiosidad, hemos de decir

que el trabajo realizado sobre PQG-ID3 fue realizado de manera completamen-

te independiente, y solo cuando se estaba escribiendo esta memoria pudimos

ponerlo en relación con los grafos de selección y el algoritmo MRDTL.
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Como se vio a lo largo del caṕıtulo, el principal problema que presentan los

algoritmos de construcción de árboles de decisión multi-relacionales es que el

espacio de hipótesis es extremadamente grande. Para solventar este problema

se pueden proponer varias soluciones. Por un lado (y como extensión a la pro-

puesta que se realizó con MRDTL-2), se puede analizar de manera estad́ıstica

la frecuencia de aparición de ciertas estructuras atendiendo a las propiedades

que intervienen y a las restricciones asociadas con el fin de reducir el núme-

ro de posibles refinamientos a aplicar en cada caso y aśı reducir el coste de

la búsqueda del mejor refinamiento. Todo este análisis previo hace uso de las

diversas medidas que se han introducido en el caṕıtulo 2 (y que extienden las

medidas de frecuencia más simples que se usan en el caso de MRDTL-2). Por

otro lado, se pueden crear familias de refinamientos más complejos (por ejemplo,

combinar el refinamiento añadir arista con añadir propiedad a una arista en un

solo paso) para de esta manera reducir el número de pasos para obtener PQG

complejos y ampliar la reducción de impureza que suponen los pasos atómicos

que son menos informativos. Si se lleva a cabo esta última opción de manera

adecuada (unificando los refinamientos en función de la frecuencia de aparición

de estructuras en el grafo) se puede conseguir que el algoritmo se acerque de

manera más rápida a la solución. En ambos casos se consigue una mejora en

la eficiencia sacrificando la posibilidad de cubrir un espacio de hipótesis más

amplio (pero que probablemente ofrece alternativas en las que la reducción de

impureza es menor). En este sentido, en este trabajo se ha ofrecido un conjunto

minimal de refinamientos bien construidos, pero debe tenerse en cuenta que no

se ofrecen con la intención de que sea óptimo para ciertas tareas de aprendizaje.

El segundo gran problema que tiene el agoritmo PQG-ID3 (y que es heredado

por todos los algoritmos inspirados en ID3) es la imposibilidad de deshacer

las decisiones tomadas durante la construcción del árbol. De tal manera que

las opciones de refinamiento en un paso determinado del algoritmo dependen

de los refinamientos elegidos en pasos anteriores y determinan, hasta cierto

punto, las opciones futuras. Para solucionar este problema, es habitual utilizar

algún procedimiento de backtracking que permita deshacer decisiones si han

desembocado en un mal resultado, o algún procedimiento de Beam-Search, como

el utilizado en el algoritmo GBI presentado en el apartado 4.2.3, que permita

tomar varias decisiones en paralelo, y finalmente seleccionar la que haya derivado

en una mejor solución.
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En consecuencia, los modelos de consulta en grafos basados en PQG per-

miten obtener herramientas potentes y sencillas, de complejidad controlada,

idóneas para su construcción automática y para ser utilizadas en tareas de caja

blanca sobre información multi-relacional, debido en parte a las buenas propie-

dades relacionadas con complementariedad y contención de consultas. Además,

la combinación del tipo de árboles de decisión PQG a través de modelo agrega-

dos, como Random Forest, puede conseguir muy buenos resultados a la hora de

llevar a cabo clasificación automática (aunque con ello se reduzca la capacidad

interpretativa de los modelos obtenidos).

6.2. De la inmersión semántica

El objetivo de este último caṕıtulo ha sido el de ofrecer la posibilidad de

llevar a cabo tareas de aprendizaje automático relacional a través de algoritmos

más tradicionales haciendo una selección automática de atributos (feature ex-

traction), y manteniendo las estructuras relacionales mediante la generación de

un conjunto de entrenamiento adecuado. De esta forma, y como complemento

a la aproximación presentada en los dos caṕıtulos anteriores, buscamos analizar

qué opciones ofrecen los algoritmos tradicionales cuando deseamos no perder

las estructuras enriquecidas propias de la información relacional.

Si existe un elemento (un subgrafo) que está inmerso en una base de datos

(un grafo con propiedades) la tarea de construir atributos para el aprendizaje

a partir de las relaciones que presenta en la estructura global puede ser muy

complicada. La aproximación que se presenta en este caṕıtulo pasa por construir

una representación vectorial de cada elemento en el sistema a partir de un

muestreo de la información presente en la red. De esta manera, evitamos por

un lado el trabajo manual de selección de los atributos a tener en cuenta y, por

otro, conseguimos que el algoritmo de aprendizaje a utilizar se alimente de una

representación obtenida a partir de información global disponible.

En comparación con otras tareas de aprendizaje automático, hay pocos tra-

bajos que hayan utilizado codificadores neuronales para realizar inmersiones de

grafos con propiedades, o estructuras similares, en espacios vectoriales. Nuestra

metodoloǵıa ha buscado usar arquitecturas simples para obtener representacio-

nes vectoriales que mantienen las caracteŕısticas semánticas y topológicas del
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grafo original. Además, se ha demostrado experimentalmente que con las in-

mersiones obtenidas se pueden obtener conexiones semánticas que no aparecen

expĺıcitamente en el grafo original (debido a incompletitud en los datos almace-

nados, o a incoherencias en los mismos), o incluso optimizar tareas de consulta

en bases de datos.

Hemos comprobado que las caracteŕısticas geométricas de las estructuras

formadas por las inmersiones de nodos y aristas en el nuevo espacio vectorial

pueden ayudar a asignar tipos o propiedades faltantes a los elementos del grafo

original (usando medidas relacionadas con distancia, linealidad, o agrupación,

entre otras), o pueden incluso ayudar a identificar nuevas relaciones entre ele-

mentos que no están presentes expĺıcitamente. Esta funcionalidad puede ser de

gran utilidad en procesos que trabajan con grandes conjuntos de datos relacio-

nales, donde la incompletitud de los datos es un obstáculo habitual.

Además, como se ha observado a partir de las pruebas de evaluación, el

rendimiento y la precisión de las tareas de aprendizaje automático sobre estas

representaciones vectoriales pueden proporcionar información sobre la estructu-

ra semántica del conjunto de datos en śı, y no sólo sobre los algoritmos en uso.

Por ejemplo, la confusión de algunos nodos / aristas en tareas de clasificación

puede darnos información sobre la necesidad de realizar un ajuste en el esquema

de datos para reflejar las caracteŕısticas semánticas correctamente. Un informe

detallado sobre cómo los diferentes tipos, propiedades, y clusters se superponen

y confunden en la inmersión seŕıa de utilidad para tomar decisiones relacionadas

con la normalización de los esquemas de datos, algo de lo que carecen casi todas

las propuestas actuales de análisis.

Es evidente que el tamaño del conjunto de entrenamiento y de la ventana de

selección influyen positivamente en la capacidad de aplicación de la inmersión

resultante, pero estas influencias deben ser estudiadas a mayor profundidad,

ya que pueden arrojar claves para la automatización de los parámetros de la

inmersión.

Además, en este caṕıtulo se ha explorado cómo las estructuras vectoria-

les pueden usarse para recuperar información de grafos con propiedades, como

muestran los experimentos de Entity Retrieval y de caminos tipados. Es proba-

ble que buscar estructuras complejas en el espacio proyectado sea más sencillo

que en el espacio original. De hecho, el uso de una segunda capa de modelos
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de aprendizaje después de la codificación neuronal puede mejorar los resulta-

dos de varias tareas relacionadas con la recuperación de información en grafos

semánticos. Los resultados en este trabajo muestran que esta es una ĺınea de

investigación que vale la pena ser considerada. A pesar de que no se han lle-

vado a cabo suficientes experimentos en cuanto a consultas a larga distancia a

través de los vectores representantes en el nuevo espacio, los resultados obtenidos

muestran que los tiempos de consulta pueden ser reducidos considerablemente

sacrificando la optimalidad. Este tipo de consultas son muy costosas en las bases

de datos, y a pesar de que las bases de datos en grafo han ayudado a reducir su

coste computacional siguen presentando grandes problemas de eficiencia.

Frente a otras aproximaciones en la misma dirección, este trabajo presenta

la novedad de trabajar con contextos semánticos más generales, y no solo con

caminos aleatorios, que suponen una linealización de la estructura del grafo

original. Pero estas no son las únicas opciones para llevar a cabo codificaciones

de grafos con propiedades por medio de redes neuronales. Como se planteará

en el apartado 6.3, podemos conseguir codificaciones vectoriales de grafos con

propiedades haciendo uso de autocodificadores neuronales, de tal manera que

el codificador neuronal aprenderá la función identidad para los elementos del

grafo, desligando la codificación de la función que relaciona a los elementos con

su contexto.

Con este trabajo hemos dado un marco inicial para realizar tareas de apren-

dizaje automático a partir de grafos con propiedades en las que se tiene en

cuenta información del grafo completo para codificar cada elemento. Esta nue-

va representación de los grafos con propiedades permite trabajar con datos

relacionales almacenados en casi cualquier sistema de persistencia de manera

vectorial, aprovechando la potencia que tienen actualmente los procesadores y

GPUs para trabajar con este tipo de estructuras.

Debe señalarse que durante la revisión de este documento se han publicado

nuevas herramientas basadas en las arquitecturas de Word2Vec que optimizan

el proceso de aprendizaje de semánticas latentes a partir de lenguaje natural

[34]. A pesar de la probable mejora que estas herramientas supondŕıan en nues-

tra metodoloǵıa, hemos decidido no tenerlas en cuenta ya que no suponen un

cambio en la parte fundamental de nuestros resultados, aunque śı mejoraŕıa,

posiblemente, la carga de cálculo asociada que han conllevado los experimentos



214 Caṕıtulo 6. Conclusiones y Trabajo Futuro

realizados.

6.3. Trabajo Futuro

En esta última sección queremos mostrar algunas de las nuevas ĺıneas abier-

tas a partir de la investigación desarrollada para esta memoria. Algunas ya

están siendo estudiadas, mientras que otras representan simples ideas que han

ido surgiendo durante la ejecución del trabajo y han quedado apuntadas para

ser abordadas cuando sea posible. En lo posible, se intentará mantener el orden

natural que se ha seguido en la memoria.

La potencia conseguida a través de la definición de un lenguaje sobre los ele-

mentos de un grafo como el presentado en la sección 3.4 ha permitido construir

una herramienta de descubrimiento que generaliza y potencia al estándar en

construcción de árboles de decisión multi-relacionales. Sin embargo, la restric-

ción que hemos impuesto de que dichos predicados sólo puedan evaluar nodos,

aristas o caminos, implica que el patrón global represente un predicado que fi-

nalmente es una conjunción de predicados relativamente simples. Este tipo de

patrones se construyen a través de alguna estructura en forma de grafo que

unifique dichos predicados, varios árboles en el caso de PQG-ID3. En un PQG,

los predicados que lo componen tiene una perspectiva de nodo (el PQG está

constituido por un predicado por cada nodo que posee), pero se podŕıan cons-

truir PQGs que evaluaran a partir de otra estructura, por ejemplo, PQGs en

los que se asigna un predicado por cada ciclo de longitud 3 (perspectiva de

triángulos). Esta limitación sugiere que el concepto de patrón, como se ha con-

cebido hasta ahora, no es lo suficientemente general para expresar predicados

potentes y flexibles sobre datos relacionales. Una definición de patrón recursiva,

que podŕıa llevar a una redefinición/extensión del concepto de grafo a través

de la recursión de estructuras por niveles, podŕıa permitir expresar un conjunto

mayor de patrones sin perder potencia, flexibilidad, ni la capacidad de poder ser

construidos a través de refinamientos complementarios como los presentados.

En los PQG, el signo de los nodos y aristas tienen una interpretación in-

tuitiva clara: los elementos positivos deben existir en el grafo bajo evaluación,

y los negativos imponen restricciones de no existencia. Debido a que añadir

restricciones a una condición de no existencia da como resultado una condición
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menos restrictiva, no han sido susceptibles de ser refinados a través de los méto-

dos presentados. Sin embargo, no es razón para no investigar posibles v́ıas de

refinamiento de patrones a través de los elementos negativos. Para ello, bas-

taŕıa plantear este tipo de predicados en base a disyunciones, de esta forma la

situación seŕıa la inversa y las restricciones negativas seŕıan susceptibles de ser

refinadas. Aśı pues, para mejorar la utilidad de los PQG, y de las herramientas

que se deriven de ellos, una v́ıa de trabajo debe ser ahondar en la generación de

familias de refinamientos que ampĺıen la capacidad expresiva de los PQG que

se pueden construir automáticamente.

Los avances conseguidos en el aprendizaje de árboles de decisión multi-

relacionales a través de PQG deben ser aprovechados por la familia de métodos

ensemble y en concreto por el método Random Forest. Como hemos comentado,

la capacidad interpretativa de los árboles de decisión se diluye cuando varios

árboles son combinados para explicar un mismo resultado, pero pueden ampliar

enormemente su capacidad predictiva. Otra opción que se deriva del uso de

métodos combinados con los árboles de decisión que usan PQG es que los árbo-

les obtenidos a través de los métodos presentados en esta memoria poseen tests

en sus nodos hoja que evalúan patrones semánticos completos, por lo que una

opción seŕıa combinarlos de manera probabiĺıstica para dar lugar a patrones

combinados que puedan ser interpretados como herramientas de decisión pro-

babiĺıstica, lo que abre una ĺınea interesante dentro del aprendizaje relacional

de caja blanca. Incluso inspirarse en la existencia de arboles de decisión difusos

para generar PQGs difusos.

Los PQG presentados en el caṕıtulo 3 representan predicados sobre subgra-

fos con propiedades que son capaces de evaluar caracteŕısticas más allá de las

propiedades estructurales y semánticas del subgrafo en cuestión, ya que per-

miten expresar restricciones en el entorno de dicho subgrafo (el entorno de un

subgrafo puede llegar ser todo el grafo en el que se encuentra inmerso, si se

utiliza el predicado adecuado). Esta caracteŕıstica, sumada a las ya expuestas

en esta memoria, convierten a los PQG en descriptores de estructuras relacio-

nales (hayan sido construidos automáticamente o diseñados manualmente por

expertos en el área), erigiéndose como candidatos aptos para ser utilizados co-

mo atributos adicionales en tareas de aprendizaje relacional. Además, y como

ya se ha comentado, la complejidad en el método PQG-ID3 puede ser reducida



216 Caṕıtulo 6. Conclusiones y Trabajo Futuro

haciendo uso de análisis estad́ısticos para evaluar la frecuencia de aparición de

diferentes patrones en el grafo y de esta forma reducir los posibles refinamientos

disponibles en cada paso, o combinar varios refinamientos en uno.

Las mejoras en eficiencia en consultas a larga distancia planteadas en el apar-

tado 5.4.6 merecen ser evaluadas a mayor profundidad y comparadas con otros

métodos similares. Algunos resultados relacionados con el análisis semántico

de grafos con propiedades no han sido llevados a cabo en profundidad y no se

han presentado en esta memoria aunque se prevé sean presentados en trabajos

posteriores. Opciones como muestrear el contexto de las aristas, realizar una

inmersión de las mismas y a partir de ésta inferir una inmersión para los nodos

no han sido tenidas en cuenta y pueden ofrecer resultados interesantes.

Con respecto a la inmersión de grafos con propiedades en espacios vectoriales

a través de codificadores neuronales, se debe tener en cuenta que, al habernos

inspirado en las arquitecturas correspondientes a Word2Vec, la función que di-

cho codificador trata de aprender relaciona cada nodo con su contexto y esto

determina, por tanto, la inmersión obtenida. En este trabajo no se ha planteado

que dicho codificador podŕıa aprender otras funciones, pero consideramos que es

un punto a tener en cuenta ya que la función que aprende el codificador es deter-

minante a la hora de utilizar la inmersión posterior. Por ejemplo, si utilizáramos

la función identidad (en este caso la red seŕıa un autocodificador) podŕıamos

obtener una inmersión aséptica, no determinada por ningún criterio previo. Es-

to permitiŕıa evitar los problemas derivados por la definición de los contextos

en éste y en otros trabajos relacionados con la inmersión de grafos a través de

caminos aleatorios. Otra opción podŕıa ser utilizar patrones como los PQG para

realizar la codificación, de tal manera que, dada una estructura, la función a

aprender por el codificador la relacionara con su PQG asociado, de esta forma

la codificación obtenida reflejaŕıa la semántica asociada al PQG utilizado para

la inmersión y la representación resultante podŕıa ser óptima si el aprendizaje

supervisado (clasificación), o no supervisado (clusterización), posterior está re-

lacionado con la estructura mostrada en el PQG. Sin duda, las posibilidades de

mezclar la expresividad que aportan patrones como los PQG y la eficiencia y

rendimiento que aportan las representaciones vectoriales mostradas son amplias

y prometedoras.

Durante la concepción, implementación y experimentación de este trabajo
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han ido abriéndose nuevas v́ıas que pueden ser consideradas para analizar las

caracteŕısticas de las inmersiones obtenidas.

Una primera consideración a tener en cuenta está relacionada con la manera

de construir el conjunto de entrenamiento que es consumido por el codificador

neuronal para obtener la representación vectorial de un grafo con propiedades.

En los experimentos realizados la construcción del conjunto de entrenamiento ha

sido totalmente aleatoria, es decir, todos los nodos tienen la misma probabilidad

de ser muestreados, al igual que todas sus propiedades y vecinos. Ésta puede

no ser la manera más adecuada dependiendo del tipo de actividad que se desee

realizar con la inmersión resultante. Por ejemplo, puede ser favorable construir

el conjunto de entrenamiento de manera que aquellos nodos que posean una

mayor riqueza semántica tengan más probabilidad de entrar en el conjunto

de entrenamiento, lo que puede contribuir a que regiones inicialmente menos

probables de ser consideradas compensen este hecho.

Otra ĺınea a tener en cuenta es la de construir una red neuronal que trabaje

con los contextos de un elemento como entrada (en formato one-hot) y aprenda

a devolver una propiedad determinada de éste como salida de la misma, es decir,

conectar el clasificador/regresor neuronal directamente con el codificador, para

de esta forma aprender la codificación adecuada y la clasificación/regresión a

partir de ésta de manera simultánea. De igual forma, seŕıa interesante pensar

en codificadores neuronales que hacen uso de redes neuronales recurrentes para

poder analizar el comportamiento de información relacional dinámica.

También cabe destacar que queda abierta la posibilidad de trabajar con

propiedades continuas en nodos y aristas, una caracteŕıstica no presente en los

datasets utilizados, pero que debe ser considerada para ampliar la capacidad de

la metodoloǵıa presentada. Tanto para el caso de los PQG como para el caso de

las inmersiones hay mecanismos directos para incluir la presencia de propiedades

continuas, queda como trabajo comenzar probando con estos mecanismos más

evidentes y medir posteriormente hasta qué punto se pueden tener en cuenta

otras aproximaciones.

En resumen, la investigación presentada en esta memoria ha abierto numero-

sas ĺıneas de trabajo en diversas áreas conectadas. Las más evidentes se han dado

en la formalización de estructuras relacionales, formalización de procedimien-

tos de construcción de consultas sobre las mismas, el aprendizaje automático
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y el descubrimiento de información relacional, la extracción de caracteŕısticas,

aprendizaje de la representación, y análisis y normalización de datos. Algunas

de ellas han sido presentadas aqúı pero, sin duda y a la vista de los resultados

obtenidos, surgirán nuevos retos en forma de ideas a partir este trabajo. Por ello,

nos complace haber presentado una tesis en la que, a pesar de haber abordado

con meticulosidad los objetivos iniciales, se han abierto más interrogantes que

v́ıas se han cerrado. Sin duda, esta profusión de posibles v́ıas de continuidad

demuestra que el estudio de sistemas de información relacional se puede con-

vertir en una fruct́ıfera ĺınea de investigación a la que merece la pena prestar

atención.



Apéndice A

Implementaciones

El software desarrollado para llevar a cabo los experimentos presentados en

esta memoria está disponible como software libre en una colección de reposito-

rios digitales de acceso abierto. Concretamente, se han desarrollado dos libreŕıas

de software para llevar a cabo tareas relacionadas con el aprendizaje automático

a partir de grafos con propiedades y con la inmersión de estas mismas estructu-

ras en espacios vectoriales. En ambos casos, las libreŕıas han sido programadas

en Python y están diseñadas para consumir los datos de entrada a partir de una

base de datos Neo4j.

Pasamos ahora a describir brevemente ambas libreŕıas y a detallar el repo-

sitorio en el que se encuentran disponibles.

Property Query Graphs, corresponde a la implementación de los modelos

desarrollados en los caṕıtulos 3 y 4, relacionados con consulta de patrones

en grafos con propiedades y construcción de árboles de decisión multi-

relacionales. Esta libreŕıa implementa los Property Query Graphs a través

de una herramienta de evaluación, y el algoritmo PQG-ID3, permitiendo

llevar a cabo aprendizaje de árboles de decisión multi-relacionales a partir

de datos estructurados en forma de grafo (concretamente, a partir de

datos almacenados en una base de datos Neo4j). Se encuentra disponible

en https://github.com/palmagro/pqg.

Graph2Vec, corresponde a la implementación de los modelos desarrollados

en el Caṕıtulo 5, relacionados con inmersiones vectoriales de los elementos

de un grafo con propiedades y con el aprendizaje automático a partir
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las mismas. Se encuentra disponible en https://github.com/palmagro/

node2vec.

En las direcciones indicadas se pueden encontrar ejemplos de aplicación de

ambas libreŕıas sobre redes semánticas correspondientes a conjuntos de datos

reales que por motivos de limitaciones del formato de presentación habitual no

han sido incluidos en esta memoria.

https://github.com/palmagro/node2vec
https://github.com/palmagro/node2vec
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[25] Pablo Barceló, Leonid Libkin, and Juan L. Reutter. Querying graph pat-

terns. In Proceedings of the Thirtieth ACM SIGMOD-SIGACT-SIGART

Symposium on Principles of Database Systems, PODS ’11, pages 199–210,

New York, NY, USA, 2011. ACM.

[26] Yoshua Bengio, Réjean Ducharme, Pascal Vincent, and Christian Janvin.

A neural probabilistic language model. J. Mach. Learn. Res., 3:1137–1155,

March 2003.

[27] Yoshua Bengio et al. Learning deep architectures for ai. Foundations and

trends R© in Machine Learning, 2(1):1–127, 2009.

[28] George M. Bergman. An Invitation to General Algebra and Universal

Constructions. Henry Helson, 15 the Crescent, Berkeley CA, 94708, 1998.

[29] Ginestra Bianconi, Anthony C. C. Coolen, and Conrad J. Perez Vicente.

Entropies of complex networks with hierarchically constrained topologies.

Physical Review E, 78(1):016114+, July 2008.

[30] Bahareh Bina, Oliver Schulte, Branden Crawford, Zhensong Qian, and

Yi Xiong. Simple decision forests for multi-relational classification. Deci-

sion Support Systems, 54(3):1269–1279, 2013.

[31] Hannah Blau, Neil Immerman, and David D. Jensen. A visual langua-

ge for relational knowledge discovery. Technical Report UM-CS-2002-37,

Department of Computer Science, University of Massachusetts, Amherst,

MA, 2002.



224 Bibliograf́ıa

[32] Hendrik Blockeel and Luc De Raedt. Top-down induction of logical deci-

sion trees.

[33] Hendrik Blockeel and Luc De Raedt. Top-down induction of first-order

logical decision trees. Artificial Intelligence, 101(1):285 – 297, 1998.

[34] Piotr Bojanowski, Edouard Grave, Armand Joulin, and Tomas Mikolov.

Enriching word vectors with subword information. arXiv preprint ar-

Xiv:1607.04606, 2016.

[35] D. Bonchev. Information Theoretic Indices for Characterization of Che-

mical Structures. Chemometrics research studies series. Research Studies

Press, 1983.

[36] U. S. R. Bondy, J. A.; Murty. Graph Theory. Graduate Texts in Mathe-

matics. Springer, 2008.

[37] Antoine Bordes, Nicolas Usunier, Alberto Garcia-Duran, Jason Weston,

and Oksana Yakhnenko. Translating embeddings for modeling multi-

relational data. In C. J. C. Burges, L. Bottou, M. Welling, Z. Ghah-

ramani, and K. Q. Weinberger, editors, Advances in Neural Information

Processing Systems 26, pages 2787–2795. Curran Associates, Inc., 2013.

[38] I. Borg and P.J.F. Groenen. Modern Multidimensional Scaling: Theory

and Applications. Springer, 2005.

[39] Bernhard E. Boser, Isabelle M. Guyon, and Vladimir N. Vapnik. A trai-

ning algorithm for optimal margin classifiers. In Proceedings of the Fifth

Annual Workshop on Computational Learning Theory, COLT ’92, pages

144–152, New York, NY, USA, 1992. ACM.

[40] I. Bratko and M. Bohanec. Trading accuracy for simplicity in decision

trees, 1994.

[41] L. Breiman, J. Friedman, R. Olshen, and C. Stone. Classification and

Regression Trees. Wadsworth and Brooks, Monterey, CA, 1984.

[42] Leo Breiman. Bagging predictors. Machine learning, 24(2):123–140, 1996.

[43] Eric Browne. The myth of Self-Describing XML, 2003.



Bibliograf́ıa 225

[44] A.E. Bryson. Applied Optimal Control: Optimization, Estimation and

Control. Halsted Press book’. Taylor & Francis, 1975.

[45] Horst Bunke, Peter Dickinson, Miro Kraetzl, Michel Neuhaus, and Marc

Stettler. Matching of Hypergraphs — Algorithms, Applications, and Ex-

periments, pages 131–154. Springer Berlin Heidelberg, Berlin, Heidelberg,

2008.

[46] Yang Cao, Wenfei Fan, Jinpeng Huai, and Ruizhe Huang. Making pattern

queries bounded in big graphs. In 31st IEEE International Conference on

Data Engineering, ICDE 2015, Seoul, South Korea, April 13-17, 2015,

pages 161–172, 2015.

[47] Steve Cassidy. Generalizing XPath for directed graphs. In Proceedings

for the Extreme Markup Languages conference, 2003.

[48] Kai-Wei Chang, Scott Wen-tau Yih, Bishan Yang, and Chris Meek. Typed

tensor decomposition of knowledge bases for relation extraction. In Pro-

ceedings of the 2014 Conference on Empirical Methods in Natural Langua-

ge Processing. ACL – Association for Computational Linguistics, October

2014.

[49] Shiyu Chang, Wei Han, Jiliang Tang, Guo-Jun Qi, Charu C. Aggarwal,

and Thomas S. Huang. Heterogeneous network embedding via deep archi-

tectures. In Proceedings of the 21th ACM SIGKDD International Confe-

rence on Knowledge Discovery and Data Mining, KDD ’15, pages 119–128,

New York, NY, USA, 2015. ACM.

[50] Jie Cheng, Christos Hatzis, Hisashi Hayashi, Mark-A. Krogel, Shinichi

Morishita, David Page, and Jun Sese. Kdd cup 2001 report. SIGKDD

Explor. Newsl., 3(2):47–64, January 2002.

[51] Yu Cheng and Daniel Suthers. Social network analysis—centrality mea-

sures. 2011.

[52] W. J. Christmas and C Fl W. J. Christmas. Structural matching in

computer vision using probabilistic reasoning, 1995.

[53] E. F. Codd. Relational database: A practical foundation for productivity.

Commun. ACM, 25(2):109–117, February 1982.



226 Bibliograf́ıa

[54] Thayne Coffman, Seth Greenblatt, and Sherry Marcus. Graph-based tech-

nologies for intelligence analysis. Commun. ACM, 47(3):45–47, March

2004.

[55] A. Colmerauer and P. Roussel. La naissance de Prolog. Editions univer-

sitaires europeennes EUE, 2014.

[56] Mariano P. Consens and Alberto O. Mendelzon. Graphlog: A visual for-

malism for real life recursion. In Proceedings of the Ninth ACM SIGACT-

SIGMOD-SIGART Symposium on Principles of Database Systems, PODS

’90, pages 404–416, New York, NY, USA, 1990. ACM.

[57] Donatello Conte, Pasquale Foggia, Carlo Sansone, and Mario Ven-

to. Thirty years of graph matching in pattern recognition. IJPRAI,

18(3):265–298, 2004.

[58] Diane J. Cook and Lawrence B. Holder. Substructure discovery using

minimum description length and background knowledge. J. Artif. Int.

Res., 1(1):231–255, February 1994.

[59] T. Cover and P. Hart. Nearest neighbor pattern classification. IEEE

Trans. Inf. Theor., 13(1):21–27, September 2006.

[60] Quinlan Quinlan Cs and J. R. Quinlan. Improved use of continuous attri-

butes in c4.5. Journal of Artificial Intelligence Research, 4:77–90, 1996.
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[63] Manlio De Domenico, Albert Solé-Ribalta, Emanuele Cozzo, Mikko Ki-
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