ARTICULO

Mineria de Datos: Conceptos y Tendencias

José C. Riquelme®, Roberto Ruiz®, Karina Gilbert®

@ Departamento de Lenguajes y Sistemas Informaticos
Universidad de Sevilla
riquelme@lsi.us.es
@ Area de Lenguajes y Sistemas Informaticos
Universidad Pablo de Olavide, Sevilla
rruisan1@upo.es
® Departamento de Estadistica e Investigacion Operativa
Universidad Politécnica de Cataluna, Barcelona
karina.gibert@upc.edu

Resumen

Hoy en dia, la mineria de datos (MD) esta consigloecada vez mas captar la atencion de las empiiesdavia es
infrecuente oir frases como “deberiamos segmentareatros clientes utilizando herramientas de M1’ ,MD
incrementard la satisfaccion del cliente”, o “lanpetencia esta utilizando MD para ganar cuota deade”. Sin
embargo, todo apunta a que mas temprano que tardméria de datos sera usada por la sociedaceradsicon el
mismo peso que actualmente tiene la Estadisticagée ¢qué es la mineria de datos y qué benefigiogta?
¢Cémo puede influir esta tecnologia en la resotudé los problemas diarios de las empresas y ledaxt en
general? ¢Qué tecnologias estan detras de la entherflatos? ¢ Cual es el ciclo de vida de un proyguto de
mineria de datos? En este articulo, se intantarinaa estas cuestiones mediante una introducclémaneria de
datos: definicion, ejemplificar problemas que sedan resolver con mineria de datos, las tareaa deneria de
datos, técnicas usadas y finalmente retos y teratean mineria de datos.

Palabras clave:Mineria de Datos.

1. Introduccion

La revolucion digital ha hecho posible que la
informacion digitalizada sea facil de capturar,
procesar, almacenar, distribuir, y transmitir [10].
Con el importante progreso en informatica y en las
tecnologias relacionadas y la expansion de sunso e
diferentes aspectos de la vida, se continla
recogiendo y almacenando en bases de datos gran
cantidad de info  rmacion.

Descubrir conocimiento de este enorme volumen de
datos es un reto en si mismo. La mineria de datos
(MD) es un intento de buscarle sentido a la
explosidén de informacién que actualmente puede ser
almacenada [10].

Hoy en dia, los datos no estan restringidos a supla
representadas Unicamente con nimeros o caracteres.
El avance de la tecnologia para la gestion de bases
de datos hace posible integrar diferentes tipos de
datos, tales como imagen, video, texto, y otroesdat
numéricos, en una base de datos sencilla, fadtitan

el procesamiento multimedia. Como resultado, la
mezcla tradicional ad hoc de técnicas estadisticas
herramientas de gestién de datos no son adecuadas
por mas tiempo para analizar esta vasta colec&én d
datos desiguales.

La tecnologia de Internet actual y su creciente
demanda necesita el desarrollo de tecnologias de
mineria de datos mas avanzadas para interpretar la
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informacion y el conocimiento de los datos
distribuidos por todo el mundo. En este siglo la
demanda continuara creciendo, y el acceso a
grandes voliumenes de datos multimedia traera la
mayor transformacién para el global de la sociedad.
Por tanto, el desarrollo de la tecnologia de méneri
de datos avanzada continuara siendo una importante
area de estudio, y en consecuencia se espera gastar
muchos recursos en esta area de desarrollo en los
proximos afios. Existen diversos dominios donde se
almacenan grandes volimenes de informacion en
bases de datos centralizadas y distribuidas, como
por ejemplo librerias digitales, archivos de
imagenes, bioinformatica, cuidados médicos,
finanzas e inversién, fabricacion y produccién,
negocios y marketing, redes de telecomunicacion,
etc.

Es conocida la frase “los datos en bruto raramente
son beneficiosos directamente”. Su verdadero valor
se basa en: (a) la habilidad para extraer infordmaci
util la toma de decisiones o la exploracion, yléb)
comprension del fendmeno gobernante en la fuente
de datos. En muchos dominios, el analisis de datos
fue tradicionalmente un proceso manual. Uno o mas
analistas familiarizados con los datos, con la ayud
de técnicas estadisticas, proporcionaban resimenes
y generaban informes. En efecto, el analista hdeia
procesador de preguntas sofisticado. Sin embargo,
tal enfoque cambi6 como consecuencia del
crecimiento del volumen de datos. Cada vez es mas
comun encontrarse con bases de los datos con un
namero de ejemplos del orden de’ bOsuperior y

10° dimensiones. Cuando la escala de manipulacién
de datos, exploracién e inferencia va mas allaade |
capacidad humana, se necesita la ayuda de las
tecnologias informaticas para automatizar el
proceso.

Todo apunta a la necesidad de metodologias de
andlisis inteligente de datos, las cuales puedan
descubrir conocimiento Util de los datos. El témnin
KDD (inciales de Knowledge Discovery in
Database} acuiiado en 1989 se refiere a todo el
proceso de extraccion de conocimiento a partir de
una base de datos y marca un cambio de paradigma
en el que lo importante es el conocimiento Util que
seamos capaces de descubrir a partir de los datos.
En el primer estado del arte sobre el area, [Fdyy96
se dice:
“La mayoria de los trabajos previos en KDD, se
centraban en [...] la etapa de Mineria de Datos S
embargo, los otros pasos son de considerable
importancia para el éxito de las aplicaciones de
KDD en la practica.”

lo que claramente apunta a la importancia de inclui
en la metodologia el preproceso de los datos, o la
formalizacion del conocimiento descubierto.

En realidad, los términos MD y KDD son a menudo
confundidos como sin6nimos. En general se acepta
gue la MD es un paso particular en el proceso
consistiendo en la aplicacion de algoritmos
especificos para extraer patrones (modelos) de los
datos. Otros pasos en el proceso KDD, son la
preparacion de los datos, la seleccion y limpieza d
los mismos, la incorporacién de conocimiento
previo, y la propia interpretacion de los resulado
de mineria. Estos pasos aplicados de una manera
iterativa e interactiva aseguran que un conociraient
Util se extraiga de los datos.

Las tareas propias de la fase de mineria de datos
pueden ser descriptivas, (i.e. descubrir patrones
interesantes o relaciones describiendo los datos),
predictivas (i.e. clasificar nuevos datos basandase
los anteriormente disponibles). En otras palatess,

un campo interdisciplinar con el objetivo general d
predecir las salidas y revelar relaciones en léssda
[10]. Para ello se utilizan herramientas automatica
que (a) emplean algoritmos sofisticados para
descubrir  principalmente  patrones  ocultos,
asociaciones, anomalias, y/o estructuras de la gran
cantidad de datos almacenados en los data
warehouses u otros repositorios de informacion, y
(b) filtran la informacién necesaria de las grandes
bases de datos.

El concepto de KDD se ha desarrollado, y continta
desarrollandose, desde la interseccion de la
investigacién de areas tales como bases de datos,
aprendizaje automatico, reconocimiento de patrones,
estadistica, teoria de la informacién, inteligencia
artificial, = razonamiento con incertidumbre,
visualizacibn de datos y computacién de altas
prestaciones. Los sistemas KDD incorporan teorias,
algoritmos, y métodos de todos estos campos. Una
buena perspectiva general del KDD se puede
encontrar en la referencias [8] y [10].

Otro concepto relacionado con el KDD es el de Data
warehousing [4,8,10,12], que se refiere a las
tendencias actuales en la recoleccion y limpieza de
datos transaccionales para dejarlos disponible para
el andlisis y la toma de decisiones. La MD debe
trabajar mano a mano con los almacenes de datos,
sobre todo en los casos de volumnes de datos muy
grandes o de inter-relaciones entre los datos
complejas, es decir, que no puedan ser expresadas
en una tabla plana. El KDD se centra en el proceso
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global de descubrir conocimiento de grandes
volimenes de datos, incluyendo el almacenaje y
acceso a tales datos, escalado de algoritmos a base
de datos masivas, interpretacion y visualizacién de
resultados, y el modelado y soporte de la intedacci
general hombre maquina. Un almacenaje eficiente
de los datos, y por lo tanto su estructura, es muy
importante para su representacion acceso. Los
conocimientos de las tecnologias de comprensién
modernas deberian ser utilizados para explorar
como estos mecanismos de almacenaje pueden ser
mejorados.

Como hemos sefialado el concepto de MD también
se solapa con los conceptos de aprendizaje
automético y de estadistica. En general, la
estadistica es la primera ciencia que historicagnent

extrae informacién de los datos béasicamente
mediante metodologias procedentes de las
matematicas. Cuando se empez6 a usar los

ordenadores como apoyo para esta tarea surgio el
concepto deMachine Learning traducido como
Aprendizaje Automatico. Posteriormente con el
incremento del tamafio y con la estructuracion de lo
datos es cuando se empieza a hablar de MD.

De esta manera la MD hace hincapié en:

« la escalabilidad del nimero de atributos y de
instancias

e algoritmos y arquitecturas (proporcionando
la estadistica y el aprendizaje automatico los
fundamentos de los métodos y las
formulaciones), y

e la automatizacion para manejar grandes
volumenes de datos heterogéneos.

En el resto del articulo consideraremos la mindeia
datos desde diversas perspectivas. En la proxima
seccibn se proporcionan las bases del
descubrimiento de conocimiento y la mineria de
datos. En la seccion 3 se enumeran algunas de las
aplicaciones mas frecuentes en los negocios. En la
seccion 4 se describe brevemente las técnicas mas
utilizadas. Las tendencias en la mineria de daos s
muestran en la seccion 5. Y para finalizar se
extraeran las principales conclusiones.

2. Extraccién de conocimiento en bases
de datos y mineria de datos

El descubrimiento de conocimiento en bases de
datos (KDD) se define como el proceso de
identificar patrones significativos en los datos qu

sean validos, novedosos, potencialmente Utiles y
comprensibles para un usuario [4,8,10,12]. El

proceso global consiste en transformar informacion
de bajo nivel en conocimiento de alto nivel. El
proceso KDD es interactivo e iterativo conteniendo
los siguientes pasos:

1. Comprender el dominio de aplicacion: este
paso incluye el conocimiento relevante
previo y las metas de la aplicacion.

2. Extraer la base de datos objetivo: recogida de
los datos, evaluar la calidad de los datos y
utilizar andlisis exploratorio de los datos para
familiarizarse con ellos.

3. Preparar los datos: incluye limpieza,
transformacion, integracion y reduccion de
datos. Se intenta mejorar la calidad de los
datos a la vez que disminuir el tiempo
requerido por el algoritmo de aprendizaje
aplicado posteriormente.

4. Mineria de datos: como se ha sefialado
anteriormente, este es la fase fundamental del
proceso. Esta constituido por una o mas de
las siguientes funciones, clasificacion,
regresion, clustering, resumen, recuperacion
de imagenes, extraccion de reglas, etc.

5. |Interpretacién: explicar los patrones
descubiertos, asi como la posibilidad de
visualizarlos.

6. Utilizar el conocimiento descubierto: hacer
uso del modelo creado.

El paso fundamental del proceso es el sefialado con
el numero 4. A continuacibn se comentan
brevemente las tareas mas comunes de la mineria de
datos, con un ejemplo de uso.

» Clasificacion: clasifica un dato dentro de una
de las clases categéricas predefinidas.
Responde a preguntas tales como, ¢ Cudal es el
riesgo de conceder un crédito a este cliente?
¢Dado este nuevo paciente qué estado de la
enfermedad indican sus analisis?

e Regresion: el propésito de este modelo es
hacer corresponder un dato con un valor real
de una variable. Responde a cuestiones como
¢Cual es la prevision de ventas para el mes
que viene? ¢De qué depende?

» Clustering: se refiere a la agrupacion de
registros, observaciones, o casos en clases de
objetos similares. Un cluster es una coleccién
de registros que son similares entre si, y
distintos a los registros de otro cluster.
¢Cuantos tipos de clientes vienen a mi
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negocio? ¢Qué perfiles de necesidades se dan
en un cierto grupo de pacientes?

e« Generacién de reglas: aqui se extraen o
generan reglas de los datos. Estas reglas
hacen referencia al descubrimiento de
relaciones de asociaciébn y dependencias
funcionales entre los diferentes atributos.
¢Cuanto debe valer este indicador en sangre
para que un paciente se considere grave? ¢ Si
un cliente de un hipermercado compra
pafiales también compra cerveza?

e Resumen o0 sumarizacion: estos modelos
proporcionan una descripcion compacta de
un subconjunto de datos. ¢Cudles son las
principales caracteristicas de mis clientes?

< Andlisis de secuencias: se modelan patrones
secuenciales, como andlisis de series
temporales, secuencias de genes, etc. El
objetivo es modelar los estados del proceso, o
extraer e informar de la desviacion y
tendencias en el tiempo. ¢El consumo de
energia eléctrica de este mes es similar al del
afio pasado? Dados Ilos niveles de
contaminacion atmosférica de la Ultima
semana cudl es la previsién para las proximas
24 horas.

Como resumen podriamos sefalar que el rapido
crecimiento del interés en la mineria de datos es
debido (i) al avance de la tecnologia de Internat y
la gran participacion en aplicaciones multimedia en
este dominio, (i) a la facilidad en la captura de
datos y el abaratamiento de su almacenaje, (iii) a
compartir y distribuir los datos en la red, juntinc

el aumento de nuevas bases de datos en los
repositorios, (iv) al desarrollo de algoritmos de
aprendizaje automatico robustos y eficientes para
procesar estos datos, (v) al avance de las
arquitecturas de las computadoras y la caida del
coste del poder computacional, permitiendo utilizar
métodos computacionalmente intensivos para el
analisis de datos, (vi) la falta de adaptacionade |
métodos de andlisis y consulta convencionales a
nuevas formas de interaccion y finalmente (viipa |
potencia que este tipo de analisis vienen mostrando
como herramientas de soporte a la toma de
decisiones frente a realidades complejas (viiijteue
presion de los productos comerciales disponibles.

3. Aplicaciones de la mineria de datos

Algunas de las tareas importantes de la mineria de
datos incluyen la identificacion de aplicacionespa
las técnicas existentes, y desarrollar nuevasdasni
para dominios tradicionales o de nueva aplicacion,
como el comercio electrénico y la bioinformatica..
Existen numerosas areas donde la mineria de datos
se puede aplicar, practicamente en todas las
actividades humanas que generen datos:

« Comercio y banca: segementacion de
clientes, prevision de ventas, analisis de
riesgo.

* Medicina y Farmacia:
enfermedades vy
tratamientos.

diagnostico de
la efectividad de los

e Seguridad y deteccion de fraude:
reconocimiento  facial, identificaciones
biométricas, accesos a redes no permitidos,
etc.

* Recuperacion de informaciéon no numerica:
mineria de texto, mineria web, busqueda e
identificacién de imagen, video, voz y texto
de bases de datos multimedia.

« Astronomia: identificacién de
estrellas y galaxias.

nuevas

* Geologia, mineria, agricultura y pesca:
identificacién de areas de uso para distintos
cultivos o de pesca o de explotacién minera
en bases de datos de imagenes de satelites

» Ciencias Ambientales: identificacion de
modelos de funcionamiento de ecosistemas
naturales y/o artificiales (p.e. plantas
depuradoras de aguas residuales) para
mejorar su observacién, gestion y/o control.

» Ciencias Sociales: Estudio de los flujos de la
opinion publica. Planificacion de ciudades:
identificar barrios con conflicto en funcion de
valores sociodemograficos.

En la actualidad se puede afirmar que la MD ha
demostrado la validez de una primera generacion de
algoritmos mediante diferentes aplicaciones al
mundo real. Sin embargo estas técnicas todavia
estan limitadas por bases de datos simples, donde
los datos se describen mediante atributos numéricos
o simbdlicos, no conteniendo atributos de tipodext

0 imégenes, y los datos se preparan con una tarea
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concreta en mente. Sobrepasar este limite sera un
reto a conseguir.

Sefialemos por Ultimo que existen cientos de
productos de mineria de datos y de compafiias de
consultoria. KDNuggets (kdnuggets.com) tiene una
lista de estas compafiias y sus productos en el
campo de la mineria de datos. Pueden resaltarse por
su mayor expansion las siguientes: SAS con SAS
Script y SAS Enterprise Miner; SPSS vy el paquete
de mineria Clementine; IBM con Intelligent Miner;
Microsoft incluye caracteristicas de mineria desat

en las bases de datos relacionales; otras compafiias
son Oracle, Angoss y Kxen. En la linea del software
libre Weka [13] es un producto con mayor
orientacién a las técnicas provenientes de la IA,
pero de fuerte impacto.

4. Técnicas usadas por la mineria de
datos

La Mineria de Datos se podria abstraer como la
construccion de un modelo que ajustado a unos
datos proporciona un conocimiento.

Por tanto podemos distinguir dos pasos en una tarea
de MD, por un lado la eleccién del modelo y por
otro el ajuste final de éste a los datos.

La eleccion del modelo viene determinada
basicamente por dos condicionantes: el tipo de los
datos y el objetivo que se quiera obtener. Asi por
ejemplo no seria apropiado aplicar regresién a unos
datos constituidos por texto o modelos basados en
distancia a datos simbdlicos.

En cuanto a la relacion modelo-objetivo, la litarat
presenta un catalogo de distintos modelos para los
diferentes objetivos. Asi, si se tiene un problelma
clasificaciébn se utilizaran maquinas de vectores
soporte o arboles de decision, si es un problema de
regresién se pueden usar arboles de regresion o
redes neuronales, si se desea hacer clustering se
puede optar por modelos jerarquicos o
interrelacionados, etc.

También es importante en esta eleccion el nivel de
comprensibilidad que se quiera obtener del modelo
final, ya que hay modelos faciles de “explicar” al
usuario como por ejemplo las reglas de asociacion y
otros que entrafian claras dificultades como lassred
neuronales o los vectores soporte.

El segundo paso consiste en realizar una “fase de
aprendizaje” con los datos disponibles para ajustar
el modelo anterior a nuestro problema particular.
Asi si tenemos una red neuronal habra que definir s
arquitectura y ajustar los valores de los pesaosude
conexiones. Si vamos a obtener una recta de
regresion hay que hallar los valores de los

coeficientes y si usamos los k-vecinos méas cercanos
necesitamos fijar una métrica y k, etc.
Esta fase de aprendizaje ajusta el modelo buscando
unos valores que intenten maximizar la “bondad”
del mismo. Esta cuestién nos vuelve a plantear dos
problemas: uno ¢(Como se define la bondad de un
modelo para unos datos? Y dos, ¢Como realizar esa
basqueda?
Respecto a la primera, normalemente todo modelo
debe venir acompafiado por una funcidon de
adaptacién que sea capaz de medir el ajuste (en
inglés se emplea el concepto de fitness function).
Esto es facil en numerosos casos, por ejemplo en
problemas de clasificacién o regresion, sin embargo
puede plantear serios retos en otros como el
clustering.
Ademas relacionado con este concepto se encuentra
un fendmeno conocido como sobreajuste, es decir,
gue se “aprendan” los datos de entrenamiento pero
no se generalice bien para cuando vengan nuevos
casos. Exisen numerosos estudios en la literatura
sobre distintas formas de separar convenientemente
datos de entrenamiento de datos de prueba [1,2,5].
En cuanto a la busqueda de los valores que
maximizan la bondad, se dispone de un importante
namero de posibilidades: desde la clasicas
procedentes del analisis matematico cuando la
funcién de bondad se conoce completamente hasta
las heuristicas que proporciona la investigacién
operativa, pasando por técnicas como los
Algoritmos Evolutivos (sin duda una de las mas
presentes en la literatura), blsquedas tabd,
bldsquedas dispersas, etc.
Debido a que esta blUsqueda u optimizacion esta
presente en todos los procesos de MD, a menudo se
confunden, pudiendo presentarse por ejemplo los
algoritmos evolutivos como un modelo de MD,
cuando realmente es una técnica que se puede usar
para ajustarlo.
Por ultimo, otro factor a tener en cuenta junto con
los anteriores es el tratamiento que deseamos dar a
la incertidumbre que el propio modelo genera. Por
ejemplo, supongamos un modelo basado en reglas
que define una asi:

Six/[7[1.4, 3.4] entonces ¥/[-2.1, 6.5]

¢, Qué podriamos afirmar sivale 3.5 6 1.3? ¢y si

vale 3.6 0 1.2? Este razonamiento lleva a usar
I6gicas distintas de la clasica como son la I6gica
borrosa o difusa (fuzzy) o los menos conocidos
rough setsRelacionado con esto aparece un ultimo
concepto:softcomputing para referirse al conjunto

de técnicas computacionales (I6gica borrosa,
razonamiento probabilistico, algoritmos evolutivos,
...) que posibilitan las herramientas de aprendizaje.
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Softcomputing se refiere a la caracteristica de
imprecision o incertidumbre que acompafia por su
propia naturaleza al concepto de MD [15].

Todos los conceptos presentados en esta seccion
(modelo, tipo de datos, logica, funciéon de bondad y
técnica de busqueda) convenientemente hibridizados
han dado lugar a infinidad de metodologias en MD.

Asi es facil encontrar referencias a “redes
neuronales borrosas para datos numéricos
entrenadas mediante algoritmos evolutivos”,

“clustering medianterough sets aplicando una
busqueda dispersa”, “definicion de una métrica para

busqueda tabu de reglas que clasifiquen texto”, etc

5. Retos y tendencias de la mineria de
datos

Existen algunos retos que superar antes de que la
mineria de datos se convierta en una tecnologia de
masas [9,14]. Sefialamos en este epigrafe algunos de
los retos actualmente planteados.

Aspectos metodoldgicas Seria muy Util la
existencia de una API Standard, de forma que los
desarrolladores puedan integrar sin dificultad los
resultados de los diversos algoritmos de mineria.
Esto podria facilitar también la tarea de autoraatiz

y simplificar todo el proceso, integrando aspectos
como muestreo, limpieza de datos, mineria,
visualizacion, etc.. En este mismo sentido seria
deseable que los productos de mineria de datos
estuvieran orientados al programador para fomentar
su uso y ampliacion. Seria asimismo necesario
unificar la teoria sobre la materia: asi se puede
observar que los estados del arte no son
generalizables, no existe un estandar para la
validacion de resultados y, en general, la
investigacibn se realiza demasiado aislada.
Asimismo se necesitaria mejorar la formacion en
esta area entre los titulados universitarios, guias

la mejor manera de expandir su uso, y finalmente,
sigue siendo un asunto pendiente la integracion del
conocimiento del dominio en el algoritmo, vy
viceversa, es decir, mejorar la interpretabilidad y
facilidad de uso del modelo hallado.

Escalabilidad: la escalabilidad de la mineria de
datos hacia grandes volimenes de datos es y sera
siempre una de las tendencias futuras, ya que el
volumen de informacion que se ha de tratar crece de
manera exponencial, con lo que los avances en esta
area quedan siempre superados por las necesidades
crecientes. Datos con miles de atributos es ya algo
habitual, pero es probable que las técnicas nm esté
preparadas aun para centenares de miles o incluso
millones de caracteristicas. Dentro de esta linea

también se localiza la mineria data streamsde
muy alta velocidad con posibles cambios de
estructura, dimensiébn o modelo de generacion
dindmico durante la fase de entrenamiento. Esto
obliga a terner un modelo de conocimiento en todo
momento.

Simulacién, integracion en la toma de decisiones

y mineria de datos los modelos extraidos para un
ambito de interés de una organizacion. Basicamente
se trata de utilizar las salidas de unos modelo®co
entradas de otros y maximizar el beneficio del
conjunto de modelos. Ademas, pueden afadirse al
modelo global restricciones de valores maximos o
minimos (saturacion), etc. Las técnicas tradiciesal
de combinacién de modelos [6,8] no pueden
aplicarse directamente. Las técnicas de simulacion
en mineria de datos (véase el capitulo 18 de [8]),
mas relacionadas con el problema de una
maximizacion global no han recibido la atencion
suficiente desde el area de la mineria de datos. La
obtencibn de modelos que globalmente se
comporten bien y que se mantengan dentro de unas
restricciones, requiere no so6lo de matrices deesost
y de técnicas como el analisis ROC [7], sino de
otros tipos de métricas y técnicas para el aprajaliz

y la evaluacion. La prediccién local mas idoneapar
un problema puede implicar la eleccion de una
menos idénea para otro, mientras puede existir una
decisién global mejor. Si bien este tipo de
decisiones globales han sido estudiadas por léateor
de la decisién [3] y por el area de planificacidn e
inteligencia artificial [11], esta interrelacion ten
modelos predictores, su aprendizaje y problemas de
optimizacion y planificacién no ha sido estudiada a
fondo.

Mineria para datos con una estructura compleja

en numerosas ocasiones los datos procedentes de
aplicaciones del mundo real no tienen una
representacién directa en forma de una Unica tabla,
sino que deben ser representadas mediante
estructuras jerarquicas (arboles), interrelaciopada
(grafos), conjuntos, etc. Por lo tanto, el reto gae
lanza a la comunidad cientifica que investiga en
aprendizaje automético y mineria de datos, es el de
adaptar o proponer nuevas técnicas que permitan
trabajar  directamente con este tipo de
representaciones. En este campo también entraria la
mineria de datos distribuida, donde los datos no se
encuentran en una Unica localizacion sino como es
cada vez mas habitual en una red de computadores.
Un caso particular seria la mineria de datos
multimedia, para datos que integran voz, imagenes,
texto, video, y que, debido a la complejidad de los
datos, el volumen y el gran abanico de aplicaciones
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posibles constituye un reto en la actualidad.

Otros temas que se estan abordando y donde se debe
profundizar son: la comprensibilidad de los patsone
extraidos; potenciar las aplicaciones en campos
nuevos como privacidad, anti-terrorismo, crisis
energética, medioambiente, bioinformatica; asegurar
la privacidad e integridad de los datos que son
sometidos a mineria; datos no balanceados entre las
distintas clases; datos sensitivos al coste, rm esdl

el error al asignar una clase sino en la obteng®n

los atributos; datos en secuencia y series temgmoral
cada vez mas utilizadas; etc.

Podemos concluir sefialando que la mineria de datos
se considera todavia un nicho y un mercado
emergente. Una de las razones es que la mayoria de
los paquetes de mineria de datos estan dirigidos a
expertos, y esta cuestion no facilita su uso psr lo
usuarios. Se piensa que en los proximos afios habra
mas desarrolladores de aplicaciones comerciales de
gestion que sean capaces de integrar en éstas
moédulos de mineria de datos. Con ello se conseguira
extender y generalizar su uso a usuarios de los mas
diversos campos de la actividad humana.

6. Conclusiones

La mineria de datos es un area de estudio ciemtific

con grandes expectativas para la comunidad

investigadora, principalmente por las expectativas

de transferencia a la sociedad que plantea. Desde
hace mas de 50 afios se han publicado infinidad de
articulos en conferencias y revistas destacadas sob

la materia. Sin embargo, queda por delante un

campo fértil y prometedor con muchos retos en

investigacion. Este articulo ha proporcionado una

introduccién al descubrimiento de conocimiento y la

mineria de datos. Se han descrito las principales
posibilidades que la mineria de datos proporciona,

asi como wuna relacion de las principales

metodologias usadas. Ademas se han resaltado
diferentes dominios de aplicacion y los principales

retos y tendencias en investigacion.
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