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de datos biológicos dependientes del tiempo

TESIS DOCTORAL

Autor:

David Gutiérrez Avilés

Directora:

Cristina Rubio Escudero

Sevilla, Junio de 2015





A Ana.
A Papá.
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A Loren.
A Magui.



Agradecimientos

En primer lugar quisiera dar las gracias a la principal persona por la
que, sin ella, no hubiera sido posible la realización de esta investigación,
mi directora, Cristina Rubio Escudero. Cristina no sólo me ha dirigido,
animado, asesorado y ayudado en la elaboración de este trabajo, aspectos
que se le presuponen a cualquier director de tesis que se precie; Cristina me
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Resumen

La tecnoloǵıa de microarray ha revolucionado la investigación biotec-
nológica gracias a la posibilidad de monitorizar los niveles de concentración
de ARN. El análisis de dichos datos representa un reto computacional de-
bido a sus caracteŕısticas. Las técnicas de Clustering han sido ampliamente
aplicadas para crear grupos de genes que exhiben comportamientos simila-
res. El Biclustering emerge como una valiosa herramienta para el análisis
de microarrays ya que relaja la restricción de agrupamiento permitiendo
que los genes sean evaluados sólo bajo un subconjunto de condiciones expe-
rimentales. Sin embargo, ante la consideración de una tercera dimensión, el
tiempo, el Triclustering se presenta como la herramienta apropiada para el
análisis de experimentos longitudinales en los que los genes son evaluados
bajo un cierto subconjunto de condiciones en un subconjunto de puntos
temporales. Estos triclusters proporcionan información oculta en forma de
patrón de comportamiento para experimentos temporales con microarrays.

En esta investigación se presenta TrLab, una metodoloǵıa para la ex-
tracción de patrones de comportamiento de grandes volúmenes de datos
biológicos dependientes del tiempo. Esta metodoloǵıa incluye el algoritmo
TriGen, un algoritmo genético para la búsqueda de triclusters, teniendo en
cuenta de forma simultánea, los genes, condiciones experimentales y pun-
tos temporales que lo componen, además de tres medidas de evaluación que
conforman el núcleo de dicho algoritmo aśı como una medida de calidad pa-
ra los triclusters encontrados.
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Todas estas aportaciones estarán integradas en una aplicación con in-
terfaz gráfica que permita su fácil utilización por parte de expertos en el
campo de la bioloǵıa.

Las tres medidas de evaluación desarrolladas son: MSR3D basada en
la adaptación a las tres dimensiones del Residuo Cuadrático Medio, LSL
basada en el cálculo de la recta de mı́nimos cuadrados que mejor ajusta
la representación gráfica del tricluster y MSL basada en el cálculo de los
ángulos que forman el patrón de comportamiento del tricluster. La medida
de calidad se denomina TRIQ y aglutina todos los aspectos que determinan
el valor de un tricluster: calidad de correlación, gráfica y biológica.

Palabras clave triclustering, algoritmos genéticos, microarrays, datos tem-
porales, mineŕıa de datos, bioinformática
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2.15. Clustering de datos de microarray . . . . . . . . . . . . . . 41

X



2.16. Biclustering de datos de microarray . . . . . . . . . . . . . . 42

2.17. Triclustering de datos de microarray . . . . . . . . . . . . . 44

2.18. Tricluster . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45

2.19. Tricluster como patrón de comportamiento genético . . . . 46
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Caṕıtulo 1

Introducción

Este caṕıtulo nos proporcionará el fondo necesario para el correcto en-
tendimiento del contenido de esta tesis doctoral. En primera instancia se
realizará una descripción del problema que se plantea en esta investigación
junto con un análisis de las propuestas realizadas en el campo (Sección 1.1).
Seguidamente justificaremos las razones que nos han llevado a realizar la
presente investigación (Sección 1.2) y los objetivos que se han planteado en
la misma (Sección 1.3) finalizando este caṕıtulo de prólogo con una gúıa
que especifique la estructura en secciones del documento (Sección 1.4) aśı
como una breve descripción de su contenido.

1.1. Descripción del problema

La tecnoloǵıa de microarray es ampliamente utilizada en entornos de
investigación de orden biológico gracias a su capacidad de monitorizar el
nivel de concentración de ARN de un gran grupo de genes; este hecho nos
habilita para el estudio de las funciones genéticas de las especies monitori-
zadas [9]. Con el objetivo de encontrar conocimiento nuevo, válido y oculto
a la percepción humana [2, 59] los campos de la Mineŕıa de Datos (Data
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Mining) y la Bioinformática (Bioinformatics) surgieron desarrollando nu-
merosas herramientas, metodoloǵıas y técnicas computacionales que nos
permiten analizar grandes volúmenes de datos tanto de fuentes de carácter
general como biológicas. Uno de los enfoques más estudiados en las citadas
disciplinas es el descubrimiento de patrones de comportamiento en datos
de expresión genética.

Se ha comprobado en numerosos trabajos como [72, 39, 73] que los genes
que exhiben una alta correlación a través de sus niveles de expresión pueden
estar involucrados en procesos reguladores similares, además, la relación
entre correlación y funcionalidad ha sido probada en diversos estudios como
en [19].

Las técnicas de Clustering son adecuadas para la detección de patrones
de comportamiento mediante la creación de grupos de genes que mani-
fiestan patrones de expresión similares [65]. Los algoritmos de Clustering
tradicionales realizan un análisis completo del espacio dimensional que ofre-
ce el microarray, agrupando genes teniendo en cuenta todas las condiciones
experimentales del mismo [34], sin embargo, la actividad genética puede
aparecer bajo un conjunto de condiciones experimentales concretas, exhi-
biendo patrones de comportamiento locales. El hallazgo de estos patrones
locales es clave para descubrir secuencias genéticas que podŕıan ser costosas
de obtener mediante otras v́ıas por lo que el paradigma de las técnicas de
Clustering deben ser extendidas a métodos que permitan el descubrimiento
de patrones de comportamiento locales en datos de expresión genética [6].
Las técnicas de Biclustering [13] atacan este problema relajando el méto-
do de agrupamiento, permitiendo la asociación de genes bajo únicamente
un subconjunto de condiciones experimentales, demostrando éxito en la
búsqueda de patrones de comportamiento genéticos [42, 58].

Avanzando un paso más en cuanto a la dimensionalidad de los expe-
rimentos con microarray, existe un gran interés en experimentos tempora-
les con esta tecnoloǵıa puesto que permiten un análisis en profundidad de
procesos moleculares en los que la evolución temporal es importante, por
ejemplo, los ciclos celulares, el desarrollo a nivel molecular o la evolución
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de enfermedades [3]. Ésto supone el añadido de una tercera dimensión a los
microarrays además de las ya citadas dimensiones de genes y condiciones
experimentales; ésta es, la dimensión de tiempo, lo que implica que las me-
todoloǵıas de Clustering y Biclustering son insuficientes para atacar esta
nueva coyuntura.

En este sentido, surge la técnica del Triclustering dando un paso más y
permitiendo agrupar genes bajo unas condiciones experimentales concretas
y bajo unos puntos temporales concretos [43], por consiguiente, habilitando
la posibilidad de analizar datos 3D. Por lo tanto, el Triclustering es adecua-
do para el análisis de experimentos de microarray en el que varias muestras
son adquiridas en diferentes puntos temporales [20]; ésto supone un hecho
de gran interés ya que permite un análisis acentuado de procesos biológicos
donde el desarrollo temporal es importante.

Tanto las técnicas de Biclustering como las de Triclustering atacan pro-
blemas NP-completos [74]; en consecuencia, los algoritmos basados en me-
taheuŕısticas, se antojan indispensables para solucionar este tipo de pro-
blema. En este sentido, definir una medida apropiada de calidad de los
productos del Triclustering o triclusters es un reto importante y esencial
[21].

Tras el análisis profundo de los trabajos recientes en el campo del análisis
de datos temporales de expresión genética y en particular aquellas investi-
gaciones relacionadas con el desarrollo y aplicación de técnicas de Tricluste-
ring, centramos la atención, entre otros, en [82] mediante el cual los autores
Zhao y Zaki introducen el algoritmo triCluster. Ésta es una de las primeras
metodoloǵıas para extraer patrones de comportamiento en datos de expre-
sión genética en 3D basada en la medición de la calidad de los triclusters
fundamentado en su simetŕıa. Este enfoque permite una extracción de tri-
clusters muy eficiente ya que son buscados en las dimensiones de menos
cardinalidad. Los triclusters tienen que satisfacer algunos requerimientos:
maximalidad, es decir, no existe un tricluster en el conjunto de soluciones
totalmente incluido en otro tricluster de dicho conjunto; delimitación, dada
por ε, del ratio para los valores de cada par de columnas en el tricluster y
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la determinación del volumen máximo y mı́nimo de los triclusters dada por
la relación entre δx, δy, δz para los genes, condiciones y puntos de tiempo
respectivamente.

Un año después, fue publicada una versión extendida y generalizada de
la propuesta de Zhao y Zaki, llamada g-triCluster [36]; en ella, los autores
aducen que la propiedad de simetŕıa no es válida para todos los patro-
nes presentes en datos biológicos y propusieron el ı́ndice de correlación de
Spearman [70] como una medida de evaluación de triclusters más apropiada.

Una propuesta basada en computación evolutiva fue presentada en [40],
en ella, la función de fitness es definida como una medida multi-objetivo
que intenta optimizar tres factores: tamaño, homogeneidad y varianza en
la dimensión de los genes de los triclusters.

La metodoloǵıa LagMiner fue presentada en [80] en la cual el objetivo
era encontrar triclusters con retardos temporales que permit́ıa encontrar
relaciones a nivel de regulación entre genes; está basada en un novedoso
modelo de clusters 3D llamado S2D3 Cluster en el que evalúan sus tri-
clusters acorde a criterios de homogeneidad, regulación, mı́nimo número de
genes, subespacio de condiciones experimentales y longitud de los periodos
temporales.

Wang et al. [77] propusieron un nuevo algoritmo llamado ts-cluster ba-
sando su definición en el concepto de tricluster coherente en el que también
buscaba relaciones a nivel de regulación entre genes. En este sentido, el
desplazamiento es también considerado entre los puntos temporales de los
triclusters evaluados.

Una nueva estrategia para extraer clusters 3D en datos con valores reales
fue introducida en [69] en la cual los autores definieron los CSCs (Correlated
3D Subspace Clusters) donde los valores de cada cluster deben tener un
alto nivel de ocurrencia y dichas ocurrencias no deb́ıan ser obtenidas por
casualidad. Su medida evaluaba los triclusters en base a una medida de
correlación que teńıa en cuenta los requisitos antes mencionados.
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Hu et al. presentaron un enfoque haciendo hincapié en el concepto de
Low-Variance 3-Cluster [35], por el cual, se teńıa en cuenta la restricción
de la baja varianza en la distribución de los valores celulares.

Otro enfoque basado en encontrar reglas de asociación con dependen-
cia temporal fue presentado en [41]. Las reglas obtenidas representaban
relaciones de regulación entre genes.

En 2011 [43] y 2012 [44] fueron publicados sendos estudios de Triclus-
tering aplicado a series temporales de expresión genética. Entre las últimas
aportaciones encontramos el trabajo de Tchagang et al. [75] y de Gnatyshak
[24].

1.2. Justificación

Los motivos que nos llevan a realizar esta investigación son diversos.
En primera instancia y tras estudiar concienzudamente el abanico de po-
sibilidades que ofrece el estado del arte, llegamos a la conclusión de que
el Triclustering aplicado al análisis de datos de expresión genética y, más
espećıficamente, a experimentos de microarray con desarrollo temporal (aśı
como para otras técnicas relacionadas como los datos ChIP-chip [79], repo-
sitorios RNA-seq [47], etc) constituye un tema en auge dentro del campo,
con gran interés dentro de la comunidad cient́ıfica y con un potencial muy
alto como herramienta de apoyo al experto biológico.

Como fruto del estudio del estado del arte encontramos en segunda
instancia pocas propuestas basadas en técnicas de inteligencia artificial tales
cómo algoritmos genéticos. Igualmente no apreciamos ninguna propuesta
que tenga en cuenta el aspecto gráfico de los triclusters resultantes del
proceso siendo, no obstante, un punto clave en la valoración positiva de
éstos en todas los trabajos analizados. Asimismo apreciamos una necesidad
de establecer una medida de evaluación de triclusters que aglutine todos
los aspectos usados para tal efecto en la literatura, estos son, evaluación
gráfica, de correlación y biológica.
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En última instancia, observamos que estas técnicas tienen potencialidad
para ser efectivas en múltiples escenarios en los que las tres dimensiones
jueguen un papel importante pero, sin embargo, apreciamos una carest́ıa
de trabajos aplicados a datos de origen no biológico.

1.3. Objetivos

Las metas a alcanzar con este trabajo son las siguientes:

Estudio del estado del arte relacionado con el enfoque del Triclusteri-
ng, análisis de datos de expresión genética y estudios de experimentos
de microarray temporales.

Desarrollo de un algoritmo de Triclustering basado en el paradigma
de los algoritmos genéticos (algoritmo TriGen).

Proponer y desarrollar una medida de evaluación de triclusters basada
en la adaptación de la medida de Cheng y Church [13] a las tres
dimensiones (MSR3D).

Proponer y desarrollar una medida de evaluación de triclusters ins-
pirada en la recta de mı́nimos cuadrados para una serie de puntos
(LSL).

Proponer y desarrollar una medida de evaluación de triclusters basada
en un enfoque gráfico de los mismos (MSL).

Comparación de efectividad de las medidas de evaluación propuestas.

Definir los aspectos fundamentales para evaluar la calidad de un tri-
cluster y proponer una medida a tal efecto. De esta forma, se consigue
aglutinar dichos aspectos que en la actualidad se tienen en cuenta por
separado (TRIQ).
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Probar la efectividad de las metodoloǵıas en datasets biológicos y
sintéticos.

Probar la efectividad de las metodoloǵıas en campos no biológicos.

Integrar todos los aspectos anteriores en una herramienta accesible y
de fácil uso por el experto biológico que sirva de apoyo en la toma de
decisiones (metodoloǵıa TrLab).

1.4. Estructura

A continuación se detalla la estructura en secciones del presente docu-
mento:

Parte I

Caṕıtulo 1
En este caṕıtulo se hace una descripción del problema en el que
se enmarca esta investigación (Sección 1.1) aśı como la justifica-
ción de la realización del mismo (Sección 1.2) y los objetivos a
completar (Sección 1.3).

Caṕıtulo 2
Con este capitulo se pretende contextualizar y definir el escenario
cient́ıfico de esta investigación. Se hace hincapié en los campos
de la Mineŕıa de Datos (Sección 2.1) y la Bioinformática (Sec-
ción 2.2) como punto de referencia de las técnicas y metodoloǵıas
estudiadas y desarrolladas. Se analizan los conceptos de micro-
array (Sección 2.3) y de datos de estudios śısmicos (Sección 2.4)
como recursos fundamentales del modelo desarrollado y se define
la técnica del Triclustering (Sección 2.5). Además, se presentan
otros conceptos que conforman el núcleo de esta investigación
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como los Algoritmos Genéticos (Sección 2.6), el proyecto Gene
Ontology (Sección 2.7), y los ı́ndices de correlación (Sección 2.8).

Caṕıtulo 3
En este caṕıtulo se pretende ofrecer un resumen de todos los re-
sultados aportados en esta investigación y que forman parte de la
metodoloǵıa TrLab. En primer lugar se describe de una manera
global el algoritmo TriGen (Sección 3.1). Seguidamente, se deta-
llan las distintas funciones de evaluación desarrolladas: MSR3D
(Sección 3.2), LSL (Sección 3.4) y MSL (Sección 3.5). También,
se realiza una descripción de la medida de calidad TRIQ (Sec-
ción 3.6) y una explicación general de la aplicación al análisis
de datos śısmicos (Sección 3.7). El caṕıtulo concluye con una
discusión conjunta de los resultados obtenidos (Sección 3.8).

Parte II

Caṕıtulo 4
Se presentan todas las publicaciones en revistas incluidas en el
Journal Citation Reports de Thomsom-Reuters fruto de esta in-
vestigación y que forman parte del compendio de publicaciones
de esta tesis doctoral. Por cada publicación se indica información
sobre editorial, campo de investigación y ranking JCR.

Caṕıtulo 5
Contiene el resto de publicaciones, no JCR, que también son
fruto de este trabajo. Éstas están dispuestas en congresos na-
cionales (Sección 5.1), congresos internacionales (Sección 5.2) y
Lecture Notes in Computer Science (Sección 5.3).
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Parte III

Caṕıtulo 6
Detalle de todas las conclusiones obtenidas de esta investigación.

Caṕıtulo 7
Próximas tareas realizables y futuras ĺıneas de investigación en
el contexto de esta investigación.

Apéndice A
Curŕıculum v́ıtae del autor de esta investigación.

10



Caṕıtulo 2

Contexto de Investigación

El objeto de este caṕıtulo es contextualizar los conceptos y ámbitos en
los que se mueve esta investigación. Primero se introduce el campo de la
Mineŕıa de Datos (Sección 2.1), marco de referencia fundamental en el que
se encuadra dicha tesis, aśı como el campo de la Bioinformática (Sección
2.2) que también es clave en la constitución de este trabajo. Seguidamente se
analizarán los dos recursos esenciales en los que se ha basado este trabajo de
investigación y que conforman la entrada del modelo diseñado: los datos de
microarray (Sección 2.3) y los datos de análisis de séısmos (Sección 2.4). Por
último se detallan el catálogo de técnicas empleadas y desarrolladas para
llevar a cabo los objetivos de esta investigación empezando por la principal,
el Triclustering (Sección 2.5), como técnica global y siguiendo con otras
técnicas y metodoloǵıas empleadas como los Algoritmos Genéticos (2.6),
el proyecto Gene Ontology (Sección 2.7) y los coeficientes de correlación
(Sección 2.8).
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2.1. Mineŕıa de Datos

La Mineŕıa de Datos (Data Mining) es entendida de manera general
como el conjunto de técnicas computacionales diseñadas para encontrar,
información oculta, válida y útil de entre la vasta cantidad de datos que
fluye de manera continuada y a diario en nuestro mundo. Es una espe-
cialidad interdisciplinaria que comprende un alto número de campos de
investigación tales como la estad́ıstica, la recuperación de la información,
la inteligencia artificial, la gestión de bases de datos, el soporte para la toma
de decisiones, el reconocimiento de patrones, la visualización de datos o el
aprendizaje automático; con lo cual, se presta a ser definida de diferentes
maneras.

Dos de las más aceptadas en la comunidad cient́ıfica (aunque no libera-
das de debate y controversia) son, por una parte, el considerar el término
Mineŕıa de Datos como un sub-proceso de una disciplina de más alto nivel
conocida como KDD (Knwoledge Discovery from Data) o, de otro modo,
el considerar ambas disciplinas como equivalentes. En cualquier caso, ya se
considere Mineŕıa de Datos como un sub-proceso del KDD o como su igual,
la esencia de ambos términos es la de agrupar todas las técnicas en el ámbito
de la Ingenieŕıa Informática que se encargan de extraer información oculta,
válida y útil de conjuntos de datos heterogéneos de gran tamaño. Por lo
tanto, cuando se hace referencia a términos como Mineŕıa de Datos, KDD,
extracción de conocimiento, análisis de patrones de datos, arqueoloǵıa de
datos, etc, estamos refiriéndonos, en esencia, al mismo concepto.

En Fig. 2.1 podemos observar como el proceso global del KDD, entendi-
do como extracción de conocimiento, está formado por varios sub-procesos
y, como antes se indicó, la Mineŕıa de Datos conforma el núcleo del pro-
cedimiento global en cuanto a la extracción de conocimiento se refiere y,
además, es la disciplina que surte de técnicas necesarias para tal efecto.
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El motivo de distinguir entre KDD y Mineŕıa de Datos en este trabajo
es el de separar las técnicas de Pre-procesado de Datos y Representación de
conocimiento, consideradas tareas con un campo de trabajo muy amplio,
de la extracción de conocimiento propiamente dicha.

FASE 1: PLANTEAMIENTO DE OBJETIVOS FASE 2: SELECCIÓN DE LAS FUENTES 
DE INFORMACIÓN (RECURSOS)

FASE 3: PREPROCESADO DE 
LOS DATOS

Figura 2.1: Proceso del KDD

Las diferentes etapas del KDD se definen como sigue [32]:

1. Planteamiento de objetivos.

Como en todo proyecto de Ingenieŕıa Informática que se precie, el
planteamiento de objetivos, establecimiento de cotas del problema aśı
como la planificación del mismo, supone un paso importante y cŕıtico
que influirá en el desarrollo del proceso. El KDD al ser un proceso
ingenieril tiene a este sub-proceso como primer paso de su procedi-
miento global.
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2. Selección de las fuentes de información.

Búsqueda de los datos que nos servirán de recurso para extraer cono-
cimiento.

3. Pre-procesado de datos.

Preparar los datos para asegurar la efectividad de la extracción de
conocimiento. Los procedimientos para este paso son la Limpieza de
los Datos para eliminar ruido e inconsistencias, Integración de Datos
para homogeneizar y unir distintas fuentes o recursos en una sola,
la Selección donde los datos relevantes para la tarea de análisis son
recuperados de las fuentes de información y Transformación de Da-
tos donde son transformados y consolidados en las formas apropiadas
para el análisis mediante operaciones de sumatorio, agregación y re-
ducción.

4. Mineŕıa de Datos.

Extracción de conocimiento propiamente dicha usando diferentes técni-
cas.

5. Análisis e interpretación del conocimiento extráıdo.

El conocimiento extráıdo se analiza e interpreta para su uso prácti-
co posterior. Importante en este paso también es la evaluación de la
calidad del modelo resultante.

6. Difusión y uso del conocimiento extráıdo.

Técnicas de visualización y representación del conocimiento entran
en juego para difundir y usar el conocimiento obtenido.
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2.1.1. Datos

Las técnicas de Mineŕıa de Datos son susceptibles de ser aplicadas a da-
tos de todo tipo de origen y naturaleza. Los oŕıgenes de datos más comunes
son las bases de datos, los almacenes de datos, y los datos transaccionales
aśı como otras disposiciones como streams, datos secuenciales u ordenados,
grafos o redes, datos espaciales, datos de textos, datos multimedia y de la
World Wide Web. Se puede afirmar que esta disciplina procura abarcar to-
dos los tipos de datos que existen según van emergiendo además de observar
que todos los modelos o conocimientos extráıdos de los distintos tipos de
datos contienen los adjetivos de oculto, válido y útil.

El objeto de aplicar técnicas de Mineŕıa de Datos a bases de datos re-
lacionales es obtener más información que la que nos proporciona una con-
sulta, es decir, pretendemos encontrar tendencias o patrones en los datos.
Por ejemplo para una base de datos de un comercio, estas técnicas pue-
den analizar datos de clientes para predecir las futuras ventas en función
de la edad y las compras previas aśı como detectar desviaciones, esto es,
productos con ventas lejos de las expectativas formadas en años anteriores.

Los almacenes de datos son repositorios de información recolectada de
múltiples fuentes localizadas f́ısicamente en distintos lugares y almacena-
das bajo un esquema único. Éstos son generalmente modelados como una
estructura multidimensional conocida como Cubo de Datos en el que cada
dimensión corresponde con un atributo o con un conjunto de atributos del
esquema donde, para cada celda, se almacena el valor de alguna medida de
resumen como un contador o una suma. De esta forma, se proporciona una
vista multidimensional de los datos y se habilita el acceso rápido a los datos
resumidos. Para poder proporcionar esta funcionalidad de multidimensio-
nalidad y resumen, los almacenes de datos contienen un inherente soporte
para operaciones OLAP (Online Analytical Processing Operations); estas
operaciones realizan accesos a los datos a diferentes niveles de abstracción.
Las técnicas de Mineŕıa de Datos permiten la exploración de múltiples com-
binaciones de dimensiones variando el nivel de granularidad y, por lo tanto,
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proporcionan el descubrimiento de interesantes patrones o tendencias que
representan conocimiento válido, oculto y útil.

Los datos transaccionales son los más sencillos en cuanto a estructura o
esquema. Un tipo de dato transaccional es un conjunto de transacciones. Se
entiende como transacción cada uno de los registros de una base de datos
(una compra de un cliente, una reserva de un vuelo, etc) y por lo general
incluye un identificador único y una lista de ı́tems que la componen (como
por ejemplo, los productos adquiridos en una compra). De manera genérica,
estos datos suelen ir presentados en ficheros y en forma de tabla de modo
que cada fila de dicha tabla representa un registro de dicha transacción y
cada columna representa un atributo de la misma; por ejemplo, para el caso
de un comercio, el conjunto de datos transaccionales de todas las ventas del
mismo estaŕıa representado en un fichero donde cada ĺınea representa una
venta y cada columna de la linea, distinguidas por un carácter separador
(comúnmente la coma o el punto y coma), se corresponden con cada uno de
los valores de los atributos de dicha venta. Un gran número de técnicas de
Mineŕıa de Datos usan estas fuentes como recursos para extraer conocimien-
to orientados a encontrar patrones frecuentes, de comportamiento u otros.
En muchos trabajos realizados en el campo de la Bioinformática (Sección
2.2), Bussines Intelligence y Toma de Decisiones se hace uso de la Mineŕıa
de Datos aplicada a este tipo de recurso. En la presente investigación, se
analiza una clase particular de estos datos como recurso de investigación:
los Datos Longitudinales (Sección 2.3).

Además de las ya expuestas, existen una gran variedad de fuentes con
formas y estructuras versátiles de las que la Mineŕıa de Datos puede ex-
traer conocimiento. Estos tipos de datos pueden provenir de muchos tipos
de aplicaciones y oŕıgenes, por ejemplo, datos secuenciales como registros
históricos, series temporales, secuencias biológicas, streams de v́ıdeo, audio
o sensores, datos espaciales como mapas, datos de diseño en ingenieŕıa como
planos de edificios, diseño de software, componentes de sistemas o circuitos
integrados y datos del World Wide Web como paginas web o redes sociales.
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Los tipos de conocimiento que las técnicas de Mineŕıa de Datos pue-
den extraer son tan numerosos como las fuentes existentes, estos son, por
ejemplo, los bancos de tendencias de compras, los modelos para detectar ac-
ciones no permitidas en sistemas informáticos, la clasificación de opiniones,
la caracterización de páginas web, la recuperación y clasificación de textos
cient́ıficos en base a temas, etc. Podŕıamos decir que, potencialmente, el
ĺımite de esta disciplina lo establecen los recursos (los datos) en lugar de
las técnicas.

2.1.2. Técnicas

Las técnicas del campo de la Mineŕıa de Datos se clasifican de manera
general en descriptivas o predictivas [32]. Las primeras, como su propio nom-
bre indica, describen los datos mientras las segundas realizan predicciones
de los mismos o, dicho de otra manera, las descriptivas caracterizan propie-
dades del conjunto de datos objetivo mientras que las predictivas inducen
cierto conocimiento para realizar predicciones sobre los datos objetivo.

Entre todo el catálogo de técnicas, destacan por su carácter representa-
tivo dentro del campo: el análisis de outliers, la descripción de conceptos,
el descubrimiento de patrones frecuentes, asociaciones y correlaciones, el
análisis predictivo, la regresión y el Clustering.

Los outliers son objetos o items contenidos en los datos de entrada
que no concuerdan con el comportamiento o modelo del mismo. Existen
multitud de metodoloǵıas para la detección y eliminación de outliers y
aśı evitar ruido y excepciones, sin embargo, en algunas aplicaciones estos
eventos son más interesantes que los propios datos fuente. El análisis de
outliers o mineŕıa de anomaĺıas se encarga de detectar estos eventos de
interés.

Los datos susceptibles de análisis pueden estar asociados a clases o con-
ceptos (por ejemplo en del caso del comercio, pueden existir los conceptos de
“gran comprador” y “comprador moderado” asociado a los clientes). Puede
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ser útil describir estos conceptos en términos concisos, resumidos y preci-
sos. Esta técnica de descripción de conceptos se puede desarrollar en tres
v́ıas: Caracterización de Datos en la que se resumen los datos del concepto
bajo estudio, Discriminación de Datos en la que se compara el concepto
objetivo con un conjunto de conceptos comparativos, o ambos enfoques tra-
bajando conjuntamente. Existen varios métodos para realizar estas tareas
de caracterización y discriminación tales como resúmenes basados en medi-
das estad́ısticas, operaciones OLAP sobre los cubos de datos, métodos de
inducción orientados al atributo, etc. Los resultados de la aplicación de es-
tas técnicas son presentados en varios formatos: gráficas circulares, gráficos
de barras, curvas, cubos y tablas multidimensionales, etc.

Obtener patrones frecuentes permite descubrir asociaciones y correla-
ciones interesantes dentro de los datos de entrada. Entre los múltiples tipos
de variantes de patrones frecuentes existentes son destacables los patro-
nes que informan de un conjunto de objetos que suelen aparecer juntos en
un conjunto de datos transaccional (por ejemplo, en un supermercado, los
productos leche y pan suelen ir juntos en la misma cesta de la compra de
muchos clientes), los patrones de subsecuencias que proveen de un conjunto
de objetos que suelen aparecer en el conjunto de datos en un orden concreto
(por ejemplo, los clientes de una tienda de tecnoloǵıa que tienden a comprar
primero un ordenador portátil, seguido de una cámara digital y una tarjeta
de memoria), los patrones de subestructuras que indican disposiciones que
suelen repetirse dentro de una estructura global como pueden ser grafos,
árboles, etc (por ejemplo, patrones de estructuras tridimensionales que se
repiten dentro de una protéına) y los patrones de comportamiento que pro-
porcionan un conjunto de elementos dentro de los recursos que tienen un
comportamiento similar acorde a la naturaleza dichos recursos (por ejem-
plo, de las señales de comunicación que recibe una antena, agrupar las que
tengan un comportamiento similar en base a su longitud de onda).

La técnicas de Clasificación consisten en encontrar un modelo (o fun-
ción) que describa y distinga los conceptos o clases de los datos fuente. El
modelo es obtenido en base al análisis de un conjunto de datos de entre-
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namiento (esto es, datos cuyo concepto o clase es conocido). El modelo se
usa para predecir la clase (o clasificar) los objetos que no tienen clasifi-
cación alguna. Para obtener el modelo resultante de la aplicación, existen
varios métodos. Entre los más usados podemos destacar los árboles de de-
cisión, las reglas de asociación, las redes neuronales, las redes bayesianas,
las máquinas de vector soporte y el algoritmo del vecino más próximo.

Mientras que la Clasificación predice la categoŕıa de objetos discretos, la
regresión modela funciones de valores continuos. La Regresión es una meto-
doloǵıa estad́ıstica que es mayoritariamente usada para predicción numéri-
ca. Además, abarca la identificación de la distribución de tendencias en los
datos procesados.

Al contrario que la Regresión o la Clasificación que analizan conjuntos
de datos con etiquetas (conjunto de entrenamiento, aprendizaje supervisa-
do), el Clustering analiza los datos de entrada sin atender a dicha etiqueta
(aprendizaje no supervisado). En muchos casos, no se puede determinar un
conjunto de entrenamiento con las etiquetas de clase. Para ello, el Clus-
tering puede ser usado para generarlas. De manera global, estas técnicas
separan en grupos o clusters el conjunto completo de los datos de entrada
basándose en el principio de maximizar la similitud entre los elementos de
un grupo y minimizando la similitud entre los elementos de grupos distin-
tos. El Clustering puede facilitar la formación taxonómica, o lo que es lo
mismo, la organización de observaciones en clases jerárquicas que agrupan
eventos similares.
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2.2. Bioinformática

En las últimas décadas, los avances en la bioloǵıa molecular y el equi-
pamiento disponible para la investigación en este campo, han permitido la
rápida secuenciación de grandes porciones de genomas de diversas especies.

En la actualidad, muchos genomas procariotas, tales como la bacteria
Escherichia coli y muchos eucariotas ya han sido secuenciados por com-
pleto. El proyecto Genoma Humano [15], diseñado con el fin de secuenciar
los 46 cromosomas del ser humano, también está terminado. Las bases de
datos de secuencias más populares, como GenBank [7] y EMBL [37], están
creciendo de forma exponencial. Esta gran cantidad de información necesita
de un alto nivel de organización, indexado y almacenamiento de las secuen-
cias. Es por ello que la Ingenieŕıa Informática ha sido aplicada a la Bioloǵıa
para producir un nuevo campo de investigación llamado Bioinformática que
permita ayudar a esta organización [1].

El término Bioinformática ha sido adoptado por varias disciplinas dife-
rentes. En su sentido más amplio, puede considerarse que el término signi-
fica tecnoloǵıa de la información aplicada a la gestión y análisis de datos
biológicos. Esto tiene implicaciones en diversas áreas, desde la inteligencia
artificial y la robótica al análisis de genomas.

En el contexto de los proyectos genoma, el término se aplicó original-
mente a la manipulación computacional y al análisis de datos de secuencias
biológicas (ADN o protéınas), sin embargo, a la vista de la rápida y crecien-
te acumulación de estructuras de protéınas disponibles, el término actual-
mente abarca numerosos campos como el análisis y predicción de estructu-
ras protéınicas tridimensionales, cálculo de propiedades fisico-qúımicas de
las protéınas, clasificación evolutiva de las protéınas, análisis de expresión
genética, etc.
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2.2.1. Objetivos y Áreas de trabajo

La Bioinformática acepta un enfoque desde la perspectiva de la Inge-
nieŕıa Informática como campo de investigación interdisciplinar en el que
confluyen varias especialidades como las Bases de Datos, la Ingenieŕıa del
Software o la Mineŕıa de Datos en las que destacan las tareas de diseño,
acceso y análisis de bases de datos biológicas, el análisis de secuencias y
estructuras moleculares, la visualización y predicción de estructuras 3D de
macromoléculas y el reconocimiento de patrones de comportamiento genéti-
cos.

Desde este punto de vista, la Bioinformática engloba el estudio y solu-
ción de problemas relacionados con datos de origen biológico. Éstos cons-
tituyen un recurso muy amplio y pueden ser clasificados en tres campos
de investigación que agrupan distintas tareas y problemas abiertos [14]: el
análisis de secuencias de ADN/ARN, el análisis de secuencias y estructuras
proteicas y el análisis de genomas completos.

Uno de los elementos principales en la Bioinformática es el campo del
análisis de secuencias de ADN/ARN. El Ácido Desoxirribonucleico (ADN)
es una macro molécula en forma de cadena plegada en doble hélice en el
que cada eslabón de la misma lo constituyen un par de nucleótidos; desde
el punto de vista funcional el ADN contiene instrucciones genéticas usadas
en el desarrollo y funcionamiento de todos los organismos vivos conocidos
y algunos virus, y es responsable de su transmisión hereditaria. Del mismo
modo, el Ácido Ribonucleico (ARN) es una macro molécula en forma de
cadena simple en el que cada nodo de la misma lo forma un nucleótido y su
función es la de dirigir las etapas intermedias de la śıntesis proteica. Una
vista de la morfoloǵıa molecular de ambas cadenas puede apreciarse en Fig.
2.2.

De forma general y muy simplificada, se puede decir que el ADN con-
tiene las instrucciones para la construcción de protéınas y el ARN es el
encargado de ejecutarlas. Tanto el ADN como el ARN constituyen un len-
guaje de bajo nivel con todo lo que ello supone: śımbolos de codificación,
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Figura 2.2: ARN y ADN

sintaxis e interpretación. Ambos lenguajes tienen 4 śımbolos de codificación
o bases nitrogenadas (parte central de los eslabones o nucleótidos): Citosi-
na (C), Adenina (A), Guanina (G) para ambos, Timina (T) para el ADN
y Uracilo (U) para el ARN. Como sintáxis básica, cada base nitrogenada
tanto en la doble hélice del ADN como en el proceso de transcripción en
el ARN va asociada a su complementaria de tal forma que la Adenina se
complementa con la Timina o Uracilo y la Citosina con la Guanina. La in-
terpretación básica es que cada triplete de bases nitrogenádas corresponde
con un aminoácido. Los elementos que constituyen el análisis de secuencias
de ADN/ARN se pueden observar de manera global en Fig. 2.3.
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Figura 2.3: Elementos del análisis de secuencias de ADN/ARN

De este campo, surgen multitud de tareas y problemas a abordar debido
a la alta complejidad del sistema biológico de los seres vivos, entre los más
destacados, se encuentran [14]:

1. Recuperación de secuencias de ADN en bases de datos biológicas.

2. Cálculo de composición de nucleótidos.

3. Identificación de zonas de restricción.

4. Diseño de cebadores para reacciones en cadena de la polimerasa.

5. Identificación de marcos abiertos de lectura.

6. Predicción de elementos de ADN/ARN de estructura secundaria.

7. Búsqueda de repeticiones.

8. Cálculo del alineamiento óptimo entre dos o más secuencias de ADN.

9. Búsqueda de zonas polimórficas en genes.

10. Ensamblaje de fragmentos de secuencias.
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11. Análisis de la composición de una secuencia de ADN.

a) Establecer el contenido de Guanina (G) y Citosina (C).
b) Conteo de palabras.
c) Encontrar repeticiones internas..
d) Encontrar regiones de codificación de protéınas.
e) Encontrar exones internos en secuencias genómicas.

12. Ensamblaje de fragmentos de secuencias.

13. Predicción y modelado de estructuras secundarias de ARN.

14. Búsqueda de similitudes en bases de datos de secuencias de ADN.

15. Comparación de dos secuencias de ADN.

16. Comparación de múltiples secuencias de ADN.

En el campo del análisis de secuencias y estructuras proteicas, la pro-
téına y sus distintas configuraciones estructurales es el objeto de estudio
fundamental. Una protéına es una macro molécula constituida por cadenas
de moléculas orgánicas con un grupo amino y un grupo carboxilo unidos a
un carbono central llamadas aminoácidos. Las protéınas ocupan un lugar
de máxima importancia entre las moléculas constituyentes de los seres vi-
vos. Prácticamente todos los procesos biológicos dependen de la presencia
o la actividad de este tipo de moléculas. Al ser una molécula compleja, la
protéına está constituida por cuatro niveles estructurales que están ı́ntima-
mente ligados con su función en el organismo del ser vivo correspondiente
(Fig. 2.4).
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Figura 2.4: Estructuras proteicas

La relación de las protéınas con el nivel ADN/ARN se establece gracias
a uno de los descubrimientos cient́ıficos más importantes de la historia: el
código genético, que establece la relación directa entre los tripletes de nu-
cleótidos y los aminoácidos que sintetizan. Como podemos ver en Fig. 2.5
cada combinación de tres nucleótidos (parte interior de la rueda) sintetiza
un aminoácido concreto o las órdenes de empezar la transcripción (((start)))
y terminar la transcripción (((stop))) (peŕımetro de la rueda). De este mo-
do, el primer paso en la śıntesis de una protéına seŕıa activar el triplete de

25



((start)) (Adenina - Uracilo - Guanina), que sintetiza el aminoácido Metio-
nina, establecer las secuencias de tripletes para los siguientes aminoácidos y
activar alguna de las tres secuencias de ((stop)) (Uracilo - Adenina - Adenina,
Uracilo - Adenina - Guanina o Uracilo - Guanina - Adenina).

Figura 2.5: Código Genético

Los aminoácidos son las unidades mı́nimas de información dentro de las
protéınas. Una protéına, en origen, es una combinación secuencial de estas
unidades mı́nimas de información que puede adoptar distintas estructuras
en el espacio (Fig. 2.4). De esta forma, y al igual que en el ADN/ARN,
podemos interpretar el nivel protéico como un lenguaje de 20 śımbolos
(20 aminoácidos existentes en la naturaleza) en el que cada protéına es
una combinación secuencial de los mismos. Los elementos que constituyen
análisis de secuencias y estructuras proteicas se pueden observar de manera
global en Fig. 2.6.
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Aminoácidos Proteína

Ala Gln

Val

Tyr

Trp

Thr

Ser

Pro

Phe

Met

Lys

Leu

Ile

His

Gly

Glu

Cyc

Asp

Asn

Arg

Código Genético

ADN

Figura 2.6: Elementos del análisis de secuencias y estructuras proteicas

Entre los retos bioinformáticos más destacados de este campo se en-
cuentran [14]:

1. Recuperación de secuencias de protéınas en bases de datos biológicas.

2. Cálculo de propiedades de los aminoácidos: composición, peso mole-
cular, etc.

3. Cálculo del nivel de hidrofobia y hidrofilia de una protéına, predicción
de ant́ıgenos.

4. Predicción de elementos de estructura secundaria.

5. Predicción del dominio de organización de la protéına.

6. Visualización de la estructura 3D de la protéına.

7. Predicción de la estructura 3D de la protéına a partir de su secuencia
de aminoácidos.

8. Búsqueda de protéınas que comparten una secuencia similar de aminoáci-
dos.

9. Clasificación de protéınas en familias.

10. Búsqueda del alineamiento óptimo entre dos o más protéınas.
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11. Búsqueda de relaciones evolutivas entre protéınas; dibujo de árbol
genealógico proteico.

12. Predecir las principales propiedades fisico-qúımicas de una protéına.

13. Análisis de la estructura primaria.

a) Búsqueda de segmentos posicionados en la membrana.
b) Búsqueda de regiones coiled-coil.

14. Predicción de modificaciones post-traducción.

a) Búsqueda de patrones PROSITE.
b) Búsqueda de dominios conocidos.
c) Búsqueda de nuevos dominios.

15. Predicción de la estructura secundaria de una protéına.

16. Predicción caracteŕısticas estructurales de una protéına.

17. Predicción de la estructura terciaria de una protéına.

18. Búsqueda de similitudes en bases de datos de secuencias de protéınas.

19. Comparación de dos secuencias de protéınicas.

20. Comparación de múltiples secuencias de protéınicas.

El tercer campo de investigación es el análisis de genomas completos. El
genoma es la totalidad de la información genética que posee un organismo
en particular. Desde el punto de vista estructural, el genoma se organiza en
unidades llamadas cromosomas que, a su vez, se agrupan en otras unidades
mı́nimas, los genes. Un cromosoma es una estructura molecular compleja
formada por un conjunto determinado de genes que realizan una función
biológica concreta en el ser vivo. Un gen es una secuencia ordenada de
nucleótidos en la molécula de ADN que contiene la información necesaria
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para la śıntesis de una protéına con función celular espećıfica. El genoma
humano contiene 46 cromosomas y un número de genes del orden de 25.000.
Desde el punto de vista de la ingenieŕıa podemos decir que el genoma es el
repositorio completo de recursos para construir funciones biológicas de un
ser vivo; esto es, en el genoma encontraremos todos los genes encargados de
cada función biológica organizados por cromosomas (Fig. 2.7). De entre los
problemas abordables más destacados en Bioinformática para este campo,
destacan [14]:

1. Búsqueda de genomas disponibles.

2. Análisis de secuencias en relación a genomas espećıficos.

3. Análisis de expresión genética.

4. Representación gráfica de genomas.

5. Análisis de genomas microbianos.

6. Análisis de genomas eucarióticos.

7. Búsqueda de genes homólogos.

8. Búsqueda de repeticiones.

gen N

gen 1gen 1gen 1

gen 2

gen 3gen 3

gen 4

Figura 2.7: Elementos del análisis de genomas completos
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En este análisis de los objetivos y áreas de trabajo sólo se ha reflejado
algunas de las disciplinas más recurrentes que tienen cabida bajo el término
Bioinformática. No es objetivo de esta investigación el hacer un análisis
exhaustivo de todas las disciplinas. Cabe destacar que hay otros muchos
logros en investigación dentro de la Bioinformática que hacen que dichas
disciplinas vayan aumentando en número.

2.3. Microarrays

Los complejos procesos moleculares de los sistemas biológicos han lo-
grado ser estudiados gracias a los progresos en bioloǵıa molecular junto
con el avance de las técnicas computacionales y el hardware [22]. Dicho
hecho ha supuesto una revolución tecnológica que se ha traducido en el
aumento exponencial de la cantidad de datos disponibles. En particular,
los chips de alta densidad de nucleótidos o ADN complementario desarro-
llados en los años 90, conocidos como microarrays, han revolucionado la
investigación biológica por su capacidad para monitorizar los cambios en la
concentración de ARN en miles de genes simultáneamente [9] mientras que
los métodos tradicionales pod́ıan únicamente observar un gen cada vez.

El funcionamiento de los microarrays se basa en hacer valer la capa-
cidad de las moléculas de ARN mensajero (encargado de transportar la
información sobre la secuencia de aminoácidos de la protéına al ribosoma)
para unirse espećıficamente con el ADN que lo produjo. Partiendo de un
biochip que contenga una gran cantidad de muestras de ADN el experto
cient́ıfico puede determinar los niveles de expresión genética de miles de ge-
nes de una célula mediante la medición de la cantidad de ARN mensajero
ligado a cada sección del biochip. Cada una de estas medidas es calculada
de manera precisa por un ordenador produciendo un perfil o colección de
los niveles de expresión genética de la célula bajo estudio. La producción
de estas colecciones de niveles de expresión genética ha dado pie a la iden-
tificación y el estudio de los patrones de expresión genética que subyacen
a la fisioloǵıa celular, esto es, podemos ver qué genes se encuentran activa-
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dos (o reprimidos) bajo distintas condiciones o ante la presencia de agentes
externos. Este campo de investigación es conocido como análisis de datos
de expresión genética [8].

Una práctica común en el análisis de los datos de expresión génica con-
siste en aplicar técnicas de agrupamiento. Estos de grupos de genes mues-
tran patrones similares de expresión y son interesantes porque se considera
que los genes con patrones de comportamiento similares pueden estar invo-
lucrados en procesos de regulación similares [72]. Aunque, en teoŕıa, no hay
un gran paso de la correlación a la similitud funcional de los genes, varios
art́ıculos indican que esta relación existe [19].

2.3.1. Aplicaciones

F́ısicamente, un microarray o biochip (Fig. 2.8) es una colección de
pequeños fragmentos de genes unidos a la superficie de pequeños cristales.
En ellos, se integran decenas de miles de fragmentos de material genético
de secuencia conocida y de diferente tamaño ordenados sobre un sustrato
sólido de manera que forman una matriz de secuencias en dos dimensiones.
Dichos fragmentos se denominan sondas.

Las muestras a analizar son marcadas por diversos métodos (enzimáti-
cos, fluorescentes, etc.) incubándose posteriormente sobre la matriz de son-
das y produciéndose una hibridación entre las secuencias homólogas, es de-
cir, sólo las cadenas complementarias a las del chip son hibridadas. Después
de la hibridación entre las secuencias del microarray y la muestra marcada
con fluorescencia, los chips son léıdos en un escáner originándose un patrón
de luz caracteŕıstico y una cuantificación de la intensidad de hibridación de
cada punto. Los datos obtenidos son interpretados mediante un ordenador
lo que permite una identificación y cuantificación del ADN o ARN presente
en la muestra.
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Figura 2.8: Microarray

Una de las aplicaciones más extendidas de esta tecnoloǵıa es la compa-
ración de genes de individuos sanos con enfermos. Por ejemplo, si tenemos
muestras de pacientes con cáncer de colon, y muestras de pacientes sanos,
podemos comparar el nivel numérico de expresión de los genes en ambas
muestras, extráıdos en función de la intensidad lumı́nica del microarray en
esas celdas, identificar los genes que se comportan distinto en el paciente
sano y en el enfermo y estudiarlos más en profundidad pues potencialmente
pueden estar relacionados con el cáncer de colon.

En Fig. 2.9 podemos ver una imagen real de dos microarrays que confor-
man otro ejemplo de este corte: el microarray de la izquierda corresponde
a un ratón enfermo mientras que el de la derecha es de un ratón sano. Se
puede observar que hay un par de genes que, bajo una misma condición
experimental, tienen diferentes niveles de expresión para el enfermo y el
sano. Este hecho se contempla en los colores de los genes seleccionados,
el del ratón sano es diferente del enfermo, de esta forma, el color en un
microarray corresponde con el nivel de expresión.
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Condición 1 : Enfermo Condición 2 : Sano

Mismos genes, diferentes condiciones, diferentes niveles de expresión

Figura 2.9: Experimento con microarray

Para poder aplicar técnicas computacionales sobre datos de microarray
es necesario usar un equivalente digital a los biochips sintetizados en el
laboratorio. Dicho equivalente digital no es más que una correspondencia
entre el nivel de color de una celda con un valor numérico. Podemos observar
un ejemplo reducido del mismo en Fig. 2.10. En ella, vemos como cada fila
representa a un marcador genético mientras que cada columna representa a
un gen. Los valores numéricos se corresponden con los colores del microarray
f́ısico.

Los datos digitales de microarray se pueden interpretar como una colec-
ción de niveles de expresión genética para una particular condición experi-
mental. En esta colección de niveles, cada celda es un color que representa
un nivel de expresión genética bajo una condición experimental concreta.

Para el procesamiento computacional, se agrupan diferentes experimen-
tos de microarray para obtener una tabla indexada por gen (filas) y con-
diciones experimentales (columnas); cada una de las celdas de esta tabla
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Figura 2.10: Datos de microarray

contendrá un número real que representa el nivel de expresión genética.
Como se puede observar en Fig. 2.10, la celda de fila 3 columna 2 es un
número real que determina el nivel de expresión del gen número 3 bajo la
condición experimental número 2.

2.3.2. Experimentos temporales

En la naturaleza existen numerosos procesos cuyo desarrollo cambia
según avance del tiempo. Reacciones de productos qúımicos, fenómenos
geológicos como los terremotos, procesos biológicos como los ciclos celulares
o los procesos fisiológicos de los seres vivos son un pequeño subconjunto de
ejemplos de entre el amplio abanico que existe en nuestra realidad.
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Los datos temporales extráıbles de estos procesos se definen de manera
general como datos que vaŕıan en el tiempo o como datos longitudinales
[81].

Más exhaustivamente pueden ser denominados como un conjunto de I
instancias y A atributos, cuyos valores vaŕıan a lo largo de T puntos de
tiempo. Adoptando una visión geométrica, tendremos un cubo de IxAxT
celdas en la que cada celda de fila iεI, columna aεA y ancho tεT representa
al valor que tiene la instancia i para el atributo a en el instante de tiempo
t. Este concepto se puede observar en Fig. 2.11, si escogemos una celda, por
ejemplo la V 22, vemos que su valor será distinto en cada punto de tiempo
(tiempo 1, 2, ..., T ).

Tiempo 1 Atributo 1 Atributo 2 ... Atributo A
Instancia 1 V11 V12 ... V1A
Instancia 2 V21 V22 ... V2A

... ... ... ... ...
Instancia I VI1 VI2 ... VIA

Tiempo 2 Atributo 1 Atributo 2 ... Atributo A
Instancia 1 V11 V12 ... V1A
Instancia 2 V21 V22 ... V2A

... ... ... ... ...
Instancia I VI1 VI2 ... VIA
.
.
.
Tiempo T Atributo 1 Atributo 2 ... Atributo A
Instancia 1 V11 V12 ... V1A
Instancia 2 V21 V22 ... V2A

... ... ... ... ...
Instancia I VI1 VI2 ... VIA

Figura 2.11: Datos longitudinales
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Aśı pues, un experimento de microarray temporal se compone de la
śıntesis en laboratorio de varios microarrays realizados en instantes de tiem-
po diferentes. De esta forma, como resultado de estos experimentos tendre-
mos tantos biochips como puntos de tiempo sean considerados. En Fig. 2.12
podemos ver un ejemplo real de un experimento microarray temporal. En
ella, podemos observar un microarray por cada fase del ciclo celular de una
célula (fases G0, G1, S, G2 y M). Cada microarray se corresponde con un
punto de tiempo, por lo tanto, se puede comparar el nivel de expresión de
un gen en cada punto de tiempo o fase del ciclo celular. En el ejemplo de
Fig. 2.12 vemos que un gen concreto tiene diferentes niveles de expresión
o colores bajo la misma condición experimental en diferentes puntos de
tiempo.

Ciclo Celular de la Levadura

t1 : fase G0 
t2 : fase G1 t3 : fase S t4 : fase G2 t5 : fase M

Mismos genes y condiciones, diferentes niveles de expresión para los instantes t1, t2, t3, t4 y t5 

Figura 2.12: Experimento con microarray temporal

La correspondencia de los microarrays temporales con su equivalente di-
gital se puede observar en Fig. 2.13. Un microarray temporal tiene T puntos
de tiempo, G genes y C condiciones, por lo tanto, para el análisis compu-
tacional, se agruparán varios experimentos de microarray (experimento de
microarray temporal) para obtener varias tablas indexadas por gen (filas),
condiciones experimentales (columnas) y puntos de tiempo (cada una de
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las tablas). Cada una de las celdas de estas tablas es el nivel de expresión
representado por un número real. Como se puede ver en el ejemplo de Fig.
2.13, la celda fila 2, columna 2, tiempo 1 es un número real que determi-
na el nivel de expresión del gen número 2, bajo la condición experimental
número 2 en el punto de tiempo 1.

Experimento de Microarray Temporal

T instantes, G genes, C condiciones

V2,2,1 : Nivel de expresión Genética del gen 

número 2 bajo la condición experimental número 2

en el instante 1 

instante 1

V2,2,1

gen 1

gen 2

gen G

...

condición 1

condición 2 ...

condición C

Datos de Microarray Temporal

gen 1

gen 2

gen G

...

condición 1

condición 2 ...

condición C

gen 1

gen 2

gen G

...

condición 1

condición 2 ...

condición C

instante 2

instante T

condición 1

condición C

instante 1 instante 2 instante T

instante 1 instante 2 instante T

Figura 2.13: Datos de microarray temporal

2.4. Datos de magnitudes de séısmos

Estos conjuntos de datos constituyen un recurso formado por una agru-
pación de datos proveniente de estudios y mediciones de magnitudes de
séısmos. Dichos datos han sido obtenidos del catálogo del Centro Nacional
de Información Geográfica (en adelante CNIG) [55].
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Desde el año 1961 el CNIG ha calculado la magnitud de los terremotos
entre las coordenadas geográficas 5◦N a 44◦N y 10◦W a 5◦E produciendo
catálogos de datos en una frecuencia semanal, mensual y global desde el
año 1981 hasta la actualidad.

Para la estimación de las magnitudes, cinco tipos diferentes de corre-
laciones son tenidas en cuenta, estas son: Duración (MD(M −MS)) [50],
Superficie de Onda (mb,Lg (M-MS)), Cuerpo de Onda (mb(V-C)) [76], Su-
perficie de Onda (mb,Lg (L)) y Momento (Mw) [33]. Estas medidas de corre-
lación son analizadas con profundidad en [53].

La estimación de estas magnitudes en el catálogo no son homogéneas ya
que los séısmos de antes del año 1962 fueron calculados con procedimien-
tos diferentes. Para garantizar la completitud del conjunto de datos sólo
son incluidos los séısmos registrados después del año en el que el catálogo
se compone. En ese año se incluyen todos los terremotos con magnitudes
mayor o igual que la mı́nima magnitud registrada en dicho periodo.

El año 1978 es de completitud en el catálogo [54] con magnitud mı́nima
de 3.0 por lo que, para este conjunto de datos, han sido tenidos en cuenta los
séısmos desde ese año en adelante. El procedimiento usado para la localiza-
ción de los epicentros es descrito en [49] que determina antiguos epicentros
usando mapas isoséısmicos y, por último, se ha usado la aplicación HYPO
71 basada en el tiempo de llegada de las ondas śısmicas a las estaciones y
un modelo de corteza terrestre.

El siguiente paso, fue transformar el conjunto de datos 2D generado
en 3D. En este proceso, varios atributos fueron generados para que las en-
tradas puedan proporcionar información significativa. Para ello, primero
se ordenaron todos los datos incluidos en el catálogo en 60×90 celdas re-
presentando cada una de ellas un área de 20×20 km2 aproximadamente.
Después, se enriqueció a cada celda con un conjunto de caracteŕısticas que,
de acuerdo con [61] y [68], son:
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1. Número total de terremotos detectados, N .

2. Número de terremotos detectados con magnitud mayor o igual que
3.5 , M3.5.

3. Número de terremotos detectados con magnitud mayor o igual que
4.0 , M4.0.

4. Número de terremotos detectados con magnitud mayor o igual que
4.5 , M4.5.

5. Número de terremotos detectados con magnitud mayor o igual que
5.0 , M5.0.

6. Media de todos los epicentros de los terremotos, D.

7. Máxima magnitud de terremotos, Mmax.

LT latitudes, LN longitudes, C características

V2,2,3: valor de la característica 3

para la latitud 2 y la longitud 2 

característica 1

latitud 1

latitud 2

latitud LT

...

longitud 1

longitud 2 ...

longitud LN

característica 2

latitud 1

latitud 2

latitud LT

...

longitud 1

longitud 2 ...

longitud LN

característica 3

latitud 1

latitud 2

latitud LT

...

longitud 1

longitud 2 ...

longitud LN

característica C

latitud 1

latitud 2

latitud LT

...

longitud 1

longitud 2 ...

longitud LN

V2,2,3

Figura 2.14: Conjunto de datos de magnitudes de séısmos
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Por lo tanto, cada celda está definida como:

Ci,j = {N∗,M∗3.5,M∗4.0,M∗4.5,M∗5.0, D∗,M∗max} (2.1)

donde i ∈ [1, 90] y j ∈ [1, 60] que indican la latitud y longitud relativa.
La celda (1, 1) corresponde a las coordenadas (12◦W, 33◦N) mientras que
(90, 60) marca las coordenadas (6◦E, 45◦N). En Fig. 2.14 vemos la dispo-
sición en tres dimensiones del conjunto de datos.

Vale la pena señalar que todas las caracteŕısticas antes mencionadas
se calcularon como sigue. Sea Ci,j la celda objetivo, para calcular cada
caracteŕıstica, tanto esta como las 24 celdas que la rodean se tienen en
consideración, esto es, el conjunto de celdas incluido en el cuadrado con
fronteras Ci−2,j−2 (esquina inferior izquierda) y Ci−2,j−2 (esquina superior
derecha) son usadas para estimar la caracteŕıstica concreta de Ci,j .

2.5. Triclustering

De la necesidad de extender el Clustering al análisis de datos en tres
dimensiones, nace el Triclustering. Esta técnica se define como un modelo
para encontrar relaciones entre un subconjunto de dimensiones del total de
los datos analizados. El Triclustering acepta una visión en función de la
evolución de la técnica primigenia de la que procede, el cual es un punto
de vista fundamental para entender su funcionamiento. Por ello, se centra
la descripción de esta técnica en base a su desarrollo.

Los algoritmos de Clustering tradicionales tienen múltiples variantes
y aplicaciones. Estos trabajan en todo el espacio de las dimensiones de
los datos y, de manera general, puede considerarse como una técnica para
agrupar objetos de cualquier naturaleza en base a sus caracteŕısticas. Por
ejemplo, podemos aplicar Clustering a un conjunto de clientes de unos
grandes almacenes y agruparlos de forma que se parezcan entre śı.
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Figura 2.15: Clustering de datos de microarray

En el caso particular de los microarrays, disponemos de una base de
datos en forma de tabla en la que cada celda representa el nivel de expresión
genética de un gen concreto (fila) bajo una condición experimental concreta
(columna), por tanto, al aplicar Clustering se obtienen agrupaciones de
genes cuyo nivel de expresión genética es similar. Este hecho se observa en
Fig. 2.15, en donde a partir de un microarray de entrada de n genes y m
condiciones se agrupan los genes 1, 2 y 4 para formar el correspondiente
cluster. Es destacable observar que los valores de expresión genética de los
genes agrupados se pueden considerar similares (están en un rango entre
3.7 y 4.2) en comparación con el resto de niveles de expresión de los datos
de entrada.
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La aplicación del Clustering sobre un microarray da como resultado una
serie de clusters que forman el modelo del mismo o, lo que es lo mismo, un
conjunto de agrupaciones de genes que son similares entre śı en cuanto a
su nivel de expresión genética.

El Biclustering va un paso más allá en la tarea de agrupar objetos.
Con esta técnica no sólo agrupamos objetos a nivel de instancia como en
el Clustering sino que también agrupamos a nivel de atributo. Siguiendo
con el ejemplo de los grandes almacenes, al aplicar Biclustering, no sólo
agrupamos clientes como concepto en general sino que además agrupamos
por alguna de sus caracteŕısticas, esto es, podemos agrupar clientes que
tengan edades, gustos y salarios parecidos o clientes cuyo código postal y
número de hijos sean parecidos.

Bicluster: G = {gen 1, gen 2, gen 4}, C = {condición 2, condición 3}

Datos de Microarray
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Figura 2.16: Biclustering de datos de microarray
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Centrándonos de nuevo en el análisis de microarrays, al aplicar Biclus-
tering, no sólo agrupamos genes con nivel de expresión parecido sino que
también agrupamos condiciones experimentales. De esta forma, obtenemos
biclusters que estarán formados por un subconjunto de genes y un sub-
conjunto de condiciones experimentales de forma que los niveles de expre-
sión que conforman estos subconjuntos son similares. Se puede decir que
el Biclustering es de granularidad más fina que el Clustering en cuanto a
profundidad dimensional en la búsqueda dentro del espacio de soluciones.

Como podemos observar en Fig. 2.16, partiendo de los datos de entrada
de microarray y aplicando Biclustering, primero se observa una agrupación
a nivel de gen para, seguidamente, realizar una agrupación a nivel de con-
dición dejando patente el afinamiento dimensional anteriormente citado.
Podemos ver que el resultado ya no es un grupo de genes como en el caso
del Clustering, sino que es un grupo de genes y condiciones experimentales.

Vemos, igualmente, que los niveles de expresión genética del bicluster
resultante conformado por los genes 1, 2 y 4 y las condiciones 2 y 3 son
muy similares entre śı (están en un rango entre 4.1 y 4.2), lo que acentúa
la caracteŕıstica de precisión dimensional de esta técnica.

La siguiente evolución en la técnica es conocida como el Triclustering.
Esta técnica nace por necesidad de análisis de datos cuyos valores vaŕıan en
el tiempo por lo que añaden una nueva dimensión. Debido a este hecho, las
técnicas de Clustering y Biclustering no proporcionan un análisis completo
de estos datos.

Al aplicar Triclustering a conjuntos de datos variantes en el tiempo,
estamos agrupando no sólo a nivel de instancia y caracteŕıstica, sino que
también a nivel de instante de tiempo en el que dichos datos fueron ad-
quiridos. Continuando con el ejemplo de los grandes almacenes, no sólo
agrupamos clientes según su concepto en general y según alguna de sus
caracteŕısticas sino que también agruparemos por instante de tiempo en el
que los datos fueron adquiridos o medidos, de esta forma, podemos agrupar
clientes no sólo que tengan gustos, salarios, código postal y número de hijos
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parecidos sino que también que dichas caracteŕısticas estén comprendidas
en un periodo de tiempo concreto por ejemplo entre abril y mayo.

Tricluster: G = {gen 1, gen 3}, 

C = {condición 2, condición 4}, 

T = {instante 1, instante 3}

Datos de Microarray Temporal

Triclustering Evolución del Biclustering Agrupación de genes, condiciones e instantes de tiempo
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Figura 2.17: Triclustering de datos de microarray

En el caso particular en el que los datos de entrada son los microarrays
temporales, y a diferencia de los dos anteriores, disponemos de una base de
datos en forma de cubo en la que cada celda representa no sólo el nivel de
expresión genética de un gen concreto (fila) bajo una condición experimen-
tal concreta (columna) sino que también en un instante de tiempo concreto
(profundidad).
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Por tanto, al aplicar Triclustering estamos obteniendo agrupaciones de
genes bajo condiciones experimentales concretas y en instantes de tiempo
concretos cuyo nivel de expresión genética es similar.

Todos estos conceptos quedan patentes en Fig. 2.17 en la que se observa
como la entrada al análisis son datos de microarray temporal que incluye
una nueva dimensión de tiempo diferenciándose con los dos casos anteriores
ya que forma un “cubo” de datos en lugar de una “tabla”. Como resultado se
obtiene un subconjunto de genes (el 1 y el 3), un subconjunto de condiciones
(la 2 y la 4) y un subconjunto de instantes de tiempo (el 1 y el 3) cuyos
niveles de expresión genética que lo conforman son de valores muy similares
entre śı (están en un rango entre 4.1 y 4.2).

Subconjunto T = {instante 2, instante 3}

Subconjunto G = {gen 4, gen 10, gen 20, gen 200} 

Subconjunto C = {condición 2, condición 14} 

Experimento con Microarray Temporal
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Figura 2.18: Tricluster

El resultado de la aplicación de Triclustering sobre microarrays tempo-
rales es un conjunto de triclusters. Como podemos ver en Fig. 2.18, de un
experimento con microarray temporal se obtiene un modelo compuesto por
una serie de triclusters que están formados por un subconjunto de genes,
condiciones experimentales e instantes de tiempo. El objetivo que se persi-
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gue en la ĺınea de investigación que presentamos es que los triclusters del
modelo resultante proporcionen un patrón de comportamiento de los nive-
les de expresión de los genes que agrupan, bajo condiciones experimentales
concretas y en puntos de tiempo concretos.

El patrón de comportamiento genético definido como agrupación de ge-
nes es el objeto de búsqueda cuando hablamos de encontrar información
oculta, válida y útil. La idea es agrupar los genes de un microarray tempo-
ral que se comporten de manera similar en unas condiciones experimentales
concretas y en unos puntos de tiempo concretos. Los patrones de compor-
tamiento genético se representan gráficamente mostrando tres disposiciones
de los valores que lo componen.
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Figura 2.19: Tricluster como patrón de comportamiento genético

En la primera, para cada condición experimental se representan los tiem-
pos en el eje X, los niveles de expresión en el eje Y y cada ĺınea de la gráfica
representa un gen, en la segunda, para cada condición experimental se re-
presentan los genes en el eje X, los niveles de expresión en el eje Y y cada
ĺınea de la gráfica representa un punto de tiempo y en la tercera, para cada
punto de tiempo se representan los genes en el eje X, los niveles de expresión
en el eje Y y cada ĺınea de la gráfica representa una condición.
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En Fig. 2.19 se puede observar un ejemplo de tricluster en forma de
patrón de comportamiento extráıdo de un experimento de microarray que
estudia la degeneración celular de las retinas en ratones (Mus musculus)
[20] de 22690 genes, 8 condiciones experimentales y 4 puntos de tiempo.

2.6. Algoritmos Genéticos

Los algoritmos genéticos se consideran técnicas computacionales bioins-
piradas que aplican una metaheuŕıstica o procedimiento inteligente basado
en el conocimiento experto sobre el dominio del problema que se quiere
atacar. Dicho conocimiento se basa en la Teoŕıa de la Evolución de Charles
Darwin [18] y se fundamenta en hacer evolucionar las potenciales soluciones
o población de individuos hacia la solución óptima aplicando elementos de
combinación, elitismo y aleatoriedad a las mismas.

Fueron inicialmente presentados por Holland en 1975 [66] donde estable-
ció los conceptos teóricos y catalogó las potenciales aplicaciones. Más tarde
Goldberg [23] profundizó en los múltiples campos de aplicación de los algo-
ritmos genéticos. Otras publicaciones más orientadas al mundo académico
y altamente ilustrativas pueden consultarse en [52, 60].

Los algoritmos genéticos, de manera general, siguen el patrón mostrado
en Fig. 2.20. En ella podemos observar la representación genética y el propio
proceso evolutivo como partes fundamentales de la técnica.

La organización genética más común establece el gen como unidad mı́ni-
ma de información, el individuo como conjunto de genes y la población como
conjunto de individuos. Los distintos operadores evolutivos se encargan de
hacer evolucionar la información contenida en los genes de los individuos
de la población intercambiando dicho “material genético”. De manera gene-
ral, el proceso evolutivo consiste en la aplicación de todos estos operadores
durante un número concreto de generaciones conformando un proceso ite-
rativo hasta obtener la solución.
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Figura 2.20: Algoritmo genético

Los operadores genéticos se definen como sigue:

Construcción de la población inicial: dicha población contendrá indi-
viduos que, a su vez, estarán compuestos de genes.

Evaluación de la población: cada individuo de la población será eva-
luado para medir la bondad del mismo como solución al problema.

Selección: Elegir los individuos adecuados para pasar a la siguiente
generación.

Cruce: Combinar los genes de cada individuo se combinan para formar
otros nuevos.

Mutación: Cambiar puntualmente el conjunto de los genes de algunos
individuos asegurando variabilidad en la siguiente generación.

Los campos aśı como las posibilidades de aplicación del paradigma de
algoritmo genético son innumerables gracias al alto grado de funcionalidad
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de dicho esquema y gracias a su probada eficiencia en la búsqueda de so-
luciones. Dicha eficiencia es debida a la capacidad del operador de cruce
para la explotación de soluciones y la del operador de mutación para la
exploración de las mismas.

Los problemas que precisan de soluciones aproximadas debido a la im-
posibilidad de encontrar una solución óptima total son susceptibles de ser
atacados por dicha metaheuŕıstica. Aśı pues, esta técnica es utilizada en
campos de aplicación tan dispares como la ingenieŕıa eléctrica, estudios de
mercado, bioinformática, aprendizaje automático, etc.

2.7. Gene Ontology

The Gene Ontology Project (en adelante GO) [16] supone un esfuerzo
colaborativo para la construcción y el uso de ontoloǵıas con el fin de facilitar
la significativa tarea biológica de anotación de genes y sus productos para
una amplia variedad de organismos. Las entidades participantes en dicho
proyecto incluyen grandes bases de datos de modelos de organismos además
de centros de recursos bioinformáticos [17].

GO proporciona un lenguaje sistemático u ontoloǵıa para la descrip-
ción de atributos de genes y sus productos divididos en tres dominios cla-
ve compartidos por todos los organismos: funciones moleculares, procesos
biológicos y componentes celulares.

Las anotaciones de gen-término registradas en GO suponen una herra-
mienta muy útil para obtener el significado funcional y biológico de grandes
conjuntos de datos como los microarrays. Del mismo modo, también faci-
lita la organización de los datos provenientes de nuevos y completamente
anotados genomas y la comparación de la información biológica.
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Figura 2.21: Árbol de términos GO

Los términos GO están organizados en redes jerárquicas donde cada
nivel se corresponde con una diferente especificación de los términos, con
lo cual, los términos de niveles más altos son más generales que los niveles
más bajos (Fig. 2.21).

Desde el punto de vista computacional estas jerarqúıas están estructu-
radas como árboles (grafos conexos sin ciclos dirigidos). Existen numerosos
enfoques en la literatura [5, 62, 51] cuyo objetivo es el de producir el análisis
estad́ıstico para la sobre-representación de los términos GO en conjuntos
de genes o protéınas derivados de un experimento y obtener la validación
biológica del mismo.
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2.8. Coeficientes de Correlación

El término correlación se define como una relación estad́ıstica que im-
plica dependencia. Ejemplos de fenómenos dependientes incluyen la corre-
lación entre las estructuras f́ısicas de los padres y su descendencia o la
correlación entre la demanda de un producto y su precio.

La correlación es útil ya que puede indicar una relación predictiva que
puede ser explotada en la práctica. Por ejemplo, una planta eléctrica puede
producir menos potencia a mitad del d́ıa basándose en la correlación entre
demanda eléctrica y el clima.

Formalmente, se dice de Correlación para cualquier situación en la que
variables aleatorias no satisfagan la condición matemática de independencia
probabilista. Puede referirse a cualquier exclusión de independencia de dos o
más variables aleatorias, pero técnicamente se refiere a varios de los diversos
tipos de relación entre valores medios más especializados.

Existen varios coeficientes de correlación que miden el grado de depen-
dencia de dos variables aleatorias. Dos de los más utilizados son:

Coeficiente de correlación de Pearson [57]: mide la dependencia lineal
de dos variables proporcionando un valor en el rango [−1, 1] donde
−1 indica correlación totalmente negativa, 0 indica no correlación y
1 correlación totalmente positiva.

Coeficiente de correlación de Spearman [70]: mide el grado de bondad
de la relación de dos variables aleatorias que pueden ser descritas
usando una función monótona proporcionando un valor en el rango
[−1, 1] donde−1 y 1 indican que una de las variables tiene una relación
monótona y perfecta con respecto a la otra.
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Caṕıtulo 3

Resumen de las publicaciones

En este caṕıtulo se proporcionará una visión global y resumida del pre-
sente trabajo de investigación. En primera instancia se pondrá el foco en
cada uno de los hitos conseguidos en este trabajo en orden de desarrollo. Te-
niendo como punto de partida el análisis del algoritmo TriGen (Sección 3.1),
se prosigue dando las claves fundamentales de los tres desarrollos posterio-
res: la medidas MSR3D (Sección 3.2), LSL (Sección 3.4) y MSL (Sección
3.5); para las dos últimas medidas se expondrá previamente el concepto de
Vistas Gráficas de un tricluster (Sección 3.3). Seguidamente se analizará
el desarrollo de medida global de calidad de un tricluster TRIQ (Sección
3.6) y la aplicación de este marco de trabajo al problema de la zonificación
de séısmos (Sección 3.7). Para finalizar el caṕıtulo se expondrá una discu-
sión conjunta de los resultados obtenidos en los distintos desarrollos de esta
investigación (Sección 3.8).
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3.1. Algoritmo TriGen

El primer desarrollo de este trabajo de investigación, el algoritmo Tri-
Gen, fue inicialmente presentado en [31, 29, 30] (Sección 5) para, poste-
riormente, ser publicado su diseño, implementación y efectividad en [28]
(Sección 4.1). En las posteriores publicaciones, aunque no centradas en el
diseño del algoritmo, se describen las modificaciones del mismo a nivel fun-
cional y metodológico.

TriGen (“Triclustering Genético”) hace uso del paradigma bio-inspirado
de la metaheuŕıstica evolutiva de los algoritmos genéticos (Sección 2.6) para
extraer triclusters de experimentos de microarrays adquiridos en distintos
instantes de tiempo (Sección 2.3). Los triclusters resultantes conforman un
grupo de patrones de comportamiento de los genes en el espacio tridimen-
sional, esto es, teniendo en cuenta, además, las condiciones experimentales
y los puntos temporales.

Como se puede observar en Fig. 3.1 el proceso evolutivo del algoritmo
TriGen se compone de varios operadores: un paso de generación de la po-
blación inicial en el que se creará el grupo de individuos o triclusters que
posteriormente serán evolucionados; un paso de evaluación que constituye
el núcleo del algoritmo y en el que se evalúa la bondad de cada tricluster de
cada generación; un método de cruce para crear las conexiones necesarias
entre cada par de individuos para mezclar el material genético y un método
de mutación que produce cambios puntuales en los individuos para asegurar
la variabilidad genética de las próximas generaciones.
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Figura 3.1: Algoritmo TriGen

Este proceso evolutivo tiene un elemento de apoyo, la jerarqúıa de datos,
cuyo objetivo es evitar el solapamiento de las soluciones retro-alimentando
la construcción de cada población con el conocimiento aportado por la
soluciones ya encontradas.
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3.1.1. Entrada y Salida

El algoritmo TriGen tiene dos argumentos de entrada:

D: El dataset de entrada que contiene los valores de expresión de los
genes sdel experimento temporal con microarrays. El dataset tendrá
un número DG de genes, DC de condiciones experimentales y DT de
puntos de tiempo formando un cubo de datos. Por lo tanto, cada celda
[i, j, k] donde i ∈ DG, j ∈ DC y k ∈ DT contiene el valor del nivel de
expresión del gen i bajo la condición experimental j en el instante k.

P : Conjunto de parámetros que controlan la ejecución del algoritmo
(tabla 3.1). Éstos controlan el número de soluciones o triclusters que
el algoritmo debe encontrar (N), el número de procesos evolutivos a
ejecutar para cada solución (G), el número de individuos que con-
tendrá la población a evolucionar (I) y el factor de aleatoriedad que
se incluirá en la generación de la misma (Ale). Del mismo modo, con-
trolan la ejecución de los operadores genéticos con el ratio de selección
(Sel) y la probabilidad que tiene un individuo de ser mutado (Mut).
También son controlados el efecto del la función de fitness (wf ), el
tamaño de los triclusters (wg, wc, wt) y el solapamiento de los mismos
(wog, woc, wot) en el paso de evaluación de la población.

La salida del algoritmo será un conjunto de N triclusters, SOL =
{TRI1, TRI2, . . . , TRIN} en el que cada TRIi ε SOL está compuesto por
un subconjunto de genes TRIG, condiciones experimentales TRIC y puntos
de tiempo TRIT del dataset de entrada D que tendrá la mejor puntuación
en su población resultante del paso de evaluación.
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Tabla 3.1: Parámetros de control del algoritmo TriGen

Parámetro Descripción
N Número de triclusters a extraer
G Número de generaciones
I Número de individuos en la población
Ale Factor de aleatoriedad
Sel Ratio de selección
Mut Probabilidad de mutación
wf Peso de la función fitness
wg Peso para el número de genes
wc Peso para el número de condiciones
wt Peso para el número de tiempos
wog Peso para el solapamiento de genes
woc Peso para el solapamiento de condiciones
wot Peso para el solapamiento de tiempos

3.1.2. Codificación de los Individuos y Operadores Genéticos

Cada individuo de la población representa a un tricluster TRI el cual es
una solución potencial. Éste contiene el material genético que será manipu-
lado por los operadores genéticos. Dicho material genético está compuesto
por tres estructuras secuenciales: una estructura de genes TRIG, otra de
condiciones experimentales TRIC y otra de puntos de tiempo TRIT ; todas
ellas subconjuntos del dataset de entrada D y constituidas como sigue:

El subconjunto TRIG lo componen una secuencia, ordenada según su
posición en el dataset, de genes provenientes del conjunto global de genes
DG del dataset de entrada (Ec. 3.1).

TRIG =< gi1 , gi2 , . . . , gi|T RIG|
>,

∀gij ∈ TRIG (gij < gij+1) ∧ (gij ∈ DG = {gi1 , gi2 , . . . , gi|DG|
})

(3.1)

El subconjunto TRIC lo componen una secuencia, ordenada según su po-
sición en el dataset, de condiciones provenientes del conjunto global de
condiciones DC del dataset de entrada (Ec. 3.2).

TRIC =< ci1 , ci2 , . . . , ci|T RIC |
>,

∀cij ∈ TRIC (cij < cij+1) ∧ (cij ∈ DC = {ci1 , ci2 , . . . , ci|DC |
})

(3.2)
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El subconjunto TRIT lo componen una secuencia, ordenada según su po-
sición en el dataset, de puntos temporales provenientes del conjunto global
de puntos temporales DT del dataset de entrada (Ec. 3.3).

TRIT =< ti1 , ti2 , . . . , ti|T RIT |
>,

∀tij ∈ TRIT (tij < tij+1) ∧ (tij ∈ DT = {ti1 , ti2 , . . . , ti|DT |
})

(3.3)

Cada población del algoritmo se compone de varios individuos organi-
zados como se representa en Fig. 3.2.

gen

G = {g1, g2}

individuo

G = {g1, g2}, C = {c3, c4, c11}, T = {t10}

[G = {g1, g2}, C = {c3, c4, c11}, T = {t10}]

[G = {g4}, C = {c8}, T = {t20}]

[G = {g5, g7}, C = {c12, c14}, T = {t13, t20}]

población

Figura 3.2: Codificación de los individuos

El sistema de control de solapamiento del algoritmo TriGen es llamado
Jerarqúıa de Datos y consiste en mantener el número de ocurrencias de
genes, condiciones experimentales y puntos de tiempo del dataset D para
cada solución encontrada de manera jerárquica situando las menos visita-
das en el nivel más alto de la jerarqúıa. El operador de población inicial
usará dicha estructura en la creación de los individuos con mı́nimo solapa-
miento. La Jerarqúıa de Datos es actualizada cada vez que una solución es
encontrada como resultado del proceso evolutivo.
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Los operadores genéticos del algoritmo TriGen son los siguientes:

Población inicial Con este método I individuos son generados teniendo en
cuenta el factor de aleatoriedad Ale. Un tanto por ciento Ale de individuos
son creados de manera aleatoria mediante dos métodos: la mitad del porcen-
taje son generados puramente de manera aleatoria, esto es, un subconjunto
aleatorio de genes TRIG, condiciones TRIC y tiempos TRIT son elegidos
de D; la otra mitad es creada también de manera aleatoria pero controlan-
do que los genes TRIG, condiciones TRIC y tiempos TRIT sean contiguos
de tal forma que formen un cubo compacto. El resto de los individuos son
creados teniendo en cuenta las soluciones anteriormente descubiertas para
controlar el solapamiento de los mismos acorde a la estructura Jerarqúıa de
Datos anteriormente descrita.

Evaluación Este operador evalúa cada individuo en base a la función de
evaluación FF (TRI) a optimizar. Como se puede observar en la Ec. 3.4,
FF (TRI) está compuesta de siete factores.

FF (TRI) = 1
wf + wg + wc + wt + wog + woc + wt

∗

{wf ∗ FITNESS(TRI)+

wg ∗
(

1− |TRIG|
|DG|

)
+ wc ∗

(
1− |TRIC |

|DC |

)
+ wt ∗

(
1− |TRIT |

|DT |

)
+

wog ∗
RG(TRI, SOL)
|TRIG| ∗ |SOL|

+ woc ∗
RC(TRI, SOL)
|TRIC | ∗ |SOL|

+ wot ∗
RT (TRI, SOL)
|TRIT | ∗ |SOL|

}

(3.4)
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El principal es FITNESS(TRI) que proporciona el valor normalizado
de la medida de evaluación de TRI que, para este trabajo de investigación,
se han desarrollado tres: MSR3D, LSL y MSL que son descritas en el
presente documento en las secciones 3.2, 3.4 y 3.5 respectivamente. Cuan-
do wf es incrementado, se favorece la búsqueda de triclusters con mayor
FITNESS(TRI).

El siguiente grupo de tres factores 1− |TRIG|
|DG| , 1− |TRIC |

|DC | y 1− |TRIT |
|DT | co-

rresponden al control del tamaño del tricluster y miden el número de genes
condiciones y tiempos de TRI (|TRIG,C,T |) relativos al tamaño del dataset
de entrada (|DG,C,T |). Al ser FITNESS(TRI) una función a minimizar se
resta 1 menos cada proporción de tamaño para favorecer mayores tamaños
con el incremento de los pesos wg, wc o wt.

Los otros tres factores RG(TRI,SOL)
|TRIG|∗|SOL| ,

RC(TRI,SOL)
|TRIC |∗|SOL| y RT (TRI,SOL)

|TRIT |∗|SOL| miden
las repeticiones de genes, condiciones y puntos de tiempo de TRI en el
conjunto de soluciones ya encontradas SOL (RG,C,T (TRI, SOL)) propor-
cionalmente calculadas teniendo en cuenta todos los genes, condiciones o
tiempos repetidos en SOL (|TRIG,C,T |∗ |SOL|) con el objetivo de favorecer
el menor solapamiento de TRI con el incremento de los pesos wog, woc o
wot.

Una configuración por defecto para wf , wg, wc, wt, wog, woc y wot
consiste en fijar wf a 0.8 y distribuir 0.2 entre wg, wc, wt, wog, woc y
wot de tal forma que se favorece la búsqueda de soluciones en las que
predomine el valor de la función FITNESS(TRI) y el resto del peso queda
repartido proporcionalmente entre los miembros que controlan el tamaño y
el solapamiento de dichas soluciones.
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Selección Tres grupos de individuos son seleccionados de manera aleatoria
y ordenados de menor a mayor acorde a la función de evaluación, después,
se realiza una selección de individuos aleatoria de entre estos tres grupos.
El ratio de selección Sel indica la cantidad de individuos que serán selec-
cionados y que pasarán a la siguiente generación mientras que el resto (I -
#Individuos seleccionados), que completará la población promocionada,
serán creados en base al operador de cruce.

Cruce Para completar la siguiente generación, se crearan nuevos indivi-
duos con este operador de la siguiente forma: dos individuos, los padres A y
B, son combinados para crear dos nuevos descendientes hijo 1 e hijo 2. Los
padres son elegidos de manera aleatoria y el material genético es combinado
mediante el método unipuntual para los genes TRIG, condiciones TRIC y
tiempos TRIT mezclando los elementos de ambos hijos.

Mutación Un individuo puede ser mutado según la probabilidad que mar-
ca el parámetro Mut. Para cada individuo de la población, la probabilidad
será verificada y, en caso de ser satisfecha, una de nueve posibles acciones
es realizada. Estas acciones son: añadir de manera aleatoria un nuevo gen a
TRIG, una nueva condición a TRIC o un nuevo punto de tiempo a TRIT ,
eliminar de manera aleatoria un gen de TRIG, una condición de TRIC o un
punto de tiempo de TRIT o cambiar de manera aleatoria un gen de TRIG,
una condición de TRIC o un punto de tiempo de TRIT . La elección de
estas acciones es también aleatoria. Para el caso de la adición de un nuevo
gen, condición o tiempo, el operador comprueba si el nuevo elemento está
o no en el individuo.
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3.2. Mean Square Residue 3D (MSR3D)

El residuo cuadrático medio (mean squared residue en inglés, MSR) fue
introducido por Cheng y Church en [13]. Esta medida fue propuesta para
evaluar la calidad de los biclusters extráıdos de datos de expresión genética
basados en la homogeneidad de los mismos. La definición formal de esta
medida puede observarse en la Ec. 3.5:

MSR(BC) =

∑
gεG,cεC

r2
gc

#G ∗#C (3.5)

donde rgc es definido como:

rgc = BCv(g, c)−MG(c)−MC(g)−MGC (3.6)

Cada uno de los términos de Ec. 3.5 y Ec. 3.6 son definidos como sigue:

BC: Bicluster a evaluar.

G: Subconjunto de genes de BC.

C: Subconjunto de condiciones de BC.

#G: Número de genes en BC.

#C: Número de condiciones en BC.

BCv(g, c): Nivel de expresión del gen g bajo la condición c en BC.

MG(c): Media de los valores de la condición c para todos los genes en
BC.

MC(g): Media de los valores del gen g bajo todas las condiciones en
BC.

MGC : Media de todos los valores en BC.
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Se puede decir que MSR mide la homogeneidad para un bicluster dado,
basándose en la diferencia de cada valor de expresión genética de cada gen
BCv(i,j) con la media de los valores de los genes MG(j), condiciones MC(i)
y genes y condiciones MGC .

Los biclusters con valores próximos de MSR a cero tendrán mayor
homogeneidad.

El análisis de MSR y su adaptación a las tres dimensiones para poder
ser utilizada para medir la homogeneidad de los triclusters ha sido llevado
a cabo en esta investigación en [26] (Sección 4.2). En nuestra propuesta,
definimos formalmente MSR3D como se muestra en la Ec. 3.7:

MSR3D(TC) =

∑
gεG,cεC,tεT

r2
gct

#G ∗#C ∗#T (3.7)

donde rgct es definido como:

rgct = TCv(g, c, t) +MCT (g) +MGT (c) +MGC(t)−
MG(c, t)−MC(g, t)−MT (g, c)−MGCT (3.8)

Cada miembro de las ecuaciones 3.7 y 3.8 son definidos como:

TC: Tricluster a evaluar.

G: Subconjunto de genes de TC.

C: Subconjunto de condiciones de TC.

T : Subconjunto de tiempos de TC.

#G: Número de genes en TC.

#C: Número de condiciones en TC.

#T : Número de tiempos en TC.
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TCv(g, c, t): Nivel de expresión del gen g bajo la condición c en el
tiempo t para TC.

MCT (g): Media de todas las condiciones, teniendo en cuenta todos
los tiempos, para el gen g en TC.

MGT (c): Media de todos los genes, teniendo en cuenta todos los tiem-
pos, para la condición c en TC.

MGC(t): Media de todos los genes, bajo todas las condiciones en el
tiempo t en TC.

MG(c, t): Media de los valores de la condición c y el tiempo t bajo
todos los genes en TC.

MC(g, t): Media de los valores del gen g y el tiempo t bajo todas las
condiciones en TC.

MT (g, c): Media de los valores del gen g y la condición c bajo todas
los tiempos en TC.

MGCT : Media de todos los valores de TC.

MSR3D mide la homogeneidad de un tricluster dado basado en la dife-
rencia del nivel de expresión genética individual, TCv(i, j, k), la media de
todas las condiciones en todos los tiempos para un gen g, MCT (g), la media
de todos los genes en todos los tiempos para una condición c, MGT (c), y
la media de todos los genes bajo todas las condiciones para un tiempo t,
MGC(t), con la media de una condición c y un tiempo t bajo todos los genes,
MG(c, t), la media de un gen g y un tiempo t bajo todas las condiciones,
MC(g, t), la media de un gen g y una condición c bajo todos los tiempos,
MT (g, c), y la media de todos los valores en TC, MGCT .

Los triclusters con valores de MSR3D próximos a cero tendrán mayor
homogeneidad. Debido a su formulación MSR3D es capaz de encontrar
genes negativamente correlacionados.

63



3.3. Vistas Gráficas de un Tricluster

Con el objetivo de explicar las dos próximas propuestas, LSL (Sección
3.4) y MSL (Sección 3.5), definimos las vistas gráficas de un tricluster TRI
como TRIxop [25].

Para una vista gráfica TRIxop, x representa las coordenadas en el eje
X y o las ĺıneas gráficas representadas en tantos paneles como indique
p como puede observarse en Fig. 3.3. Cada uno de los elementos x, o y
p serán, indistintamente, los genes G, las condiciones experimentales C o
los puntos de tiempo T de TRI. Para analizar visualmente el patrón de
comportamiento descrito por un tricluster, tenemos en cuenta tres vistas
gráficas:

TRIgct (x = G, o = C, p = T ): un panel por cada tiempo, los genes
en el eje X, los niveles de expresión en el eje Y y las condiciones como
ĺıneas gráficas representadas.

TRIgtc (x = G, o = T, p = C): un panel por cada condición, los genes
en el eje X, los niveles de expresión en el eje Y y los tiempos como
ĺıneas gráficas representadas.

TRItgc (x = T, o = G, p = C): un panel por cada condición, los
tiempos en el eje X, los niveles de expresión en el eje Y y los genes
como ĺıneas gráficas representadas.

Con TRIgct y TRIgtc podemos analizar como cada nivel de expresión
vaŕıa a través de las condiciones y tiempos respectivamente. TRItgc repre-
senta como cada gen vaŕıa a través del tiempo para cada condición.
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Figura 3.3: Vista gráfica de un tricluster

3.4. Least Square Lines (LSL)

La medida LSL fue propuesta en [25] (Sección 5.2.3) y su objetivo es
proveer un ı́ndice de evaluación para los triclusters. En términos generales,
LSL mide las diferencias entre los ángulos que forman con el eje X las
rectas de mı́nimos cuadrados de cada una de las series representadas en
cada una de las tres vistas gráficas de un tricluster TRI. En Fig. 3.4 se
puede observar un ejemplo de la vista gráfica TRItgc del tricluster TRI =
G ⊂ {g1, g4, g7, g10}, C ⊂ {c2, c5, c8}, T ⊂ {t0, t2, t11} en el cual las ĺıneas
representadas sobre cada serie g son sus rectas de mı́nimos cuadrados y αrs,
βrs y γrs con r εC , s εT corresponden con los ángulos de dichas rectas para
c2, c5 y c8 respectivamente.

c2

g4

g1

g7

g10

t0 t2 t11

αg10c2

βg7c2

γg4c2

Φg1c2

c5

g4

g1

g7

g10

t0 t2 t11

αg10c5

βg7c5

γg4c5

Φg1c5

c8

αg10c8

βg7c8

γg4c8

Φg1c8

g4

g1

g7

g10

t0 t2 t11

Figura 3.4: Ángulos para las rectas de mı́nimos cuadrados en TRItgc
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Para obtener LSL, primero se calcula el término comparación angular
el cual es definido en Ec. 3.9a:

AClsl(TRIxop) = Vcmp +Hcmp

Ncmp
(3.9a)

ang = {αo1p1 , αo2p1 , αo3p1 , . . . ,

αo1p2 , αo2p2 , . . . , αoUT pAN }
(3.9b)

Vcmp =
∑
ang

∆(αop, αnext(o)p) (3.9c)

Hcmp =
∑
ang

∆(αop, αonext(p)) (3.9d)

Ncmp = |o| ∗ |p| ∗ (|o|+ |p| − 2)
2 (3.9e)

∆(αA, αB) = MAX(αA, αB)−MIN(αA, αB) (3.9f)

Se define AClsl de una vista gráfica TRIxop de un tricluster como la
suma de las diferencias de los ángulos de las rectas de mı́nimos cuadrados
para cada ĺınea representada o para cada panel p (Vcmp) y su equivalen-
te para el resto de paneles (Hcmp) dividido por el número de diferencias
calculadas (Ncmp).

Teniendo en cuenta el orden dispuesto en 3.9b de los ángulos de las
rectas de mı́nimos cuadrados, esto es, primero por panel pj y después por
ĺınea representada oi, se definen los elementos Vcmp (Ec. 3.9c) y Vcmp (Ec.
3.9d) como la suma de las diferencias ∆ entre todos los ángulos del mismo
panel y la suma de las diferencias ∆ del mismo ángulo de cada diferente
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panel respectivamente. Se puede observar en Ec. 3.9e el número de cálculos
necesarios por cada vista.

La operación ∆ (Ec. 3.9f) de dos ángulos αA y αB es definida como la
diferencia entre el máximo y el mı́nimo de dichos ángulos.

El ángulo de la recta de mı́nimos cuadrados de una ĺınea representada o
para un panel p (αop) es calculado como se muestra en Ec. 3.10a. Se define
una serie Sop de una ĺınea representada o para un panel p como el conjunto
de pares de valores del eje X (xi) y los niveles de expresión (elj) que forman
dicha ĺınea representada.

Para cada serie Sop se calcula el ángulo αop como el spin de la arcotan-
gente de la pendiente de mı́nimos cuadrados que mejor ajusta dicha serie
(Ec. 3.10b). La operación spin de un ángulo es definida como el equivalente
positivo de un ángulo si este es negativo (Ec. 3.10c).

Sop = {< x0, el0 >, . . . , < xAX , elL >} (3.10a)

αop = spin

[
arctan

{
|Sop|(

∑
xieli)− (

∑
xi)(

∑
eli)

|Sop|(
∑
x2
i )− (

∑
xi)2

}]
(3.10b)

spin(α) = ifα < 0⇒ α = α+ 2 ∗ π (3.10c)

Finalmente, LSL de un tricluster TRI es calculado como la media de
la comparación angular de las tres vistas gráfica de dicho tricluster (Ec.
3.11):

LSL(TRI) = 1
3 [ AClsl(TRIgct) +AClsl(TRIgtc) +AClsl(TRItgc) ] (3.11)
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3.5. Multiple Square Lines (MSL)

MSL es la tercera propuesta de medida de triclusters presentada en [27]
(Sección 4.3). Partiendo del concepto de vista gráfica (Sección 3.3), MSL
mide las diferencias a través de los ángulos formados por cada una de las
ĺıneas representadas en cada uno de los paneles de las tres vistas gráficas
TRIgct, TRIgtc y TRItgc. Se puede observar en el ejemplo de la vista gráfica
TRItgc donde TRI = G{g1, g4, g7, g10}, C{c2, c5, c8}, T{t0, t2, t11} de Fig.
3.5 como cada ĺınea representada o gen forma un conjunto de ángulos (dos
para este caso particular) definidos por cada punto de tiempo en el eje X
para cada panel o condición experimental.

c2

g4

g1

g7

g10

t0 t2 t11

g10c2

c5

g4

g1

g7

g10

t0 t2 t11

g10c5

c8

g4

g1

g7

g10

t0 t2 t11

βg10c2

αg7c2 βg7c2

αg4c2 βg4c2

αg1c2 βg1c2

βg10c5

αg7c5 βg7c5

αg4c5 βg4c5

αg1c5 βg1c5

αg10c8 βg10c8

αg7c8 βg7c8

αg4c8 βg4c8

αg1c8 βg1c8

Figura 3.5: Ángulos de las ĺıneas representadas en TRItgc

Para calcular MSL de un tricluster, primero se realiza la comparación
multi-angular de cada vista. Esta operación para una vista gráfica TRIxop
es definida en Ec. 3.12a.

Se define ACmulti de una vista gráfica de un tricluster como la media
de las diferencias ∆ de los vectores de ángulos avop ε angset (Ec. 3.12b).

Un vector de ángulos de una ĺınea representada o en un panel p es
definida como el conjunto de ángulos que forma dicha ĺınea teniendo en
cuenta cada punto representado en el eje X (Ec. 3.12f).
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Por lo tanto, cada ĺınea representada tendráNúmero de ticks en eje X −
1 ángulos en su correspondiente vector como se puede observar en Fig. 3.5.

ACmulti(TRIxop) = Vmc +Hmc

Nmc
(3.12a)

angset = {avo1p1 , avo2p1 , avo3p1 , . . . ,

avo1p2 , avo2p2 , . . . , avoUT pAN }
(3.12b)

Vmc =
∑
angset

∆(avop, avnext(o)p) (3.12c)

Hmc =
∑
angset

∆(avop, avonext(p)) (3.12d)

Nmc = |o| ∗ |p| ∗ (|o|+ |p| − 2)
2 (3.12e)

avop = ∀iεx
〈
αxi , . . . , αxAX−1

〉
(3.12f)

∆(avA, avB) =

∑
iεavA,avB

MAX(avA(i), avB(i))−MIN(avA(i), avB(i))
|avA,B|

(3.12g)

La diferencia ∆ entre dos vectores de ángulos avA y avB es definida
como la media de la resta MAX−MIN (siendo MAX el máximo y MIN
el mı́nimo de dos ángulos avA(i) y avB(i)) por de cada componente (o
ángulo) i de avA y avB (Ec. 3.12g).
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El cálculo del término ACmulti está basado en varias operaciones con
los vectores de ángulos avop. Estos elementos han sido obtenidos en base
al concepto de serie (Ec. 3.13a) por lo que una serie Sop de una ĺınea re-
presentada o para un panel p es un conjunto de pares de valores formados
por puntos del eje X (xi) y su correspondiente nivel de expresión (elj) que
forman la ĺınea representada.

Por cada serie Sop, el ángulo αxi es calculado como el spin de la ar-
cotangente de la pendiente de la ĺınea formada por los puntos (xi, eli) y
(xnext(i), elnext(i)) (Ec. 3.13b). La operación spin de un ángulo es definida
como el equivalente positivo de un ángulo si este es negativo (Ec. 3.13c).

Sop = {< x0, el0 >, . . . , < xAX , elL >} (3.13a)

αxi = spin

[
arctan

{
xnext(i) − xi
elnext(i) − eli

}]
(3.13b)

spin(αxi) = ifαxi < 0⇒ αxi = αxi + 2 ∗ π (3.13c)

Para concluir, la medida MSL de un tricluster TRI (Ec. 3.14) es la
media de la comparación multi-angular de las tres vistas gráficas de dicho
tricluster.

MSL(TRI) = 1
3 [ ACmulti(TRIgct) +ACmulti(TRIgtc) +ACmulti(TRItgc) ]

(3.14)
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3.6. Tricluster Quality (T RIQ)

Con el objetivo de agrupar en una sola medida todos los aspectos que
definen la calidad de un tricluster y, de este modo, obtener una metodoloǵıa
para evaluar los resultados de la aplicación de algoritmos de Triclustering
sobre datos de expresión genética, se diseña la medida TRIQ (TRIcluster
Quality).

Este ı́ndice engloba tres aspectos fundamentales que se tienen en cuenta
a la hora de decidir la bondad de un tricluster como resultado de la apli-
cación de un algoritmo de Triclustering sobre datos de expresión genética,
estos son: el nivel de notoriedad biológica de los genes agrupados, la cali-
dad gráfica de los patrones que forma el tricluster y el nivel de correlación
de sus valores. Estos aspectos están plasmados dentro del marco de TRIQ
en cuatro miembros de su ecuación general: BIOQ (BIOlogical Quality) o
calidad biológica del tricluster, GRQ (GRaphical Quality) o calidad gráfica
del tricluster, PEQ (PEarson Quality) o calidad de correlación de Pear-
son del tricluster y SPQ (SPearman Quality) o calidad de correlación de
Spearman del tricluster.

La influencia de cada miembro puede observarse en la Ec. 3.15 donde
TRIQ se define como la suma ponderada de cada uno de los cuatro miem-
bros anteriormente nombrados. Esta ponderación la definen los factores de
peso: el factor de peso biológico Wbio, el factor de peso gráfico Wgr, el factor
de peso de Pearson Wpe y el factor de peso de Spearman Wsp. Estos facto-
res han sido fijados a los valores mostrados en Ec. 3.16 como resultado del
proceso de diseño de la medida además de la investigación y la experiencia
en el campo del Triclustering de tal forma que se premian triclusters con
mayor calidad biológica y gráfica frente a los ı́ndices de calidad de Pearson
y Spearman que, teniendo una gran importancia, no son determinantes a
la hora de decidir si un tricluster tiene mayor calidad que otro.
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TRIQ(TRI) = 1
Wbio +Wgr +Wpe +Wsp

∗

[Wbio ∗BIOQ(TRI) +Wgr ∗GRQ(TRI)+
Wpe ∗ PEQ(TRI) +Wsp ∗ SPQ(TRI)]

(3.15)

Wbio = 0.5
Wgr = 0.4
Wpe = 0.05
Wsp = 0.05

(3.16)

A continuación, se definen cada uno de los miembros de TRIQ.

3.6.1. BIOQ

La calidad biológica de un tricluster es calculada en base al análisis GO
(Sección 2.7) que identifica, para el conjunto de genes de un tricluster, los
términos anotados en cada una de las tres ontoloǵıas disponibles: procesos
biológicos, funciones moleculares y componentes celulares.

El análisis GO realiza, además de la identificación de los términos ano-
tados, el análisis estad́ıstico para la sobre-representación de dichos términos
proporcionando el p-value de los mismos. La realización del análisis GO usa-
do para el posterior cálculo de BIOQ se realiza con el software Ontologizer
[5].

La calidad biológica de un tricluster TRI queda establecida en Ec. 3.17
y se define como la normalización de la significancia biológica SIGbio del
conjunto de genes de TRI.

BIOQ(TRI) = SIGbio(TRIG)
Sl|LV |

(3.17)
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Previamente a la definición de SIGbio se define el sistema de puntuación
diseñado en el que se basa dicho ı́ndice. Un intervalo para un determinado
nivel interl es definido por un valor de peso wl para el nivel y por un valor
inferior y superior (infl y supl respectivamente) que constituye un intervalo
abierto-cerrado de p-values (Ec. 3.18a).

El conjunto total existente de niveles LV lo compondrán todos cuyo
valor infl para su correspondiente intervalo sea menor o igual que un p-
value mı́nimo th (Ec. 3.18b).

Para cada intervalo de cada nivel interl el valor de peso wl será el valor
del nivel anterior más el factor de diferencia de nivel d (Ec. 3.18c); infl
se define como la división entre el factor de paso de intervalo s y el factor
base de intervalo b elevado al nivel l (Ec. 3.18d) y supl se establece como la
división entre el factor de paso de intervalo s y el factor base de intervalo
b elevado al nivel l menos uno (Ec. 3.18e).

interl = 〈wl, (infl, supl]〉 (3.18a)

LV = ∀ l ∈ N : infl ≤ th (3.18b)

wl = [(l − 1) ∗ d] + 1 (3.18c)

infl = s

bl
(3.18d)

supl = s

b(l−1) (3.18e)
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Como resultado del proceso del diseño y testeo de este método además
de la investigación y la experiencia en el campo del Triclustering los fac-
tores th, d, b y s previamente descritos quedan fijados a los valores que se
muestran en Ec. 3.19, dando como resultado un conjunto de niveles LV que
comprende desde el nivel 1 al nivel 41.

th = 1.0× 10−40

d = 10.0
b = 10.0
s = 1.0

LV = {1, . . . , 41}

(3.19)

La disposición completa de intervalos para la significancia biológica con
la configuración mostrada en Ec. 3.19 puede observarse en la tabla 3.2.
Por cada fila se muestran el peso (wl) e intervalo (interl) de cada nivel
(l) ordenado de mayor a menor. Cada intervalo establece un conjunto de
p-values cuya bondad tiene relación directa con su correspondiente nivel,
esto es, un p-value es mejor cuanto mayor sea el nivel al que pertenece (un
p-value es mejor cuanto más se aproxime a cero).

Teniendo en cuenta el conjunto de niveles l e intervalos interl definidos
previamente, se establece la significancia biológica del conjunto de genes de
un tricluster TRIG como el sumatorio de la puntuación de cada nivel de
análisis GO (Ec. 3.20a).

La puntuación Sl de cada nivel se define como la multiplicación de la
concentración Cl del nivel por el peso wl y por el propio nivel l más una
función de bonus dependiente del máximo nivel lmax encontrado para el
conjunto de genes TRIG analizado (Ec. 3.20b).

La concentración de un nivel Cl se define como el numero de térmi-
nos localizados en dicho nivel Tel dividido entre el total de términos, Te,
resultado del análisis GO (Ec. 3.20c).
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Nivel (l) Peso (wl) Intervalo (interl)
41 401 (0.0E-00,1.0E-40]
40 391 (1.0E-40,1.0E-39]
39 381 (1.0E-39,1.0E-38]
38 371 (1.0E-38,1.0E-37]
37 361 (1.0E-37,1.0E-36]
36 351 (1.0E-36,1.0E-35]
35 341 (1.0E-35,1.0E-34]
34 331 (1.0E-34,1.0E-33]
33 321 (1.0E-33,1.0E-32]
32 311 (1.0E-32,1.0E-31]
31 301 (1.0E-31,1.0E-30]
30 291 (1.0E-30,1.0E-29]
29 281 (1.0E-29,1.0E-28]
28 271 (1.0E-28,1.0E-27]
27 261 (1.0E-27,1.0E-26]
26 251 (1.0E-26,1.0E-25]
25 241 (1.0E-25,1.0E-24]
24 231 (1.0E-24,1.0E-23]
23 221 (1.0E-23,1.0E-22]
22 211 (1.0E-22,1.0E-21]
21 201 (1.0E-21,1.0E-20]
20 191 (1.0E-20,1.0E-19]
19 181 (1.0E-19,1.0E-18]
18 171 (1.0E-18,1.0E-17]
17 161 (1.0E-17,1.0E-16]
16 151 (1.0E-16,1.0E-15]
15 141 (1.0E-15,1.0E-14]
14 131 (1.0E-14,1.0E-13]
13 121 (1.0E-13,1.0E-12]
12 111 (1.0E-12,1.0E-11]
11 101 (1.0E-11,1.0E-10]
10 91 (1.0E-10,1.0E-09]
9 81 (1.0E-09,1.0E-08]
8 71 (1.0E-08,1.0E-07]
7 61 (1.0E-07,1.0E-06]
6 51 (1.0E-06,1.0E-05]
5 41 (1.0E-05,1.0E-04]
4 31 (1.0E-04,1.0E-03]
3 21 (1.0E-03,1.0E-02]
2 11 (1.0E-02,1.0E-01]
1 1 (1.0E-01,1.0E-00]

Tabla 3.2: Tabla de significancia biológica
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La función de bonus fbonus se define como la suma del nivel máximo
alcanzado para TRIG más un factor de bonus Vbonus (Ec. 3.20d).

SIGbio(TRIG) =
∑
l∈LV

Sl (3.20a)

Sl = [Cl ∗ wl ∗ l] + fbonus(lmax) (3.20b)

Cl = Tel
Te

(3.20c)

fbonus(lmax) = lmax + Vbonus (3.20d)

Como resultado del proceso del diseño y testeo de este método además
de la investigación y la experiencia en el campo del Triclustering el factor de
bonus Vbonus, previamente descrito, queda fijado al valor mostrado en Ec.
3.21. En esta misma ecuación podemos observar el valor Sl|LV | definido como
el valor de puntuación máxima posible para la configuración de intervalos
establecida en la tabla 3.2 y que es usado para la normalización de la
significancia SIGbio en la Ec. 3.17 que define el miembro BIOQ.

Vbonus = 0
Sl|LV | = [Cl|LV | ∗ wl|LV | ∗ l|LV |] + [l|LV | ∗ Vbonus]

= [1 ∗ 401 ∗ 41] + [41 + 0] = 16482
(3.21)
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3.6.2. GRQ

La calidad gráfica de un tricluster viene definida por Ec. 3.22 y se define
como la resta de la unidad menos la normalización de la medida MSL
(Sección 3.5). De esta forma un tricluster tendrá más calidad biológica
cuanto menor sea el valor de MSL, como se describe en la Sección 3.5, los
valores de MSL son mejores cuanto más pequeños.

GRQ(TRI) = 1− MSL(TRI)
2π (3.22)

3.6.3. P EQ y SP Q

Para el cálculo de las medidas de calidad de correlación de Pearson PEQ
y de Spearman SPQ se definen las variables aleatorias de un tricluster TRI
en base a sus subconjuntos de genes (Ec. 3.23a), condiciones (Ec. 3.23b) y
tiempos (Ec. 3.23c). De esta forma, un tricluster tendrá un conjunto vars
de variables aleatorias formado por la combinación de cada gen y cada
condición experimental (Ec. 3.23d) y cada una de estas variables tendrá un
valor de nivel de expresión por cada punto de tiempo (Ec. 3.23e).

Por ejemplo, para un tricluster formado por cuatro genes {g1, g4, g8, g10},
dos condiciones {c3, c7} y tres puntos de tiempo {t1, t3, t5} se tendrán en
cuenta variables aleatorias para ocho posibles combinaciones, teniendo ca-
da una de ellas tres valores (una por punto de tiempo): Vg1c3 , Vg1c7 , Vg4c3 ,
Vg4c7 , Vg8c3 , Vg8,c7 , Vg10c3 y Vg10c7 .
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TRIG =< g0, g1, . . . , g|G| > (3.23a)

TRIC =< c0, c1, . . . , c|C| > (3.23b)

TRIT =< t0, t1, . . . , t|T | > (3.23c)

∀gi ∈ TRIG, cj ∈ TRIC vars = {Vg0c0 , Vg1c1 , . . . , Vg|G|c|C|} (3.23d)

Vgicj =< elgicjt0 , elgicjt1 , . . . , elgicjt|T | > ∀gi ∈ TRIG, cj ∈ TRIC , tk ∈ TRIT
(3.23e)

Teniendo en cuenta la formación del conjunto de variables vars, el ı́ndice
de calidad de Pearson PEQ se define como el sumatorio del valor absoluto
del coeficiente de correlación de Pearson de cada combinación de cada par de
variables del conjunto vars dividido por el número de dichas combinaciones
(Ec. 3.24).

PEQ(TRI) =
∑
Vgicj ,Vgkcl

∈ vars |PE(Vgicj , Vgkcl
)|[

(|G||C|)2−|G||C|
2

] (3.24)

Análogamente, el ı́ndice de calidad de Spearman SPQ se define como
el sumatorio del valor absoluto del coeficiente de correlación de Spearman
de cada combinación de cada par de variables del conjunto vars dividido
por el número de dichas combinaciones (Ec. 3.25).

SPQ(TRI) =
∑
Vgicj ,Vgkcl

∈ vars |SP (Vgicj , Vgkcl
)|[

(|G||C|)2−|G||C|
2

] (3.25)
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3.7. Zonificación de Séısmos

En este trabajo, se propone el algoritmo TriGen como un nuevo método
para la zonificación de séısmos [45] (Sección 4.4).

Los métodos tradicionales de zonificación están basados en el catálogo
de séısmos disponible y en las estructuras geológicas. Los parámetros de
resistencia y térmicos de la corteza son admitidos como mejor criterio para
la zonificación. Sin embargo, el desarrollo de perfiles reológicos es causa de
una cierta incertidumbre que ha generado inconsistencias como diferentes
zonas que han sido propuestas para la misma área.

La principal ventaja que presenta la aplicación del algoritmo TriGen
frente a las metodoloǵıas tradicionales es que sólo es preciso proporcionar los
datos śısmicos para su ejecución, no es necesario tomar decisiones humanas
y, por lo tanto, es una metodoloǵıa prácticamente no sesgada.

Para demostrar este hecho, se ejecuta el algoritmo TriGen con datos de
la Peńınsula Ibérica los cuales están caracterizados por la ocurrencia de te-
rremotos de escala pequeña-moderada. El catálogo del Instituto Geográfico
Nacional ha sido la fuente para conformar los datos de entrada (Sección
2.4).

Los triclusters resultantes de la aplicación de TriGen han sido plas-
mados en formato de zonas en el mapa geológico de la Peńınsula Ibérica
para su valoración. Además, se ha generado un sistema de información
geográfica con los datos y las zonas obtenidas en el análisis. Los resultados
obtenidos han sido comparados con la aplicación del método de los mapas
auto-organizados de Kohonen [38].
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3.8. Discusión conjunta de los resultados

En cada una de las publicaciones se ha experimentado y presentado
resultados tanto para datasets sintéticos, generados usando una aplicación
software desarrollada para tal propósito, como para datasets reales.

Los datos sintéticos son ampliamente usados no solo para testear la
eficacia de las técnicas de análisis de microarrarys [20] sino también en
aplicaciones de Mineŕıa de Datos más generales [56]. Esta metodoloǵıa pro-
porciona la ventaja de conocer el proceso por el cual el dataset es generado
y, por lo tanto, posibilita el determinar el grado de éxito de un algoritmo
[48].

En la tabla 3.3 se puede observar información resumida de cada uno
de los datasets usados en las diferentes publicaciones. Para cada fila de la
tabla o dataset, se proporciona el nombre, el número de genes, el número de
condiciones, el número de tiempos y las publicaciones en revistas en las que
es utilizado haciendo referencia a su correspondiente sección en la segunda
parte del presente documento.

Nombre Genes Condiciones Tiempos Publicaciones (Parte II)
Synthetic 1 1000 10 5 Sección 4.1

Yeast cell cycle [71] 6179 4 14 Sección 4.1
Human inflammation [11], [64] 2155 2 5 Sección 4.1

Synthetic 2 4000 30 20 Secciones 4.2, 5.2.3 y 4.3
Elutriation [71] 7744 13 14 Secciones 4.2, 5.2.3 y 4.3

Mouse GDS4510 [20] 22690 8 4 Secciones 4.2, 5.2.3 y 4.3
Mouse GDS4442 [12] 45101 6 3 Sección 4.2

Human GDS4472 [10] 54675 4 6 Secciones 4.2, 4.3
IP earthquake [55] 90 60 7 Sección 4.4

Tabla 3.3: Datasets usados para experimentación
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Cada dataset ha sido construido en base a distintos oŕıgenes de datos.
La descripción de la formación de cada dataset es como sigue:

Synthetic 1 Es un dataset generado de forma sintética compuesto por 1000
genes, 10 condiciones experimentales y 5 puntos de tiempo. Los valo-
res de cada celda de dicho dataset fueron generados de forma aleatoria
y, posteriormente, se insertaron dos áreas de valores conocidos: el área
a está compuesta por 20 genes, 5 condiciones experimentales y 3 pun-
tos de tiempo con valores fijos a 1 y el área b de 30 genes, 4 condiciones
y 4 puntos de tiempo con un patrón ascendente en t = 0, 1 y ascen-
dente en t = 2, 3 con diferentes valores entre [1, 15], [60, 75], [5, 30] y
[160, 375]. Este dataset fue utilizado en [28] (Sección 4.1).

Yeast cell cycle Fue establecido en base al problema del ciclo celular de la
levadura (Saccharomyces cerevisiae) descrito en [71]. El proyecto de
análisis del ciclo celular de la levadura tiene como objetivo identifi-
car todos los genes cuyos niveles de mRNA están regulados por dicho
ciclo celular. En este proyecto son analizados 6179 genes bajo 6 condi-
ciones experimentales llamadas cln3, clb2, pheromone, cdc15, cdc28 y
elutriation [71] tomando muestras en dos puntos de tiempo para cln3
y clb2, 18 puntos de tiempo para pheromone, 24 puntos de tiempo
para cdc15, 17 puntos de tiempo para cdc28 y 14 puntos de tiempo
para elutriation. Para la construcción de este dataset, no se tienen
en cuenta las condiciones con dos únicos puntos de tiempo y se usan
los primeros 14 puntos de tiempo de las condiciones experimentales
pheromone, cdc15, cdc28 y elutriation con el objetivo de obtener un
dataset compacto. Por lo tanto, se obtiene un dataset con 6179 genes,
4 condiciones experimentales y 14 puntos de tiempo. Este dataset fue
utilizado en [28] (Sección 4.1).

Human inflammation El estudio en el que se basa este dataset aborda el
problema de la inflamación humana y la respuesta del huésped a la
lesión. El proceso de inflamación es cŕıtico ya que el organismo lo usa
para protegerse contra infecciones o lesiones (aplastamientos, hemo-
rragias masivas, graves quemaduras, etc). La respuesta del huésped
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ante un traumatismo supone una colección de procesos biológicos y
patológicos que depende fundamentalmente de la regulación de la res-
puesta inmuno-inflamatoria humana [11]. Los datos han sido adquiri-
dos de un experimento sobre la inflamación y respuesta del huésped
llevado a cabo con microarrays en el que fueron analizadas ocho mues-
tras de sangre de ocho voluntarios, cuatro fueron tratados con una to-
xina que simula un proceso inflamatorio y otros cuatro con placebo;
cada muestra fue adquirida en seis puntos temporales obteniendo 48
microarrays (uno por cada individuo y punto temporal). El dataset
Human inflammation está compuesto por 2155 genes seleccionados
como valores relevantes para el problema [64] considerando dos con-
diciones experimentales (endotoxina y placebo) y 5 puntos de tiempo.
Este dataset fue utilizado en [28] (Sección 4.1).

Synthetic 2 Es un dataset generado de forma sintética compuesto por 4000
genes, 30 condiciones experimentales y 20 puntos de tiempo cuyos ni-
veles de expresión fueron generados de forma aleatoria con seguridad
criptográfica por la libreŕıa software estandar Math3 de Apache Com-
mons [46]. En dicho dataset se insertaron en posiciones aleatorias 10
triclusters con patrones de comportamiento 3D compuestos por 150
genes, 6 condiciones experimentales y 4 puntos de tiempo. Este da-
taset fue utilizado en [26] (Sección 4.2) , en [25] (Sección 5.2.3) y en
[27] (Sección 4.3).

Elutriation El problema del ciclo celular de la levadura (Saccharomyces
cerevisiae) [71] fue, también, la base de este dataset. Los recursos
de este experimento son públicos y están disponibles en http://
genome-www.stanford.edu/cellcycle/ en donde se puede encon-
trar la información relativa a los niveles de expresión genética ob-
tenidos de diferentes experimentos con microarrays. En particular,
el dataset Elutriation se compuso en base al experimento de mismo
nombre compuesto por 7744 genes, 13 condiciones experimentales y
14 puntos de tiempo. Las condiciones experimentales corresponden
a diferentes medidas estad́ısticas de los canales Cy3 y Cy5 mientras
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que los puntos de tiempo representan diferentes momentos de toma
de dichas medidas desde 0 a 390 minutos. Este dataset fue utilizado
en [26] (Sección 4.2) , en [25] (Sección 5.2.3) y en [27] (Sección 4.3).

Mouse GDS4510 Este dataset fue obtenido del repositorio de alto rendi-
miento de datos de expresión genética Gene Expression Omnibus (en
adelante GEO) [4] con código de acceso GDS4510. El experimento,
titulado rd1 model of retinal degeneration: time course [20], analiza
la degeneración de las células de la retina en diferentes individuos
de la especie del ratón común (Mus musculus) durante 4 d́ıas justo
después de su nacimiento, en concreto, los d́ıas 2, 4, 6 y 8. Por lo
tanto, el dataset Mouse GDS4510 está compuesto por 22690 genes, 8
condiciones experimentales (una por cada individuo implicado en el
experimento) y 4 puntos de tiempo. Este dataset fue utilizado en [26]
(Sección 4.2) , en [25] (Sección 5.2.3) y en [27] (Sección 4.3).

Mouse GDS4442 Para construir este dataset se obtuvieron los datos del
repositorio GEO [4] con el código de acceso GDS4442. El experi-
mento es titulado como ectopic bHLH transcription factor expression
Mesogenin1 effect on embryoid bodies: time course [12] y examina el
efecto de la inducción de doxiciclina en embriones de ratones (Mus
musculus) en tres estados de su desarrollo: 12, 24 y 48 horas. Por lo
tanto, el dataset Mouse GDS4442 está compuesto por 45101 genes, 6
condiciones experimentales (una por cada individuo involucrado en el
experimento ) y 3 puntos de tiempo (uno por cada estado de desarrollo
estudiado). Este dataset fue utilizado en [26] (Sección 4.2).

Human GDS4472 Los datos para la construcción de este dataset fueron
obtenidos del repositorio GEO [4] con el código de acceso GDS4472. El
experimento está titulado como Transcription factor oncogene OTX2
silencing effect on D425 medulloblastoma cell line: time course [10]
y estudia el efecto de la doxiciclina en las células canceŕıgenas de un
meduloblastoma en seis puntos de tiempo después de su inducción: 0,
8, 16, 24, 48 y 96 horas. El dataset Human GDS4472 está compuesto,
por lo tanto, de 54675 genes, 4 condiciones experimentales (una por
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cada individuo involucrado en el estudio) y 6 puntos de tiempo (uno
por cada hora). Este dataset fue utilizado en [26] (Sección 4.2) y en
[27] (Sección 4.3).

IP earthquake Este dataset es construido con datos de magnitudes śısmicas
de la Peńınsula Ibérica obtenidos del Instituto Geográfico Nacional
[55] en la que los genes se corresponden con coordenadas del eje X,
las condiciones experimentales con coordenadas del eje Y y cada punto
temporal se corresponde con una caracteŕıstica geológica concreta. El
dataset IP earthquake se compone de 90 genes o coordenadas del eje
X, 60 condiciones experimentales o coordenadas del eje Y y 7 puntos
temporales o caracteŕısticas geológicas. Dicho dataset se encuentra
detallado en la Sección 2.4. Este dataset fue utilizado en [45] (Sección
4.4).

A continuación se presenta una visión general de los resultados experi-
mentales obtenidos en esta investigación que se desarrollan en profundidad,
posteriormente, en las publicaciones presentadas en la parte II del presente
documento:

3.8.1. Resultados de experimentación generales con el algoritmo
TriGen

En la primera publicación en revista de esta investigación [28] (Sección
4.1) se presentan tres conjuntos de resultados de experimentos realizados
con el dataset sintético Synthetic 1 y los dos datasets reales Yeast cell cycle
y Human inflammation.

Para los experimentos realizados con datasets reales se presentan los
resultados de las ejecuciones realizadas con TriGen proporcionando los
parámetros de ejecución utilizados junto con dos medidas para la mejor
comprensión de los mismos: el solapamiento y el cubrimiento de los tri-
clusters encontrados. Además, se muestran las vistas gráficas de uno de los
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triclusters encontrados aśı como su análisis Gene Ontology (Sección 2.7)
realizado con la herramienta Onto-CC [63, 62] .

En cuanto a los experimentos sintéticos con el dataset Synthetic 1, se
realizaron distintas ejecuciones con varias configuraciones de TriGen y ha-
ciendo uso de las primeras versiones de MSR3D y LSL de tal forma que
se localizaron las áreas a y b en ambas ejecuciones. Las ejecuciones con
MSR3D encontraron el área a completa y el área b parcialmente mientras
que las ejecuciones con LSL obtuvieron completas las dos áreas a y b.

En el caso de los experimentos con el dataset Yeast cell cycle se presenta
un experimento con 20 triclusters solución con solapamiento de 0.1 y un
cubrimiento del 0.08. Se hace hincapié en uno de los triclusters mostrando
las vistas gráficas para los 20 genes, 2 condiciones experimentales y cinco
puntos de tiempo de los que está compuesto. Las gráficas denotan un com-
portamiento en los niveles de expresión genética muy similar a través de las
condiciones y los tiempos. En cuanto al análisis GO se obtienen p-values
bastante bajos (hasta 8.54E-05) con términos muy espećıficos y muchos de
ellos relacionados directamente con el ciclo celular de la levadura.

Para los experimentos realizados con el dataset Human inflammation,
igual que en el experimento anterior, se analiza un resultado con 20 triclus-
ters solución con solapamiento de 0.08 y cubrimiento del 0.2. Se presentan
las vistas gráficas de un tricluster que agrupa 11 genes bajo 2 condicio-
nes experimentales y cinco puntos de tiempo en el que se exhibe una alta
correlación entre los patrones descritos donde la expresión de los genes se
establecen en diferentes niveles de magnitud. Los p-values arrojados por el
análisis GO son bajos (hasta 6.07E-09) por lo que los grupos de genes son
significativos en relación con sus términos GO asociados.
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3.8.2. Resultados de experimentación con MSR3D

En la segunda publicación en revista de esta investigación [26] (Sección
4.2) se presentan experimentos para probar la efectividad de MSR3D con
el dataset sintético Synthetic 2 y los datasets reales Elutriation, Mouse
GDS4510, Mouse GDS4442 y Human GDS4472.

Para el análisis de los resultados de experimentación con los datasets
reales, se proporcionan, para cada tricluster solución, los valores de los coe-
ficientes de correlación de Pearson [57] y Spearman [70] (Sección 2.8) entre
cada combinación de condición experimental-tiempo con los valores de ni-
veles de expresión de cada gen en cada correspondiente combinación. Por
ejemplo para un tricluster con 10 genes {1, ..., 10}, tres condiciones expe-
rimentales {1, 3 y 5} y dos puntos temporales {2 y 7} se proporcionaŕıan
los coeficientes de correlación de Pearson y Spearman para valores de las
seis posibles combinaciones Vc=1,t=2, Vc=1,t=7, Vc=3,t=2, Vc=3,t=7, Vc=5,t=2 y
Vc=5,t=7 cada combinación con diez valores de nivel de expresión, uno por
cada gen.

También se proporciona una validación gráfica mostrando las vistas
gráficas de uno de los triclusters encontrados aśı como una validación biológi-
ca basada en el análisis GO realizado con el software Ontologizer [5] mos-
trando los términos más representativos junto su correspondiente p-value.

Para el análisis con el dataset sintético Synthetic 2, se realiza un estudio
del efecto de la variación de los valores de los parámetros de entrada del
algoritmo TriGen con MSR3D. Además, se presentan resultados de mat-
ching sobre los 10 tricluster insertados en el dataset obteniendo un ratio de
cubrimiento entre el 91 % y el 95 %.

En referencia al experimento con el dataset Elutriation, se presentan
resultados de correlación para los triclusters solución descubiertos cercanos
a uno y menos uno que denotan correlación casi perfecta, destacando la
capacidad de MSR3D para encontrar correlaciones negativas. Estos valores
de correlación se corroboran con el análisis gráfico de las soluciones en el
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que se aprecia claramente correlación negativa entre los genes. En referencia
al análisis GO, se observan términos bastante espećıficos con p-values en el
intervalo [0.001970,0.01039].

Para el experimento realizado con el dataset Mouse GDS4510 se obtie-
nen triclusters solución con valores de correlación muy altos, y en muchos
casos, próximos a uno (correlación perfecta); lo que supone una homoge-
neidad perfecta entre los genes, condiciones experimentales y puntos de
tiempo de los triclusters. En la representación gráfica se observa como to-
das las ĺıneas mostradas quedan totalmente alineadas y se obtienen buenos
resultados en cuanto a los términos GO, siendo muy espećıficos y mostran-
do algunos relacionados con el experimento biológico para el dataset bajo
estudio con p-values en el intervalo [1.525E-6, 7.342E-4].

Igualmente, en el caso de la experimentación con el dataset Mouse
GDS4442 se obtienen soluciones con valores de correlación muy próximos
a uno, patrones de comportamiento similares en cuanto a la representa-
ción gráfica y términos con alta significancia estad́ıstica con p-values en
[5.525E-04, 6.612E-03].

Con referencia al experimento con el dataset Human GDS4472, se obtie-
nen para las soluciones encontradas, también, valores altos de correlación,
una alta homogeneidad entre todos los genes en cuanto a la representa-
ción gráfica y términos con alta significancis con p-values en [4.543E-04,
1.931E-03] .
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3.8.3. Resultados de experimentación con LSL

En la publicación donde se presenta la medida LSL [25] (Sección 5.2.3),
se muestran experimentos para probar la efectividad de la misma con el
dataset sintético Synthetic 2 y los datasets reales Elutriation y Mouse
GDS4510.

Para el análisis de los resultados con datasets reales, se procede de ma-
nera similar al análisis realizado en la experimentación se MSR3D (Sección
3.8.2). De este modo, se proporcionan para cada tricluster los valores de los
coeficientes de correlación de Pearson [57] y Spearman [70] (Sección 2.8)
entre cada combinación de condición experimental-tiempo con los valores
de niveles de expresión de cada gen en cada correspondiente combinación
aśı como la validación gráfica mostrando las vistas gráficas de uno de los
triclusters encontrados y la validación biológica basada en el análisis GO
realizado con el software Ontologizer [5] mostrando los términos más repre-
sentativos junto su correspondiente p-value.

En esta publicación se incluyen, también, valores comparativos entre los
resultados de experimentación con MSR3D (Sección 3.8.2) y los de LSL en
base a valores máximo, mı́nimo y medio de los coeficientes de correlación
de Pearson, de Spearman y p-values.

Para el análisis de la medida con el dataset sintético Synthetic 2, se
realizan diferentes ejecuciones variando los parámetros de entrada del al-
goritmo TriGen obteniendo un ratio de matching sobre los 10 tricluster
insertados en el dataset entre 93 % y el 97 % denotando una mejoŕıa con
respecto a MSR3D (Sección 3.8.2).

En el caso del experimento con el dataset Elutriation, se muestran para
las soluciones obtenidas correlaciones cercanas a uno y menos uno. En la
representación gráfica se observa unos patrones de comportamiento simila-
res y, en referente a la validación biológica, se obtienen términos bastante
espećıficos dentro del rango de p-values [4.349E-06, 7.527 E-05].
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En la comparación con MSR3D se observa una clara mejora en términos
de correlación y p-values.

Para el análisis del experimento con el dataset Mouse GDS4510, se ob-
tienen, para los triclusters encontrados, valores muy altos de correlación y
cercanos a uno en muchos casos quedando patente también en la represen-
tación gráfica de los patrones de comportamiento. En cuanto a la validación
biológica se obtienen términos con alta significancia con p-values en [8.79E-
21, 7.40E-08].

En la comparación con MSR3D se observa una alta mejoŕıa en términos
de análisis GO reforzando el hecho de que LSL encuentra triclusters con
mayor significancia biológica.

3.8.4. Resultados de experimentación con MSL

En la tercera publicación en revista de esta investigación [27] (Sección
4.3) se presentan experimentos para probar la efectividad de MSL con
el dataset sintético Synthetic 2 y los datasets reales Elutriation, Mouse
GDS4510 y Human GDS4472.

Para analizar los resultados de los experimentos con los datasets reales,
se realiza un análisis en tres pasos similar a los planteados con los expe-
rimentos de MSR3D (Sección 3.8.2) y LSL (Sección 3.8.3): el análisis de
la correlación basado en los coeficientes de Pearson [57] y Spearman [70]
en el que para cada tricluster se calcula la media entra cada combinación
de genes, condiciones y tiempos (Sección 3.6.3) de tal forma que para un
tricluster con cuatro genes {g1, g4, g8, g10}, dos condiciones {c3, c7} y tres
puntos de tiempo {t1, t3, t5} se tendrán en cuenta variables aleatorias para
ocho posibles combinaciones, teniendo cada una de ellas tres valores (una
por punto de tiempo): Vg1c3 , Vg1c7 , Vg4c3 , Vg4c7 , Vg8c3 , Vg8,c7 , Vg10c3 y Vg10c7 ;
el análisis de la representación gráfica mostrando las tres vistas gráficas
(Sección 3.3) con el objetivo de visualizar los patrones de comportamiento
formados por el tricluster y el análisis biológico GO realizado con el soft-
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ware Ontologizer [5] mostrando los términos más representativos junto su
correspondiente p-value. También se realiza un estudio comparativo entre
MSL, MSR3D y LSL en base a valores máximo, mı́nimo y medio de los
coeficientes de correlación de Pearson, de Spearman y p-values.

En lo referente al análisis con el dataset sintético Synthetic 2, se realizan
diferentes ejecuciones variando los parámetros de entrada del algoritmo
TriGen obteniendo un ratio de matching sobre los 10 tricluster insertados
en el dataset entre 94 % y el 100 % denotando una mejoŕıa con respecto a
MSR3D (Sección 3.8.2) y LSL (Sección 3.8.3).

Para el análisis del experimento con el dataset Elutriation, se presentan
valores de análisis de correlación de Pearson y de Spearman que vaŕıan
en los intervalos [0.95, 0.97] y [0.98, 1] respectivamente denotando una alta
correlación entre los genes para cada condición a través de los puntos de
tiempo. Las vistas gráficas del tricluster solución mostradas muestran un
patrón coherente a través de los puntos temporales para las condiciones
experimentales seleccionadas variando los niveles de expresión casi de la
misma forma. En cuanto a la validación biológica, se obtiene un análisis
GO con altos niveles de significancia estad́ıstica con p-values en [1.98E-09,
1.01E-03] y con términos muy espećıficos. En la comparación con MSR3D,
LSL se observa una clara mejora de MSL en términos de correlación y
p-values.

En el caso del experimento con el dataset Mouse GDS4510, se obtienen
valores de correlación de Pearson en [0.54, 0.96] y de Spearman en [0.56, 0.9]
denotando una alta correlación entre los genes para cada condición para la
mayoŕıa de triclusters solución. En la representación gráfica mostrada se
puede observar como todos los genes forman un patrón de comportamiento
casi perfecto y en la validación biológica se obtienen p-values en el intervalo
[7.92E − 30, 7.52E − 07] con términos muy concretos relacionados con el
experimento biológico fuente del dataset de entrada. Se observa una alta
mejoŕıa en términos de p-values en referencia a la comparación de MSL
con MSR3D, LSL.
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En lo referente al experimento con el dataset Human GDS4472, la ma-
yoŕıa de soluciones muestran valores de correlación por encima de 0.9 para
los dos ı́ndices. Las representaciones gráficas denotan una variación ho-
mogénea en los niveles de expresión de los genes formando un patrón cohe-
rente a través de los puntos de tiempo. En la validación biológica se obtienen
p-values en [3.33E−60, 5.99E−48]. En la comparación con MSR3D y LSL
se observa una mejoŕıa en términos de máximo ı́ndice de correlación y en
términos de p-values.

Como conclusión, en cuanto a la comparación de MSL con MSR3D y
LSL, de forma general, existe una clara mejoŕıa en cuanto a máxima corre-
lación, hecho que es menos perceptible en términos de mı́nima correlación
y correlación media. Se puede apreciar también una clara y alta mejoŕıa de
MSL sobre MSR3D y LSL a nivel de los tres aspectos considerados sobre
el p-value. Por lo tanto, se puede afirmar que MSL mejora en términos
globales a las otras dos medidas.

3.8.5. Resultados de experimentación para datos de séısmos

En la cuarta publicación en revista de esta investigación [45] (Sección
4.4) se realizan experimentos en una ĺınea distinta a la de las publicacio-
nes anteriores para probar la efectividad del algoritmo TriGen en el campo
de la zonificación de séısmos. Para ello, se experimenta con el dataset IP
earthquake y se obtienen un conjunto de triclusters solución con el que se
construye un sistema de información geográfica en forma de mapa f́ısico de
la Peńınsula Ibérica en el que se indican las diferentes zonas correspondien-
tes a los triclusters encontrados.

Para validar los resultados se realiza la misma zonificación aplicando
el algoritmo de los mapas auto-organizados de Kohonen [38] y se realiza
una discusión cŕıtica haciendo hincapié en la potencialidad del algoritmo
TriGen como herramienta efectiva para el análisis de datos śısmicos, en las
ventajas ofrecidas y en los puntos de mejora.
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Caṕıtulo 4

Trabajos publicados, aceptados
y sometidos

En este caṕıtulo se ofrecen las publicaciones en revistas que forman parte
del compendio de esta investigación. Previo a cada publicación se detallan
la revista, el estado, el ı́ndice de impacto y las áreas de conocimiento de la
misma.
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4.1. TriGen: A genetic algorithm to mine triclusters in
temporal gene expression data

Estado: Publicado.

Revista: Neurocomputing.

Índice de impacto JCR 2013: 2.005

Áreas de conocimiento:

1. Computer Science, Artificial Intelligence. Ranking: 28/121, Q1

Doi: http://dx.doi.org/10.1016/j.neucom.2013.03.061

Web: http://www.sciencedirect.com/science/article/
pii/S0925231213011004

4.2. Mining 3D patterns from gene expression temporal
data: a new tricluster evaluation measure

Estado: Publicado.

Revista: The Scientific World Journal

Índice de impacto JCR 2013: 1.219

Áreas de conocimiento:

1. Multidisciplinary Sciences. Ranking: 16/55, Q2

Doi: http://dx.doi.org/10.1155/2014/624371

Web: http://www.hindawi.com/journals/tswj/2014/624371/
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4.3. MSL: a measure to evaluate 3D patterns in gene
expression data

Estado: Aceptado y pendiente de publicación.

Revista: Evolutionary Bioinformatics

Índice de impacto JCR 2013: 1.169

Áreas de conocimiento:

1. Matemathical and Computational Biology. Ranking: 36/52, Q3

4.4. Seismogenic Zoning with Triclustering. Application
to the Iberian Peninsula

Estado: En revisión.

Revista: Entropy

Índice de impacto JCR 2013: 1.564

Áreas de conocimiento:

1. Physics, Multidisciplinary. Ranking: 29/78, Q2
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Caṕıtulo 5

Otras publicaciones relevantes

En este caṕıtulo se ofrecen el resto de publicaciones fruto de esta inves-
tigación: congresos y Lecture Notes.

5.1. Congresos Nacionales

5.1.1. Finding motifs in DNA sequences

Congreso: XVI Congreso Español sobre Tecnoloǵıas y Lógica Fuzzy

Web: http://estylf2012.eii.uva.es

5.1.2. Extracción de Triclusters en Microarrays Temporales me-
diante el Algoritmo TriGen

Congreso: 14th Conferencia de la Asociación Española para la Inteli-
gencia Artificial
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5.2. Congresos Internacionales

5.2.1. Revisiting the Yeast Cell Cycle Problem with the Improved
TriGen Algorithm

Congreso: IEEE Third World Congress on Nature and Biologically
Inspired Computing.

Doi: 10.1109/NaBIC.2011.6089642

Web: http://ieeexplore.ieee.org/xpl/login.jsp?tp=&arnumber=
6089642&url=http\%3A\%2F\%2Fieeexplore.ieee.org\%2Fxpls\%2Fabs_
all.jsp\%3Farnumber\%3D6089642

5.2.2. Triclustering on Temporary Microarray Data using the Tri-
Gen Algorithm

Congreso: 11th IEEE International Conference on Intelligent Systems
Design and Applications.

Doi: 10.1109/ISDA.2011.6121768

Web: http://ieeexplore.ieee.org/xpl/login.jsp?tp=&arnumber=
6121768&url=http\%3A\%2F\%2Fieeexplore.ieee.org\%2Fxpls\%2Fabs_
all.jsp\%3Farnumber\%3D6121768

5.2.3. LSL: A new measure to evaluate triclusters

Congreso: 2014 IEEE International Conference on Bioinformatics and
Biomedicine.

Doi: 10.1109/BIBM.2014.6999244

Web: http://ieeexplore.ieee.org/xpl/articleDetails.jsp?arnumber=
6999244
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5.3. Lecture Notes in Computer Science

5.3.1. Unravelling the Yeast Cell Cycle using the TriGen Algorithm

Libro: Lecture Notes in Computer Science: Advances in Artificial In-
telligence.

Doi: 10.1007/978-3-642-25274-7_16

Web: http://link.springer.com/chapter/10.1007/978-3-642-25274-7_
16
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Caṕıtulo 6

Conclusiones

En esta investigación se ha presentado TrLab, una metodoloǵıa para la
extracción de patrones de comportamiento de grandes volúmenes de datos
biológicos dependientes del tiempo, que incluye un nuevo algoritmo de Tri-
clustering, el algoritmo TriGen, basado en el paradigma de los algoritmos
genéticos.

Además, dentro de la metodoloǵıa TrLab, se presentan tres medidas de
evaluación que forman parte del núcleo de dicho algoritmo: MSR3D que
es una adaptación a las tres dimensiones del residuo cuadrático medio de
Cheng y Church [13] que es un estándar de facto en el campo del Biclus-
tering, LSL diseñada en base a la medida de las pendientes de mı́nimos
cuadrados y MSL cuyo diseño está basado en la medida de los ángulos
que forman los patrones de comportamiento con el eje X. La combinación
del algoritmo TriGen junto con las medidas citadas tienen como objeti-
vo encontrar triclusters cuyos genes, condiciones experimentales y puntos
temporales formen un patrón de comportamiento de coherencia máxima en
base a sus valores de nivel de expresión y significancia biológica.
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El diseño del algoritmo TriGen es analizado con detalle en esta investi-
gación [28] aśı como la adaptación del residuo cuadrático medio a las tres
dimensiones con MSR3D [26] y el diseño de las medidas LSL [25] y MSL
[27].

La efectividad tanto del algoritmo como de las citadas medidas han sido
probadas con numerosas bateŕıas de experimentos tanto con conjunto de
datos sintéticos como reales. Se ha probado la eficacia de la metodoloǵıa
presentada para el análisis de datos de expresión genética a partir de micro-
arrays aśı como para datos de origen no biológico, en concreto, los datos de
séısmos [45]. Asimismo, se realiza un estudio comparativo de las medidas
propuestas postulando MSL como la más efectiva.

Además de los resultados citados, de esta investigación surge TRIQ,
una medida para calcular la calidad de las soluciones encontradas por cual-
quier algoritmo de Triclustering aplicado al análisis de datos de expresión
genética, que engloba el enfoque biológico, el enfoque gráfico y el enfoque
a nivel de correlación de un tricluster en un único ı́ndice de calidad.
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Caṕıtulo 7

Trabajo Futuro

Esta investigación presenta frentes abiertos y capacidad de mejoŕıa aśı
como nuevas ĺıneas de investigación y enfoques. A continuación se listan los
aspectos más importantes que constituyen el siguiente paso de la investiga-
ción en esta ĺınea:

Estudiar el uso de medidas de similaridad semántica [67, 78] como
parte de TRIQ.

Inclusión de TRIQ como función de evaluación del algoritmo TriGen.

Diseñar una medida en base al plano de mı́nimos cuadrados mediante
la representación de los triclusters como superficies.

Realizar un estudio comparativo de los distintos algoritmos del estado
del arte en base a TRIQ.

Aplicar Triclustering a otros campos de naturaleza no biológica co-
mo el reconocimiento de estructuras boscosas en imágenes Lidar y
la optimización del consumo de potencia en redes eléctricas de alta
tensión.
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Finalizar la implementación de una aplicación software amigable para
el uso de TrLab.

Aplicar el algoritmo TriGen a otros campos relacionados con la bio-
loǵıa que proporcionan nuevos recursos como los datos ChIP-chip
[79] que representan el factor de trasncripción e interacción genética
combinados con los datos de expresión con información de regula-
ción genética mediante la sustitución de la dimensión del tiempo por
dichos chips o los datos de repositorios RNA-seq [47].

Diseño e implementación de una base de datos de buenas soluciones
en base a TRIQ resultado de experimentación con esquemas NoSql.

Desarrollar sistema de aprendizaje o feedback para el algoritmo Tri-
Gen en base al conocimiento previamente extráıdo.

Presentar y potenciar TRIQ como medida de consenso para evaluar
la calidad de un tricluster.
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Earthquake prediction in seismogenic areas of the Iberian Peninsula
based on computational intelligence. Tectonophysics 593, 0 (2013),
121–134.

[54] Morales-Esteban, A., Mart́ınez-Álvarez, F., Troncoso, A.,
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//www.ign.es.

[56] Pargas, R. P., Harrold, M. J., and Peck, R. P. Test-data
generation using genetic algorithms. Software . . . 6 (1999).

[57] Pearson, K., and Filon, L. N. G. Mathematical contributions
to the theory of evolution. IV. On the probable errors of frequency
constants and on the influence of random selection on variation and
correlation. Philosophical Transactions of the Royal Society of London.
Series A, Containing Papers of a Mathematical or Physical Character
(1898), 229–311.

[58] Pontes, B., Divina, F., Giráldez, R., and Aguilar-Ruiz, J. S.
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