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Resumen 
En los modelos de producción con frontera determinista, en los que la estimación máximo verosímil se 

torna complicada debido a que no se cumplen las hipótesis de regularidad habituales y por tanto se 

desconocen las propiedades asintóticas de los estimadores, proponemos aplicar la metodología Bayesiana, 

que puede llevarse a cabo sin excesivas dificultades apoyándonos en el algoritmo de Gibbs. 
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1.  Introducción 

 La estimación de los modelos de producción es uno de los temas más 

interesantes del área de economía aplicada, y ha generado en los últimos años gran 

cantidad de literatura., pudiéndose situar su inicio en el artículo de Aigner and Chu 

(1968). En este tipo de modelos, se expresa un determinado output en función de una 

serie de inputs y parámetros desconocidos más una perturbación aleatoria negativa; la 

parte determinista del modelo representa la frontera de producción o valor máximo 

alcanzable de outputs para unos inputs dados, mientras que la perturbación aleatoria 

(diferencia entre la producción real y la máxima posible) representaría el grado de 

ineficiencia en el proceso productivo. Alternativamente, podemos utilizar la 

formulación dual de este problema, en la que la variable dependiente es el coste de 

producción y la perturbación aleatoria sería positiva, representando la parte determinista 

del modelo el coste mínimo de producción para unos inputs dados. 

Esta formulación, denominada habitualmente modelo de producción con frontera 

determinista, presenta una importante dificultad de estimación, debido al hecho de que 

la modelización de la perturbación unilateral rompe las hipótesis habituales de 

regularidad asumidas para la obtención de las propiedades asintóticas del estimador 

máximo-verosímil. Así, podremos obtener los estimadores máximo-verosímiles 

resolviendo un problema de optimización con restricciones, pero la determinación de las 

propiedades estadísticas del estimador es un problema complicado. 

Alternativamente, se han planteado en la literatura los denominados modelos de 

producción con frontera estocástica. En ellos, se introducen dos perturbaciones; una es 

una medida de la ineficiencia, mientras que la otra refleja factores aleatorios, como por 

ejemplo errores de medida. En estos modelos, se verifican las condiciones de 

regularidad habituales, por lo que podemos aplicar las propiedades asintóticas del 

estimador máximo-verosímil para llevar a cabo nuestras inferencias. El problema 

principal de esta formulación es que, una vez estimado el modelo, no podemos 

identificar qué parte de cada residuo se debe a ineficiencia y qué parte se debe a errores 

aleatorios, es decir, no podemos obtener medidas individuales de eficiencia; en este 

caso, solo es posible estimar niveles medios para el grupo analizado. Una posible salida 

a este problema se ofrece en Jondrow et al. (1982). En Forsund et al. (1980a  y 1980b) 

se analiza con mayor detalle las ventajas e inconvenientes de cada una de las 

formulaciones. 
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El objetivo principal de este trabajo es ofrecer una solución al problema de la 

estimación en el modelo con frontera determinista a través de las técnicas de Inferencia 

Bayesiana. Para ello, usaremos una distribución a priori no informativa, que se obtiene 

aplicando la generalización de la Regla de Jeffreys propuesta en Ortega y Basulto 

(2003), que es aplicable tanto a modelos regulares como no regulares. Veremos que, 

aunque debido a la naturaleza complicada del problema, no podemos obtener nuestras 

inferencias algebraicamente, sí que podremos aplicar el algoritmo de Gibbs para obtener 

una muestra simulada de la distribución a posteriori, lo que nos permitirá estimar 

cualquier característica interesante de nuestro modelo. 

A partir de aquí, en la sección 2 presentamos el modelo de producción así como 

su función de verosimilitud bajo las hipótesis asumidas para el término de perturbación; 

en la sección 3 obtenemos la distribución a priori no informativa y, a partir de ella, el 

núcleo de la densidad a posteriori conjunta; en la sección 4 presentamos la formulación 

del algoritmo de Gibbs para nuestro problema, que se basa en la simulación de muestras 

de las distribuciones condicionadas unidimensionales; en la sección 5 presentamos dos 

pequeños ejemplos simulados para ayudar a comprender la naturaleza del problema y 

efectuamos un estudio tipo Monte Carlo para analizar las propiedades del método de 

estimación propuesto, mientras que en la sección 6 aplicamos nuestra propuesta al 

ejemplo estudiado en Coelli et al (1998), pág. 192. Por último, en la sección 7 

recogemos las conclusiones principales obtenidas a partir de nuestro trabajo. 

 

2.  Planteamiento del modelo 

 Consideremos el modelo de producción especificado como: 

i iy , i 1,..., n= + ε ='
ix β  

donde iy  es la producción, k∈β  es un vector de parámetros, ix  es el correspondiente 

vector de variables exógenas, n es el tamaño de la muestra y i 0ε <  es una perturbación 

aleatoria que mide la ineficiencia de la observación i-ésima. Asumiremos la hipótesis de 

que i−ε  sigue una distribución half-Normal(0,σ2), σ>0, con lo que la densidad inducida 

para iy  sería: 

( ) ( )2

i i i22

2 1f y | , exp y , y
22

 σ = − − ≤ 
σ πσ

' '
i i ix ,β x β x β . 
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Por tanto, la función de verosimilitud para la muestra de tamaño n del modelo quedaría 

como: 

( ) ( )2n
i i2

i

1L , | , exp y , y i 1,..., n
2

−  σ ∝ σ − − ≤ ∀ = 
σ 
∑ ' '

i iβ y X x β x β  

donde n
1 n(y ,..., y ) '= ∈y  y [ ]1 n k nX ' x | ... | x ×= ∈Μ , que expresaremos como 

( ) ( )2n
i2

i

1L , | , exp y ,
2

−  σ ∝ σ − − ∈Β 
σ 
∑ '

iβ y X x β β , 

donde { }k
i/ y i 1,..., nΒ = ∈ ≤ ∀ ='

iβ x β . 

 

3. Distribuciones a priori y a posteriori. 

 Vamos a aplicar la propuesta de Ortega y Basulto (2003) para obtener una 

distribución a priori no informativa para nuestro modelo. 

 Considerando β  fijo, el modelo es regular por lo que la distribución a priori para 

σ  (condicionada a β ) la obtendremos a partir de la Regla de Jeffreys: 

( )
2

1
2| E − ∂

π σ ∝ − ∝ σ ∂σ 

lβ , 

donde ( ) ( )( ), Ln L ( , | )= σ = σβ β y, Xl l . 

 Ahora, considerando fijos ( )1 j 1 j 1 k,..., , ,...,− += β β β β(j)β  y σ , el modelo es no 

regular (obsérvese que el soporte depende de jβ ) y por tanto 

( ) [ ]( )2 '
j i i ij

ij

| E E y x x−
 ∂

π β ∝ = σ − β 
∂β  

∑l
(j)β ,σ , 

donde ijx  es la componente j-ésima del vector ix . Puesto que iy  sigue una distribución 

half-Normal de parámetros '
ix β  y 2σ , se verifica [ ] '

i iE y x 2= β − π σ  (Greene, 1998), 

por lo que 

( ) 1
j ij

i

| 2 x 1−π β ∝ σ π ∝∑(j)β ,σ . 
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 Podemos considerar que los parámetros son independientes a priori, por lo que la 

distribución a priori conjunta viene dada por: 

( ) 1, −π σ ∝ σβ . 

 El núcleo de la distribución a posteriori conjunta, lo obtendremos multiplicando 

la verosimilitud por la distribución a priori, con lo que obtendremos: 

( ) ( )2(n 1)
i2

i

1, | , exp y ,
2

− +  π σ ∝ σ − − ∈Β 
σ 
∑ '

iβ y X x β β , 

que, alternativamente, podemos expresar como: 

( ) ( ) ( )(n 1)
2

1, | , exp ' ,
2

− +  π σ ∝ σ − − − ∈Β 
σ 

β y X y Xβ y Xβ β . 

 La manipulación algebraica de esta distribución es complicada, debido a la 

restricción B∈β , que hace que no sea fácil conocer los límites de integración y que 

lleva también a que las distribuciones marginales de cada componente jβ  estén 

definidas a trozos. Para evitar esta dificultad y dar respuesta al problema de la 

inferencia, utilizaremos el algoritmo de Gibbs (Gelfand and Smith,1990), ya que, como 

veremos en el epígrafe siguiente, no resulta excesivamente complicado simular 

muestras de las distribuciones unidimensionales de cada parámetro condicionadas al 

resto de parámetros. 

 

4. Formulación del Algoritmo de Gibbs. 

 Aplicaremos el algoritmo de Gibbs, obteniendo muestras simuladas de las 

distribuciones | ,σ β y, X  y j | , ,β σ(j)β y, X , j=1,…,k.  

 Observando que la distribución a posteriori conjunta puede expresarse como 

( ) ( ) ( ) ( )
n 1

2 22 1, | , exp ' ,
2

+
− − π σ ∝ σ −σ − − ∈Β 

 
β y X y Xβ y Xβ β , 

obtenemos inmediatamente que 

( ) ( )2 n 3 1| Ga , '
2 2

− + σ − − 
 

β, y, X y Xβ y Xβ  
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Para obtener las distribuciones j | , ,β σ(j)β y, X , consideremos 1ˆ ( )−=β X'X X'y  y 

ˆˆ = −u y Xβ  (el estimador y los residuos mínimo cuadráticos del modelo de regresión sin 

restricciones). Teniendo en cuenta que: 

( ) ( ) ( ) ( )'ˆ ˆˆ ˆ'− − = +y Xβ y Xβ u'u β - β X'X β - β , 

la distribución a posteriori conjunta puede expresarse como: 

( ) ( ) ( )'(n 1)
2 2

ˆ ˆ 1 ˆ ˆ, | , exp exp ,
2 2

− +    π σ ∝ σ − − ∈Β   
σ σ   

u'uβ y X β - β X'X β - β β  

de donde obtenemos que 

( )( )12
k

ˆ| , N , , B−σ σ ∈β X, y β X'X β , 

es decir, una distribución Normal k-dimensional truncada en el subconjunto kB ⊆ . 

En principio, podrían generarse valores de esta distribución a través del procedimiento: 

1. Generar un valor ( )( )12
k

ˆN , −σ0β β X'X . 

2. Si B∈0β , aceptar dicho valor; si no, rechazarlo y volver a 1. 

Sin embargo, en la práctica, es frecuente que la probabilidad de rechazo de este 

procedimiento sea tan elevada que el método no resulte viable. Una solución para este 

problema es analizar las distribuciones condicionadas unidimensionales. 

 Para obtener muestras simuladas de j | , ,β σ(j)β y, X , reordenando los parámetros, 

podemos considerar la siguiente partición: 

2
j j

j( j)

y
β  σ 

= Σ =     Σ   

'
j(j)

(j) j(j)

σ
β

β σ
, 

donde hemos llamado ( ) 12 X 'X −Σ = σ . Si en el modelo no hubiese restricciones, es 

conocido que se tendría 

( )( )1 2 1
j j( j) j j( j)

ˆ ˆj | , , N ,− −β σ β + Σ σ − Σ'
(j) (j) (j) j(j) j(j)β y, X β - β σ σ . 

 Ahora, si suponemos que todas las variables explicativas toman valores 

positivos, las restricciones iy , i 1,..., n≤ ='
ix β  son equivalentes a 
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( )i i
j j ji

ij ij

y y
, i 1,..., n max b ,X,

x x
 − − β ≥ = ⇔β ≥ ⇔β ≥ 
  

' '
i(j) (j) i(j) (j)

(j)

x β x β
β y , 

donde ( ) ( ){ }i iji
b , X, max y x= − '

(j) i(j) (j)β y x β , y como consecuencia, obtenemos: 

( )( ) ( )1 2 1
j j( j) j j( j) j

ˆ ˆj | , , N , , b , X,− −β σ β + Σ σ − Σ β ≥'
(j) (j) (j) j(j) j(j) (j)β y, X β - β σ σ β y , 

es decir, la distribuciones condicionadas unidimensionales serán Normales truncadas; la 

generación de valores simulados de esta distribución puede llevarse a cabo fácilmente 

siguiendo el algoritmo propuesto en Devroye (1986), p. 380. 

 En los modelos de producción, es habitual medir las variables en términos de 

logaritmos, por lo que aparecen con frecuencia valores negativos para las covariables; si 

no imponemos la hipótesis de que las variables explicativas sean positivas, la 

distribución condicionada sería la misma, cambiando el recorrido del parámetro, que 

sería de la forma ( ) ( )1 j 2b ,X, b ,X,≥β ≥(j) (j)β y β y , donde 

( ) ( ){ }
ij

1 i iji / x 0
b ,X, min y x

<
= − '

(j) i(j) (j)β y x β  y ( ) ( ){ }
ij

2 i iji / x 0
b ,X, max y x

>
= − '

(j) i(j) (j)β y x β . 

 Este cambio sólo supone una ligera dificultad adicional en la programación del 

algoritmo de Gibbs. No obstante, siempre podremos efectuar cambios de escala en las 

variables explicativas, de forma que tomen valores superiores a 1, y así sus logaritmos 

siempre serán positivos. 

 El algoritmo de Gibbs para nuestro modelo podría formularse por tanto como se 

especifica a continuación. Dados los valores mβ  y ( )m2σ , obtenidos en la etapa m-

ésima, los valores generados en la etapa siguiente vendrían dados por: 

1. Generar un valor m 1v +  de la distribución 2 |−σ mβ , y, X . Tomar 

( )m 12 m 11 v
+ +σ = . 

2. Generar un valor m 1
j
+β  de la distribución 

( )m 1m 1 m 1 m m 2
1 j 1 j 1 kj | ,..., , ,..., , , , j 1,..., k.

++ +
− +β β β β β σ =y, X  

3. ( )'m 1 m 1
1 k,...,+ += β βm+1β . 
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Como valor inicial 0β  un buen candidato sería el estimador máximo-verosímil 

del modelo, aunque para obtenerlo es necesario resolver numéricamente un problema de 

optimización restringido, que en algunas ocasiones resulta complicado aún contando 

con software específico para tal tarea. Otra opción que hemos ensayado con éxito es 

modificar una de las componentes del estimador de mínimos cuadrados sin restricciones 

para que el punto así obtenido pertenezca a la frontera de la región factible. Para ello, 

basta sustituir, por ejemplo, la primera componente de β̂ por 

( ){ }*
1 i 1 1 i1i

ˆ ˆmax y xβ = − '
i( ) ( )x β . 

 

5. Simulaciones. 

 En primer lugar, hemos llevado a cabo algunos ejemplos simulados simples que 

nos ayudan a comprender la formulación del modelo y nos ofrecen una primera 

evaluación de los resultados obtenidos a través del método de estimación que hemos 

propuesto. A pesar de que el modelo estudiado presenta complicaciones, la estimación 

bayesiana con ayuda del algoritmo de Gibbs, ofrece una solución relativamente fácil de 

llevar a la práctica y, como veremos, en general proporciona resultados satisfactorios. 

 Ejemplo 1: Para entender mejor la naturaleza del problema y las complicaciones 

que suponen las restricciones, comenzaremos con un modelo sencillo, en el que la 

regresión sólo tendrá una variable explicativa (más un parámetro de ordenada en el 

origen), y obtendremos una muestra simulada de tamaño n 5= . El modelo de regresión 

será por tanto de la forma  i 1 2 i iy x , i 1,..., n= β +β + ε = , donde asumimos las hipótesis 

reseñadas en el epígrafe 2. Hemos simulado una muestra de tamaño 5 de un modelo 

Uniforme en [0,4] para la variable X. A partir de estos valores, hemos simulado la 

muestra correspondiente de la variable Y para 1 2β = , 2 3β =  y 2σ = . La muestra 

resultante se recoge en la tabla I (en el apéndice). 

 Las restricciones que impone el modelo son i 1 2 iy x , i 1,..., n≤ β +β =  o, 

equivalentemente 1 i 2 iy x , i 1,..., nβ ≥ −β = . La representación gráfica de las rectas 

1 i 2 iy x , i 1,..., nβ = −β = , (donde el eje OY corresponde a 1β  y el OX a 2β ) se muestra en 

la figura 1. Los puntos que verifican la desigualdad correspondiente a cada una de las 

observaciones son los que se sitúan en el semiplano superior de cada una de las rectas, 
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por lo que la región factible sería la intersección de estos cinco semiplanos. Como 

podemos apreciar en la figura, en este ejemplo de las cinco restricciones dos resultan 

redundantes, concretamente las correspondientes a las observaciones primera y quinta. 

2.6 2.8 3.2 3.4 3.6 3.8 4
b2

-3

-2

-1

1

2

3

b1

 
Figura 1: Restricciones sobre los parámetros 

 

  Una vez eliminadas estas dos rectas, mostramos en la figura 2 la representación 

gráfica de la región factible para el problema. 

2.6 2.8 3.2 3.4 3.6 3.8 4
b2

-1

1

2

3

b1

 
Figura 2: Región Factible resultante 

 

 Para esta muestra, el estimador de mínimos cuadrados no restringido resulta ser 

1
ˆ 0.679517β =  y 2

ˆ 3.158500β = , que no pertenece a la región factible y que, como 

podemos apreciar, se aleja bastante del verdadero valor del parámetro en el caso de la 

ordenada en el origen. Como vimos en el epígrafe 4, tenemos que 

( )( )12
2

ˆ| , N , , B−σ σ ∈β X, y β X'X β , donde B representa el conjunto de puntos 

pertenecientes a la región factible. Así, la distribución a posteriori marginal de 

β concentrará una mayor masa de probabilidad en la zona de la frontera de la región 

factible más cercana al punto definido por las coordenadas de β̂ . En la figura 3 

ofrecemos el diagrama de dispersión correspondiente a una muestra simulada de la 
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distribución de | ,σβ X,y  de tamaño 2000, donde podemos apreciar cómo los puntos se 

acumulan efectivamente en la zona de mayor probabilidad. A partir de dicha muestra, 

las estimaciones bayesianas de los parámetros resultan ser B
1

ˆ 2.03414β =  y 

B
2

ˆ 3.29046β = . 

2.5 3 3.5 4 4.5 b2

1

2

3

4
b1

 
Figura 3: Muestra simulada de la distribución a posteriori 

 

Ejemplo 2: En este segundo ejemplo, consideraremos un modelo con dos 

variables explicativas y una ordenada en el origen, para el que obtendremos una muestra 

simulada de tamaño n 50= . El modelo de regresión será por tanto de la forma  

i 1 2 i2 3 i3 iy x x , i 1,..., n= β + β + β + ε = , donde asumimos las hipótesis reseñadas en el 

epígrafe 2. Hemos simulado muestras de tamaño 50 de modelos Uniforme en [0,3] y 

[0,2] para las variables 2X  y 3X  respectivamente . A partir de estos valores, hemos 

simulado la muestra correspondiente de la variable Y para 1 1β = , 2 2β = ,  3 3β = y 

3σ = . La muestra resultante se recoge en la tabla II (en el apéndice). 

 Para estos datos, el estimador de mínimos cuadrados sin restricciones resulta ser 

el vector ( )'ˆ 1.8687,2.3293,2.9546= −β , que no pertenece a la región factible y que se 

aleja bastante del verdadero valor del parámetro en el caso de la ordenada en el origen. 

Aplicando el algoritmo de Gibbs, hemos obtenido una muestra simulada de la 

distribución de | ,σβ X,y  de tamaño 2000, cuyo diagrama de dispersión se ofrece en la 

figura 4, en la que podemos apreciar de forma aproximada cuál sería la zona de mayor 

probabilidad de la región factible. A partir de dicha muestra, las estimaciones 

bayesianas de los parámetros resultan ser ( )'ˆ 0.8336,2.2042,2.8547=Bβ .  
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0
0.5

1
1.5

b1

1.75
2
2.25

2.5
2.75

b2

2.5

2.75

3

3.25

b3

0
0.5

1
1 5

b1

1.75
2
2.25

2.5b2

 
Figura 4: Muestra simulada de la distribución a posteriori (ejemplo 2) 

 

 A continuación, llevamos a cabo un estudio tipo Monte Carlo, en el que para 

distintos valores de n, hemos generado 1000 muestras de tamaño n de nuestro modelo a 

las que hemos aplicado el Algoritmo de Gibbs (con muestras de tamaño m=2000), con 

el objetivo de estudiar el sesgo y el Error Cuadrático Medio (ECM) de los estimadores, 

la longitud  de los intervalos simétricos de probabilidad 0.95 , así como la proporción de 

aciertos de dichos intervalos (es decir, la probabilidad de cubrimiento en sentido 

frecuencialista de los intervalos simétricos bayesianos). Hemos utilizado un modelo con 

una variable explicativa más una ordenada en el origen, fijando los valores 

1 2 1β = β = σ = . Este procedimiento se ha hecho dos veces; en la primera, los valores de 

la variable X han sido simulados como realizaciones independientes de un modelo 

U(0,1) ; en la segunda, se ha utilizado un modelo U(0,5) , con el objeto de analizar la 

posible influencia de la dispersión en los datos de las variables explicativas. Los 

resultados obtenidos se ofrecen en las tablas III y IV respectivamente. 

Tabla III: Propiedades de los estimadores y los intervalos probabilísticos  ( )i1, X U(0,1)α = β = σ =  
 β1 β2 
 Sesgo ECM Longitud Aciertos Sesgo ECM Longitud Aciertos 

n=5 -0.109178 0.266588 1.496830 0.827 -0.037798 0.776655 2.750790 0.843 
n=10 -0.044969 0.112170 1.113830 0.906 0.022238 0.318605 2.022170 0.916 
n=15 -0.027264 0.082346 0.969248 0.928 -0.003651 0.219527 1.715920 0.933 
n=20 -0.004177 0.028785 0.596147 0.948 -0.007213 0.090985 1.093980 0.951 
n=50 0.000192 0.005300 0.250071 0.950 -0.002060 0.016951 0.470160 0.948 

n=100 -0.002023 0.002097 0.150775 0.949 0.000871 0.006734 0.283299 0.950 
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Tabla IV: Propiedades de los estimadores y los intervalos probabilísticos  ( )i1, X U(0, 5)α = β = σ =  

 β1 β2 
 Sesgo ECM Longitud Aciertos Sesgo ECM Longitud Aciertos 

n=5 -0.113131 0.207657 1.311950 0.824 -0.003060 0.028518 0.530942 0.830 
n=10 -0.047413 0.105605 1.071350 0.920 0.006306 0.012793 0.390117 0.904 
n=15 -0.015787 0.117725 1.308470 0.946 0.002587 0.011762 0.433535 0.940 
n=20 -0.009287 0.015468 0.447562 0.944 -0.000373 0.002523 0.194748 0.945 
n=50 -0.011658 0.006770 0.273231 0.940 0.002456 0.000540 0.084527 0.944 

n=100 -0.000481 0.001393 0.133449 0.952 0.000430 0.000176 0.050188 0.960 

 

 En cuanto al sesgo, podemos apreciar que los valores son bastante cercanos a 0, 

salvo en el caso del parámetro 1β  con tamaño muestral n 5= , en el que el sesgo se 

sitúa, en valor absoluto, en torno al 11% con respecto al verdadero valor del parámetro. 

Cabe destacar también la persistencia del signo negativo en el caso de 1β  para casi todos 

los tamaños muestrales (aunque con valores absolutos muy cercanos a cero a partir de 

n 20= ), hecho que no se manifiesta para el parámetro 2β .   

Con respecto al ECM y la longitud de los intervalos, se obtienen valores bastante 

razonables, observándose en general el comportamiento esperado de descenso en ambas 

cantidades a medida que aumenta el tamaño muestral. 

 Por otra parte, podemos apreciar cómo la probabilidad de cubrimiento en sentido 

frecuencialista de los intervalos bayesianos es cercana a la probabilidad nominal de los 

mismos (0.95) sólo para tamaños muestrales a partir de 20. Para muestras pequeñas 

( n 5=  y n 10= ), vemos que la probabilidad de cubrimiento es sistemática y 

apreciablemente inferior a la probabilidad nominal. El estudio simulado parece mostrar 

que en este modelo y con la distribución a priori propuesta, los intervalos bayesianos se 

comportan también como intervalos clásicos asintóticamente, no ocurriendo lo mismo 

para pequeñas muestras.  

 El efecto de la variabilidad de los datos de X se manifiesta de manera clara en el 

ECM y la longitud del intervalo para el parámetro 2β ; como podemos apreciar, ambas 

magnitudes disminuyen significativamente cuando aumentamos la dispersión en la 

variable explicativa. También se produce una disminución de estas cantidades para 1β , 

si bien en este caso los cambios son mucho menos importantes. 

 El comportamiento del sesgo del parámetro 1β , así como el de la probabilidad de 

cubrimiento de los intervalos para ambos parámetros, llevan a pensar en la posibilidad 
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de introducir correcciones al método de estimación propuesto para el caso de pequeñas 

muestras, tema que será objeto de futuras investigaciones. 

 

6. Un ejemplo ilustrativo. 

 En esta sección, vamos a aplicar el método de estimación descrito a un modelo 

de producción, cuyos datos se analizan en Whiteman and Pearson (1993) y en Coelli et 

al (1998), pág. 192. Los datos hacen referencia a empresas de telecomunicación en 21 

países en 1990. Se considera un solo output  y  (basado en los ingresos) y dos inputs: el 

factor capital 1x  (medido a través de los kilómetros de línea) y el factor trabajo 2x  

(número de empleados). Los datos considerados se ofrecen en la tabla V (en el 

apéndice).  

En esta situación, estimamos un modelo de producción tipo Cobb-Douglas, es 

decir, 0 1 1 2 2y x x= β + β + β + ε , donde las variables y , 1x , 2x  están medidas en 

logaritmos y la perturbación −ε  sigue una distribución half-Normal (0,σ2), σ>0.  

Las estimaciones de los parámetros, junto con su desviación típica e intervalos 

bayesianos simétricos de probabilidad 0.95 se ofrecen en la tabla VI. Como punto de 

partida para el algoritmo de Gibbs se ha utilizado el estimador de mínimos cuadrados no 

restringido, al que hemos modificado la primera componente para obligarlo a pertenecer 

a la frontera de la región factible. Hemos generado una muestra de tamaño 10000 de la 

distribución a posteriori conjunta, a partir de la cual hemos obtenido las estimaciones 

ofrecidas en la tabla VI.  

Tabla VI: Resultados de la estimación del modelo en telecomunicaciones 
Parámetro Estimación Desv. Típica Intervalo 

0β  -5.841250 0.663918 (-6.78780 , -4.31347) 

1β  0.932661 0.209273 (0.461015 , 1.283140) 

2β  -0.082434 0.194559 (-0.429136 , 0.345061) 
2σ  0.377713 0.134278 (0.197077 , 0.709509) 

 

Una vez estimados los parámetros, uno de los objetivos importantes de este tipo 

de modelos es la estimación de una medida de eficiencia-ineficiencia en cada una de las 

observaciones (en este caso, en cada uno de los países considerados). En nuestro 

modelo de producción de tipo Cobb-Douglas, es habitual medir la eficiencia de la 

observación i-ésima a través de la expresión { } { }i i 0 1 i1 2 i2
ˆ ˆ ˆˆexp exp y x xε = −β −β −β , que 
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puede tomar valores en el intervalo (0,1] , correspondiendo el valor 1 a la máxima 

eficiencia. Los resultados correspondientes se ofrecen en la tabla VII. Observemos que 

España se sitúa en penúltimo lugar, tan sólo por debajo de Turquía, con un coeficiente 

de eficiencia muy por debajo de países como Inglaterra, Suecia, Dinamarca, Noruega u 

Holanda. 

Tabla VII: Eficiencia estimada para cada uno de los países 
País Eficiencia est. País Eficiencia est. 

Suiza 0.943287 Francia 0.653460 
Reino Unido 0.908947 Irlanda 0.648132 
Suecia 0.873255 Bélgica 0.608050 
Dinamarca 0.857525 Italia 0.567722 
Holanda 0.789518 Alemania 0.529563 
Noruega 0.781926 Portugal 0.514585 
Australia 0.740416 Japón 0.500081 
Finlandia 0.697198 Austria 0.479902 
Islandia 0.686110 España 0.372007 
Canadá 0.681828 Turquía 0.156290 
Nueva Zelanda 0.660958   

 

Para finalizar, destacamos que en Coelli et al (1998) se estiman los parámetros 

planteando un modelo de producción con frontera estocástica, siendo todos los 

resultados obtenidos bastante similares a los que hemos presentado en base al modelo 

de frontera determinista (téngase en cuenta que, puesto que hemos considerado unidades 

distintas para las covariables, las estimaciones de las ordenadas en el origen no son 

directamente comparables). De hecho, en la pág, 198 se indica que “These results 

indicate that the vast majority of residual variation is due to the inefficiency effect, iu , 

and that the random error, iv , is approximately zero.” 

 

7. Conclusiones. 

 La conclusión principal que podemos obtener a partir de este trabajo es que el 

uso de las técnicas Bayesianas permite resolver con cierta comodidad un problema 

bastante complicado, para el que aún no existe una respuesta satisfactoria desde el punto 

de vista de la estimación máximo-verosímil. En particular, hemos demostrado que, 

aunque el tratamiento de la distribución a posteriori conjunta es complicado, las  

condicionadas unidimensionales siguen distribuciones conocidas y que pueden ser 

simuladas con facilidad (distribuciones normales truncadas para el caso de los 

parámetros de localización y gamma para el caso del inverso de la varianza de las 



 15

perturbaciones); este hecho nos permite formular de forma satisfactoria el algoritmo de 

Gibbs para este problema. 

 A través de los ejemplos de las secciones 5 y 6, en una primera aproximación, 

podemos ver cómo los resultados en general son aceptables. El estudio de simulación 

efectuado, incide en esta misma apreciación inicial, con la salvedad de que en un futuro 

debemos plantear la posibilidad de introducir correcciones para tamaños muestrales 

pequeños.  

 Otra generalización interesante a este artículo sería considerar que las 

perturbaciones (cambiadas de signo), en lugar de una distribución half-Normal, siguen 

una distribución Normal truncada a partir de un nuevo parámetro desconocido 0γ > , lo 

que daría mayor flexibilidad al modelo. 
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APÉNDICE: TABLAS DE DATOS DE LOS EJEMPLOS 

 
Tabla I: Muestra de datos simulados (Ejemplo 1) 

Y 2.442977 11.695199 4.580773 3.400216 3.165631 
X 0.636940 3.267755 0.915114 0.585950 1.523870 

 
Tabla II: Muestra de datos simulados (Ejemplo 2) 

Y {4.62587, 5.9591, 3.64545, 4.53587, 7.06785, 5.65241, 1.79605, 6.35308,1.43932, 3.22241, 5.39405, 9.54582, 3.28809, 
10.0456, 0.657027, -0.733859,-0.346423, -3.22865, 4.15841, 7.12289, 7.23358, 4.07836, 9.02886, 4.32932,1.42179, 
2.12037, 6.38586, 4.89608, 6.49352, 4.5048,4.45847, 2.18042,0.363753, 8.76576, 2.47284, 1.52509, 8.58874, 6.01232, 
3.79583, 9.16072,6.79729, 6.35966, 5.2574, -3.75637, 11.8284, 4.74722, 6.67094, 2.21107,7.35288, -1.47465} 

X2 {1.80846, 0.192743, 1.28582, 1.843, 1.46173, 1.88556, 1.79588, 1.01287,1.9491, 0.313742, 2.36173, 2.77974, 0.505303, 
2.38196, 0.378946, 0.796419,0.70683, 0.0737809, 1.33566, 1.68444, 2.28006, 1.26077, 1.80297, 0.112218,0.471599, 
1.06803, 0.517146, 1.26922, 2.00987, 2.18247, 1.72126, 0.256345,0.0607656, 1.86873, 2.35953, 0.476604, 2.55546, 
2.48677, 1.98058, 2.68019,1.84863, 2.41299, 0.644927, 0.995741, 2.56858, 1.15222, 1.84196, 0.883523,2.09698, 
0.0841912} 

X3 {0.883209, 1.74287, 0.0580738, 0.601147, 1.7357, 1.57197, 0.0175634, 1.35533,0.16268, 1.25424, 0.313922, 1.69748, 
0.84229, 1.46745, 1.0815, 0.0888206,0.412339, 0.803619, 1.36912, 1.32067, 1.18437, 0.214603, 1.97113, 
1.26455,0.301158, 0.471734, 1.91306, 0.663401, 0.565458, 0.899761, 1.89549, 1.30807,0.402779, 1.64552, 1.58157, 
1.61059, 1.56049, 0.178079, 0.500071, 1.52177,1.14815, 1.37446, 1.13096, 0.201098, 1.96378, 1.15986, 1.15983, 
0.93655,1.66262, 0.688123} 

 
Tabla V: Datos de producción e inputs en telecomunicaciones (1990) 

País Índice Prod. Líneas 
 (103 km) 

Empleados  
(103 persons) 

Alemania 1.73 2998.1 212 
Australia 0.74 776.7 85 
Austria 0.24 322.3 18 
Bélgica 0.36 399.0 26 
Canadá 1.26 1529.6 105 

Dinamarca 0.39 291.1 18 
España 0.59 1260.3 75 

Finlandia 0.29 267.0 20 
Francia 2.06 2808.5 156 
Irlanda 0.11 98.3 13 
Islandia 0.02 12.6 2 

Italia 1.48 2235.0 118 
Japón 2.73 5323.6 277 

Holanda 0.77 694.0 32 
Nueva Zelanda 0.16 147.3 17 

Noruega 0.27 213.2 15 
Portugal 0.19 237.9 23 

Reino Unido 2.53 2540.4 227 
Suecia 0.71 584.9 42 
Suiza 0.56 394.3 22 

Turquía 0.15 689.3 36 
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