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Resumen

Predecir el rendimiento académico es un elemento clave en la educacion, permitiéndole al profesorado disefiar acciones
didacticas preventivas. Diversas disciplinas intervienen en este proceso predictivo, siendo las analiticas de aprendizaje, el
aprendizaje automatico, la mineria de datos educativos las redes neuronales artificiales y las teorias difusas, las de mayor
influencia. Se presenta una revision sistematica a la literatura cientifica (2010-marzo 2020) presente en Scopus, IEEE
Xplore, ACM Digital Library y Springer, con el objetivo valorar el como se ha comportado la prediccion del rendimiento
académico en dos escenarios: (1) modalidades de estudios online (en linea) y semipresencial; y (2) Apoyo tecnoldgico
a la modalidad presencial. Se concluye el articulo con la determinacion de las tendencias entre las disciplinas de las
tecnologias educativas y las variables del rendimiento académico.

Abstract

Predicting academic performance is a key element in education, allowing teachers to design preventive didactic actions.
Various computational disciplines are involved in this predictive process, with learning analytics, machine learning,
educational data mining, artificial neural networks, and fuzzy theories being the most frequently used. A systematic review of
the scientific literature (2010-March 2020) indexed in Scopus, IEEE Xplore, ACM Digital Library and Springer is presented,
with the aim of evaluating how academic performance prediction has behaved in two scenarios: (1) studies online (online)
and blended; and (2) technological support for the face-to-face modality. The article concludes with the determination of
the trends between the disciplines of educational technologies and the variables of academic performance.

Palabras clave
Aprendizaje, educacién, educacion superior, estudio bibliografico, evaluacion de la educacién, informatica educativa,

rendimiento escolar, tecnologia educativa..
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1. Introduccion

El rendimiento académico es una problematica actual, en cierta medida refleja la calidad del proceso de
formacién y su impacto en el aprendizaje. Segun su naturaleza se concibe desde lo social (delimitado por las
caracteristicas de los contextos sociales y educativos), lo demografico (diversidad y complejidad del alumnado)
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y lo individual (dominio de conocimientos, habilidades, destrezas, etc.). En sentido general, es un indicador
clave para medir el nivel de dominio del aprendizaje. Si bien el estudiantado es el maximo responsable de
su aprendizaje, en el rendimiento académico intervienen factores externos (contexto escolar, familiar, social,
las cualidades del profesor y los tutores, entre otros) y psicoldgicos (motivacion, interés hacia la asignatura,
etc.). Detectar a priori, los posibles estudiantes propensos a bajo rendimiento académico permitira implementar
acciones didacticas preventivas.

Predecir el rendimiento académico es una de las areas de investigacion de auge en la educacion superior.
Zaldumbide & Parraga (2018), declara que en el periodo 2003-2017 diversas investigaciones educativas
reflejan una evolucion en este sentido, empleando para ello la mineria de datos educativos. El impulso de
la prediccion del rendimiento académico ha permitido adaptar métodos computacionales y aplicarlos a la
Educacién desde los fundamentos de las tecnologias educativas y la educomunicacion.

Diversas disciplinas computacionales intervienen en este proceso predictivo, destacandose las analiticas de
aprendizaje, el aprendizaje automatico, la mineria de datos educativos y las teorias difusas (Rastrollo-Guerrero,
Gomez-Pulido & Duran-Dominguez, 2020). La prediccion del rendimiento académico se ha analizado en
diversas revisiones sistematicas indexadas en Scopus. Shahiri, Husain & Rashid (2015), realiza un analisis
(2002-inicios 2015) de las técnicas de mineria de datos educativos. Del Rio & Pineda (2016), evaltan el periodo
2011-2016, coincidiendo con Shahiri, Husain y Rashid (2015), en cuanto a las técnicas de mineria de datos.
Na & Tasir (2017), en el periodo 2010-2016, identifican los riesgos asociados al rendimiento académico en
los entornos virtuales de aprendizaje (EVA) y las técnicas de prediccion. Shingari, Kumar & Khetan (2017),
presenta variables para determinar la prediccion del rendimiento académico y se centran en demostrar la
aplicacion de la mineria de datos en la educacion (periodo 2013-2016). Hellas, et.al., (2018), estudian 357
articulos (2010-inicios del 2018), al realizar un analisis profundo logran superar las revisiones sistematicas
publicadas anteriormente y muestra especial interés en los modelos ocultos de Markov. Zaldumbide & Parraga
(2018), efectian un mapeo sistematico de la literatura (2003-2017), enfocando su analisis en la mineria de
datos y los modelos predictivos. Rahul & Katarya. (2019), centran su atencion en las técnicas de aprendizaje
automatico (periodo 2006-inicios del 2019). Ameen, Alabi & Adewole (2019), analizan el periodo 2007-
inicios del 2019 y muestra una taxonomia relacionada con las variables que intervienen en el rendimiento
académico. Rastrollo-Guerrero, Gémez-Pulido & Duran-Dominguez (2020), centra su analisis en las técnicas
de aprendizaje supervisado y no supervisado. Caceres, Rodriguez-Garcia, Gémez & Rodriguez (2020),
realizan una valoracién de la aplicacién de las analiticas de aprendizaje en la educacion, identificando un
grupo de investigaciones y clasificAndolas segun los procedimientos empleados.

Estas revisiones sistematicas abordan la prediccidon del rendimiento académico, sin embargo, no identifican
los tipos de investigaciones en que se sustentan los estudios primarios (experimentales y no experimentales),
ni los clasifican segun las modalidades de estudios (online-en linea-, presencial o semipresencial) y en pocos,
se establecen la relacion con las variables del rendimiento académico. Debido a las limitaciones antes
mencionadas, este articulo tiene como objetivo analizar los estudios de la ultima década (2010-marzo 2020)
relacionados con la prediccion del rendimiento académico en dos escenarios: (1) modalidades de estudios
online (en linea) y semipresencial; y (2) Apoyo tecnolégico a la modalidad presencial. Ello contribuira a realizar
un mapeo basado en cuatro disciplinas computacionales: analiticas de aprendizaje, aprendizaje automatico,
mineria de datos educativos, redes neuronales artificiales vy, las teorias difusas.

2. Metodologia

Se aplico el protocolo PRISMA (Urratia & Bonfill, 2010) y las anotaciones establecidas por Torres, Gonzalez,
Aciar & Morales (2018). Se empled un método revision compuesto por tres fases: Planificacion (preguntas de
la investigacion, criterios de seleccidn y exclusion; estrategia de busqueda y protocolo de revisién); Conduccion
(evaluacién y extraccion de los datos por tres evaluadores) e Informe de los resultados (analisis de la validez
de los estudios primarios y descripcién de los datos).

Preguntas de la investigacion

* Pregunta 1 (P1) ¢ Cuales son las técnicas y algoritmos que se emplean en el rendimiento académico
segun los escenarios: (1) modalidades de estudios online (en linea) y semipresencial y; (2) apoyo
tecnoldgico a la modalidad presencial?

* Pregunta 2 (P2) ¢Qué variables del rendimiento académico se utilizan en correspondencia a las
estrategias de investigacion empleadas en los estudios primarios y segun las modalidades de
estudios?

* Pregunta 3 (P3) ¢ Qué estrategia de investigacion (experimentos o estudios de casos) predominan en
los estudios primarios relacionados con el rendimiento académico?
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Estrategia de busqueda: Se realizé una busqueda (periodo 2010-marzo 2020) en Bases de Datos y Bibliotecas
especializadas (Scopus, IEEE Xplore, Springer y ACM Digital Library). La estrategia (Tabla 1) se efectud en

idioma inglés y espanol.

Tabla 1
Estrategia de busqueda general

Palabras claves

Cadena de busqueda general

Espafiol (rendimiento académico AND predicciéon AND
tecnologia educativa AND recursos educativos digitales
AND entorno virtual de aprendizaje AND aprendizaje
semipresencial AND (aprendizaje virtual OR aprendizaje
online OR aprendizaje en linea) AND aprendizaje
presencial AND Educaciéon Secundaria AND Educacién
Superior) Inglés (academic performance AND prediction

Espaiiol: Rendimiento académico, prediccion, aprendizaje semipresencial, aprendizaje virtual, aprendizaje presencial.

Inglés: academic performance, prediction, b-learning, e-learning, face-to-face learning.

Areas tematicas

Rendimiento académico AND prediccion del rendimiento
académico AND subject_area:("Ciencias Sociales
Aplicadas” OR "multidisciplinarias” OR "educacién” OR
"matematica aplicada” OR "Ciencias de la Computacion
aplicada”) academic performance AND academic
performance prediction AND subject_area:("Applied
Social Sciences” OR "multidisciplinary” OR ” education”

AND educative technology AND digital educational
resources AND (Virtual learning environments OR
learning management system) AND B-learning AND
E-learning AND Face-to-face learning AND Secondary
education AND Higher education)

OR "applied mathematics ” OR ” Applied Computer
Science”)

Criterios de elegibilidad y criterios de inclusion y exclusion:

* Fendmeno de interés: Prediccion del rendimiento académico.
* Contexto: Educacién secundaria y superior.

* Criterios deinclusion: Articulos cualitativos y cuantitativos, revisados por pares y que emplean estudios
de casos (Unico o multiples) o experimentos. Se incluyen articulos en revistas, revisiones sistematicas
y comunicaciones en actas de conferencias indexadas.

Existen diversidad de criterios en la metodologia de la investigacion cientifica, por lo cual, asumimos las
siguientes. Metodologia cualitativa (Stake, 2005) y Metodologia cuantitativa (Cea d’Ancona, 2001).

*  Criterios de exclusion: articulos cortos, tutoriales e investigaciones que no argumenten sus resultados.

Procedimiento de seleccion y validez: Se disefid un formulario para garantizar la fiabilidad y validez.
Primeramente se analiz6 el titulo, resumen y palabras claves y posteriormente, dos evaluadores analizaban
los articulos; en caso de discrepancias, un tercer evaluador emitia su criterio. Para el disefio y aplicacion
del formulario se empled la técnica de palabras claves «Keywording technique» (Petersen et al., 2008) y los
criterios de evaluacion establecidos por el Instituto de Joanna Briggs (Lockwood et al., 2015)

Extracciéon de datos: Se utilizd un protocolo estandarizado permitiendo la extraccion de la siguiente
informacion: referencia, autores, fecha de publicacién, indexacion, técnica y método de prediccién, pais y
variables del rendimiento académico. El analisis y sintesis de los datos, se realizé mediante talleres virtuales en
el Grupo de Investigacion de Educacion a Distancia perteneciente al Centro Nacional de Educacion a Distancia,
Cuba y con miembros del Grupo Computacion Cientifica de la Universidad de las Ciencias Informaticas, Cuba.
Limitaciones: Seleccion del idioma espafiol e inglés y, la busqueda en solo cuatro bases de datos por lo cual, se
obviaron investigaciones con importantes resultados publicados en otros idiomas o indexados en otras bases
de datos.
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3. Resultados

El analisis realizado permitié la identificacién de 69 estudios primarios (Figura 1). En la siguiente URL (doi: ht
tps://dx.doi.org/10.13140/RG.2.2.12523.57128), se comparten los estudios de la Etapa 2.

Publicaciones que contienen palabras claves

Scopus (1553)
IEEE Xplore (459) 2524
Etapa 1 ACM Digital Library (386) '
Springer (126)
Scopus (283) \ Publicaciones al aplicar criterios de
IEEE X;?lgre (1_55) \ inclusion y excusion
Etapa 2 ACM Digital Library (114) \ 564
Springer (12) \ 8
Scopus (41) . .
Springer y Scopus (3) Publ’xc‘acmnes con result?dos N
Etapa 3 ACM Digital Library y Scopus (1) II""-‘. empiricos y revisiones Ffstematlcas ;‘,-"
IEEE Xplore y Scopus (4) \ con alto indice de citacion /
IEEE Xplore (17) 69
ACM Digital Library (11)

Figura 1. Sintesis del proceso de estrategia de busqueda ydel protocolo de revision.

Las distribuciones de las publicaciones seleccionadas fueron: 2010 (1), 2011 (1), 2012 (2); 2013 (6); 2014 (5);
2015 (6), 2016(7); 2017 (8); 2018(14); 2019(12) y mazo de 2020 (7). Para responder la P1y P2 se identificaron
las disciplinas base y su relacién con las variables de rendimiento académico (Tabla 2). Para profundizar en
los 69 trabajos se comparten los datos obtenidos (doi: http://dx.doi.org/10.13140/RG.2.2.12104.14085).

Tabla 2
Relacién disciplinas computacionales, técnicas, escenarios y variables

Escenario: Apoyo tecnolégico a la modalidad presencial

Disciplinas Principales variables relacionadas con el rendimiento académico

Aprendizaje automatico Informacién académica, demografica, factores psicolégicos vy
resultado en los exdmenes.

Mineria de datos educativos Informacion académica, demogréfica y resultado en los examenes.

Teoria difusa aplicada Resultado en los examenes

Analiticas de aprendizaje (1) Temas que los grupos estan discutiendo en el Chat y Estadisticas

de Progreso; (2) Retroalimentacién en la realizacion de ejercicios y
test, Tiempo de interaccién, Estilos de aprendizaje y, datos del EVA.

Escenario: Modalidades de estudios online (en linea) y semipresencial

Disciplinas Principales variables relacionadas con el rendimiento académico
Mineria de datos educativos Resultado en los examenes e interactividad

Teoria difusa aplicada

Aprendizaje automatico Informacion académica, Interactividad

Mineria de datos educativos

Analiticas de aprendizaje (1) Temas que los grupos estan discutiendo en el chat y estadisticas

de progreso; (2) Retroalimentacion en la realizacion de ejercicios y
test, tiempo de interaccion estudiante-sistema, estilos de aprendizaje,
motivaciéon y compromiso de aprendizaje, datos de disposiciones de
aprendizaje y datos del EVA; (3) Estructura del curso y sus elementos
de evaluacién; estado de los alumnos; mensajes e interacciones del
foro; calificaciones del estudiantado y, datos de flujo de clics.
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Para responder la P3, se agruparon las publicaciones segun los tipos de investigacion (Tabla 3; Tabla 4; Tabla
5; Tabla 6). Se refleja que el 81.16% de las evidencias emplean estrategias basadas en estudios de casos de
ellos; el 26.08% son estudios de casos mutliples y el 55.07% estudios de caso unico. Lo anterior demanda en
la necesidad de profundizar en investigaciones de tipo experimental.

Tabla 3
Investigaciones de tipo revisiones sistematicas
Investigaciones Identificador
Shahiri, Husain & Rashid (2015) S1
Na & Tasir (2017) S2
Hellas, et., al (2018) S3
Amelia, Gafar & Mulyadi (2019) S4
Rahul & Katarya (2019) S5
Rastrollo-Guerrero, Gomez-Pulido & Duran-Dominguez (2020) | S6
Viberg, Hatakka, Balter & Mavroudi. (2018). S7
Tabla 4
Investigaciones que disefian y aplican estudios de casos multiples.
Investigaciones Identificador
Taylan & Karagdzoglu (2010) S8
Garcia & Mora (2011) S9
Arsad, Buniyamin & Manan (2013) S10
Arsad, Buniyamin & Ab Manan (2014) SN
BydZovska (2015) S12
Hamsa, Indiradevi & Kizhakkethottam (2016) S13
Adan-Coello & Tobar (2016) S14
Dharmasaroja & Kingkaew (2016) S15
Fedriani & Romano (2017) S16
Ma, Yao, Ge, Pan & Guo (2017) S17
Palominos, Diaz, Palominos & Cafiete (2018) S18
Waheed, Hassan, Aljohani, Hardman & Nawaz (2020) S19
Herodotou, Rienties, Boroowa, Zdrahal, Hlosta & Naydenova (2017) | S20
Herodotou, Rienties, Boroowa, Zdrahal & Hlosta (2019) S21
Rienties, Herodotou, Olney, Schencks & Boroowa (2018) S22
Herodotou, Rienties, Verdin & Boroowa (2019) S23
Herodotou, Rienties, Hlosta, Boroowa, Mangafa & Zdrahal (2020) S24
Moreno-Marcos, Pong, Munoz-Merino & Delgado (2020) S25
Tabla 5
Investigaciones que disefian y aplican estudios de caso unico.
Investigaciones Identificador
Hasan, Palaniappan, Raziff, Mahmood & Sarker (2018) S26
Zuviria, Mary & Kuppammal (2012) S27
Romero, Marquez & Ventura (2012) S28
Yildiz, Bal & Gulsecen (2013) S29
Do & Chen (2013) S30
Hidayah, Permanasari & Ratwastuti (2013) S31
Jafari Petrudi, Pirouz & Pirouz (2013) S32
Cheng & Do (2014) S33
La Red & Podesta (2014) S34
Mishra, Kumar & Gupta (2014) S35
Yadav, Soni & Pal (2014) S36
Akcapinar, Altun & Agkar (2015) S37
La Red Martinez, Karanik, Giovannini & Pinto (2015) S38
Li, Shang & Shen (2016) S39
Merchan-Rubiano & Duarte-Garcia (2016) S40

Continued on next page
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Table 5 continued

Pandey & Taruna (2016) S41
Pardo, Mirriahi, Martinez-Maldonado, Jovanovic, Dawson & Gasevi¢ (2016) S42
Zambrano, Urrutia & Varas (2017) S43
Cuiji, Gavilanes & Sanchez (2017) S44
Jembere, Rawatlal & Pillay (2017) S45
Tanabe, Kagari, Kitanaka, Takeuchi & Hirokawa (2017) S46
Shanthini, Vinodhin & Chandrasekaran (2018) S47
Amoo, Alaba & Usman (2018) S48
Adil, Tahir & Magsood (2018) S49
Benablo, Sarte, Dormido & Palaoag (2018) S50
Hirokawa (2018) S51
Maitra, Madan & Mahajan (2018) S52
Salam, Paul, Tabassum, Mahmud, Ullah, Rahman & Rahman (2018) S53
Son & Fujita (2018) S54
Chango, Cerezo & Romero (2019) S55
De-La-Hoz, De-La-Hoz & Fontalvo (2019) S56
Altaf, Soomro & Rawi (2019) S57
Matcha, Gasevi¢, Uzir, Jovanovi¢ & Pardo (2019) S58
Meca, Molla-Campello & Rabasa(2019) S59
Maitra, Eshrak, Bari, Al-Sakin, Hossain, Akter & Haque (2019). S60
Martinez-Rodriguez, Alvarez-Xochihua, Mejia Victoria, Jordan Aramburo & Gonzalez-Fraga (2019) & S61
Van Leeuwen, Janssen, Erkens & Brekelmans (2015) S62
Gutiérrez, Seipp, Ochoa, Chiluiza, Laet & Verbert (2018) S63
Tabla 6
Investigaciones que disefian y aplican experimentos.

Investigaciones Identificador

Musso, Kyndt, Cascallar & Dochy (2013) S64

Popescu & Leon (2018) S65

Yao, Lian, Cao, Wu & Zhou (2019) S66

Castrilldon, Sarache & Ruiz-Herrera (2020) | S67

Hai-tao, et.al., (2020) S68

Tempelaar, Rienties & Giesbers (2015) S69

Se identificaron las disciplinas base segun los escenarios (Figura 2) y los tipos de investigacion (Figura 3).
Estos resultados muestran la efectividad de la aplicacion de las cinco disciplinas que se referencian ademas,
se resaltan los siguientes aspectos: (1) una mayor representatividad de estudios de casos sobre los estudios
experimentales; (2) la posible relacion entre un bajo engagement y el rendimiento académico «con énfasis en la
modalidad de estudios online (en linea) y semipresencial»; (3) para analizar factores psicolégicos tales como:
motivacién, compromiso, engagement, y actitudes, el método de andlisis de regresion es el mas recomendado;
y (4) en cuanto a la prediccidn en si, hay una tendencia a emplear los arboles de decision y el perceptrén
multicapa.
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Escenario: Apoyo tecnolagico a la modalidad presencial

* Analitica de aprendizaje (S7;S21;S22;362;563;S68)

» Aprendizaje automatico (S1,55,56,519,541,544,S50,5S51,554,559,561,S66)

* Mineria de datos educativa (52,53,59,512,514,528,534,535,538,540,S42,545,555,S58,560)

* Red neuronal artificial (S10,511,S15,557,S64)

» Teorias difusas aplicadas (S4,58,513,516,518,527,530,331,532,533,536,539,543,549,552,553,S54)

= Aprendizaje automatico (S17,547,S56)

*  Mineria de datos educativa (837,526,S65)
» Red neuronal artificial (S48)

» Teorias difusas aplicadas (S29)

Escenario: Modalidades de estudios online (en linea) y semipresencial

+ Analitica de aprendizaje (S20;523;524;525;346,569)

Figura 2. Clasificaciéon de disciplinas segun los escenarios.

Escenario: Apoyo tecnolégico a la modalidad presencial

Escenario: Modalidades de estudios online (en linea) y semipresencial

Analitica de aprendizaje
Estudios de casos tinicos: 2
Estudios de casos miltiples: 2
Experimentos controlados: 1

Analitica de aprendizaje
Estudios de casos tinicos: 1
Estudios de casos muiltiples: 4
Experimentos controlados: 1

Aprendizaje automatico
Estudios de casos tinicos: 5
Estudios de casos miltiples: 2
Experimentos controlados: 2

Aprendizaje automatico
Estudios de casos tnicos: 2
Estudios de casos multiples: 1
Experimentos controlados: -

Mineria de datos educativa
Estudios de casos tinicos: 10
Estudios de casos multiples: 3
Experimentos controlados: -

Mineria de datos educativa
Estudios de casos unicos: 2
Estudios de casos multiples: -
Experimentos controlados: 1

Red neuronal artificial
Estudios de casos tnicos: 1
Estudios de casos miltiples: 3
Experimentos controlados: 1

Red neuronal artificial
Estudios de casos Unicos: 1
Estudios de casos multiples: -
Experimentos confrolados: -

Teorias difusas aplicadas
Estudios de casos tinicos: 11
Estudios de casos multiples: 5
Experimentos controlados: -

Teorias difusas aplicadas
Estudios de casos tinicos: 1
Estudios de casos multiples: -
Experimentos controlados: -

Figura 3. Tipo de investigacion y tipo de métodos segin los escenarios.
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4. Discusion

En la revisidn sistematica se detectdé como regularidades que, en la disciplina: Teorias difusas aplicadas, se
destacan las técnicas neuro-difusos. Estas aceptan multiples entradas con varias reglas que pueden aplicarse
en multiples capas, es decir permite relacionar redes neuronales artificiales y la I6gica difusa. Para lograr una
correcta modelacion difusa linguistica se identifican el objetivo y la informacion a manipular, proceso que es
centrado en interpretabilidad o en exactitud, siendo la principal entrada las calificaciones de los estudiantes.
En cuanto a las Disciplinas: Mineria de datos educativos y redes neuronales artificiales, se evidencia una
tendencia al uso de la técnica de K vecino mas cercano y a la integracion de las técnicas de arboles de decision,
analisis de la regresién y el algoritmo Naive Bayes. La técnica de K vecino mas cercano, empleada por los
autores tiene como particularidad que, al aplicar el algoritmo regresién del Gran margen de vecino mas cercano
(LMNNR, siglas en inglés) se basa en la extension (Leon & Popescu, 2017) de las funciones objetivos finales.
El LMNNR se emplea para determinar la prediccion del rendimiento del alumno en funcién de su interaccién
e interactividad en los blogs, herramientas de microblogging y actividades de colaboracion. Las herramientas
mas empleadas son: DataShop, GISMO, Meerkat-ED y MDM Tool. De conjunto con la mineria de datos, se
potencia el empleo de la red neuronal artificial, que si bien no es frecuente en los estudios analizados, se
refleja el uso de una red neuronal prealimentada o el clasico Perceptron multicapa -red con alimentacién hacia
delante-.

En la Disciplina de Aprendizaje automatico, por tendencia «en dependencia del escenario educativo», se
pueden utilizar tres modelos: (1) Modelos de transporte, el proceso al ser predecible (al estudiante no se
le provee diferentes rutas de aprendizaje) se emplean matrices de tiempo-tarea y la secuencia del tiempo
sera principalmente término por término; (2) Modelos basado en arboles (contienen nodos de decision criticos
pero se mantiene la linealidad en los puntos inicial y final), dirigido fundamentalmente cuando el estudiante
desconoce que alternativas de rutas de aprendizaje escoger; y (3) los modelos complejos, se emplean para
procesos de aprendizaje impredecibles. Se utilizan como tendencia las técnicas: (1) algoritmo k-means de
conjunto con el agrupamiento que realiza el software RapidMiner y el indice de Davies-Bouldin (DB) para
validar el agrupamiento interno; (2) Maquinas de vectores de soporte, algoritmo Naive Bayes, Regresion Idgica,
Bosques Aleatorios y el Extreme Gradient Boosting; y (3) Aprendizaje profundo memoria a largo plazo.

Por ultimo en la Disciplina Analiticas de aprendizaje, se reflejan como tendencias: (1) las herramientas LOCO
Analyst, GISMO, openDLAs (basada en la analitica descriptiva), edX-MAS+ (basada en la analitica predictiva),
edX-WS: Warning System (basadas en la analitica prescriptiva); edXFAS: Feedback Analysis System (basadas
en la analitica prescriptiva) y Student System Success, y (2) incluir dentro del estudio clasico del desempefio
estudiantil asincroénico, lo relacionado con el registro y analisis de datos que permita determinar competencias
asociadas al trabajo grupal y la gestion eficaz del tiempo. La calidad de las predicciones se mide por precision,
recuerdo y medida. La precision es el porcentaje de estudiantes identificados correctamente en la prediccion
(en riesgo). Recordar es el porcentaje de estudiantes que estan en riesgo segun la prediccion identificada.
La medida F es la media arménica de precision y recuperacion que generalmente se usa para proporcionar el
rendimiento del modelo de clasificacion utilizando una medida. Se evidencia en las analiticas de aprendizaje,
el empleo de modelos de agrupacion en clusteres. Los estudios a gran escala evidencian un marcado empleo
de las herramientas Student Probability Model (SPM) y OU Analyse (OUA). Los SPM se basan en modelos
generados a través de regresiones logisticas de un conjunto de variables explicativas agrupadas en, Factores
estudiantiles, Curso de estudiante, Progreso previo en la universidad y, Variables de curso y calificacion.
El OUA emplea tres métodos de aprendizaje automatico: (1) clasificador Naive Bayes (NB), (2) Arbol de
clasificacién y regresion (CART) y (3) k Vecinos mas cercanos (k-NN). Por tendencia se refleja que en los cursos
abiertos masivos en linea (MOOCs por sus siglas en inglés), considerar las siguientes variables de entrada:
(1) estructura del curso y sus elementos de evaluacion; (2) estado de los alumnos en cada componente del
curso; (3) mensajes e interacciones del foro; (4) calificaciones del estudiantado en cada actividad evaluada y
por cada asignatura; y (5) datos de flujo de clics.

Los resultados obtenidos en esta revision permitieron sintetizar en los siguientes escenarios, la relacion entre
las variables pertenecientes a la educacion y a la prediccion del rendimiento académico:

* Escenario: apoyo tecnolégico a la modalidad presencial, se destacan las siguientes relaciones:
aprendizaje automatico-informacién académica, demografica, factores psicolégicos y resultados
docentes (Rahul y Katarya, 2019; Rastrollo-Guerrero, Gémez-Pulido y Duran-Dominguez, 2020); (2)
mineria de datos educativos-informacion académica, demografica y resultado en los examenes (Na y
Tasir, 2017; Hellas, et., al, 2018); (3) teoria difusa aplicada-resultado en los examenes (Meca, Molla-
Campello y Rabasa, 2019); y (4) las analiticas de aprendizaje con los temas discutidos en el Chat,
estadisticas de progreso, retroalimentacion de ejercicios y, tiempo de interaccion (Rienties, Herodotou,
Olney, Schencks y Boroowa,2018; Herodotou, Rienties, Boroowa, Zdrahal y Hlosta, 2019)
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* Escenario: modalidades de estudios online (en linea) y semipresencial, las relaciones entre disciplinas
computacionales-variables del rendimiento académico son: (1) mineria de datos educativos-resultado
en los examenes, informacién académica e interactividad (Hasan, Palaniappan, Raziff, Mahmood y
Sarker, 2018; Popescu y Leon, 2018); (2) la teoria difusa aplicada (Yildiz, Bal y Gulsecen, 2013) y
el aprendizaje automatico (Shanthini, Vinodhin y Chandrasekaran, 2018) ambas relacionadas con los
examenes Yy la interactividad mientras que, las analiticas de aprendizaje estan relacionadas con: (1)
temas que los grupos estan discutiendo en el chat y estadisticas de progreso, (2) retroalimentacion
en la realizacién de ejercicios, tiempo de interaccion estudiante-sistema, estilos de aprendizaje,
motivacion, datos de disposiciones de aprendizaje y datos del sistema de gestion del aprendizaje
y, (3) estructura del curso; estado de los alumnos en cada componente del curso; interacciones del
foro; calificaciones y datos de flujo de clics.

El uso de la logica difusa en la evaluacion del rendimiento académico permite detectar a priori posibles
dificultades de aprendizaje sin embargo, depende de la base de conocimientos, las reglas disefadas vy, los
fundamentos psicopedagdgicos en las cuales se sustentan (Amelia, Gafar & Mulyadi, 2019). Otro de los
resultados obtenidos que coinceden con estudios previos, es lo relacionado con el uso de estrategias de
minerias de datos basadas en los algoritmos genéticos difusos, las redes neuronales y los arboles de decision
(Rahul & Katarya, 2019; Hamsa, Indiradevi & Kizhakkethottam, 2016) sin embargo, sigue siendo latente las
pedagogias emergentes que orienten el como interpretar los resultados de la prediccion y la intervencion
pedagdgica.

5. Conclusiones

El articulo presenta una revision sistematica de la prediccion del rendimiento académico desde la tecnologia
educativa. Las técnicas y algoritmos que mas se emplean en esta prediccion son: las analiticas de aprendizaje,
aprendizaje automatico, mineria de datos educativos, redes neuronales artificiales y, las teorias difusas.

Las estrategias de investigacion que predominan en los estudios primarios analizados son los estudios de caso
unicoy los estudios de casos multiples. Lo anterior refleja la necesidad de potenciar el empleo de experimentos
controlados para determinar objetivamente la prediccion del rendimiento académico.

En el escenario de “modalidades de estudios online (en linea) y semipresencial”’, hay una preponderancia a
emplear analiticas de aprendizaje, el aprendizaje automatico y la mineria de datos educativos; sin embargo en
el segundo escenario “apoyo tecnoldgico a la modalidad presencial”’, se emplean en mayor medida las teorias
difusas aplicadas; la mineria de datos educativos y el aprendizaje automatico.

Se considera que si hay evidencias que apoyan la prediccion del rendimiento académico, aun asi, desde una
perspectiva de la sociologia de la educacién y desde la psicopedagogia, aun es insuficiente la inclusion de
variables tales como: factores del alumnado (salud fisica, actitudinal y afectivo), factores casuales (contexto
familiar, escolar y social) y el autocontrol (Mendoza-Macias y Barcia-Briones, 2020).

¢, Se logra predecir el rendimiento académico? Respondemos que si, sin embargo a modo de cierre deseamos
aclarar que, en el Escenario: Modalidades de estudios online (en linea) y semipresencial, se destacan cinco
variables (Tabla 2), sin embargo es interesante que aun cuando los investigadores declaran obtener mas
del 85% de efectividad, los resultados no son del todo predictivos al declararse por tendencia la necesidad
de investigar la relacion entre las variables. En este sentido, se concuerda con los resultados (Quinn &
Gray, 2020), que aun cuando los estudiantes mantienen una alta motivacion, interaccién e interactividad,
pueden obtener un rendimiento inadecuado. Por otro lado, en el Escenario: Apoyo tecnolégico a la modalidad
presencial, se destacan el empleo de variables agrupadas en demogréficos, socioecondémicos y, académicos.
Los primeros, relacionados fundamentalmente a la edad y el sexo, sin embargo es casi nulo la inclusion de
los criterios del estado civil y el status migratorio. Los segundos, asociados a la solvencia econdmica de
los padres, sin embargo es carente la inclusion del criterio trabajo laboral realizado por el estudiante. Por
ultimo, lo factores académicos, que integran la motivacion profesional, las calificaciones de los examenes y
el recorrido cognitivo previo del estudiante, sin incluir criterios asociados a la autoeficacia. Estas carencias
en criterios establecidos en el rendimiento académico, son coherentes con investigaciones psicopedagogicas
(Fernandez-Mellizo & Constante-Amores, 2020) por lo cual se convierten en proyecciones para el trabajo futuro
Desde nuestra perspectiva, las investigaciones analizadas se limitan a solo presentar los resultados de la
predicciéon del rendimiento académico, sin explicar que estrategias se proponen para mitigar o mejorar este
rendimiento. Por tal motivo, se sugiere como trabajo futuro que, al realizar y publicar una investigacion
relacionada con la prediccion del rendimiento académico, se respondan ademas pregunta tales como ¢ Cuales
acciones pedagogicas son las mas adecuadas en relacion a los resultados obtenidos en la prediccién del
rendimiento académico?, ¢jcuales son los resultados de aplicar estas acciones pedagdégicas? Por tanto,
se considera que, investigar en la prediccion del rendimiento académico implica ademas el cémo intervenir
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pedagogicamente en el aprendizaje del estudiante y valorar los resultados obtenidos.
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