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Técnicas de Clustering

1. INTRODUCCION |

Las técnicas de clustering son técnicas de clasificacion no supervisada de
patrones en conjuntos denominados clusters. El problema del clustering ha sido
abordado por gran cantidad de disciplinas y es aplicable a una gran cantidad de
contextos, lo cual reflgja su utilidad como uno de los pasos en € andlisis experimental
de datos. Sin embargo, € clustering es un problema complejo, y diferencias en las
hipétesis y contextos en los distintos colectivos de han hecho que su desarrollo sea mas
lento de lo esperado. Este trabajo presenta una vision global de los distintos métodos de
clustering asi como las distintas aplicaciones de conceptos relacionados con este
entorno, proporcionando informacion y referencias de conceptos de gran utilidad parala
su aplicacién en cualquier campo.

El CLUSTERING o agrupamiento en clases puede definirse de forma general
como el proceso de clasificacion no supervisada de objetos. Si al proceso se le indican
el nimero de clases o conjuntos diferentes en que se pueden agrupar los objetos, se le
facilita el trabajo. Sin embargo, hay ciertos casos en los que esta informacién no es
necesaria, con lo que tiene un valor meramente informativo.

Al principio del problema no se conoce la distribucion de los objetos en las
distintas clases. Se dispone de un conjunto de vectores {x; ..., x,} denominados
patrones que representan a los objetos y a partir de este sistema de vectores se desea
obtener e conjunto de clases que los engloban a estos patrones de manera que todos los
individuos pertenecientes a una misma clase, presentan cualidades similares. De esta
forma, los objetos se clasifican de tal forma que cada uno de ellos queda identificado
por la clase a la que pertenece. El problema consiste en que no se sabe a priori la
distribucién de los individuos en las clases, ni siquiera es conocido el nimero de clases
gue se formara a final del proceso. Sin embargo, se dispone de informacién
perfectamente definida de las caracteristicas de los objetos, asi como de la estructura de
los patrones que contendran estas caracteristicas (vectores de caracteristicas). Con esta
informacién, podemos decir que e problema consiste en conseguir agrupar € conjunto
de vectores de caracteristicas dado en clases en funcion de las similitudes encontradas
entre ellos.

Como veremos, el concepto de similitud o proximidad de vectores tiene
diferentes interpretaciones. El agrupamiento se efectlia en funcién de esta similitud o
diferencia de patrones, basadas en las distancias calculadas a partir de los valores de las
caracteristicas para cada patron. Normalmente se utiliza la distancia euclidea o alguna
variante de ésta, aunque existen otras.

Loa algoritmos de clustering los podemos encuadrar dentro de los algoritmos
heuristicos y se suelen basar en la minimizacion de algun indice, por gemplo, indices
cuadréticos basados en distancias, que veremos con detalle.

Por otro lado, la aplicacion de las técnicas de clustering para la clasificacion de
un conjunto de individuos u objetos es apropiada para areas de trabajo en las que exista
poca informacién sobre la distribuciéon de estos individuos en clases diferentes. De
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hecho, en aplicaciones donde € conocimiento es practicamente nulo son
imprescindibles. Otra aplicacion interesante de las técnicas de clustering la encontramos
en aquellos campos en los que existe conocimiento completo de la clasificacién de los
objetos, donde la utilidad del clustering radica en probar la calidad de las caracteristicas
escogidas.

En este trabgo se describen algunas de las técnicas de clustering méas
importantes, constituyendo también una guia de referencia de esta técnicas.

Componentes de una tarea Clustering

Los pasos de una tarea de clustering tipica se pueden resumir en cinco pasos
siguientes [Jain y Dubes 1988], de los cuales, los tres primeros son los que realizan €l
agrupamiento de los datos en clusters, mientras que los dos Ultimos se refieren a la
utilizacion de la salida:

(1) Representacion del patron (opcionalmente incluyendo caracteristicas de la
extraccion y/o seleccion).

(2) Definicion de una medida de la proximidad de patrones apropiada para €l
dominio de los datos.

(3) Clustering propiamente dicho (agrupamiento de |os patrones).

(4) Abstraccion de los datos (si es necesario).

(5) Evauacion delasalida(si es necesario).

El diagrama de la ilustracion 1 representa e secuenciamiento de los tres

primeros pasos, incluyendo una realimentacion que reflgja la posible influencia de los
agrupamientos de salida sobre e proceso de extraccion/seleccion y/o a la semeganza

entre patrones.
lPaxmnes

Seleccidn/Extraccidn
1
> de caracieristicas @
Represeniacian
3 de pairenes
g > Kimilitud entre
:E Patrones 2
d‘é l
Agrupamienia 3)

lCLusr.em'

Ilustracion 1. Fasesdel clustering
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La representacion del patron se refiere a nimero de clases, e numero de
patrones disponible, y € ndmero, tipo, y escala de las caracteristicas disponibles para
algoritmo de clustering. Es posible que parte de esta informacidn no sea controlada. La
seleccion de caracteristicas €S €l proceso de identificar el subconjunto mas apropiado
de caracteristicas dentro del conjunto original para utilizarlo en el proceso de
agrupamiento. La extraccion de la caracteristica €s € uso de una 0 mMés
transformaciones de |as caracteristicas de la entrada para producir nuevas caracteristicas
de salida. Cualquiera de estas dos técnicas puede ser utilizada obtener un sistema
apropiado de caracteristicas para utilizarlas en €l proceso de clustering.

Laproximidad de patrones se mide generalmente segin una funcién de distancia
definida para pares de patrones. Existen una gran variedad de funciones de distancias
gue son utilizadas por diferentes autores [ Anderberg 1973; Jain y Dubes 1988; Diday
y Simon 1976 ]. Una medida simple de la distancia es la distancia euclidea, que €S
utilizada a menudo para reflgjar desemejanza entre dos patrones, aungue es posible
utilizar medidas [Michalski y Stepp 1983]. Las diferentes medidas de la distanciay sus
caracteristicas vienen reflejadas en el apartado Medidas de semejanza.

El paso de agrupamiento o clustering propiamente dicho, puede ser realizado de
diversas formas. El clustering de salida puede ser hard (duro) o fuzzy (borroso o difuso).
El primero de ellos redliza una particién de los datos en grupos y en el segundo cada
patron tiene un grado variable de la calidad en cada uno de los clusters de la salida. Los
algoritmos de clustering Jerdrquicos una serie jerarquizada de particiones basadas en un
criterio de combinacion o division de clusters segin su semejanza. Los algoritmos de
clustering Particionales identifican la particion que optimiza (generalmente de manera
local) un criterio de agrupamiento. Otras técnicas adicionales incluyen métodos
probabilisticos [Brailovski 1991] y grafico-tedrico [ Zahn 1971]. Toda esta variedad de
técnicas de clustering se detallaen e apartado Técnicas de Clustering.

Laabstraccion de los datos €s € proceso de extragr una representacion smple 'y
compacta de un conjunto de datos. Aqui, simplemente se trata de seleccionar una forma
de representar |os datos adecuada para €l procesamiento automatizado de la informacién
(de modo que una maquina pueda realizar la transformacién posterior eficientemente), o
bien, adecuada para la interpretacion de la informacion por parte un ser humano (de
modo que la representacion que se obtiene sea fécil de comprender y intuitivamente
interpretable). En el contexto de clustering, una abstraccién tipica de los datos es a
descripcion compacta de cada cluster, generalmente en términos de los patrones
representativos tales como € centro de gravedad [Diday y Simon 1976].

Es dificil evaluar s la salida de un agoritmo de clustering ha sido "buena’ o
"mala’, es decir, si €l agoritmo ha obtenido clusters validos o Utiles para € contexto
concreto en el que se aplica. Ademas, como ocurro normalmente en todo lo relacionado
con la computacién, aunque estd demostrado que ciertos tipos de algoritmos de
clustering obtienen mejores resultados que otros, hay que tener en cuenta la cantidad y
calidad de recursos de que se dispone, asi como las restricciones de tiempo y espacio
establecidas. Debido a estas razones, entre otras, es posible que haya que realizar un
andlisis previo de la informacion que se desea procesar. Este punto no sera tratado en
este trabgjo.
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El andlisis de la validez de clusters, consiste en la evaluacion de la sdida
obtenida por e agoritmo de clustering. Este andlisis utiliza a menudo un criterio
especifico; sin embargo, estos criterios llegan a ser generalmente subjetivos. Asi,
existen pocos estandares en clustering excepto en subdominios bien predefinidos. Los
andlisis de validez deben ser objetivos [Dubes 1993] y se realizan para determinar si la
sdlida es significativa. Cuando se utiliza aproximaciones de tipo estadistico en
clustering, validacion se logra aplicando cuidadosamente métodos estadisticos e
hipétesis de prueba. Hay tres tipos de estudios de la validacion:

1. La evauacion externa de la validez compara la estructura obtenida con una
estructura apriori.

2. La evaluacion interna intenta determinar S una estructura es intrinsecamente
apropiada para los datos.

3. La evauacion relativa compara dos estructuras y mide la calidad relativa de
ambas.

Estas técnicas de evaluacion son discutidas detalladamente en [Jain y Dubes 1988]
y [Dubes 1993], y no serén tratadas con mas detalle més adelante.
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2. DEFINICIONES Y NOTACION |

Lanotacidn y nomenclatura que se va a utilizar en este trabgjo es la siguiente:

e Sedenominaclustering a proceso particular de agrupar los datos, asi como atodo el
proceso completo. Dependiendo del contexto, se puede saber facilmente a cual de
los dos significados se refiere.

e Se denotara por cluster a un conjunto de datos agrupados tras e proceso de
clustering.

e Un patron x (vector de caracteristicas 0 dato) no es mas que un item de datos
utilizado por el algoritmo de clustering y que normalmente consiste en un vector d
componentes: X =(X,, ..., X,).

e Los componentes escalares individuales x; de un patron x se denominan caracteristicas
0 atributos.

e d esladimension del patron o del sistema de patrones, es decir, € nimero de
caracteristicas de |os patrones.

e Se denota un sistema de patrones como: X={x,;, ... , x,}, donde cada patron x; es
denotado por x;=(x;;, ... , xiy). En ocasiones, un sistema de patrones es representado
COmMo una matriz de patrones » x d.

e Una clase se refiere al estado €l proceso de generacion de un patréon. Més
concretamente, una clase puede verse como una fuente de patrones cuya distribucion
en el espacio de caracteristicas viene determinada por una densidad de probabilidad
de la clase. La técnicas de clustering intentan agrupar 1os patrones de forma que las
clases reflgjen el proceso de generacion de patrones diferentes representado en el
conjunto de patrones.

e Las denominadas técnicas de clustering duras (hard clustering) asignan una
etiqueta de clase / a cada patron x;, identificando su clase. El conjunto de todas las
etiquetas de un sistema de patrones X es L={,, ..., l,} con l;e{1, ..., k}, donde k es
el nimero de clusters.

e Los procedimientos Fuzzy clustering (clustering borrosos) asignan a cada patrén x;
de entradaun grado fraccionario f; de calidad en cada cluster j de salida.

e Una medida de la distancia es una métrica para cuantificar la similitud de 10s
patrones. La similitud ente patrones también toma el nombre de proximidad entre
patrones debido a que dos patrones son méas similares cuanto mas préximos se
encuentran dentro del espacio de caracteristicas.
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La ilustracion 2 muestra graficamente algunos de estos conceptos asi como la
representacion que se hara de ellos a lo largo de este trabgjo. Esta figura representa un
gjemplo de clustering donde los patrones tienen dos caracteristicas o atributos (altura y
temperatura) que definen un espacio de caracteristicas donde se representan los
patrones por puntos dependiendo del valor que tengan esas caracteristicas en cada
patron concreto. En este gemplo, los patrones se han agrupado en dos clusters
etiquetados como 4 y B (que son |as etiquetas de clase).

celfiira A
4 Puatran xi={aliirg, temperaiiug

clister

it femperdarin = caricteristiods

B d =2 {dimensidn del pairén)
Ay B = atigueins de cluse
Espacie de
COaNCIaristicds
|
femparimg

Tlustracion 2. Ejemplo de representacion gréfica.

Aunque en este caso €l espacio de caracteristicas es bidimensional, en general, se
tendr& un hiperespacio de tantas dimensiones con nimero de caracteristicas tengan los
patrones (d).

A parte de estos conceptos y definiciones generales en el contexto del clustering,
existen muchas otras nociones mas especificas que se iran definiendo en el apartado
correspondiente.
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3. REPRESENTACION PATRONES. SELECCION Y EXTRACCION
DE CARACTERISTICAS.

No existe ningun tipo de guia tedrica que indique qué patrones y atributos son
los mas apropiados para utilizar en una situacion especifica. De hecho, €l proceso de
generacion del patron a menudo no se puede controlar directamente. El papel del
usuario en el proceso de representacion del patron es recolectar hechos y conjeturas
sobre los datos, y opcionalmente, la seleccion y extraccion de caracteristicas, asi como
proyectar |os elementos posteriores del sistema de clustering. Debido a las dificultades
gue presenta la representacion del patron, se asume que la representacion del patron esta
disponible antes de comenzar el proceso de clustering. No obstante, un estudio detallado
de las caracteristicas disponibles y algunas transformaciones pueden dar resultados
sensiblemente mejorados del clustering. Un buen patrén de representacion puede
producir a menudo un clustering simple y facil de entender; una representacién pobre
del patron puede producir un clustering demasiado complejo, dificil o imposible de
diferenciar. La llustracion 3 muestraun g emplo sencillo.

F
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Ilustracion 3. Puntos de cluster curvilineo aproximadamente equidistante del origen.

Los puntos representados en un espacio bidimensional se distribuyen en un
cluster curvilineo de distancia aproximadamente constante del origen. Si se eligen
coordenadas cartesianas para representar los patrones, es probable que muchos
algoritmos de clustering fraccionaran el cluster varias partes, obteniendo asi més
clusters, ya que no es compacto. Si embargo, Si se utiliza una representacion en
coordenadas polares para los clusters, la representacion del cluster es mucho més
sencilla, ya que € radio define claramente el cluster, lo cua facilita encontrar la un
anico cluster como solucién.

Un patrén puede medir tanto objetos fisicos como nociones abstractas. Como
anteriormente de ha determinado, los patrones se pueden representar como vectores
multidimensionales, donde cada dimensiéon se refiere a un atributo o caracteristica

-10 -



Técnicas de Clustering

simple [Duda y Hart 1973]. Los atributo pueden ser cualitativos o cuantitativos. Por
giemplo, si peso y color son dos atributos usados, (20, rnegro) es la representacion de a
objeto negro con 20 unidades de peso. Los atributos o caracteristicas los podemos
clasificar en los siguientes tipos. [Gowday Diday 1992].

1) Atributos cuantitativos:
a) Valorescontinuos (g. peso)
b) Valoresdiscretos (€. nUmero de equipos)
c) Vaoresdel intervalo (g. laduracién de un acontecimiento)
2) Atributos cualitativos:
a) Nominal (g. color)
b) Ordina (g. evaluaciones cualitativas de la temperatura (frio o calor))

Se pueden usar también caracteristicas estructuradas como arboles [Michalski y
Stepp 1983], donde cada nodo padre representa una generalizacion sus nodos hijos. Un
gjemplo de esto |o muestrala llustracion 4.

Vehiculo

MMotocicleta Coche Camidn

Seat Yolvo

Ilustracion 4. Ejemplo de atributo estructurado.

Como podemos observar, €l nodo raiz Vehiculo (que define € atributo), es una
generalizacion de los nodos Motocicleta, Coche y Camion. A su vez, € nodo coche es
una generalizacion de los nodos Sear y Volvo, ya que representa los coches de cualquier
marca.

En [Diday 1988] se propone una representacion generalizada de patrones
denominada Symbolic Objects (Objetos Simbadlicos), donde dichos Objetos Simbdlicos
vienen representados por una conjuncién logica de eventos. Estos eventos relacionan
valoresy caracteristicas en los cuales los atributos pueden tomar uno o varios valores y
donde todos los objetos no necesitan estar definidos para € mismo conjunto de
atributos.

Es comun utilizar solamente los atributos més discriminatorios y mas descriptivos
en el sistema de entrada, y utilizar exclusivamente estas caracteristicas en € andlisis.
Las técnicas de seleccion de caracteristicas seleccionan atributos de los que ya existen,
mientras que las técnicas de extraccion calculan nuevas caracteristicas a partir del
conjunto origina de atributos. En cualquier caso, € objetivo es meorar €
funcionamiento de la clasificacion y/o eficacia del cdlculo. Las técnicas de seleccion de
caracteristicas es un campo bien estudiado para € reconocimiento de patrones

-11-



Técnicas de Clustering

estadisticos [Duda y Hart 1973]. Sin embargo, en el contexto del clustering, e proceso
de seleccion de caracteristicas debe reconocer patrones exactos, o que implica la
posibilidad de tener que realizar un proceso de prueba y error, donde se seleccionan
varios subconjuntos de caracteristicas, se agrupan |os patrones resultantes y se evallala
salida segun un indice de validez. Por otro lado, los procesos de extraccion de
caracteristicas no necesitan datos etiquetados, por |0 que se pueden usar directamente.
La reduccion del numero de caracteristicas tiene la ventgja adicional, que es que se
pueden producir resultados que se pueden estudiar visual mente.
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4. MEDIDAS DE LA SEMEJANZA

Puesto que la semejanza entre patrones es fundamental a la hora de definir un
cluster, es necesario establecer una forma de medir esta semejanza. La gran variedad de
tipos de atributos hace que la medida (o medidas) de la semejanza deba ser elegida
cuidadosamente. Lo més comun es calcular €l concepto contrario, es decir, la diferencia
0 desemejanza entre dos patrones usando la medida de la distancia en un espacio de
caracteristicas. Nos centraremos en la medida de la distancia entre patrones cuyas
caracteristicas son todas continuas. Para €ello, utilizaremos la distancia Euclidea que es
un caso particular de la de Minkowski (p=2).

J 172
2
d2(xi’xj): Z(xi,k_xj,k) :”xi_xj Il
k=1
(Ecuacion de la distancia euclidea)

La ecuacion general de la métrica de Minkowski, es decir, para cualquier valor
dep, eslasiguiente:

d Lip
dp (xi X ) = (Z (xi,k Xk )p ] =[|x; - X; ”p
k=1

(Ecuacion de la distancia de Minkowski)

La distancia Euclidea nos da una medida intuitiva de la distancia entre dos
puntos en un espacio de dos o tres dimensiones. Esto puede ser Util cuando los clusters
son compactos [Mao y Jain 1996]. El principa inconveniente que presenta la distancia
de Minkowski es la tendencia de los atributos de mayor magnitud a dominar a resto.
Para solucionar esta desventga podemos normalizar los valores de los atributos
continuos de forma gue todos tomen valores dentro del mismo rango. Por otro lado, la
correlacion entre los distintos atributos puede influir negativamente en el célculo de la
distancia. Para dar solucion a este problema, usamos la distancia cuadrética de
Mahalanobis:

dM(xi,xj)=<xi,xj)z _1<xj,xi)T

(Ecuacion de la distancia de Mahalanibis)

donde x; y x; son vectores filay X es la matriz de covarianza de los patrones. La
distancia d(_,_) asigna diferentes pesos a cada caracteristica basandose en la varianza 'y
en la correlacion lineal de los pares. La distancia de Mahalanobis se usaen [Mao y Jain
1996] para extraer clusters hiperelipsoidales.

Algunos algoritmos de clustering trabajan sobre los valores de una matriz de
proximidad en vez de hacerlo directamente con el conjunto de datos original. Esto es
atil situaciones donde haya que calcular previamente todas las n(n-1)/2 distancias entre
pares de patrones (para n patrones) y almacenarlas en una matriz simétrica.
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El calculo de distancias entre los patrones con algunas o todas | as caracteristicas
discretas presenta algunos problemas, desde los tipos diferentes de caracteristicas no
computables hasta (como un gemplo extremo) el concepto de proximidad, que para
atributos discretos en escala nominal es un valor binario. No obstante, en entornos
donde es comun trabagjar con conjuntos de datos mixtos (por gemplo, en aprendizaje
automatico) se trabaja con medidas de proximidad heterogéneas.

Pueden representarse también |os patrones usando cadenas (strings) 0 estructuras
de &bol [Knuth 1973]. Las cadenas son usadas en métodos de agrupamiento sintéactico
(syntactic clustering)[Fu 'y Lu 1977]. Varios las medidas de similitud entre cadenas se
describe en [Baeza-Yates 1992], mientras que [Zhang 1995] hace un resumen muy
completo de medidas de similitud entre los arboles. Haciendo un estudio comparativo
entre clusterings sintacticos y estadisticos [ Tanaka 1995], se llega ala conclusion de que
los métodos sintacticos son inferiores en todos los aspectos. Por consiguiente, no se
consideraran los métodos sintacticos en este trabajo.

Hay algunas medidas de distancia en las que se considera el efecto del entorno o de los
puntos vecinogGowda y Krishna 1977; Jarvis y Patrick 1973]. A estos puntos
circundantes se les denomina contexto. Asi, la similitud entre dos puntos x; y x;, teniendo
en cuenta el contexto, viene dada por la expresion de laforma

s (xi, x;) = f(xi, x5, E)

donde E es € contexto ( conjunto de puntos del entorno). Una métrica definida con €l
concepto de contexto es la distancia del vecino comun (MND: Mutual Neighbor
Distance), propuesto en [Gowda y Krishna 1977], la cua viene dad por la siguiente
expresion:

MND(x;, x;) = NN(x;, x;) + NN(x;, x;)

donde NN(x;, x;) es el nimero del vecino de x; con respecto al xi. Las ilustraciones 5y 6
muestran un gjemplo es esto.

X5 X4

FE

Xl _'!(]

Ilustraciones 5y 6. Ejemplo de distancia MND teniendo en cuenta el contexto de los puntos

En lailustracion 5, la distancia entre los puntos 4 y B es menor que la distancia
entre A y C, mientras que en la ilustracion 6, donde el contexto es diferente, By C estan
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mas proximos que By A. LaMND entre 4 y B ha aumentado introduciendo un contexto
de puntos adicionales, aunque 4 y B no se hayan movido.

El teorema del patito feo (ugly duckling) de Watanabe [Watanabe 1985] implica
gue es posible construir dos modelos arbitrarios cualesquiera similares codificandolos
con un numero suficientemente grande de caracteristicas. Como consecuencia, dos
modelo arbitrarios cualesquiera son similares a menos que se use alguna informacién
del dominio adicional, Por gemplo, en e caso del clustering conceptual [Michaski y
Stepp 1983], lasimilitud o proximidad entre x; y €l x; se define como:

s (xi, x;) =f(xi,x;, C, E)

donde C es un conjuntos de conceptos predefinidos. Este aspecto se muestra en la
ilustracion 7.

hx*-.*-.tx
A
x x
%
X
X f:“
.
L
X X
- B i1
X X X
ux".x'-.xh'u.x*.x*.\x
L b
L X
% -1
X 5
LA T - A A T T . T .

Ilustracion 7. Similitud o proximidad conceptual entre puntos.

Aqui, la distancia de Euclidea entre los punto 4 y B es menor que la que existe
entre By C. Sin embargo, By C pueden verse como més similares o0 mas proximos que
Ay B, yaque By C pertenecen al mismo concepto (la elipse) y 4 pertenece a un
concepto diferente (el rectangulo).
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5. TECNICAS DE CLUSTERING

La ilustracion 8 muestra en una representacion de las diferentes metodologias
sobre e clustering mediante un esguema jerarquico, aungue existen otras posibles
clasificaciones. En este caso, se ha optado por la representacion de [Jain y Dubes 1998].

Clustering
Hierarchical Partitional
Single Complete Square Graph Mixture Mode
Link Link Error Theoretic| | Resolving Seeking

k-means Expectation
Maximization

Ilustracion 8. Un esquemajerarquico de las metodol ogias de Clustering

Como podemos observar, en e nivel superior se rediza la separacion de las
técnicas en dos grupos diferenciados. Jerdrquico Yy Particional. Los métodos
jerarquicos producen series jerarquizadas de particiones, mientras que los métodos
particionales producen solamente una. Sin embargo, es necesario tener en cuenta
diferentes aspectos o consideraciones a la hora de clasificar las diferentes metodol ogias
de clustering. Estos aspectos se detallan a continuacién, haciendo una comparacion:

e Aglomerativo vs. disgregativo: Este aspecto esta relacionado con la estructura
algoritmica seguida para la creacion de los clusters y e método de aproximacion o
acercamiento. Un acercamiento aglomerativo comienza con cada patron en un
cluster distinto (singleton), y combina sucesivamente clusters préximos hasta un que
se satisface un criterio preestablecido. Por e contrario, € método disgregativo
comienza con todos los patrones en un unico cluster y se realizan particiones de
éste, creando asi huevos clusters hasta satisfacer un criterio predeterminado.

e Monotético vs. politético: Este aspecto se refiere a uso secuencial o simultaneo de
las caracteristicas en €l proceso de clustering. La mayoria de los algoritmos son
politético, es decir, todas las caracteristicas intervienen en el caculo de las
distancias entre los patrones, tomando decisiones en base a esas distancias. Un
algoritmo monotético simple lo se proporciona en [Anderberg 1973], donde
considera caracteristicas secuencialmente para dividir €l conjunto dado de patrones.
La llustracion 9 muestra este aspecto, donde la coleccién se divide en dos clusters
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usando la caracteristica x/; la linea vertical discontinua V" es la linea de separacion.
Cada uno de estos clusters son divididos posteriormente de forma independiente
usando la caracteristicax2, 1o cual esta representado por las lineas discontinuas H1 y
H?2. El problema principal de este algoritmo es que genera 2 clusters, donde d es la
dimensién de los patrones. Para los valores grandes de d (d>100 es un valor tipico
para michas aplicaciones [Salton 1991]), € numero de clusters generados es tan
grande que e conjunto de datos es dividido en cluster demasiado pequefios para
nuestros intereses.

Ilustracion 9. Clustering Particional Monotético.

e Hard vs. fuzzy: Un agoritmo hard clustering asigna cada patrén a un anico cluster
durante su operaciéon y en su salida. Un algoritmo fuzzy clustering asigna grados de
calidad en cada cluster para cada patron de entrada. El fuzzy clustering puede ser
convertido en hard clustering asignando cada patrén a cluster con e grado de
calidad més ato.

e Determinista vs. estocastico: Esta cuestion es la mas relevante en aproximaciones
particionales, y esta disefiada para optimizar un la funcion de error cuadrético. Esta
optimizacion puede lograrse usando técnicas tradicionales o a través de una la
blusqueda aleatoria del espacio de estados componiendo todas las posibles
asignaciones de etiquetas.

e Incremental vs. No incremental: Esta cuestién se presenta cuando €l sistema del
patrones son grandes, y las restricciones de tiempo de eecucion y/o capacidad
memoria afecta directamente al algoritmo. En los estudios mas antiguos sobre este
tema no se contemplaban muchos casos de algoritmos de clustering que trabajaran
con gran cantidad de datos;, sin embargo, la popularidad adquirida por € data
mining en los ultimos tiempos, ha fomentado e desarrollo de algoritmos de
clustering que reducen a minimo el nimero de exploraciones a través conjunto de
patrones, reducen el nimero de patrones examinados durante la gjecucion, o reducen
el tamario de las estructuras de datos utilizadas en |os al goritmos.

A pesar de todo, normalmente la especificacion de un algoritmo de clustering deja
unarelativaflexibilidad en la préctica [Jain y Dubes 1988].
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Algoritmos de Clustering Jerarquico

El funcionamiento de los algoritmos de clustering jerarquico se puede observar
en la llustracion 10, en la cual se han usado conjuntos de datos de 2 dimensiones. Esta
figura representa siete patrones (4, B, C, D, E, F, y G) agrupados en tres clusters. Un
algoritmo jerérquico produce un arbol jerarquizado que representa grupos anidados de
patrones por niveles. Para €l caso concreto del ejemplo mostrado por la ilustracion 10,
y tras la aplicacion de un algoritmo jerérquico concreto como es el single-link (0 enlace
simple) [Jain y Dubes 1988], €l arbol correspondiente a esos siete puntos es el mostrado
por la ilustracion 11. El &bol puede estar dividido en diferentes niveles para
proporcionar diferentes clusters.

X
(F 8
|
M
Clusters

_ Clyster?
Clusterd

Tlustracion 10. Puntos agrupados en tres clusters.

1

A B E F G

Tustracion 11. Arbol obtenido usando single-link
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La mayoria de los algoritmos jerarquicos de clustering son variantes los
algoritmos single-link [Sneath and Sokal 1973], complete-link [King 1967], vy
minimum-variance [Ward 1963; Murtagh 1984], de los cuales, € single-link y de
complete-link son los mas populares. La diferencia entre estos dos algoritmos radica en
la forma de considerar la similitud entre dos clusters. En el método single-link, la
distancia entre dos clusters es el minimo de las distancias entre todos los pares de
patrones de ambos clusters (un patrén de cada cluster). Por € contrario, en el método
complete-link, la distancia entre dos clusters es e méximo de las distancias entre
patrones de los dos clusters. En cualquier caso, dos clusters se combinan para formar
uno maés grande basado en criterios de distancia. De esta forma, €l algoritmo complete-
link produce los clusters compactos [Baeza-Y ates1992]. Por el contrario, el algoritmo
single-link sufre de un efecto de encadenamiento [Nagy 1968] tendiendo a producir
clusters alargados o dispersos. En las ilustraciones 12y 13, hay dos clusters separados
por un “puente” de patrones ruidosos. El algoritmo del single-link produce los clusters
mostrados en la ilustracion 12, mientras que el agoritmo del complete-link obtiene los
clusters mostrados en la ilustracion 13. Como se pude observar, los clusters obtenidos
tras la aplicacion del método complete-link son méas compactos que los obtenidos por el
algoritmo single-link.

Ilustracion 12. Clustering single-link .
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TN

||'|'| \
Lyl 1l wwswasas
I |

I 1

1

Tlustracion 13. Clustering complete-link.

El Cluster etiquetado como 1 obtenido usando € algoritmo single-link es
alargado debido a los patrones ruidosos etiquetados como “*”. El algoritmo single-link
es més versitil que el algoritmo complete-link. Por gjemplo, € algoritmo del single-
link puede extraer los clusters concéntricos mostrados en la ilustracién 14, mientras que
el complete-link no pude. Sin embargo, desde un punto de vista pragmatico, se ha
observado que e agoritmo complete-link produce en muchos casos jerarquias més
atiles que e single-link [ Jain y Dubes1988 ].

3]

I-3

Tlustracion 14. Dos clusters concéntricos.

Clustering Single-Link Aglomerativo

(1) Asigna a cada patron un cluster propio y construye una lista ordenada
ascendentemente con las distancias entre pares de patrones distintos.
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(2) Recorre la lista de distancias y construye un grafo para cada valor
distinto de d, donde |os pares de patrones con distancia menor que d; son
conectados. Si todos los patrones son miembros de un grafo conectado,
se para. Si no, se repite este paso.

(3) Lasalidadel algoritmo es unajerarquia anidada de grafos, la cual puede
ser cortada en € nivel deseado para la formacion de los clusters, que
seran los conjuntos de patrones que queden conectados en e grafo
correspondiente.

Clustering Complete-Link Aglomerativo

(1) Asigna a cada patron un cluster propio y construye una lista ordenada
ascendentemente con las distancias entre pares de patrones distintos.

(2) Recorre la lista de distancias y construye un grafo para cada valor
distinto de dj donde |os pares de patrones con distancia menor que d; son
conectados. Si todos los patrones son miembros de un grafo
completamente conectado, se para. Si no, se repite este paso.

(3) Lasalidadel algoritmo es unajerarquia anidada de grafos, la cual puede
ser cortada en € nivel deseado para la formacion de los clusters, que
seran los conjuntos de patrones que queden conectados en e grafo
correspondiente

Los algoritmos jerarquicos son mas versitiles que los algoritmos particionales.
Por gemplo, €l agoritmo single-link funciona bien para conjuntos de datos no
isotropicos, incluso con clusters muy separados, alargados y concéntricos, mientras que
un algoritmo particional tipico, como €l k-medias, funciona bien solamente con
conjuntos de datos isotropicos [Nagy 1968]. Por otra parte, normamente, la
complgjidad en tiempo y espacio de los algoritmos particionales [Day 1992] es menor
gue ladelosjerarquicos.

Vistas las caracteristicas de ambos tipos de algoritmos jerérquicos (single-link y
complete-link), es posible desarrollar algoritmos hibridos [Murty y Krishna 1980] que
exploten las mejores caracteristicas de ambos tipos de clustering.

Clustering Jerarquico Aglomerativo

(1) Construir la matriz de proximidad, que contendra la distancia entre cada
uno de los patronesy tratar cada patrén como un cluster independiente.

(2) Buscar € par méas similar de clusters usando la matriz de proximidad y
combina estos dos clusters en uno sblo. Tras esto, actualiza la matriz la
proximidad parareflgjar la operacion de fusion.

(3) Si todos los patrones estdn en un mismo cluster, se para. Si no, pasar al
paso 2.
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Dependiendo de la forma en que se actualiza la matriz de proximidad en el paso
2, se pueden disefiar diferentes tipos de agoritmos aglomerativos Los agoritmos
jerarquicos de decision comienzan con un Unico cluster que engloba a todos los
elementos del conjunto de datosy dividen el cluster siguiendo determinados criterios.

Algoritmos particionales

Un algoritmo de clustering particional obtiene una tnica particién de los datos en lugar
una estructura de clustering, como por gemplo el arbol que produce un método
jerarquico. Los métodos particionales presentan ventajas cuando se trabagja con un
conjuntos de datos extenso, para los cuales la construccion de un arbol jerérquico es no
es factible. Un problema que presenta los algoritmos particionales es la opcién del
numero de clusters deseados ala salida, |o cual es un aspecto fundamental. Los métodos
particionales producen clusters generamente optimizando un criterio definido
cualquiera, ya sea localmente (en un subconjunto de patrones) o globalmente (definido
sobre todos los patrones). La busgueda combinatoria del conjunto de etiquetas para la
optimizacion del criterio es claramente un problema no factible. Por tanto, en la
préctica, e algoritmo es gecutado varias veces con diferentes estados iniciales, y
aquella configuracion que sea lamejor de todas |a g/ecuciones, se utilizara clustering de
sdlida

Algoritmos de error cuadratico

El criterio més intuitivo y a la vez més utilizado en las técnicas de clustering
particiona es el de error cuadrético, el cud tiende a funcionar bien con clusters aislados
y compactos. El error cuadrético de un clustering L de un conjunto de patrones X (con

K clusters) es
K 1

(X, L)=Y3Ix" —c, IP

j=1 i=1

donde x;” es e patron i-ésimo que pertenece al j-ésimo cluster y €l ¢; es e centro de
gravedad del j-ésimo cluster.

K-medias es € algoritmo mas ssimple y més usado que emplea un criterio de
error cuadratico [MQUEEN 1967]. Comienza con una particion inicial aleatoria,
reasignando |os patrones a clusters basandose en la similitud de los patrones 'y € centro
de los clusters, hasta que se alcanza €l criterio de convergencia (por g emplo que ningun
patron cambie de cluster o que el error cuadrético dgja de disminuir tras un nimero
determinado de iteraciones). El algoritmo k-medias es popular porque es sencillo de
implementar y ademés, la complejidad en tiempo es de O(n), donde » es €l nimero de
patrones. Un inconveniente principal que presenta este algoritmo es que es sensible ala
seleccion particion inicial, y puede converger a un minimo local de la funcion de
criterio s la particion inicial no es seleccionada correctamente. La ilustracion 15
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muestra siete patrones bidimensionales. Si comenzamos con los patrones A, By C
como las medias iniciales alrededor de las cuales se forman los tres clusters, entonces
terminamos con la particion {{ A}, {B, C}, {D, E, F, G} } mostradas como €lipses.

X

Ilustracion 15.El algoritmo k-medias es sensible ala particion inicial

Como de puede observar, el valor del criterio de error cuadrético es mucho
mayor para esta particion que para la megor particion {{A, B, C}, {D, E} {F, G}}
mostrada por rectangulos, que se toma el minimo absoluto de la funcién de criterio de
error cuadrético para un agrupamiento de tres clusters. La solucion correcta de tres
clusters se obtiene eligiendo, por gemplo, A, D, y F como las medias iniciales de los
clusters.

Método de Clustering de Error cuadratico

(1) Selecciona una particion inicial de los patrones con un nimero fijo del
clustersy los centros de cada uno de ellos.

(2) Asigna cada patron a més cercano de los clusters seglin su centro y
calcula el nuevo centro de gravedad de los clusters. Repite este paso
hasta que converja, esdecir, hasta que la calidad del cluster es estable.

(3) Fusionay divide los clusters segun una cierta informacion heuristica,
repitiendo opcionalmente el paso 2.

Algoritmo de Clustering K-medias

(1) Elige k centros de clusters para coincidir con & patrones seleccionados al
azar a o k puntos aeatorios definidos dentro de hipercubo que contiene
el sistema de patrones.

(2) Asignacadapatron a centro del cluster més cercano.
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(3) Calculade nuevo los centros de gravedad de los clusters.

(4) S no se cumple € criterio de convergencia, ir a paso 2. Los criterios de
convergencia tipicos son: no reasignacion o reasignacion minima de
patrones a los nuevos centros de cluster, o minima disminucion del error
cuadrético.

Existen diversas variantes [Anderberg 1973] del algoritmo k-medias que se ha
propuesto en la literatura. Algunos de €ellos intentan seleccionar una buena particion
inicial de modo que la probabilidad de encontrar el minimo absoluto sea mayor.

Otra variante es permitir combinar y dividir los clusters resultantes.
Normamente, un racimo se divide cuando su varianza supera un umbral preestablecido,
y dos clusters se fusionan cuando la distancia entre los centros de gravedad de éstos no
supera otro umbral establecido previamente. Usando esta variante, es posible obtener la
particion Optima empezando con cualquier particion inicial arbitraria, siempre que se
proporcionen valores de umbral apropiados. El algoritmo ISODATA [Ball y Hall 1965]
algoritmo emplea esta técnica de combinacién y division de clusters. Si se proporciona
al ISODATA la particién representada con elipses en la ilustracion 15 como particion
inicial, producird una particion optima de tres clusters. ISODATA unird primero los
clusters {A} y {B,C} en uno sdlo, ya que la distancia entre sus centros de gravedad es
pequefio, y después partira € cluster { D,E,F,G}, que tiene una varianza grande, en dos
clusters{D,E} y {F,G}.

Otra variante del algoritmo k-medias implica el seleccionar una funciéon de
criterio diferente en conjunto.  El algoritmo clustering dindmico (Qque permite
representaciones distintas de la del € centro de gravedad para cada cluster) fue
propuesto en [Diday 1973 ], y [Symon 1977 ]. Este algoritmo describe un agrupamiento
dinamico obtenido planteando € problema en e marco de estimacion de probabilidad
maxima. [Mao y Jain 1996] usa la distancia de Mahalanobis para obtener clusters
hiperelipsoidales.

Clustering Graph-Theoretic

El algoritmo de clustering particional Graph-Theoretic mas conocido se basa en
la construccién del drbol de expansion minimo (MST: Minima Spannig Tree) [Zahn
1971], y eliminar los enlaces del MST con mayor longitud para generar los clusters. La
ilustracion 16 representael MST obtenido a partir de nueve puntos en dos dimensiones
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Eje con maxima longitud

Ilustracién 16. Formacion de clusters usando MST (1)

Como se puede apreciar, se rompe el enlace CD con longitud de 6 unidades (el
gje con la maxima longitud euclidiana), generando dos clusters ({A, B, C} y {D, E, F,
G, H, 1}). El segundo cluster puede ser dividido de nuevo en dos racimos rompiendo €l
enlace EF, que tiene una longitud de 4,5 unidades. Obteniendo asi tres clusters ({A, B,
C}, {D, E} y{F, G, H, 1}), como muestrala ilustracion 17.

Tlustracion 17. Formacion de clusters usando MST (2)

Los métodos jerarquicos de clustering estan también relacionados con el Graph-
Theoretic. Los clusters del single-link son subgrafos del &bol de expansion
minimaGower y Ross 1969]. Los clusters del complete-link son los subgrafos
completos méximos, y se relacionan con coloreado de los nonos de un arbol [Backer y
Hubert 1976]. El subgrafo completo maximo es considerado la mejor definicion de un
cluster en [Augustson y Minker 1970] y [Raghavan y Yu 1981 ]. Un grafo orientado
enfocado a estructuras no jerérquicas y clusters solapados se presenta en [Ozawa 1985].
El grafo de Delaunay (DG: Delaunay Graph) es obtenido conectando todos |os pares de
los puntos que son Vecinos de Voronoi. El DG contiene toda la informacion sobre la
vecindad de los nodos del MST y e grafo de vecindad relativa (RNG: Relative
Reighbor-hood Graph) [Toussaint 1980].
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Algoritmos Mixture-Resolving y Mode-Seeking

Los algoritmos de clustering Mixture-resolving han sido tratados de diversas
formas. La suposicién subyacente es que los patrones a agrupar son representados a
partir de una distribucion, y €l objetivo es identificar los parametros de cada uno y, en
ocasiones, su numero. La mayoria de los estudios referidos a este area asumen una
distribucion Gaussiana, cuyos parametros son estimados por el procedimiento
(normal mente realizan una estimacion de probabilidad méaxima).

El algoritmo de Expectation Maximization (EM) (agoritmo de probabilidad
maxima de uso general [Dempster et al. 1977] para problemas con falta de datos) aplica
al problema de valoracion de parametros. [Mitchell 1997] proporciona una descripcion
sencilla de esta técnica. En e contexto del EM, la densidad componentes es
desconocida, y ésta se estima a partir de los patrones. El procedimiento EM comienza
con una estimacion inicial del parametro vector y marca de nuevo iterativamente los
patrones respecto a la densidad de la mezcla producida por €l parametro vector. Los
patrones marcados se utilizan para actualizar las estimaciones de los parametros. En el
contexto del clustering, las marcas de |os patrones se puede interpretar como “pistas’ de
la clase del patron. Esos patrones, localizados (por sus marcas) en un componente
particular, serian vistos como pertenecientes al mismo cluster.

También han sido desarrolladas técnicas no paramétricas para clustering
basados en densidad en [Jain y Dubes 1988]. Otros autores incluyen también algoritmos
de clustering particionales o jerarquicos algoritmo usando una medida de la distancia de
acuerdo con un estimacion de la densidad no paramétrica.

Clustering del Vecino mas Cercano

Debido a que e concepto de proximidad desempefia un papel dominante
representacion intuitiva de un cluster, las distancia entre los vecinos méas cercanos
pueden servir como la base de procedimientos de clustering. Un procedimiento iterativo
es propuesto en [Lu y Fu 1978], en € cual asigna cada patron sin etiquetar al cluster de
Su patron etiquetado mas cercano, siempre que la distancia a ese vecino mas cercano se
encuentre por debajo de un cierto umbral. El proceso continla hasta que se etiquetan
todos |os patrones o bien no se etiqueta ninguno nuevo. El valor de la vecindad (descrito
anteriormente en el contexto del calculo de la distancia) puede también utilizarse para
unir clusters con sus Vecinos cercanos.

Fuzzy Clustering

Los Procedimientos de clustering tradicionales generan particiones. En una
particion, cada patron pertenece a un Unico cluster. Por lo tanto, los clusters en
generados por un hard clustering son diguntos. La técnica de Fuzzy Clustering 0O
(clustering borroso o difuso) extiende este concepto para asociar cada patron a todos los
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clusters usando una funcién de la calidad del miembro [Zadeh 1965]. Lasalida de tales
algoritmos es un agrupamiento, pero no una particion. A continuacion de detalla €l
funcionamiento de uno de estos algoritmos de fuzzy clustering.

Algoritmo Fuzzy clustering

(1) Selecciona una particion difusa inicial de N objetos en K clusters para
congtruir la matriz de calidad de miembro U, la cua tendra una
dimension NxK. Un elemento u; de esta matriz representa el grado de la
calidad de miembro del objeto x; en el cluster ¢;. Normalmente, u;<[0,1].

(2) Con lamatriz U, encuentra el valor de una funcién de criterio difuso (por
gemplo, funcion del error cuadrédtico ponderada) asociada con la
particion correspondiente. Una posible funcién de criterio difuso es

uy llx, —c; P

M=
M=

I
=
>~
Il

E*(X,U)=

1

N
Cp = Zuik'xi

i=1

donde ¢ es el k-ésimo centro de cluster difuso. Reasigna patrones a los
clusters parareducir el vaor delafuncion criterio y recalcula U.

(3) Repite & paso 2 hasta que las entradas de la matriz U no cambien
sensiblemente.

En Fuzzy clustering, cada cluster es un sistema difuso de todos los patrones. La
ilustracion 18 muestra estaidea.

Y

Ilustracion 18. Fuzzy clusters
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Los rectangulos encierran dos hard clusters: H;{1,2,3,4,5} y H>{6,7,8,9}. Un fuzzy
clustering produce los dos clusters difusos F; y F, representados por elipses. Los
patrones tendran calidad de miembro dentro del intervalo [0, 1] para cada cluster. Por
giemplo, cluster difuso F'; se podria describir de forma compacta como:

{(1,0.9), (2,0.8), (3,0.7), (4,0.6), (5,0.55), (6,0.2), (7,0.2), (8,0.0), (9,0.0)}
y el F, se podria describir como:
{(1,0.0), (2,0.0), (3,0.0), (4,0.1), (5,0.15), (6,0.4), (7,0.35), (8,1.0), (9,0.9)}

Los pares (i,u;) representan e i-ésimo patron y su calidad de miembro (1;) en cada
cluster. Valores grandes de la calidad de miembro indican mayor confianza en la
asignacion del patrén al cluster. Se puede obtener un hard clustering a partir de una
particion difusa (fuzzy) limitando el valor de la calidad de miembro.

Las teorias denominadas difusas o borrosas (fuzzy), fue aplicada iniciamente al
clustering en [Ruspini 1969]. La referencia [Bezdek 198] es una buena fuente de
consulta de fuzzy clustering. El fuzzy clustering méas popular es € c-medias (FCM).
Aungue es mejor que e hard clustering k-medias en evitar |os minimos locales, FCM
puede converger a un minimo local del cuadrado del criterio de error. El problema mas
importante que presenta el fuzzy clustering es el disefio de las funciones de calidad del
miembro.

Representacion de los Clusters

En las aplicaciones donde el objetivo es encontrar un determinado nimero de
clases o clusters dentro de un conjunto de datos, €l resultado final debe ser una particion
de ese conjunto de datos. Una particion da una idea sobre la separacion de los puntos
(datos) dentro de determinados clusters y si esta division es significativa para aplicar
sobre los datos una clasificacion supervisada, ya que éstas asumen un nimero dado de
clases en el conjunto de datos. Sin embargo, en muchas otras aplicaciones que implican
la toma de decisiones, los clusters resultantes deben ser representados de forma
compacta e interpretable (abstraccion de datos). Aunque la representacion de los
clusters es un paso importante en la toma de decisiones, no ha sido estudiada
detalladamente. EI concepto de representacion de clusters fue introducido por Duran y
Odell [1974] y se fue estudiado posteriormente por Diday y Simon [1976] y Michalski
[1981]. Estos investigadores sugirieron los siguientes esquemas de representaci on:

= Representacion de un cluster por su centro de gravedad o por un conjunto de puntos
distantes en el cluster. Lailustracion 19 muestra estas dos idess.
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Por cantra dz gevadad

Por punios distanies ]

Tlustracion 19. Representacion de clusters por puntos

Representacion de clusters mediante nodos en un &bol de clasificacion, como

muestralailustracion 20.

X,

]

Usande drbel de clasificacion

11 [X,<3]; 2: [X,>3]0%<2]; 3:[X,>3][%>2]

Usando expresiones lagicas

Ilustracion 20. Representacion de clusters por arbol de clasificacion o por expresiones ldgicas.

Representacion de los clusters usando conjunciones de expresiones logicas. Por
giemplo, [X1>3][X2<2] enlailustracion 20.

De todos estos esguemas de representacion, € mas popular es € de centros de
gravedad. Esta representacion es apropiada cuando los clusters son compactos o
isotropicos. En cambio, cuando los clusters son alargados y no isotropicos, este
esquema no resulta una buena representacion. En tal un caso, € uso de puntos limite de
un cluster es una buena eleccion. En este caso, €l nimero de puntos que representan a
cluster debe aumentar en la medida que aumenta la complejidad de formadel cluster.

Por otro lado, las dos representaciones que muestra la ilustracion 20 son
equivalentes. Cada uno de los caminos del arbol de clasificacion entre la raiz y
cualquier hoja, responde a una de las clausulas conjuntivas en la representacion por
expresiones logicas. Una limitacion importante del uso de expresiones |ogicas para
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representacion de clusters es que solo pueden describir clusters regulares o isotropicos
dentro del espacio de caracteristicas.

Laabstraccion del datos es Gtil 1atoma de decisiones por las razones siguientes:

(1) Proporciona una descripcion simple e intuitiva de los clusters, de forma
gue ésta sea sencilla para la comprension humana. Tanto en € clustering
conceptual [Michalski y Stepp 1983] como en e clustering simbadlico
[Gowda y Diday 1992] esta representacion se obtiene sin - usar ningun
paso adicional. Estos algoritmos generan los clusters asi como sus
descripciones. Se pueden obtener un juego de difusas (fuzzy rules) a
partir de clusters difusos (fuzzy clusters), pudiendo usa estas reglas para
la construccion de clasificadores y controladores difusos (fuzzy
classifiers Y fuzzy controllers).

(2) Es util en procesos o aplicaciones de compresion de datos [Murty y
Krishna 1980]. La ilustracion 21(a) muestra los datos agrupados en dos
clusters etiquetados como / y 2. Un método de clustering particional
como € k-medias no puede separa estas dos estructuras de forma
apropiada. El agoritmo single-link trabagja bien con este tipos de
distribucion de datos, pero es computacionalmente muy costoso. Un
hibrido de estos agoritmos puede usarse para explotar las propiedades
deseables de ambos agoritmos. Aplicando el algoritmo k-medias a
conjunto de datos de la ilustracion 21(a), obtenemos ocho subclusters.
Cada uno de estos subclusters puede ser representado por su centro de
gravedad. Ahora se aplica € agoritmo single-link s0lo a los centros de
gravedad para dividirlos en dos grupos. Los grupos resultantes se
muestran en la ilustracion 21(b). De esta forma, la compresion de los
datos es amacenada mediante la representacion de los centros de
gravedad de los subclusters.

(3) Aumenta la eficiencia de las tareas de toma de decisiones. En unatécnica
de recuperacion de documentos basada en clusters [Salton 1991], gran
cantidad de documentos son agrupados en clusters y cada uno de estos
clusters son representados por sus centros de gravedad. Para recuperar
documentos relevantes en una consulta, la consulta se empareja 0 asocia
con los centros de gravedad de los clusters en lugar de todos los
documentos. Asi, se realiza una recuperacion de los documentos
relevantes de una forma eficiente. También, en aplicaciones que
involucran grandes cantidades de datos, el clustering es usado para
indexar dichos datos, 1o que contribuye a aumentar la eficiencia en la
toma de decisiones [Dorai y Jain 1995].

-30-



Técnicas de Clustering

(a) ' (b) :

Ilustracion 21. Compresién de datos usando clustering
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