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Resumen

Tras la reforma del sistema eléctrico del afio 1997 que liberalizo el mercado en Espaiia, el precio de la electicidad
paso a estar determinado por una subasta publica. De esta forma, la energia en nuestro pais paso a ser comeciada
mediante un modelo marginalista en el cual el precio viene determinado por el corte entre las curvas de oferta y
demanda.

Ante la cada vez mayor complejidad del mercado debido al aumento de los consumidores, las nuevas tecnologias
de generacion renovable, y las nuevas formas de consumo derivadas de la movilidad eléctrica y la generacion
distribuida, se hace necesario disponer de herramientas que ofrezcan certidumbre sobe la evolucion del mercado
en el futuro, de forma que organismos reguladores, instituciones gubernamentales e inversores privados, entre
otros, disfruten de mayor seguridad a la hora de tomar futuras decisiones en lo referente al mercado eléctrico de
nuestro pais.

En los ultimos afios, la ciencia de datos, sustentada en una mayor capacidad de almacenamiento y analisis de
informacion, ha experimentado un crecimiento exponencial llegando a estar presente en numerosos y diferentes
sectores. Gran parte de los métodos de aprendizaje automatico resultan de especial utilidad en la prediccion de
valores futuros basandose en datos historicos, convirtiéndolos por tanto en magnificos recursos para la
optimizacion y el analisis de nuestro mercado eléctrico.

En el presente trabajo de fin de grado se detalla un estudio comparativo entre diferentes métodos de aprendizaje
automatico con el objetivo de determinar cudl de ellos resulta mas preciso a la hora de predecir el precio diario
futuro del megavatio hora.

Para ello, en primer lugar se recopilaron los siguientes datos horarios historicos comprendidos en el periodo que
abarca del 01/01/2021 a las 1:00 h al 03/05/2021 a las 0:00 h: Precio (€/MWHh), Demanda (MWHh), Generacion
de Carbon (MWh), Generacion de Ciclo Combinado (MWHh), Generacion de Cogeneracion (MWHh), Generacion
Eolica (MWh), Generacion Hidraulica (MWh), Generacion Nuclear (MWh), Generacion Solar Fortovoltaica
(MWh), Generacion Solar Térmica (MWHh), Intercambios Energéticos con las Islas Baleares (MWh) e
Intercambios Energéticos Internacionales (MWh).

Una vez procesados los datos para su posterior analisis, se les realizo un estudio multivariante mediante varios
métodos con el objetivo de seleccionar aquellas combinaciones de atibutos que, reduciendo el numero de
variables a procesar, maximizasen el resultado obtenido. Los diferentes métodos de seleccion de variables
empleados fueron los siguientes: Correlacion de Pearson, Informacion Mutua, Seleccion Regresiva, y LASSO.

Posteriormente, se probaron las diferentes combinaciones de atributos con los métodos de aprendizaje
automatico listados a continuacion: Regresion Lineal, Arbloes de decision, K-Vecinos Proximos, Maquinas de
Soporte Vectorial y Redes Neuronales.

Tras comparar todos los métodos con las diferentes combinaciones, se llegd a la conclusion de que el mejor
método de prediccion en todos los casos resulto ser el de los Arboles de Decision, siendo la combinacion de
atributos que mejor ajustaba la prediccion la obtenida mediante la Correlacion de Pearson.
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Abstract

After 1997’s electricity system reform that liberalized the market in Spain, the price of electricity was determined
by a public auction. In this way, energy in our country began to be traded through a marginalist model in which
the price is determined by the cut between the supply and demand curves.

Given the rising complexity of the market due to the increase in consumers, new renewable generation
technologies, and new forms of consumption derived from electric mobility and distributed generation, it is
necessary to have tools that offer certainty about the evolution of the market in the future, so that regulatory
bodies, government institutions and private investors, among others, enjoy greater security when making future
decisions regarding the electricity market of our country.

In recent years, data science, supported by a greater capacity for storing and analyzing information, has
experienced exponential growth, becoming present in many different sectors. Many of the machine learning
methods are especially useful in predicting future values based on historical data, thus making them magnificent
resources for the optimization and analysis of our electricity market.

In this thesis, a comparative study between different machine learning methods is detailed with the aim of
determining which of them is more accurate when predicting the future daily price of megawatt-hour.

To do this, first of all, the following historical hourly data were collected for the period from 01/01/2021 at 1:00
a.m. to 05/03/2021 at 0:00 a.m.: Price (€/MWHh) , Demand (MWh), Coal Generation (MWh), Combined Cycle
Generation (MWh), Cogeneration Generation (MWh), Wind Generation (MWh), Hydraulic Generation (MWh),
Nuclear Generation (MWHh), Solar Generation ( MWh), Solar Thermal Generation (MWh), Energy Exchanges
with the Balearic Islands (MWHh) and International Energy Exchanges (MWh).

Once the data had been processed for subsequent analysis, a multivariate study was performed using various
methods, with the aim of selecting those combinations of attributes that, by reducing the number of variables to
be processed, would maximize the result obtained. The different methods of selection of variables used were the
following: Pearson Correlation, Mutual Information, Backward Selection, and LASSO.

Subsequently, the different combinations of attributes were tested with the machine learning methods listed
below: Linear Regression, Decision Trees, K-Neighboring Neighbors, Vector Support Machines and Neural
Networks.

After comparing all the methods with the different combinations, it was concluded that the best prediction
method in all cases turned out to be Decision Trees, being the combination of attributes that best adjusted the
prediction the one obtained through the Pearson Correlation method.
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1 INTRODUCCION

1.1 Motivacion

Big Data, Machine Learning o Redes Neuronales son términos que rapidamente han pasado a formar parte de
nuestro vocabulario diario. De la noche a la mafiana la ciencia de datos ha ocupado un lugar importante en la
mayoria de las actividades econémicas y sociales de nuestro entorno, impulsada por un enorme desarrollo de las
tecnologias, el cual ha permitido por primera vez en la historia de la humanidad recopilar y procesar cantidades
ingentes de informacion.

El analisis de datos es empleado en la actualidad en tareas tan dispares como la prediccion del compotamiento
del mercado bursatil, el analisis de tacticas en diferentes deportes como el fitbol, o en asuntos de salud ptiblica
como por ejemplo en el estudio de la evolucion de la pandemia de Covid-19.

Los diferentes métodos de recopilacion y analisis de datos actuales se centran en la optimizacion y en la
prediccion. Asi, en los casos mencionados, las tacticas deportivas seran analizadas con el objetivo de optimizar
diferentes aspectos del juego, como por ejemplo, el ratio de tiros a puerta frente a goles anotados en el futbol.
Sin embargo, en lo referente al analisis de la evolucion de la pandemia provocada por el virus SARS-CoV-2, las
diferentes técnicas de aprendizaje automatico tendran como objetivo principal el de anticipar una evolucion de
la enfermedad en la poblacion mundial.

El sector eléctrico resulta extremadamente complejo de operar y analizar. Involucra variables macroecondmicas
como el precio de materias primas o cotizaciones como las de los mercados diario e intradiario, ademds de
infinidad de requisitos técnicos que garanticen correcto funcionamiento del sistema. Cuenta también con una
gran cantidad de datos recopilables y analizables que abarcan desde el estado y topologia de la red, hasta los
precios registrados en el pool, pasando por las lecturas de los nuevos contadores inteligentes.

Todo ello convierten al sistema eléctrico en un sujeto perfecto para la implementacion de diferentes métodos de
analisis de datos, debido a la gran cantidad de sistemas y procesos que se verian indudablemente beneficiados
de las ventajas que estas técnicas ofrecen.

1.2 Alcance

La motivacién fundamental del proyecto es la de poner el foco, dentro de los diferentes campos en los que el
analisis de datos es implementado en el sistema eléctrico, en la prediccion de precios del mercado eléctrico
diario.

Entre los pasos necesarios para realizar dicho estudio se encuentran, ademas de los referentes al propio analisis,
la recopilacion de los datos empleados para el estudio y el aprendizaje en el uso de algunas de las herramientas
empleadas para llevar a cabo las diferentes técnicas de Machine Learning como el lenguaje de programacion
Python, asi como la comprension de los diferentes aspectos técnicos y teéricos que involucran a los diferentes
métodos de seleccion y analisis.

En este Trabajo de Fin de Grado se ha realizado pues, un estudio comparativo de diferentes técnicas de
aprendizaje automatico con el objetivo de determiner cual es la que ofrece una prediccion del precio diario del
mercado eléctrio mas precisa. Para ello, se ha realizado una seleccion de atibutos previa para reducir el volumen
de datos a manipular, pasando a ser elegidas mediante un analisis multivariente aquellas combinaciones de
variables mas significativas para el objeto del estudio, en nuestro caso cuatro. Tras determinar las diferentes
combinaciones de atributos, los distintos métodos de aprendizaje automatico elegidos, a saber, Regresion Lineal,
Arboles de Decision, K-Vecinos Proximos, Mdquinas de Soporte Vectorial y Redes Neuronales, fueron probados
para las cuatro combinaiones diferentes.

Para evaluar los resultados, se emplearon diferentes estimadores como el Error Cuadratico Medio (MSE) o el
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Error Medio Absoluto (MAE).

Tras realizar el analisis completo, se determind que el método que mejor desempefio la tarea fue el de los Arboles

de Decision, siendo la combinacion mas precisa la determinada por el método de seleccion de atributos mediante
la Correlacion de Pearson.



2 SISTEMA ELECTRICO ESPANOL

Para llegar a realizar un analisis correcto mediante la ciencia de datos, es necesario ademas de conocer en
profundidad las diferentes técnicas y algoritmos que involucran dicha rama, estudiar el sector en el que se va a
desarrollar dicho informe. Asi, una parte fundamental del proceso de estudio y tratamiento de datos no es otro
que su visualizacion y comprension. De nada sirve obtener resultados si éstos no son comprendidos a posteriori
por los técnicos oportunos. Por ello, antes de abordar en profundidad lo referente al aprendizaje automatico, es
necesario comprender en primer lugar el sector en el que se ha desarrollado el estudio. En este proyecto, pues,
se dedica un primer apartado destinado a definir y explicar la estructura del sistema eléctrico espafiol y el
funcionamiento de su mercado.

2.1 Estructura del Sistema Eléctrico Espafiol

Desde 1996, en el marco de la Union Europea se vienen adoptando medidas dirigidas a la liberalizacion de los
diferentes sistemas eléctricos europeos con el fin de establecer un sistema mas competitivo y flexible, con
precios de suministro basados en el mercado. Dicho proceso se fue materializando de forma progresiva a través
de diferentes directivas de liberalizacion.

La primera directiva fue adoptada en 1996 con el objetivo de que los mercados eléctricos de los estados miembro
fuesen liberalizados antes de 1998 (Ciucci, 2020).

El Segundo paquete energético fue adoptado en el afio 2003, y permitia que los consumidores eligiesen
libremente a su proveedor de gas y electricidad (Ciucci, 2020).

En 2009 se aprobo un tercer bloque que introducia modificaciones en el segundo con el objetivo de liberalizar
los mercados interiores de gas y electricidad (Ciucci, 2020).

Por ultimo, en el afio 2019 se aprob6 un cuarto paquete energético acompafiado ademas de tres reglamentos
sobre la electricidad, sobre la proteccion de riesgos, y para la creacion de la Agencia Europea para la
Cooperacion de los Reguladores de la Energia (ACER) respectivamente. Este incluia nuevas normativas para el
mercado eléctrico con el objetivo de favorecer las tecnologias renovables y la inversion privada en el sector,
estableciendo ademas un limite para que las centrales eléctricas puedan recibir subvenciones como mecanismos
de capacidad (Ciucci, 2020).

Como resultado de las progresivas normativas comunitarias, en la actualidad el mercado eléctrico espaiol es un
mercado liberalizado y dividido en cuatro partes diferentes: Generacion, Transporte, Distribucion y
Comercializacion. Esta division implica que no puedan existir empresas presentes en mas de un sector del
sistema. En el caso de las antiguas grandes empresas monopolistas, dicha normativa supuso su division en varias
sociedades, cada una dedicada exclusivamente a uno de los sectores y sin posibilidad alguna de cooperacion
entre ellas. A modo de ejemplo nos encontramos el caso de la Empresa Nacional De Electricidad Sociedad
Anonima (ENDESA), la cual en la actualidad se encuentra constituida por mas de cien sociedades diferentes
entre las que destacan, por ejemplo, Enel Green Power'y Endesa generacion Nuclear (generacion), Endesa Red
(distribucion), y Endesa Soluciones y Endesa Energia (comercializacion) (Endesa, 2019).



4 Sistema Eléctrico Espafiol

El sector de la generacion se encuentra compuesto por empresas productoras de electricidad. Asi, la generacion
es el nivel donde se encuentran las diferentes centrales eléctricas, presas hidraulicas y parques fotovoltaicos y
edlicos, todos ellos en manos de diferentes empresas cuya actividad econdmica principal consiste en su
explotacion.

El transporte queda en manos de Red Eléctrica de Esparia (REE), empresa publica encargada de la explotacion
de la red eléctrica de transporte (subestaciones, lineas y demas activos de la red), cuyos niveles de tension se
encuentran acotados entre los cuatrocientos kilovoltios y los doscientos veinte kilovoltios.

La distribucion eléctrica corre a cargo de diferentes compafias propietarias de la red de distribucion eléctrica
a lo largo del territorio. Los niveles de tension de distribucion oscilan entre los ciento treinta y dos kilovoltios y
los sesenta y seis kilovoltios para alta tension, de sesenta y seis kolovoltios a un kilovoltio en media tension, y
de un kilovoltio a cuatrocientos voltios en baja tension Dependiendo del lugar geografico, la propiedad de la
red de distribucion correspondera a una compaiiia diferente.

La comercializacion es el area del sistema donde diferentes empresas ofrecen contratos de suministro a sus
clientes, que es libre de elegir la compaiiia que desee. Dichas sociedades pagan tarifas por el acceso a las redes
de distribucion necesarias para suministrar la energia que ofertan. La energia a comercializar es adquirida en la
subasta publica, proceso que se detallara en el siguiente apartado.

2.2 El Mercado Eléctrico Espaiiol

2.21 LaFactura Eléctrica

El precio final de la energia que ha de abonar el consumidor es la suma de varias tasas y costes destinados a
sufragar las distintas actividades, procesos y componentes que conforman el sistema eléctrico espaiiol. El
importe final de la factura, pues, sera la suma de una serie de componentes que se detallan a continuacion:

= Tarifa de acceso. Consiste en una aglomeracion de costes regulados que incluyen el coste de las redes,
la compensacion ante la disparidad del coste de produccion en las regiones insulares, anualidades para
recuperar el deficit de tarifas, y el fomento de las energias renovables (CNMC, 2021).

= Impuestos. Incluyen el impuesto sobre el valor absoluto (IVA) y el impuesto sobre la electricidad.
(CNMC, 2021).

= Alquiler del equipo de medida. Importe destinado a sufragar el coste del contador. (CNMC, 2021).

=  Margen de beneficio de la comercializadora. (CNMC, 2021).
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= Coste de la energia. Se encuentra compuesto por los pagos por capacidad, los pagos a los operadores
del sistema y del mercado (REE y OMIE), el coste de los servicios de ajuste y el coste de la energia en
el mercado diario. Este ultimo sera el objeto de studio de este proyecto (CNMC, 2021).

A
Margen de comercializacién (1)
‘§ 2 © |Coste de la energia en el mercado diario
£= =
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o} .
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2
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[}
K] Retribucién del transporte
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[=2]
2 Retribucién de la distribucién
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o

Anualidades déficit
CNMC

Alguiler equipo de medida

Figura 2.1. Componentes de la factura de la luz. Fuente: (CNMC, 2021).

2.2.2 El Mercado Eléctrico

2.2.21 ElPool Eléctrico

El mercado mayorista de la electricidad en nuestro pais recibe el nombre de Pool eléctrico. En él generadores y
comercializadores realizan sus correspondientes ofertas, de forma que los primeros ofertan por el minimo que
estan dispuesto a cobrar por generar electricidad, y los segundos por el maximo que estan dispuestos a pagar por
ella. El precio final serd el determinado por el corte entre las curvas de precios de generadores y
comercializadores. Asi, los productores que estuviesen dispuestos a generar por debajo del precio de corte seran
aquellos que entren en el mercado, obteniendo mayor beneficio del previsto inicialmente. Andlogamente,
aquellos comercializadores que pujasen un precio mayor al finalmente establecido entraran en el mercado
obteniendo la energia a un precio menor al que inicialmente propusieron.

El precio del mercado diario ser, pues, el precio marcado por el corte de las curvas mencionadas enteriormente.
Existen también mercados secundarios destinados a cubrir posibles contingencias del sistema que escapan al
alcance de este proyecto.

2222 OMIE

=  OMIE es el operador del mercado eléctrico designado (NEMO seglin terminologia europea) para la
gestion del mercado elétrico diario e intradiario de la Peninsula Ibérica. Es el encargado de recibir las
ofetas de compraventa de energia en la subasta diaria, ademas de regular todo el proceso. (OMIE, 2021)

2.2.2.3 Mercado Diario
Segin OMIE:

“El mercado diario también llamado acoplamiento unico diario (SDAC, por sus siglas en ingles), como
parte integrante del mercado de produccion de energia eléctrica, tiene por objeto llevar a cabo las
transacciones de energia eléctrica mediante la presentacion de ofertas de venta y adquisicion de energia
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eléctrica por parte de los agentes del mercado para las venticuatro horas del dia siguiente. Este mercado,
acoplado con Europa desde el ano 2014, es una de las piezas cruciales para conseguir el objetivo del
Mercado Interior de la Energia Europeo.

Todos los dias del afio a las 12:00 CET, se lleva a cabo la sesion del mercado diario en la que se fijan
los precios y energias de la electricidad en toda Europa para las veinticuatro horas del dia siguiente. El
precio y el volumen de energia en una hora determinada se establecen por el cruce entre la oferta y la
demanda, siguiendo el modelo acordado y aprobado por todos los mercados europeos que actualmente
es de aplicacion en Espafia, Portugal, Alemania, Austria, Bélgica, Bulgaria, Croacia, Eslovaquia,
Eslovenia, Estonia, Francia, Holanda, Hungria, Irlanda, Italia, Letonia, Lituania, Luxemburgo,
Finlandia, Suecia, Dinamarca, Noruega, Polonia, Reino Unido, Republica Checa y Rumania.

Los agentes compradores y vendedores que se encuentren en Espafia o en Portugal presentaran sus
ofertas al mercado diario a través de OMIE, que es el tnico NEMO designado en dichos paises. Sus
ofertas de compra y venta son aceptadas atendiendo a su orden de mérito econémico y en funcion de la
capacidad de interconexion disponible entre las zonas de precio. Si en una cierta hora del dia la
capacidad de la interconexion entre dos zonas es suficiente para permitir el flujo de electricidad
resultante de la negociacion, el precio de la electricidad en esa hora sera el mismo en ambas zonas. Si,
por el contrario, en esa hora la interconexion se ocupa totalmente, en ese momento el algoritmo para la
fijacion del precio da como resultado un precio diferente en cada zona. Este mecanismo descrito para la
formacion del precio de la electricidad se denomina acoplamiento de mercados.

Los resultados del mercado diario, a partir de la libre contratacion entre agentes compradores y
vendedores representan la solucion mas eficiente desde el punto de vista econémico, pero dadas las
caracteristicas de la electricidad, se necesita que sea también viable desde el punto de vista fisico. Por
ello, una vez obtenidos estos resultados se remiten al Operador del Sistema para su validacion desde el
punto de vista de la viabilidad técnica. Este proceso se denomina gestion de las restricciones técnicas
del sistema y asegura que los resultados del mercado sean técnicamente factibles en la red de transporte.
Por tanto, los resultados del mercado diario pueden suftir pequefias variaciones como consecuencia del
analisis de restricciones técnicas que realiza el Operador del Sistema, dando lugar a un programa diario
viable”.

(OMIE, 2021).

2.2.2.4 Calculo del Precio

En el afio 2009 varios mercados europeos pusieron en marcha la iniciativa “Price Coupling of Regions”” (PCR),
la cual desarrolld un algoritmo de calculo de precios llamado Euphemia. Dicho software persigue la
maximizacién de las ganancias tanto de compradores como de vendedores, garantizando a la vez la optimizacion
del uso de la capacidad disponible en las interconexiones.

Para dicho cometido, Euphemia considera las curvas agregadas en escalon. Asi, como se menciono
anteriormente, las empresas generadoras hacen sus ofertas (cantidad de energia y precio), y las
comercializadoras y demas clientes demandan la energia que necesitan a un precio determinado.

Dichas ofertas son entonces ordenadas de forma creciente en el caso de los generadores, y decreciente en el caso
de los compradores. El punto de corte de ambas curvas se denomina punto de casacion, punto que maximiza las
ganancias para ambas partes. El punto de casacion establece por tanto el precio de la energia para esa hora
determinada. De esta forma, toda energia ofertada y demandada por debajo del precio de casacion serd
adjudicada a ese precio, dejando fuera al resto de ofertas que superen ese importe. (Miralles, 2017).
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Figura 2.2 Curvas agregadas de compra/venta y precio de la energia para el 22/08/2016 a las 0:00. Fuente:

(Miralles, 2017).






3 ESTADO DEL ARTE

Tras haber descrito la jerarquia del sistema eléctrico espafiol, asi como la composicion y el funcionamiento de
su mercado, en este capitulo se abordan los aspectos técnicos tanto del lenguaje de programacion empleado para
el andlisis objeto de este proyecto, Python, como de las diferentes técnicas de aprendizaje automatico probadas.

Se comienza por una introduccion a los conceptos y términos basicos de la materia, continuando con una
presentacion y descripcion de Python, y con un desglose de las variables mas relevantes para elestudio. Por
ultimo, se concluye con una exposicion de las diferentes técnicas de analisis empleadas tanto para la seleccion
de atributos como para la prediccion.

3.1 Conceptos Basicos de Ciencia de Datos y Aprendizaje Automatico

La ciencia de datos ha experimentado en la tltima década un crecimiento exponencial. Como resultado, en la
actualidad convivimos con tecnologias que resultan familiares que, sin embargo, hace una década habrian
resultado para muchos arte de magia. Dicho boom tecnolégico ha generado una terminologia completamente
nueva que, sin ser bien comprendida por el pblio general, esta sin embargo en boca de todos. El objeto de este
proyecto es el de analizar y comparar diferente técnicas de aprendizaje automatico con el objeivo de determinar
cual ofrece mas exactitud a la hora de predecir el precio del mercado diario. Por ello, antes de abordar la materia
es necesario aclarar las diferente confusiones que puedan surgir a la hora de diferenciar términos.

3.1.1 Introduccion Histérica

Aunque pudiera parecer que la ciencia de datos cuenta con una historia breve a sus espaldas, lo cierto es que, al
contrario que lo que dicta la creencia popular, esta rama de la ciencia lleva existiendo varias décadas.

El primer concepto que aparece en la orbita de la ciencia de datos es el de Business Intelligence, el cual hace
referencia a la relacion existente entre la recopilacion de datos para su posterior analisis y toma de decisiones
correspondiente. Fue por primera vez empleado por Hans Peter Luhn, ingeniero de /MB en 1958, aunque no
seria popularizado hasta finales de la década de los ochenta. Con el tiempo, la Business Intelligence quedd
resumida a un analisis descriptivo de los datos que no involucra la biisqueda de patrones y tendencias que deriven
en un analisis descriptivo (Nifio, 2015).

Es en esa analitica predictiva donde surgen los términos Data Mining y Data Science.

Fue John W. Tukey quien en 1962 acufi6 por primera vez el término en su articulo “El futuro sobre el analisis
de datos”. En ¢l, Tukey lo definia como “aquellos procedimientos para analizar datos, técnicas para interpretar
resultados, formas de planificar la recopilacion de datos para hacer méas sencillo el proceso y, toda la maquinaria
y los resultados de las estadisticas matematicas que se aplican al analisis de datos.”. (B12, 2019).

En 1977 la Asociacion Internacional de Computacion Estadistica afirmoé que “La mision de este organismo es
vincular la metodologia estadistica tradicional, la tecnologia informatica moderna y el conocimiento de expertos
en el dominio para convertir los datos en informacion y conocimiento”, dando un paso mas hacia la vinculacién
de las técnicas tradicionales de analisis con la potencia computacional que comenzaban a ofrecer los primeros

9
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ordenadores. (B12, 2019).

Sin embargo, no seria hasta 2001 cuando William S. Cleveland propondria en su articulo “Ciencia de Datos:
un plan de accion para expandir las dreas técnicas del campo de la estadistica” que la ciencia de datos pasase
a ser una disciplina independiente de la estadistica. (B12, 2019).

Pese a las numerosas publicaciones realizadas durante décadas, en la mayoria de los casos la ciencia de datos se
limit6 al plano teorico. No fue hasta la segunda década de los afios 2000 cuando comenzaron a desarrollarse de
manera practica diferentes técnicas de analisis, alimentadas ya por los poderes de almacenamiento y de computo
necesarios para procesar tales cantidades de informacion. La llegada de 1a nube ofrecio a los cientificos de datos
la posibilidad de almacenar y acceder de forma remota a cantidades ingentes de datos, ampliando las capacidades
de la propia ciencia. Ademas, la posibilidad de fragmentar el problema para ser analizado por varios ordenadores

en paralelo supuso una revolucion en la capacidad de analisis, incrementando exponencialmente la
complejidadad de los problemas que podian ser resueltos.

No solo la capacidad de almacenamiento y analisis fueron determinantes para el desarrollo de esta disciplina. La
recoleccion de la informacion es otro pilar fundamental. La irrupcion masiva de los dispositivos inteligentes

(teléfonos, tablets, televisiones. . .) permitié por vez primera recopilar datos sobre multiples disciplinas diferentes
(preferencias, geolocalizacion, consumo, estado de salud...) de forma continua.

La ciencia de datos es pues, un concepto que cuenta con varias décadas a sus espaldas, pero cuya nocion por
parte del publico general data de hace poco mas de un lustro, debido a que no fue hasta entonces cuando los tres

pilares que la sustentan, teoria estadistica, poder de almacenamiento y tratamiento de datos y recoleccion de
informacion, fueron desarrollados ampliamente.

CRONOLOGIA DE ANTECEDENTES, ORIGEN Y DESARROLLO DEL BIG DATA
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Figura 3.1 Cronologia de antecedentes y desarrollo del Big Data. Fuente: (Nifio, 2015)
3.1.2 Data Science

Data Science es la traduccion literal del castellano “ciencia de datos”. Muchas veces el término es confundido
con Big Data o con Data Mining, términos que como veremos a continuacion se encuentran relacionados, pero

que en ningun casos son sinonomos. La ciencia de datos es la disciplina que aborda el estudio y procesamiento
de los datos. En palabras del MBIT School:

“Data Science es el término utilizado para el proceso que busca extraer grandes cantidades de datos para
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determinar patrones repetitivos. Esto ayuda a organizar y controlar todos los aspectos variables de una
organizacion, como los costos, la competencia y el mercado.

En si, se encarga de estudiar el origen de la informacion, lo que representa y las formas que existen para
emplearla a beneficio de cualquier proyecto”.

(MBIT School, 2020)

3.1.3 Data Mining

El Data Mining o mineria de datos es una subcategoria dentro de la ciencia de datos. Su objetivo es el de extraer
patrones y comportamientos de grandes cantidades de datos con el objetivo de extraer conclusiones. (IEBS,
2019).

3.14 BigData

El Big Data es el encargado del almacenamiento de grandes cantidades de informacion. Al referirnos a él, lo
hacemos a las grandes cantidades de datos existentes de alglin sector en concreto, los cuales podran ser utilizados
por la ciencia de datos para elaborar un analisis basado en ellos. (MBIT School, 2020).

Las diferencias entre el Data Science y el Big Data son notables (MBIT School, 2020):
= El Data Science es una herramienta pensada para extraer informacion del BigData.

= El Big Data cuenta con una capacidad de almacenamiento de datos que, si bien el Data Science hace
uso de ellas, no las posee.

3.1.5 Machine Learning

El Machine Learning o aprendizaje automatico es una disciplina diferente a las mencionadas anteriormente. Se
encarga del desarrollo de sistemas que aprenden automaticamente identificando patrones y, que son capaces de
predecir comportamientos futuros. Ademads su independencia implica su mejoria y optimizacion sin necesidad
de intervencion humana alguna. (Gonzalez, s.f.).

Los métodos y técnicas empleadas para el desarrollo de este proyecto pertenecen al &mbito del Machine
Learning.

Los algoritmos de Machine Learning suelen clasificarse en funcion de su tipo de aprendizaje:

= Algoritmos de aprendizaje supervisado son aquellos a los que se les proporciona una serie de datos
conocidos con entradas y salidas, de forma que aprenden a obtener la relacion entre ambos. Son los
algoritmos predominantes en tareas relacionadas con la prediccion de valores continuos como los
precios. Un ejemplo de algoritmo con aprendizaje supervisado son los algoritmos regresivos como el
de regresion lineal, empleado en el studio realizado en este proyecto. (APD, 2019).

= Algoritmos de aprendizaje sin spuervisar son aquellos en los que los datos son proporcionados sin
resultado o intervencion humana alguna. Al no disponer de soluciéon como en el caso del aprendizaje
supervisado, el algoritmo desarrollara las relaciones mediante la informacioén disponible. Asi, el
algoritmo interpretara grandes cantidades de datos para describir su estuctura. Esto suele implicar la
organizacion de los datos en grupos. Un ejemplo de aprendizaje no supervisado son los algoritmos de
clasificacion, como por ejemplo los de recomendacion de plataformas de contenido audiovisual en
streaming o tiendas online. (APD, 2019)

=  Algoritmo de aprendizaje por refuerzo segin la redaccion de APD, consiste en:

“El aprendizaje por refuerzo se centra en los procesos de aprendizajes reglamentados, en los que se
proporcionan algoritmos de aprendizaje automaticos con un conjunto de acciones, parametros y valores
finales.

Al definir las reglas, el algoritmo de aprendizaje automatico intenta explorar diferentes opciones y
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posibilidades, monitorizando y evaluando cada resultado para determinar cual es el 6ptimo.

En consecuencia, este sistema ensefia la maquina a través del proceso de ensayo y error. Aprende de
experiencias pasadas y comienza a adaptar su enfoque en respuesta a la situacion para lograr el mejor
resultado possible”.

Tras haber definido los diferentes conceptos que componen la disciplina, se muestra un diagrama de Venn que
refleja su jerarquia y la relacion:

ARTIFICIAL
INTELLIGENCE

MACHINE
LEARNING

DATA

BIG
DATA MINING >

LEARNING

Figura 3.2 Relacion entre diferentes campos relacionados con la ciencia de datos. Fuente: (DataEvo, 2018)

3.1.6  Python

“Python es un lenguaje de programacion interpretado de tipado dinamico cuya filosofia hace hincapié en una
sintaxis que favorezca un Codigo legible. Se trata de un lenguaje de programacion multiparadigma disponible
en varias plataformas”. (Programo Ergo Sum, s.f.).

Que sea un lenguaje interpretado significa que no necesita ser compilado para ejecutar el programa,
detectandose los errores en tiempo de ejecucion. (Programo Ergo Sum, s.f.)

Es multiparadigma, lo que le hace soportar programacion functional, imperativa, y orientada a objetos.
Su tipado dinamico implica que las variables son comprobadas también en tiempo de ejecucion.

Se encuentra disponible para Windows, Linux 'y MAC, y es completamente gratuito.

3.1.6.1  Librerias Significativas para el Analisis de Datos

Python es un lenguaje de programacion que goza de una gran versatilidad, el cual es empleado para el desarrollo
de aplicaciones moviles, programacion de microcontroladores, y un largo etcétera. Es, junto a R, el lenguaje de
programacion mas empleado en el entorno de Data Science y Machine Learning.

El hecho que convierte a Python en un lenguaje tan polivalente es el uso de librerias, paquetes con métodos,
funciones y objetos preprogramados con el objetivo de agilizar y facilitar tareas y dotar de herramientas extra al
software. Las librerias de Python empleadas para el desarrollo de este proyecto se detallan a continuacion:

*  Pandas: esuna libreria que dota al software con capacidad de cargar diferentes archivos de datos (.xIm,
.csv, .json...) ubicados en diferentes escritorios, € incluso webs, en un tipo de variable denominado
Data Frame. Un Data Frame podria entenderse como una matriz de m x n cuyas columnas son series
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de datos, normalmente encabezados por un titulo (p.e. una serie de precios), y cuyas filas son
normalmente una unica variable (p.e. tiempo). Los Data Frames llevan asociados ademas diferentes
métodos que les permiten ser manipulados, afadiendo o eliminando filas o columnas, cambiando los
tipos de variables, sustituyendo ciertos valores por otros, etc. Esto les convierte en un elemento
realmente practico a la hora de trabajar con grandes cantidades de datos.

out[6]:

Fecha Precio Demanda Carbon c ombi(rf:fdlg Cogenir;:i:;g Edlica Hidrdulica Nuclear Solar FV Térsr!r[:ilga; Interg::g::irg: |I'Illtl?1ill$i:[é\aonl1'l|;‘|2:

O Ton00be oy 5456 24722833 260667 2510167 2400333 6883667 6205667 TH2500 8667  0.000 -109.000 116,167

1 Tot00 0o oy 5280 23571500 261000 2523500 2366167 6078500 5776333 THE233 8167  0.000 -100.000 ~1908 50(

2 roznoeai il 4995 21491000 256167 2133167 2357667 7220333 4715000 TH16500 8167  0.000 -100.000 2771667

3 OTOINO e 4522 19700167 25500 1775500 2353333 7578000 3081500 TH7500  7.667  0.000 -100.000 322833

4 iToaon e 4291 18791667 256000 1730833 2355500 8718.667 2093.000 7118167 8000  0.000 -100.000 -3935.667
6 ooty 877 27627333 423831 3810833 3517.000 3862.000 3710500 6953667 2207.833 725.000 -176.500 2005.33:
BT ooty 9133 20845500 423857 4187.000 3532833 3720000 4853500 6986333 711833 59167 -227.500 3456.83:
218 [orsi o0 SU20S 9169 3042167 423833 4517.000 3536.333 3294.000 6365333 7019.833 26500 365333 -232.667 4547.33:
2019 [oro o0 BVZ0S 801 25735000 424167 4399667 3532.833 2001.667 5550500 7044.667 5333 299.667 -183.000 4162.33:
2050 202105 5533 25216500 415833 4142667 3508667 2888333 3054833 7048667  5.667 206167 10,167 3481.167

03T23:00:00+02:00

2951 rows % 13 columns

Figura 3.3 Ejemplo de Data Frame. Fuente: elaboracion propia

Numpy: en ciertos lenguajes de programacion como Matlab o C++ existen ciertos tipos de variable
denominados arrays. Estos no son mas que vactores que contienen varios elementos del mismo tipo,
pudiendo ser de una o mas dimensiones. Pytfon no incorpora de forma natural la posibilidad de trabajar
con arrays, de modo que debe ser afiadida de forma externa a través de la libreria Numpy.

Plotly y Matplotlib: contienen las funciones y métodos necesarios para la representacion grafica de
funciones tanto en dos como en tres dimensiones. Permiten la creacion de todo tipo de graficos, desde
rectas de regresion hasta histogramas.

Out[18]: <AxesSubplot:»
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Figura 3.4 Ejemplo de histograma realizado con Matplotlib

Scikit-learn: incluye métodos y algoritmos de aprendizaje automatico.

Solar Termica

Solar FV

Keras y Tensorflow: librerias destinada al deep learning y a la constuccion de redes neuronales.
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3.2 Técnicas de Analisis

Tras haber definido y listado las principales librerias de Python empleadas en el analisis de datos, a continuacion
se desarrollaran los diferentes métodos empleados para la seleccion de variables y la prediccion.

3.21 Seleccion de Atributos

La gran mayoria de algoritmos de Machine Learning requieren que se les suministren diferentes variables de las
que depende el atributo a predecir. Sin embargo, al trabajar con numerosas variables, algunas pueden resultar
redundantes, otras irrelevantes, y en cualquier caso, una cantidad elevada de datos suministrados dificultara el
desempeiio del método empleado, ralentizandolo y sobreentrenandolo en algunos casos.

3.21.1 Sobreentrenamiento

El sobreentrenamiento de un modelo, overerfitting en inglés, es fruto de un exceso de datos suministrados al
mismo. Este fenomeno implica un peor desempeiio del modelo a la hora de su implementacion, pues habra
aproximado tanto a los datos empleados para su entrenamiento, que su precision se vera mermada al
proporcionarle datos reales para elaborar una prediccion.

Pongamos por ejemplo el caso de un modelo de regresion lineal. En este caso el modelo se elaborara empleando
unos datos de entrenamiento, a partir de los cuales se obtendra la recta que major aproxime a dichos puntos. Si
el modelo se sobreentrenase, la recta de regresion aproximaria de manera realmente precisa a los datos que han
servido para la construccion del modelo, pero al suministrarle nuevos datos, la curva obtenida no aproximaria al
nuevo set de datos, por lo que la prediccion no seria del todo precisa.
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Figura 3.5 Modelo bien entrenado frente a modelo sobreentrenado. Fuente: (7 Hidden Layers, s.f.)
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3.21.2 Infraentrenamiento

Por contraposicion el infraentrenamiento, underfitting, se producira si un modelo no es entrenado con
informacion suficiente, es probable que desarrolle una aproximacion pobre y poco precisa debido a que existen
varias variables relvantes que no han sido tenidas en cuenta.
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Figura 3.6 Underfitting vs. Ajuste correcto vs. Overfitting. Fuente: (7 Hidden Layers, s.f.)

Debido al Overfitting y al Underfitting, ademas de por la conveniencia de reducir la cantidad de datos
suministrados al modelo para mejorar los tiempos de ejecucion, es necesario aplicar una seleccion de atributos
que determine qué combinaciones de variables son las Optimas para el desempefio de nuestro modelo. A
continuacion, se presentan los cuatro métodos empleados en este proyecto para tal fin: la correlacion de Pearson,
Mutual Info, Backward Selection y LASSO.

3.21.3 Correlacion de Pearson

La correlacion de Pearson establece una relacion entre variables mediante el calculo de un coeficiente de
correlacion, la r de Pearson. Dicho coeficiente oscila entre los valores de 1 y -1 de forma que:

= p=1: Las variables son equivalentes.

= () <r<I: Las variables poseen una relacion positiva.
= r=(: Las variables no tienen relacion alguna.

= -] <r<0: Las variables tienen una relacion negativa.

= p=-]: Las variables son equivalentes e inversas.

Perfect High Low High Ferfect
Posttive Positive Positive No Negative Negative
Correlation Correlation Correlation Correlation Correlation Correlation
[ [} L 1 1
. I | X | #oe ",
a? = & v &
il an i b B | I | LI . =
o L) o 0 - L
Le | ~ o | o0 @
| I S S S H S - - - S B S A N
1 0.9 0.5 0 -0.5 -0.9 -1

Figura 3.7 Distribuciones de variables en funcion de su  de Pearson. Fuente: (Méaxima Formacion, s.f.).

El célculo del coeficiente de correlacion de Pearson se realiza mediante la siguiente formula:

Ox
r= XY
Gx-ay

Donde oy, es la covarianza entre ambas variables, y o y 0;, son las correspondientes desviaciones tipicas.
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A la hora de implementar un método de seleccion de variables basado en la correlacion de Pearson, es comun
optar por un procedimiento de filtrado. En él, mediante un proceso iterative, se eligen aquellas variables
independientes cuyo coeficiente de correlacion con la variable objetivo supere un determinado valor, el cual ira
aumentando iteracion tras iteracion hasta alcanzar un valor limite elegido, siempre inferior a la unidad.

En cada iteracion se probara la combinacoén de variables obtenida mediante un algoritmo de prediccion,
calculando su error.

Finalmente, la combinacion de variables 6ptima serd aquella cuyo error en la prediccion resulte menor.

3.21.4 Informacion Mutua

“La informacion mutua mide indirectamente la relacion entre el conjunto de variables dependientes X y una
variable objetivo Y, a través de la medida de la distancia entre la distribucion conjunta actual de los datos, p(x,y),
y la distribucion que tendrian si x; e Y tendrian si fueran independientes, es decir, p(x;, ¥) = p(x;)p(®) si
dependiesen linealmente, conocida como distancia de Kullback-Leiber.”

(CARDONA M. & VELASQUEZ H., 2006).

El valor de la Informacion Mutua oscilara entre 0 y 1, siendo 0 cuando las variables crezcan de relacion alguna,
y 1 cuando ocurra justo lo contrario.

La expression para el calculo de la Informacion Mutua para el caso continuo es la siguiente:

169 =1, [, pCey) - log L2 dxdy

El método de seleccion de variables basado en Informacion Mutua consistira pues en determinar los valores de
la I.M. para cada variable, procediendo de forma analoga al caso de la correlacion de Pearson en lo referente a
la eleccion de la combinacion de variables optima.

3.21.5 Eliminacion Regresiva

El de Eliminacion Regresiva es uno de los algoritmos de seleccion secuencial de atributos. Los métodos de
seleccion secuencial basan su funcionamiento en la adicion o eliminacion progresiva de las diferentes variables
que componen el set de variables independientes.

En el caso de la eliminacion regresiva, el algoritmo comienza con las variables dependientes al completo. El
algoritmo, mediante un proceso iterativo, seleccionara cada vez aquellas variable cuya eliminacion maximice la
optimizacion del método de prediccion elegido. (Raschka, 2014).

3.21.6 LASSO

La regresion LASSO es un modelo lineal cuya funcion es la siguiente:

1

N . . .
. Zi;?trenamlento (y(l)real _ y(l)pred)Z +a Z?:l |Cl]|

2'Nentrenamieno

Donde Neptrenamiento €8 €l mimero de datos empleados en el set de entrenamiento, & es un hiperparametro que
ajusta el peso del término de penalidad compuesto por la suma de los coeficientes de correlacion de las variables,
a;. (Malato, 2021).

El método minimizara la funcion, seleccionando automaticamente aquellas variables que sean utiles, rechazando
las que no posean valor alguno o sean redundantes.
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El uso de la regresion LASSO para la seleccion de variables se realizara pues, ajustando una recta de regresion
a nuestro set de datos y descartando aquellas variables cuyos coeficientes sean cero.

3.2.2 Algoritmos de Prediccion

Tras realizar una correcta seleccion de variables, el siguiente paso para la elaboracion de predicciones basadas
en algoritmos de aprendizaje automatico serd, precisamente, la aplicacion de dichos métodos.

En el punto anterior se realizo una diferenciacion entre los diferentes tipos de aprendizaje existentes en el entorno
del Machine Learning. Como es natural, dependiendo de la naturaleza del problema serd necesario optar por un
tipo diferente.

También se hizo mencion a los tipos de problemas de prediccion existentes, distinguiendo entre problemas de
clasificacion y problemas de prediccion de valores continuos. El objeto de este proyecto es el de predecir los
precios futuros del mercado eléctrico diario, por lo que se trata de un problema que involucra variables continuas.
Ello hace que los métodos empleados, presentados a continuacion, sean métodos enfocados a desempefiar ese
tipo de analisis. No obstante, existen métodos de clasificacién que pueden ser probados utiles en problemas de
prediccion de valores continuos, por lo que se incluiran también en el estudio.

3.221  Set de entrenamiento y de prueba y calculo del error

La puesta en marcha de la inmensa mayoria de métodos de aprendizaje automatico requiere que se divida el set
de datos en dos partes: un set de entrenamiento, y otro de testeo.

El primero sera el empleado para “entrenar” al algoritmo, para que en base a sus entradas sea capaz de establecer
las relaciones que deduzcan qué ha determinado el valor de las salidas. De esta forma, ante futuras entradas el
programa podra de forma autonoma llegar a proporcionar resultados precisos inicamente a partir de unos imputs
recibidos.

El segundo grupo de datos, el de prueba, sera el empleado para cuantificar el error. Una vez entrenado el modelo,
éste serd capaz de elaborar predicciones. Una buena forma de evaluar la precision de las mismas consiste en
suministrarle al método en cuestion las entradas del set de testeo, las variables independientes, ontener como
resultado las predicciones, las variables dependientes predichas, y compararlas con las variables dependientes
reales de ese mismo set.

Dataset

Training Testing = Holdout Method

!

Cross Validation

Data Permitting:

Training Validation | Testing | Training, Validation, Testing

Joseph Nelson @josephofiowa

Figura 3.8 Esquema de particion de set de datos original en set de entrenamiento y de testeo.

Fuente: (Bookdown, s.f.)
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3.2.2.2  Regresion Lineal

Le regresion lineal es un método que dibuja una recta de regresion a partir del set de datos proporcionado.

La recta de regresion serd aquella curva cuya distancia a cada punto del conjunto de datos sea minima.

Out[36]: (@.@, 88.109)

Precio diario medio(eurcs/MWh)

50 100 150 200 250 300
Eclica{GWh})

Figura 3.9 Ejemplo de recta de regresion elaborada con Python. Fuente: elaboracion propia

La ecuacion de la recta de regresion bidimensional es la siguiente:
y=mx+b

Resulta util para la comprension del método explicarlo en su caso bidimensional. Aplicar la regresion lineal en
la prediccion de valores futuros consistira en obtener la curva a partir de un conjunto de datos de entrenamiento.
Dicha curva aproximara la distribucion que sigan dichos datos, la cual, si las muestras de datos son correctas, no
sera muy diferente de la que otro set de datos pudiera describir. Asi, una vez la recta sea trazada, podra obtenerse
un nuevo valor de Y, valor predicho, mediante el corte de un nuevo punto X con dicha curva.

El caso bidimensional es extrapolable a un problema multidisciplinar de n variables cuya ecuacion de recta seria
la siguiente:

y=m1'x1+m2'x2+...+mn'xn+b

3.2.2.3 Arboles de Decision

Los arboles de decision son algoritmos de aprendizaje supervisado cuyo principio de funcionamiento es el de la
division del espacio de variables independientes en regiones diferentes. Es un modelo primordialmente
clasificativo, que sin embargo es capaz de operar bien también con valores continuos. (Bookdown, s.f.).

La topologia de los arboles de decision se encuentra compuesta de nodos cuya jerarquia disminuye con orden
descendente, pudiendo distinguir tres tipos de nodos:

= Nodos raiz: en ellos se producen las primeras decisiones en base a la variable mas importante del
problema.

= Nodos internos: continuan las divisiones tras el nodo raiz.

=  Nodos hoja: son los ultimos nodos en la topologia e indican la clasificacion final.
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(Méxima Formacion, s.f.).
A @)
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O
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Figura 3.10 Ejemplo de esquema de arbol de decision. Fuente: (Bookdown, s.1.).

La creacion de un arbol de decision se realiza mediante la aplicacion del conocido como algoritmo de Hunt,
basado en la division de subconjuntos que buscan la separacion Optima. Dado un conjunto de datos, se
considerara nodo terminal si todos los elementos que lo component pertenecen a la misma clase. De lo contrario,
el nodo se dividira en subconjuntos mas pequefios en funcion de una variable y se repetira el proceso. (Maxima
Formacion, s.f.).

En el caso de los arboles de decision regresivos, para la eleccion de la variable mas adecuada para realizar la
division, se emplea la suma residual de cuadrados, en inglés Residual Sum of Squares (RSS). E1 RSS mide la
diferencia entre los datos reales y los predichos por el modelo, en este caso con objetivo de minimizarlo.

N
RSS = Z(yi -y')?
i=1

3.224 K-Vecinos Proximos

El método del vecino mas cercano consiste en estimar el valor de un dato desconocido en base a las
caracteristicas del dato mas proximo, entendiendo por proximidad distancia o similitud. Dicha regla puede ser
extendida a mas de un dato cercano, convirtiéndose en el método de los K- Vecinos proximos.

(German Morales Espaiia, 2008).

Pese a ser un método empleado principalmente para la clasificacion, el algoritmo de los vecinos proximos puede
ser adaptado fAcilmente a problemas regresivos. Asi, en el caso continuo, el algoritmo asumira que todos los
datos pertenecen al mismo espacio Ry, y determinara, basandose en la distancia, aquellos & datos mas cercanos
al nuevo dato x, para aproximar una funcién £ R™ — R apartir de los k valores ya seleccionados. Dicha funcion
corresponde al promedio de los k valores més cercanos. Considerando el promedio aritmético, la funcion de
aproximacion es la siguiente:

k
1
Flxg) =3 - ) f@x)
i=1

(German Morales Espaiia, 2008).
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3.2.2.5 Maquinas de Soporte Vectorial

Las maquinas de soporte vactorial (SVM) son algoritmos tanto de clasificacion como de regresion cuya
versatilidad en las aplicaciones de clasificacion han hecho de ellas uno de los mejores métodos para ese
cometido. Para comprender el funcionamiento del método basta con entender cuatro conceptos: los hiperplanos
de separacion, el hiperplano 6ptimo, el margen suave y la funcion kernel o niicleo. (Ochoa, 2020).

Se entiende por hiperplano en un espacio p-dimensional a un subespacio plano y afin, es decir, que no tiene
porqué pasar por el origen, de dimensiones p-1. (Ochoa, 2020).

Las maquinas de soporte vactorial aprenden con gran facilidad para aprender a partir de los datos de un set de
entrenamiento. El objetivo del algoritmo sera el de encontrar la funcion capaz de separar los datos en dos
hiperplanos, y que sea capaz de pronosticar correctamente nuevas muestras. (Ochoa, 2020).

Las SMV hallaran el hiperplano 6ptimo, aquel que maximice la distancia entre €l y el dato méas cercano de cada
clase. (Ochoa, 2020).

El hiperplano de separacion 6ptimo (HSO), cuya ecuacion es w - x + b = 0, estara determinado, pues, por el
margen maximo de separacion entre las dos clases. Dicho margen sera la distancia entre los planos paralelos
w-x +b=—-1yw-x +b = 1conel HSO. Wes el vector de pesos, el cual contiene la ponderacion de cada
atributo, es decir, el peso que cada variable tiene en la regresion. En resumen, el HSO sera aquel que separe a
las dos clases y se encuentre a la misma distancia de ambas. El problema de las SVM se resume, pues, a encontrar
el mejor HSO posible. (Ochoa, 2020).

En algunas situaciones los datos no son linearmente separables, dificultando la resolucion del problema. Ante
esas situaciones existen dos maneras de proceder: el margen suave y los kernels. (Ochoa, 2020).

En el caso del margen suave, un parametro de regularizacion, C, es afadido al hiperplano. El valor de C
detarminara cuantas observaciones incorrectas pueden ser ubicada por el algoritmo en el espacio incorrecto, por
lo que un valor reducido de C supondra una mayor precision del modelo. (Ochoa, 2020).

Abordar el problema no lineal mediante kernels implica pasar de un espacio de » dimensiones a otro de £
dimensiones, siendo h mayor que n. El objetivo sera hallar un HSO lineal en un espacio de mayores dimensiones
que el original, en el cual el hiperplano de separacion 6ptimo no seria lineal. (Ochoa, 2020).
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Figura 3.11 Representacion del HSO con sus margenes correspondientes. Fuente: (Barran, 2019).
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3.22.6 Redes Neuronales

Una red neuronal es un modelo simplificado de la forma de profesar la informacion del cerebro humano.
Funciona simultaneando multiples unidades individulales de procesamiento que recuerdan a las neuronas
cerebrales. Es, por lo tanto, un algoritmo de aprendizaje automatico. (IBM, 2020).

Las unidades de procesamiento (neuronas) se organizan en capas, existiendo una capa de entrada, una o varias
capas ocultas, y una capa de salida. Dichas unidades se encuentran conectadas entre si mediante el uso de
ponderaciones. Asi, los datos son presentados en la capa de entrada de la red. Estos van circulando desde cada
neurona a la neurona de la capa siguiente hasta llegar a la capa de salida. (IBM, 2020).

El proceso de aprendizaje de la red consiste en examinar los registros individuales, generando una prediccion
para cada registro, y ajustando las ponderaciones de casa neurona cuando ésta realiza una prediccion incorrecta.
Es un proceso iterativo que se repite hasta que se alcance uno de los criterios de parada. (IBM, 2020).

input layer hidden layer 1 hidden layer 2 output layer

Figura 3.12 Esquema de red neuronal con dos capas ocultas. Fuente: (Gong, 2019).

3.2.2.7 Errores

A la hora de determinar la precision de un método es fundamental contar con herramientas que cuantifiquen
dicho error.

Existen diferentes formas de cuantificar la precision de los métodos de prediccion, encontrandose varias de ellas
includas distintas librerias de Python. Para evaluar los errores cometidos por los diferentes métodos de seleccion
de variables empleados en este proyecto se han elegido el coeficiente de proporcion, r cuadrado, y la raiz
cuadrada del error cuadratico medio, RMSE:

"y cuadrado:

=1 (Y = 1)
t=1(Y — ¥)?

2:
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Donde Y; son las diferentes estimaciones realizadas por el algoritmo, ¥ es la media de las variables dependientes
real, e Y; son las variables dependientes reales. En nuestro caso, ¥; serian los precios estimados por la maquina,
Y la media de los precios reales del set de testeo, e Y; serian los precios reales del set de prueba.

El coeficiente de proporcidn podria entenderse como un tanto por uno que determina la precision del método en

cuestion. De esa forma, una r2? de 0,81 podria entenderse como que el método tiene una precision del 81%.
(Economipedia, 2017).

= RMSE:

ML.T—-1)?
M

RMSE =

Donde Y, e Y; se corresponden con las del coefidiente de proporcion. Al tratarse de un error, la precision de un
método sera mayor cuanto menor RMSE posea.

Los estimadores elegidos para determinar la exactitud de los algoritmos de prediccion difieren de los empleados
para los de seleccion de atributos. En este caso se optd por emplear el error cuadratico medio, MSE,
correspondiente al cuadrado del RMSE, y el error medio absolute, MAE.

= MSE:
visg = 2tz —1D?
M
» MAE:
% -7
MAE = i=1]"1 L
M

El MAE se traduce en la diferencia media entre los precios reales del set de testeo y los precios predichos por el
método en cuestion, por lo que aporta informacion sobre en cuandos euros de media se equivoca el algoritmo a
la hora de realizar una prediccion.
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4 ESTUDIO COMPARATIVO DE METODOS DE
PREDICCION

En el punto anterior se describieron los diferentes métodos de seleccion de variables y de prediccion empleados
para el estudio realizado en este proyecto. En este apartado se procede, pues, a explicar dicho anaisis. Para ello
se abordaran todos los aspectos de este, la seleccion de la informacion, su tratamiento y seleccion de variables,
la comparativa entre modelos y, por ultimo, los resultados y las conclusiones.

4.1 Seleccion de Datos

La seleccion de datos para el desarrollo del proyecto se ha limitado exclusivamente al ambito del sector eléctrico,
quedando excluidas otras variables como las meteoroldgicas, el precio de materias primas como el gas o el
petréleo, o aspectos macroecondomicos como los mercados financieros o el PIB nacional.

Las variables seleccionadas para el desarrollo del estudio, todas ellas muestras horarias, son el precio del
megavatio hora en euros, los datos de generacion de las diferentes tecnologias que conforman el mix eléctrico
espafiol (carbon, ciclo combinado, hidraulica, eolica, nuclear, solar térmica, solar fotovoltaica, cogeneracion y
otros), la demanda eléctrica nacional, y los intercambios energéticos con Baleares e internacionales.

4.2 Tratamiento de Datos

Los datos fueron obtenidos de la web oficial de Red Eléectrica de Espaiia (REE), siendo elegido el periodo
transcurrido desde el dia 1 de enero de 2021 hasta el dia 3 de mayo de 2021. Cada variable fue obtenida mediante
la descarga de un fichero de excel independiente, los cuales fueron agrupados a posteriori en un tnico fichero
que reuniese toda la informacion con el objetivo de trabajar desde un unico fichero con Python. Dicho fichero
contaba con un total de 2951 filas, una por dia, y 13 columnas, 12 variables y 1 correspondiente a la fecha, la
cual fue eliminada debido a su irrelevancia para el estudio y su formato incompatible.
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out[el: Fecha Precio Demanda Carbon Combiﬁ;fc:g Cogen;rsgiﬂg Edlica Hidrdulica Nuclear Solar FV Térsr'Tlljilca; ImerBo::g::z: |I'IlI:rtI$;lé?(;ll-'llI;i|3:
0 oTo000coigi gy 5456 24722833 260667 251067 2400333 6283.667 6225667 7118500  9.667  0.000 -109.000 1116.167
1 orTor00toioigy 5280 23571500 261000 2523500 2366167 6079.500 5776333 Ti16.833  8.167  0.000 -100.000 -1905.500
2 prrooonin it 4005 21491000 258167 2133167 2357.667 7220333 4715000 716500 8167  0.000 100,000 771,667
3 1Tor00 gy 4522 19708167 258500 1775500 2353333 7878.000 3081500 7117500  7.667  0.000 -100.000 3228333
4 iTosonciioiny 4281 18791867 258000  1730.833 2355500 8719.667 2093.000 Ti18.467  8.000  0.000 -100.000 -3935.667
2086 oo BLIS gr07 a7e2ras 423833 3810833 3517.000 3262000 3710500 6953.667 2207.833 725.000 176500 2005.333
BT o on ooty 9133 28845500 423867  4137.000 3532823 3720000 4853500 6086.333 TI1.833 581167 227500 3456.833
2048 o0 BETOS o160 s0as2ie7 423833 es17000 3535333 3204.000 6365.833 7010.833 26500 365333 232667 4547.3%3
040 o oo BBTOE gm 01 26735000 424167 4300667 3532833 2001667 5550500 7044567  6.333 209657 183000 4162333
D50 o e 8533 26216500 415833 4142667 3508.667 2889.333 2954.833 7046.667  5.667 296.167 -109.187 3481.167
2951 rows = 13 columns

Figura 4.1 Captura del data frame compuesto por los datos obtenidos de REE. Fuente: elaboracion propia

outl7]: Precio Demanda Carbén Combiﬁ:::g Cogellera(gg:tz Edlica Hidrdulica Nuclear Solar FV Térsmoimc;; Intergggl;:gz Inr.ltla]rtﬁ;g?or.:'lgilgz
0 5456 24722.833 260667 2519.167 2400.333 6883667 62256867 7118500 8.667 0.000 -109.000 -1116.167

1 5280 23571500 261.000 2523.500 2366.167 6878.500 5776.333 T116.833 8.167 0.000 -100.000 -1805.500

2 4995 21491.000 253.167 2133.167 2357.667 7229333 4715000 7116.500 8.167 0.000 -100.000 -2771.667

3 4522 19709.167 258.500 1775.500 2353.333 7878000 3081.500 T117.500 7.667 0.000 -100.000 -3228.333

4 4291 18791.667 258.000 1730.833 2355.500 8718.667  2093.000 7118.167 8.000 0.000 -100.000 -3935.667
2946 87.07 27627.333 423.833 3810833 3517.000 3862.000 3710.500 6953.667 2207833 725.000 -176.500 2005.333
2947 9133 28845500 423867 4187.000 3532.833 3720000 4853500 ©986.333 711833 581.167 -227.500 3456.833
2948 91.69 30452167 423833 4517.000 3536.333 3204000 6365833 7019.833 26.500 365.333 -232.867 4547333
2949 33.01 28735000 424167 4399.667 3532.833 2901867 5550500 T044.667 5.333 299 667 -183.000 4162.333
2950 8633 26216500 415833 4142.667 3508.667 2888.333  3954.833 T046.667 5.667 296.167 -109.167 3481.167

2951 rows x 12 columns

Figura 4.2 Data frame tras eliminar columna de fechas. Fuente: elaboracion propia
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4.3 Seleccion de Variables

Para la seleccion de variables se emplearon los métodos mencionados en el punto anterior: correlacion de
Pearson, informacion mutua, seleccion recursiva y LASSO.

4.3.1 Correlacion de Pearson

El primer paso tomado para aplicar la seleccion por filtrado por correlacion fue el de calcular la matriz de
coeficientes de Pearson, la cual fue obtenida en forma de mapa de calor.

Precio

Demanda 0.4 045 034 0.43 0067
Carbon 0.59 045 036 0.43 . 024 0034  0.002
Cicle Combinado

Cogeneracion y Resto

Edlica - 0. 0.067 . 0.035 2 -0.091

Hidraulica

Nuclear 3 0.035 : 0048

Solar FV 0.034

Solar Termica 0.002 0094

Intercambics Baleares . ! 017 H

Intercambios Internacionales 053 0. 0.4 . 0.45 0048

--04

-—0.6

Precic

Demanda

Carbon

Cicle Combinado
Cogeneracion y Resta
Hidraulica

Nuclear

Solar FV

Solar Termica
Intercambics Baleares
Intercambios Internacionales

Figura 4.3 Mapa de calor de las correlaciones de Pearson de cada variable. Fuente: elaboracion propia

Tras la obtencion de los oeficientes de correlacion de todas las variables, se procecid a realizar el proceso
iterativo mencionado en el apartado anterior, determinando qué combinacion de variables ofrecia un resultado
mas preciso. Como método de prediccion empleado para testear las combinaciones se optd por emplear el
método de validacion cruzada.

La combinacion optima resultante fue aquella que incluia las generaciones de carbon, ciclo combinado,
cogeneracion y resto, eolica e intercambios internacionales, con una » cuadrado de 0,81 y un RMSE de 10,52.

4.3.2 Informaciéon mutua

El siguiente algoritmo implementado para la seleccion de atributos fue el método de informacion mutua. En
primer lugar, se calcularon los pesos correspondientes a cada variable, obteniéndose los siguientes resultados:
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Figura 4.4 Ponderaciones de cada atributo respecto al precio del MWh. Fuente: elaboracion propia.

Una vez obtenidos los resultados, se optd por comparar los errores obtenidos si se procedia a la eliminacion una
o0 ambas tecnologias solares, o si se ampliaba la criba a los intercambios con las Islas Baleares.

En el primer caso, eliminando todas las tecnologias solares se obtuvo una » cuadrado de 0,779 y un RMSE de
11,385. En cambio, al eliminar Gnicamente la generacion solar fotovoltaica la precision bajo hasta una r
cuadrado de 0,762 y un RMSE de 11,812. Por ultimo, al excluir ademas los intercambios con Baleares, la
cuadrado obtenida fue de 0,777,y el RMSE de 11,452.

La mejor combinacion aplicando el criterio de informacion mutua, pues, resulto ser el que exluia las tecnologias
de generacion solar.

4.3.3 Eliminacion Recursiva

En tercer lugar se aplico el método de eliminacion recursiva. Dicho método arroja directamente la combinacion
de variables optima, por lo que tras ejecutar el codigo correspondiente se obtuvo el resultado de inmediato. La
combinacion de variables optima resulto ser aquella que englogaba a la demanda, las generaciones de carbon,
ciclo combinado y cogeneracion y resto, y los intercambios energéticos con Baleares, con una » cuadrado de
0,822, y un RMSE de 10,238.

434 LASSO

Por ultimo, se realizd una seleccion de variables empleando el método LASSO. El método arrojé una
combinacion de variables 6ptima coincidente con la obtenida mediante el método de correlacion de Pearson.

4.3.5 Tabla comparativa de Resultados
A continuacion se adjunta la tabla comparativa obtenida:

Tabla 4-1. Errores obtenidos para cada método de seleccion de atributos.

Método RMSE R cuadrado
Original 11,38 0,779
Pearson 10,52 0,81

Info mutua 11,81 0,79

Sel. Regresiva 10,24 0,82
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4.4 Comparativa entre Modelos

Tras la obtencion de las tres combinaciones Optimas de atributos, se procedio a ejecutar todos los métodos de
prediccion objeto de estudio con cada una de las combinaciones de variables obtenidas en el apartado anterior.
Por ello, ademas del método, se observo con qué set de variables se alcanzo el resultado mas preciso, pues la
exactitud de las combinaciones de variables puede verse alterada en funcion del algoritmo empleado.

Todas las combinaciones de variables seleccionadas fueron divididas en un set de prueba y en otro de testeo.

441 Regresion Lineal

La tabla de resultados obtenidos tras aplicar el método de regresion lineal es la siguiente:

Tabla 4-2. Errores obtenidos mediante el método de regresion lineal

Combinacion MAE MSE
Pearson 8,4377 112,684
Info mutua 8,7085 132,7027
Sel. Regresiva 8,222 126,2505

442 Arboles de Decision
La tabla de resultados obtenidos tras aplicar el método de arboles de regresion es la siguiente:

Tabla 4-3. Errores obtenidos mediante el método de arboles de regresion

Combinaciéon MAE MSE

Pearson 6,3378 81,6769
Info mutua 6,3558 83,3875
Sel. Regresiva 6,6321 89,7175

4.4.3 KVecinos Préoximos

Para el caso aplicado de la prediccion mediante el método de los K vecinos proximos fue necesario un paso
previo a la ejecucion de la prediccion. El método precisa el nimero k& de vecinos con los que realizar la
prediccion, por lo que éste hubo de ser determinado. Para ello, se hallaron los errores en la precision desde k =
1 hasta k= 50, obteniendo las siguientes graficas para los tres casos estudiados:

340

330

320

310

300

290

280

0 10 20 30 40 50

Figura 4.5. Error cuadratico medio (Y) frente a niimero de vecinos (X). Primera combinacion. Fuente:
elaboracion propia
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Figura 4.6. Error cuadratico medio (Y) frente a nimero de vecinos (X). Segunda combinacion. Fuente:
elaboracion propia
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Figura 4.7. Error cuadratico medio (Y) frente a nlimero de vecinos (X). Tercera combinacion. Fuente:
elaboracion propia

El nimero de vacions 6ptimo, &, resulto ser 5 para el primer y segundo caso, y 13 para el tercero.

La tabla de resultados obtenidos tras aplicar el método de los K vecinos proximos es la siguiente:

Tabla 4-4. Errores obtenidos mediante el método de los K vecinos proximos

Combinacion MAE MSE

Pearson 10,2039 275,5643
Info mutua 9,5423 229,1023
Sel. Regresiva 8,723 202,8554

444 Maquinas de Soporte Vectorial

La tabla de resultados obtenidos tras aplicar el método de los K vecinos proximos es la siguiente:

Tabla 4-5. Errores obtenidos mediante el método de las maquinas de soporte vectorial

Combinacion MAE MSE

Pearson 12,6276 252,0135
Info mutua 13,5411 304,7043
Sel. Regresiva 12,984 286,0388
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4.4.5 Redes Neuronales

Al igual que en el caso del método de los K vecinos proximos, las redes neuronales requieren cierta
configuracion previa para su correcto funcionamiento.

El ajuste de una red neuronal se realiza mediante la alteracion de dos valores principalmente: el primero, el
nimero de capas de neuronas ocultas. El segundo, la cantidad de neuronas por capa.

En nuestro caso, todas las redes neuronales fueron construidas con dos capas ocultas de neuronas, y cien
neuronas por capa. Dicho ajuste se realiz6 mediante el ensayo y el error, visualizando las curvas de ajuste del
MAE'y el MSE de las redes, adjuntadas a continuacion:

= Train Error
Wal Error

Error Medio Absoluto [Precio]

0 200 400 600 800 1000
Epoch

250

= Tain Error
Val Error
200
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100
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e P e

Error Cuadratice Medio [Precio®]

0 200 400 600 800 1000
Epoch

Figura 4.8. Primera combinacion. Arriba: MAE frente a ciclos de ejecucion (Epoch). Abajo: MSE frente a
ciclos de ejecucion (Epoch). Fuente: elaboracion propia.
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Figura 4.9. Segunda combinacion. Arriba: MAE frente a ciclos de ejecucion (Epoch). Abajo: MSE frente a
ciclos de ejecucion (Epoch). Fuente: elaboracion propia.
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Figura 4.10. Primera combinacion. Arriba: MAE frente a ciclos de ejecucion (Epoch). Abajo: MSE frente a
ciclos de ejecucion (Epoch). Fuente: elaboracion propia.
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La tabla de resultados obtenidos tras aplicar el método de redes neuronales es la siguiente:

Combinacion MAE MSE
Pearson 7,00 83,00
Info mutua 6,30 77,00
Sel. Regresiva 7,00 80,00

4.5 Conclusiones

El objetivo fundamental del proyecto plasmado en este documento era el de determinar qué método de
aprendizaje automatico era capaz de realizar la prediccion del precio diario del megavatio hora mas ajustada.
Para ello, se realizaron varios pasos.

En primer lugar, se eligieron los datos a emplear que servirian como base para el Desarrollo de las futuras
predicciones.

Tras ello, se procedio a seleccionar las variables mas significativas para realizar dicha prediccion. Se emplearon
cuatro métodos diferentes para ello, arrojando tres combinaciones de variables diferentes, pues dos de los
métodos proporcionaron el mismo resultado.

Finalmente, se elaboraron los diferentes modelos de machine learning a partir de las combinaciones de variables
elegidas, probandose cada uno para todas ellas.

A priori, como se desarrollo anteriormente, los métodos regresivos suelen obtener buenos resultados cuando se
les emplea para la prediccion de valores continuos como los precios, por 1o que era de esperar un buen
desempeiio del método de regresion lineal. El resultado, sin embargo, result6 ser el tercero mejor de los cinco
métodos probados.

El amplio rango de precios existente en los datos historicos dificultd que las maquinas vectoriales realizasen una
buena prediccion debido a su algoritmo de clasificacion binario. Como resultado, las SVM han obtenido las
peores predicciones del conjunto de métodos elegidos.

Pese a ser un método predominantemente clasificativo, el de los K vecinos proximos ha obtenido una prediccion
aceptable superando a las SVM, aunque aun asi no logre superar al resto de algoritmos.

Las redes neuronales demostraron ser un poderoso mecanismo para la prediccion de precios. Pese a contar
unicamente con dos capas ocultas, el error en la prediccion no super6 los 7 euros por megavatio hora. Pese a sus
ventajas, el coste computacional requerido es considerable. Superd con diferencia cualquier otro método
empleado. Con todo ello, las redes neuronales constituyen un método con enorme potencial para la prediccion
de precios, aunque el uso de redes de gran tamaio pueda implicar la necesidad de grandes cantidades de recursos
de procesamiento.

Finalmente, el método que resulto ser mas preciso para la prediccion de los precios del mercado eléctrico diario
fue el de los arboles de decision, probando ser simamente versatil dada su calidad también como método de
clasificacion. El error minimo obtenido resulto ser de 6 euros y 34 céntimos el megavatio hora.
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Pearson Informacion Seleccion
Mutua Regresiva
Lincal MAE: 84377 MAE: 8,7085 MAE: 8,222
MSE: 112,684 ~ MSE: 132,7027 ~ MSE: 126,2505
Ridge MAE: 84377 MAE: 8,7085 MAE: 8,222
MSE: 112,684 ~ MSE: 132,7027  MSE: 126,2505
Lasso MAE: 84377 MAE: 8,7085 MAE: 8,222
MSE: 112,684 ~ MSE: 132,7027  MSE: 126,2505
A. Decision MAE: 63378 MAE: 63558  MAE: 6,6321
MSE: 81,6769  MSE: 83,3875  MSE: 89,7175
K. Vecinos MAE: 9,2039 MAE: 8,5423 MAE: 7,723

MSE: 141,3625

MSE: 120,3639

MSE: 102,8554

Tabla 4-6 Comparativa de resultados finales. Fuente: elaboracion propia

4.6 Consideraciones Futuras

El estudio realizado en este proyecto realiza una comparativa entre diferentes métodos de prediccion de precios
aplicados al mercado eléctrico, arrojando un resultado que esclarece cudles son mas indicados para tal cometido.
No obstante, dicha investigacion podria ampliarse pudiendo elegir entre dos aspectos a optimizer.

En primer lugar, seria interesante ampliar la variedad de datos empleados para la construccion de los modelos.
Una Buena forma de hacerlo seria la adicion de datos meteorologicos como las temperaturas, la pluviometria o
la irradiacion solar. Ademas, podria ser de utilidad estudiar como afectan variables macroeconémicas como el
PIB, el precio de las materias primas o diferentes sucesos geopoliticos al precio del kilovatio hora.

Tras ampliar el elenco de datos con los que entrenar los diferentes modelos, podria ponerse el foco en la
optimizacion de los métodos que mejores predicciones han arrojado en este estudio. Asi, podrian ajustarse los
parametros del método de los vecinos proximos, y especialmente ampliar y optimizar las redes neuronales
empleadas afiadiendo mas neuronas por capa, mas capas de neuronas, o variando los ciclos de ejecucion de las
mismas.
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5 APENDICES

5.1 Cddigo empleado

5.1.1 Tratamiento Previo de Datos

import pandas as pd

datos = pd.read_excel(r'C:\Users\Eugenio\Desktop\Carrera\Cuarto\Segundo cuatri\TFG\Datos 2021 .xIsx")
datos

datos.drop('Fecha', axis=1, inplace=True)

datos

X = datos.drop("Precio", axis=1)

y = datos["Precio"]

5.1.2 Seleccion de atributos

from sklearn.preprocessing import StandardScaler

from sklearn.pipeline import make pipeline

from sklearn.model _selection import KFold

from sklearn.neighbors import KNeighborsRegressor
from sklearn.metrics import mean_squared_error, r2_score
from sklearn.model selection import cross val predict
from sklearn.linear model import LinearRegression

from math import sqrt

modelo = LinearRegression()

modelo.fit(X, y)

y_pred = modelo.predict(X)

#cv = KFold(n_splits=10, random_state=None, shuffle=False)
#classifier_pipeline = make pipeline(StandardScaler(), KNeighborsRegressor(n_neighbors=10))
#y pred = cross_val predict(classifier pipeline, X, y, cv=cv)

RMSE original = sqrt(mean_squared_error(y,y_pred))

R2 original =12_score(y,y_pred)

print("RMSE: " + str(round(sqrt(mean_squared_error(y,y pred)),2)))
print("R_squared: " + str(round(r2_score(y,y_pred),2)))

R2_original

5.1.21 Correlacion de Pearson

import seaborn as sns
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import matplotlib.pyplot as plt

plt.figure(figsize=(12,10))

cor = datos.corr()

sns.heatmap(cor, annot=True, cmap=plt.cm.CMRmap r)

plt.show()

abs(datos.corr()["Precio"][abs(datos.corr()[ "Precio"])>0.5].drop('Precio')).index.tolist()
vals =[0.1,0.2,0.3,0.4,0.5,0.6,0.7]

for val in vals:

features = abs(datos.corr()["Precio"|[abs(datos.corr()[ "Precio"])>val].drop('Precio")).index.tolist()

X = datos.drop(columns="Precio’)

X=X]features]

print(features)

y_pred = cross_val predict(classifier pipeline, X, y, cv=cv)
print("RMSE: " + str(round(sqrt(mean_squared_error(y,y pred)),2)))
print("R_squared: " + str(round(r2_score(y,y_pred),2)))

51.2.2 Informacion Mutua

from sklearn.feature _selection import mutual info regression

X = datos.drop("Precio", axis=1)

y = datos["Precio"]

mutual info =mutual info regression(X, y)

mutual info

mutual info = pd.Series(mutual _info)

mutual info.index = X.columns

mutual info.sort values(ascending=False)

mutual info.sort values(ascending=False).plot.bar(figsize=(15,5))
X = datos.drop(columns='Precio’)

y = datos['Precio']

#y pred = cross_val predict(classifier pipeline, X, y, cv=cv)

print("RMSE: " + str(round(sqrt(mean_squared _error(y,y_pred)),3)))
print("R _squared: " + str(round(r2_score(y,y pred),3)))
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5.1.2.3 Seleccion Regresiva

from mixtend.feature selection import SequentialFeatureSelector as SFS
sfs1 = SFS(classifier pipeline,

k features=1,

forward=False,

scoring=neg_mean_squared_error’,

CV=CV)

X = datos.drop(columns="Precio")

sts1.fit(X,y)

sfs1.subsets

X = datos.drop(columns='Precio')[['Demanda’,  'Carbén','Ciclo
Resto','Intercambios Baleares']]

y = datos['Precio']

y_pred = cross_val predict(classifier pipeline, X, y, cv=cv)

RMSE bw = sqrt(mean_squared_error(y,y pred))

R2 bw =12 score(y,y pred)

print("RMSE: " + str(round(sqrt(mean_squared_error(y,y pred)),3)))
print("R_squared: " + str(round(r2_score(y,y_pred),3)))

5.1.24 LASSO

import matplotlib.pyplot as plt

import numpy as np

import pandas as pd

import scipy as sp

import scipy.stats as stats

import seaborn as sns

import statsmodels.api as sm

import warnings

from mpl_toolkits import mplot3d

from pylab import rcParams

from scipy import stats

from sklearn.linear_model import Lasso

from sklearn.model selection import train_test split, GridSearchCV
j = sns.jointplot("Precio", "Ciclo Combinado", data = datos, kind = 'reg')

j-annotate(stats.pearsonr)

Combinado','Cogeneracion

y
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plt.show()

X = datos.drop("Precio", axis=1)

y = datos["Precio"]

lasso = Lasso()

params = {"alpha" : [le-15, le-10, le-8, le-4, le-3, 1e-2, 1, lel,

le2, 1e3, led, 1e5, 1e6, 1e7]}

lasso_regressor = GridSearchCV(lasso, params,
scoring="neg_mean_squared_error",
cv=5)

lasso_regressor.fit(X, y)

lasso_regressor.best_score

lasso_regressor.best estimator

lasso_best =lasso regressor.best estimator

lasso_best.fit(X, y)

coef = pd.Series(lasso_best.coef ,list(X.columns))

coef.plot(kind="bar', title="Model Coefficients')

X = datos.drop(columns="Precio’)[['Demanda’, 'Carbon', 'Ciclo Combinado', 'Cogeneracion y Resto),
'Intercambios Internacionales', 'Edlica']]

y = datos['Precio']

y_pred = cross_val predict(classifier pipeline, X, y, cv=cv)

RMSE lasso = sqrt(mean_squared_error(y,y pred))

R2 lasso =12 score(y,y pred)

print("RMSE: " + str(round(sqrt(mean_squared error(y,y pred)),3)))
print("R_squared: " + str(round(r2_score(y,y _pred),3)))

5.1.3 Métodos de Prediccion

import pandas as pd

from math import sqrt

import seaborn as sns

from pandas import DataFrame

datos = pd.read_excel(r'C:\Users\Eugenio\Desktop\Carrera\Cuarto\Segundo cuatri\TFG\Datos 2021 .xIsx")
datos

datos.drop('Fecha', axis=1, inplace=True)

datos

%% split de datos para la primera combinacion de variables

X = datos.drop(columns="Precio")[['Demanda’, 'Carbén', 'Ciclo Combinado', 'Cogeneracion y Resto', 'Edlica’,
'Intercambios Internacionales']]

y = datos['Precio']
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X train, X test, y train, y test =train test split(X,y, test size =0.3)
5.1.3.1 Regresion Lineal

from sklearn import linear model

from sklearn.metrics import mean squared_error, r2_score, mean_absolute error, mean squared error
Ir = linear_model.LinearRegression()

Ir.fit(X_train, y_train)

Ir.get_params(deep= True)

y_pred = Ir.predict(X_test)

print("RMSE: " + str(round(sqrt(mean_squared_error(y_test,y pred)),2)))

print("R_squared: " + str(round(r2_score(y_test,y_pred),4)))

print("MAE: " + str(round(mean_absolute error(y test,y pred),4)))

print("MSE: " + str(round(mean_squared _error(y_test,y pred),4)))

51.3.2 Arboles de Decision

from sklearn.tree import DecisionTreeRegressor

DtReg = DecisionTreeRegressor(random_state = 0)

DtReg.fit(X_train, y_train)

y_pred = DtReg.predict(X_test)

print("RMSE: " + str(round(sqrt(mean_squared error(y_test,y pred)),2)))
print("R_squared: " + str(round(r2_score(y_test,y pred),4)))
print("MAE: " + str(round(mean_absolute error(y test,y pred),4)))
print("MSE: " + str(round(mean_squared error(y test,y pred),4)))

5.1.3.3 K Vecinos Préximos

from sklearn.neighbors import NearestNeighbors, KNeighborsRegressor
from sklearn.model selection import cross val predict
import matplotlib.pyplot as plt
error =[]
for k in range(1,51):
knn = KNeighborsRegressor(n_neighbors = k)
y_pred = cross_val predict(knn, X, y, cv=5)
error.append(mean_squared_error(y, y_pred))
plt.plot(range(1,51),error)
knn = KNeighborsRegressor(n_neighbors = 5)
y_pred = cross_val predict(knn, X test,y test, cv=5)
print("RMSE: " + str(round(sqrt(mean_squared_error(y_testy pred)),2)))
print("R_squared: " + str(round(r2_score(y_test,y pred),4)))
print("MAE: " + str(round(mean_absolute error(y test,y pred),4)))
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print("MSE: " + str(round(mean_squared_error(y_test,y pred),4)))

5.1.3.4 Maquinas de Soporte Vectorial

import sklearn.svm as svm

svmt = svm.SVR(kernel = 'rbf")

svmt.fit(X_train, y_train)

y_pred = svmt.predict(X_test)

print("RMSE: " + str(round(sqrt(mean_squared error(y_test,y pred)),2)))
print("R_squared: " + str(round(r2_score(y test,y pred),4)))
print("MAE: " + str(round(mean_absolute error(y_test,y pred),4)))
print("MSE: " + str(round(mean_squared _error(y_test,y pred),4)))

5.1.3.5 Redes Neuronales

import numpy as np

import pathlib

import keras

import tensorflow as tf

from tensorflow import keras

from tensorflow.keras import layers

X = datos[['Demanda’, 'Carbén’, 'Ciclo Combinado', 'Cogeneracion y Resto', 'Eolica’, 'Intercambios
Internacionales', 'Precio']]

train_dataset = X.sample(frac = 0.8, random_state = 0)

test_dataset = X.drop(train_dataset.index)

train_labels = train_dataset.pop('Precio")

test_labels =test dataset.pop('Precio’)

X train_labels =X _train.pop

X test labels =X test.pop

def build_model():

model = keras.Sequential([

layers.Dense(100, activation = tf.nn.relu, input _shape = [len(train_dataset.keys())]),
layers.Dense(100, activation = tf.nn.relu),

layers.Dense(1)
D

optimizer = tf.keras.optimizers. RMSprop(0.001)

model.compile(loss = 'mse’,
optimizer = optimizer,

metrics = ['mae’, 'mse'])
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return model
model = build_model()
model.summary()
example batch = train_dataset[:10]
example result = model.predict(example batch)
example result
class PrintDot(keras.callbacks.Callback):
defon_epoch_end(self, epoch, logs):
if epoch % 100 == 0: print(")
print('.!, end=")

EPOCHS = 1000

history = model.fit(
train_dataset,train_labels,
epochs = EPOCHS,validation_split = 0.2, verbose = 0,
callbacks = [PrintDot()])
hist = pd.DataFrame(history.history)
hist['epoch'] = history.epoch
hist.tail()
def plot_history(history):
hist = pd.DataFrame(history.history)
hist['epoch'] = history.epoch

plt.figure()
plt.xlabel('"Epoch')

plt.ylabel('Error Medio Absoluto [Precio]')
plt.plot(hist['epoch'], hist['mae'],

label = "Train Error')
plt.plot(hist['epoch'], hist['val mae'],

label = 'Val Error')
plt.legend()
plt.ylim([0,757)

plt.figure()
plt.xlabel('"Epoch')

plt.ylabel('Error Cuadratico Medio [$Precio”2$]')
plt.plot(hist['epoch'], hist['mse'],
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label = "Train Error")
plt.plot(hist['epoch'], hist['val mse'],
label = "Val Error')
plt.legend()
plt.ylim([0,2507)

plot_history(history)

loss, mae, mse = model.evaluate(test_dataset, test_labels, verbose = 0)
print("Error Absoluto Medio del Testing Set: {:5.2} Euros".format(mac))
print("Error Cuadratico Medio del Testing Set: {:5.2}".format(mse))
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